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概要：多くの投資家にとって金融機関や中央銀行，政府から出される金融・経済レポートを読むのは骨の
折れる作業である．本稿では自然言語処理を用いて，金融経済に関する文書から自動的に景況感を読み取
り指数化（景気センチメント）する手法を提案する．投資家はこの指数によって，文書の全体的な景況感
を即座に読み取ることが可能となる．本手法の特徴は，景気センチメントを推定するモデルに深層ニュー
ラルネットワークの一手法である LSTMを用いた点と，これを学習するために必要な教師データとして
景気ウォッチャー調査データを用いた点にある．手法の有効性を示すために，政府の発行する月例経済報
告と日本銀行が発行する金融経済月報をそれぞれ指数化して日経平均株価と比較したところ，既存の経済
指標と比較して高い相関があることが確認された．本稿で提案した手法は既に実務でも応用が進み，企業
や政府が SNSや地域経済レポートを指数化して公表されるなどの活用が為されている．
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 Abstract: For many investors, it is very time-consuming to read financial and economic reports issued by 
financial institutions, central banks and governments. This paper introduces the method that calculates an 
economic sentiment index from texts in a financial report by using the machine learning technique. The 
index can assist investors in interpreting the overall opinion presented in a financial news article or report. 
The model is investigated with long short-term memory networks (LSTM) by learning the relations be-
tween sentences and economic sentiments in the Japanese Economic Watcher Survey data. To evaluate ef-
fectiveness, we calculated the indices of the monthly economic reports issued by the Bank of Japan and 
the Government of Japan and confirmed that these indices have positive and significant correlation with 
the Japanese stock index (Nikkei 225). The proposed method in this paper is applicable to various econom-
ic text, and for example, the indicators of SNS and regional economic reports have already been published.

 Keywords: NLP, economy watchers survey, LSTM, economic indicator

1.　 はじめに

政府や中央銀行のマクロ経済レポートや日々の新聞，証
券会社のアナリストレポートなど，投資に関する膨大なテ

キストが日々発行されており，投資家はこれらのテキスト
から情報を得て，自らの投資判断を下す必要がある．実
際，ある投資家向けのアンケート調査によると [1]，投資
家の約 60%が新聞記事を，約 19%がアナリストレポート
を投資情報として活用しており，テキスト情報は最も重要
な投資情報の 1つである．しかし，テキストを読むのには
時間が掛かり，1人の投資家が読めるレポートやニュース
は全体の極一部である．
株価や財務データ等の数値データであれば，時系列の変
化や他社との比較，マクロでの集計が容易に行え，投資家
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はそれらから有益な情報を得ることができる．一方，テキ
ストデータの場合には比較や集計は数値データのように容
易ではない．もし金融テキストを機械的に数値で評価する
ことが可能となれば，投資家は時系列や他社との比較，あ
るいは平均値や合計値への集計を通して自分で読める以上
の膨大なテキストから瞬時に投資情報を得ることが可能に
なると期待される．
金融テキストに含まれる株価や景気にポジティブ/ネガ

ティブなセンチメントを評価する（センチメント分析と呼
ばれる）ことで，有益な投資情報が得られるとする先行研
究が多くあり [2]，本研究でも金融テキストのセンチメン
ト分析に着目する．その手法は大別して極性辞書を用いた
手法 [3]-[7]と，特徴となるキーワードの数え上げにより数
値化を行う Bag-of-Words（BoW）で抽出した特徴量を入
力とする機械学習手法 [8]-[12]がある [2]．極性辞書を用い
る手法では精度を上げるために，極性辞書と係り受けや否
定語処理，文脈の重み付け等のルール（テキスト処理ルー
ルと呼ぶ）の作りこみが必要となるため，コストが掛かる
うえに分析者の裁量が入り込む余地が大きいという課題が
ある．また，BoWと機械学習を用いた手法では言語の語
順や文脈が考慮されていないという課題がある．
本稿では金融テキストのセンチメントを推定するモデル

として，近年急速に発展している深層ニューラルネット
ワークを用いることを提案する．これによって，キーワー
ドの絞り込み，極性辞書の作成，テキスト処理ルール作り
を必要とせず，データドリブンな手法で語順や文脈を考慮
した景気センチメントを推定することが可能となる．深層
ニューラルネットワークモデルとしては，Long Short-

Term Memory（LSTM） [13] ユニットを持つ Recurrent 

Neural Network（RNN）モデルを用いる．LSTMを用い
ることで，語順を考慮したセンチメント評価が可能となる
ため，“悪くなる要素は感じられないので、このまま良く
なる方向に進む。”といった否定表現を含む文でも正確な
推定が可能と期待される．なお，LSTMは深層ニューラ
ルネットとしては比較的古くからある手法で，学習に必要
なデータやコストも最新手法に比べると少ないという利点
があるが，近年では注意機構（アテンション）をベースに
した Transformerモデル [14]が LSTMのような RNNモ
デルよりも高精度であることが報告されている．また，
Transformer を使って Bidirectional Encoder Representa-

tions from Transformers（BERT）のようにより大規模な
データで事前学習することで精度を高める手法も報告され
ている [15]-[18]．本研究のセンチメント推定にこれらの手
法を用いることも可能と考えられる．
このようなニューラルネットワークモデルの学習には大

規模教師データの準備が課題となるが，日本政府（内閣
府）が調査・公表している景気ウォッチャー調査 [19]を
教師データに用いることで，これを解決する．景気ウォッ

チャー調査は景気に関するセンチメント（景気センチメン
トと呼ぶ）のラベルとその判断理由テキストが紐付いた約
20万サンプルの大規模データである．センチメントラベ
ルの集計値である景気ウォッチャー調査の Diffusion Index

（DI）は代表的な景気マインド指標として活用 [7]されて
きたが，個々の判断理由テキストは研究事例がほとんど無
く，センチメントモデルの学習データとして用いるのは本
研究が初と考えられる．景気ウォッチャー調査データに含
まれるセンチメントラベルは景気に関するものであり，株
価や為替等へのセンチメントは含まれていない．このた
め，本稿の以下の分析は景気センチメントに限定して記述
するが，学習データを変更・追加することで景気センチメ
ント以外にも適用可能と期待される．
提案手法の有効性を評価するために，景気ウォッチャー
調査のテストデータで景気センチメント推定精度を評価す
る．ベースラインとして代表的な BoW手法である TF-

IDFによるモデルと比較し，提案手法により精度が向上
することを確認する．また，LSTMで正答/誤答した例を
考察し，語順や文脈を考慮した学習ができていることを確
認する．
得られた景気センチメント推定モデルが実際に金融・経
済レポートの評価に有効であることを確かめるために，日
本政府や日本銀行（日銀）が発行する月次レポートの文書
全体の景気センチメントをモデルで評価して指数化する．
なお，本研究ではこの指数をレポート景況感指数と呼ぶ．
指数化手順の概要を図 1に示した．得られた政府，日銀
レポートのレポート景況感指数を既存の経済指標や株価指
数と比較し，指数の有効性を確認する．
なお，本稿は [20]で発表した内容をもとに加筆修正し

たものである．
本研究の主な貢献は以下のとおりである．

 ・  深層ニューラルネットを用いることで，景気センチメ
ントを約 95%の精度で分類可能とした（2値分類の
場合）．これは，TF-IDFと比較して約 7ポイント高
い精度である．

 ・  上記のモデルを学習するために，景気ウォッチャー調
査データを用いた．景気センチメントの機械学習に本
データを用いたのは筆者の知る限る本研究が初めてで
ある．

 ・  政府や日銀の発行するレポートのテキストを指数化す
ることで，他の経済指標や過去のレポートと比較し，
日経平均株価との相関が既存の経済指標と比較しても
高いことを確認した．

 ・  本研究の手法が発表 [20]されて以降，本研究で用い
た景気センチメント推定手法を応用した様々な指数が
公表され，社会で実用された．例として，筆者らの
チームは提案手法をベースとして“SNS×AI景況感
指数”（経済産業省，野村證券株式会社から公表）と
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して実用化した．この研究では提案手法と同様に学習
した景気センチメント推定モデルを Twitterに応用す
ることで，リアルタイムに日本全体の景気センチメン
トを算出している [21]．でき上がった指数は既存の統
計指標である景気ウォッチャー調査 現状判断 DIと高
い相関を示しており，特に新型コロナパンデミックに
よって，景気センチメントが大きく下落，回復した時
期が良く捉えられていることが報告されている [22]．
また，他社も類似した手法を開発しており，業界の
ベースとなる手法を作った．

本章の最後に本研究の応用範囲について述べる．本稿で
は政府と日銀の 2つのレポート景況感指数を試している
が，本研究の手法はより一般のレポートやニュース記事，
SNSの書き込み等に応用可能である．その際，学習に用
いるテキストと指数化するテキストの話題や文体が類似し
ている必要があるが，金融分野では景気に関する様々なレ
ポートが発行されており，景気ウォッチャー調査データで
学習したモデルとの親和性が高い．また，StockTwits [23]

や Yahoo！ファイナンス掲示板 [24]といった株式に関す
るラベル付きのテキストを用いることで，景気だけでなく
株価に関する金融テキストも評価可能と期待される．さら
に，金融分野以外にも E-Commerceサイトやグルメサイ
トのレビューを用いることで，商品やレストランに関する
テキストを指数化することも可能と考えられる．
以降の章では 2章で関連研究について述べたのち，3章

で図 1の Step1，4章で Step2-4について述べる．5章はま
とめと結論である．

2.　 関連研究

金融・経済分野におけるセンチメント分析を用いた研究
と，本研究で用いた深層ニューラルネットによるセンチメ
ント分析および景気ウォッチャー調査データを使った研究
について以下でまとめる．

2.1　 金融テキストのセンチメント分析
ニュースやレポート等のテキストデータを投資に活用す
る試みは多くある．特に近年では本研究と同様に文章のセ
ンチメントを解析し，株価等のマーケットデータとの連動
性を示すことを報告するものが多数ある．
2.1.1　 極性辞書を用いたセンチメント分析

Tetlock et al. [3]，Heston and Sinha [4]や石島ら [5]で
はニュース記事のセンチメントを単語の出現頻度と極性辞
書から評価し，得られた指標が企業の利益や株価と相関を
持つことを示した．また，近年ではより膨大で即時性の高
いテキストデータである SNSを利用する研究もある．
Bollen et al. [25]，迫村・和泉 [6]では Twitterのテキスト
に対して同様のセンチメント分析を行い，金融市場との相
関があることを確認している．Antenucci et al. [26]は失
業に関連する単語の辞書を作り，Twitterでの出現頻度か
ら指数化した．得られた指数は米国政府の公表する失業保
険申請者数の予測に有用であることを示した．諏訪部 [27]

では，四季報や決算議事録やアナリストレポートのセンチ
メントをあらかじめ用意した辞書で評価し，それを元に株
式を売買することで統計的に有意な正のリターンを得られ
るとしている．

図 1　レポート指数化の手順．
Fig. 1　Procedure for calculating the report sentiment indicator.
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2.1.2　 BoWと機械学習を用いたセンチメント分析
極性辞書を用いず本研究のように機械学習を用いてセン

チ メ ン ト を 推 定 し た 研 究 と し て は Antweiler and 

Frank [8]，Huang et al. [9]，Das and Chen [10]，Li [11]，
前川ら [12]などが挙げられる．Huang et al. [9]ではアナ
リストレポートを教師データとして，レポートのレーティ
ング（買い推奨/売り推奨）をテキストから推定するセン
チメントモデルを学習している．モデルは BoWの一種で
ある Naive Bayesモデルを用いており，辞書を用いた手法
に比較して精度が高かったことを報告している．Das and 

Chen [10]はいずれも BoWを用いた 5つの異なる手法を
用いてインターネット掲示板のメッセージをセンチメント
分析している．Antweiler and Frank [8]も同様にインター
ネット掲示板のメッセージを Naive Bayesモデルで分析し
ている．Li [11]は企業の有価証券報告書に含まれる経営
者による経営成績の分析であるManagement Discussion & 

Analysis（MD&A）と呼ばれるテキストを Naive Bayesモ
デルで分析し，MD＆ Aのセンチメントが将来の企業業
績と正に相関があると報告している．前川ら [12]は半教
師有り学習で構築した極性辞書と Naive Bayesモデルを用
いて，ニュース記事から株価の予測を行っている．
これらはいずれも機械学習モデルとして Naive Bayesモ
デルのような BoWを用いたモデルを採用されている．
ここまで，深層ニューラルネット登場以前の金融・経済

分野でのテキストのセンチメント分析について紹介した．
いずれもテキストのセンチメントと株価や企業業績，経済
指標との相関が報告されている．一方，センチメント分析
モデルについては極性辞書または BoWを使った機械学習
が採用されており，前者では極性辞書やテキスト処理ルー
ルの作成に手間が掛かる点が課題であり，後者では語順や
文脈が無視されることにより精度が低下する可能性がある
点が課題である．
2.1.3　 深層ニューラルネットを用いたセンチメント分析
次に，本研究で用いた LSTMの様な深層ニューラル

ネットを用いたセンチメント分析を紹介する．深層ニュー
ラルネットによる一般のセンチメント分析は LSTMを用
い た 手 法 [28], [29] や Convolutional Neural Network

（CNN）を用いた手法 [30]を中心に発展し，近年では
BERT [15]を用いた手法が注目されている．金融関連テキ
ストに RNNを用いた分析としては，ニュース記事の要約
を試みた Chen et al. [31]がある．青嶋・中川 [17]は景気
ウォッチャー調査データに BERTを適用し，LSTMより
分類精度が高いことを確認した．BERTの学習には景気
ウォッチャー調査データより大規模なテキストデータが必
要なため，彼らは日本語Wikipediaを用いて事前学習を
行っている．本研究でも景気センチメント推定に BERT

を用いることで精度が向上し，より良いレポート景況感指
数につながる可能性がある．西ら [16]は同じく BERTと

LSTMをニューステキストで比較して，やはり BERTの
ほうが精度が高くなることを報告している．Xing et 

al. [18]は投資情報 SNSである StockTwitsデータで LSTM

や BERTを含む様々なモデルを学習し，精度の比較を報
告している．本研究と同様の分析を CNNを用いて行った
五島ら [32]の研究については次節で述べる．
なお，本研究の元となった研究 [20]以前には，深層

ニューラルネットを用いた金融テキストのセンチメント分
析を行った研究は見つけられなかった．

2.2　 景気ウォッチャー調査データを用いた研究
景気ウォッチャー調査データのテキストを用いた研究は
多く無いが，岡崎・敦賀 [7]は語彙の出現頻度や共起ネッ
トワークと各月の DIとの関係を調べ，DIが変化した理由
を語彙レベルに分解して要因を明らかにする試みが成され
ている．景気ウォッチャー調査データをセンチメント推定
モデルの教師データとして用いた研究は本研究が初と考え
られる．
五島ら [32]は本研究を参照して，景気ウォッチャー調
査データで CNNを学習しニュース記事から景況感ニュー
ス指数を計測している．得られた指数は本稿のレポート景
況感指数と同様に景気動向を表す経済指標と相関してお
り，さらに，指数が株価や国債価格のボラティリティ（変
動率の標準偏差）の予測に有効であることが報告されてい
る．

3.　 景気センチメント推定機の学習

金融文書を指数化するために，比較的短いテキスト（た
とえば 1つのセンテンス）の景気センチメントを推定する
センチメント推定機を学習した．機械学習の中でも近年急
速に発展している深層ニューラルネットワークの一手法で
ある LSTMモデルを用いることで，先行研究のように極
性辞書やテキスト処理ルールを作りこむこと無く，語順や
文脈を考慮したセンチメントモデルが学習できることを示
す．以下では学習に用いたデータとモデルについて説明す
る．

3.1　 学習データ：景気ウォッチャー調査
学習データには内閣府が調査・公表している景気ウォッ
チャー調査 [19]を用いた．景気ウォッチャー調査とは内
閣府が行う景気動向に関するアンケート調査で，タクシー
運転手や小売店の店主等，景気に敏感な人達（景気ウォッ
チャー）に景気に対する判断（5段階，現状・先行き別）
とその理由（テキストデータ，現状・先行き別）をアン
ケートしている．結果は毎月公表され，景気判断の集計値
が PDF等で公表されるのに加えて，全件のテキストデー
タと景気判断が CSVで利用可能となっている．利用した
データの期間は 2010年 1月から 2015年 12月である．
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本研究では，この景気判断理由のテキストから，景気判
断を予測する教師有り学習によって，景気に関する文章か
らそのポジティブ/ネガティブ度合を自動で推定（分類ま
たは回帰）する機械を学習する．判断理由のテキストの多
くは 1センテンス程度の短いもので，たとえば“最近は客
の反応も非常に良いため、先行きはやや良くなる。（先行
き判断，やや良い）”，“東日本大震災の影響は避けられず、
厳しい状況となる。（先行き判断，悪い）”といったもので
ある．このため，学習されるモデルも比較的短いテキスト
を推定するモデルとなる．
景気ウォッチャー調査データの回答別件数を表 1にま

とめた．解答は景気の現状判断と先行き判断に分かれてお
り，いずれも中央の“変わらない”を中心に概ね対称に分
布している．実際の回答サンプルや質問項目の詳細につい
ては [19]を参照されたい．

3.2　 景気センチメント推定機の構築
用いた機械学習モデルの概要と推定精度について述べる．

3.2.1　 LSTMモデル
以下では LSTMユニットを用いた RNNモデルについ
て説明する．RNNは時系列データのような連続した系列
をニューラルネットワークで解析する手法であり，長さが
異なる系列への適用も可能であるため，本研究のような自
然言語の解析に向いている．RNNでは，前の層の中間層
を次の層の入力ベクトルの一部として用いるため，過去の
系列を“記憶”することができる．言語の解析ではこれに
よって語順や文脈の解析が可能となる．RNNで活性化関
数に tanh関数を用いる場合，時刻 tで xtと ht−1から htを
求める式は以下となる．
 ht = tanh(Wxt + Uht−1 + b) (1)

ここで，xtは t時点の入力，ht−1は t − 1時点の隠れ層，
W，U，bはそれぞれの重み行列，切片である．しかし，
RNNの活性化関数に 1式のような単純な tanh関数を用い
た場合，誤差の勾配が消失または発散してしまう問題があ
り，長期の系列の学習が難しいことが知られている．
LSTMモデル [13], [33]はこの RNNの勾配消失・発散問
題を解決するために用いられ，近年，言語のセンチメント
推定タスクにおいても高い性能を発揮することが報告され

ている [28], [29]．LSTMでは xtと ht−1から htを求める際
に，1(式)の代わりに下式で表される入力ゲート（it），忘
却ゲート（ft），出力ゲート（ot）を用いることで，それぞ
れ入力の重み，前の隠れ層の重み，出力の重みを調節して
記憶することが出来，これによって長期の記憶を可能とし
ている．
 it = σ(W (i)xt + U (i)ht−1 + b(i)) (2)

 ft = σ(W (f)xt + U (f)ht−1 + b(f)) (3)

 ot = σ(W (o)xt + U (o)ht−1 + b(o)) (4)

 ut = tanh(W (u)xt + U (u)ht−1 + b(u)) (5)

 ct = it ◦ ut + ft ◦ ct−1 (6)

 ht = ot ◦ tanh(ct) (7)

ここで σは Sigmoid関数，◦ は要素間の積を表す．
3.2.2　 テキストの LSTMへの入力と出力層
景気ウォッチャー調査データのテキストを LSTMモデ

ルで解析するため，本研究ではまず形態素解析エンジン
MeCab [34]を用いてテキストを単語に分解した．分解し
た各単語を 200次元のベクトルに埋め込んだ後，テキスト
の最初の単語ベクトルを x0，次の単語を x1，・・・，とし
て順に LSTMに入力した．計算コストを考慮して 1つの
テキストにおける単語数の上限は 150とし，それ以降の単
語は切り捨てたが，全テキストの 99.9%が 150単語以下
であったため，学習への影響は軽微と考えられる．なお，
MeCabにはテキストを各単語に分解するだけでなく，各
単語の原形を返す“原形”という出力がある．活用形によ
る単語種類の増大を防ぐため，入力する単語はすべて
MeCab出力の“原形”を用いた．なお，学習データにお
いて 2回以上出現しない単語はすべて未知語として
“[UNK]”で置換した．これによって単語は全部で 12,849

種類となった．さらに，文頭のみからテキストを入力する
と LSTMの場合にも最初のほうの入力が重視され難くな
る懸念があるため，文の最後から入力するプロセスも加え
た Bidirectional LSTM（BLSTM） [35]も実装して比較し
た．LSTMプロセスで得られた最終時点の htに全結合層
と出力層をつなげることでセンチメント予測を行った．出
力層の活性化関数は次節で説明するタスク種別によって異
なり，2値分類の場合には Sigmoid関数，回帰の場合には
恒等関数を用いた．損失関数は 2値分類ではクロスエント
ロピー，回帰ではMean Squared Error（MSE）とした．
なお，htと全結合層をつなぐ際には各時点の htを平均し
て用いる方法も考えられるが，[29]を参考に最終時点の ht

のみを全結合層の入力に用いた．
3.2.3　 作成したモデルの種類
ここでは作成したモデルの種類について記述する．モデ
ルは“タスク種別”，“学習データ”，“機械学習モデル”の
3つの軸で分けて複数個を作成している．
 ・  タスク種別：2値分類，または回帰の 2パターン．2

値分類は単純で評価が簡単である．一方，回帰の場合

表 1　景気ウォッチャー調査の回答別件数．
Table 1　Number of responses to the economic watcher survey.
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には“変わらない”も含めてすべてのサンプルを利用
できる点と，分類問題と違って“悪い”～“良い”まで
5段階の順序情報を考慮できる点が優れている．

 −  2値分類：学習データのラベルのうち，“良い”/“や
や良い”を 1，“悪い”/“やや悪い”を 0として 2値
分類．

 −  回帰：“悪い”～“良い”までの 5段階をそれぞれ
−2～+2として回帰．

 ・  学習データ：現状について記述したテキストでは“良
くなった”/“良くなっている”といった事実を記述す
る表現が多く，先行きについて記述したテキストでは
“良くなる（だろう）”/“期待される”と言った未来の
推量や期待を記述する表現が多くなるなど，使われる
単語や表現に違いがあるため，以下の 3パターンで学
習した．

 −  現状：景気の現状判断について記述した現状判断
データのみを使って学習

 −  先行き：同様に先行きデータのみを使って学習した
モデル

 −  現状・先行き：両者を併せて使って学習したモデル
 ・  機械学習モデル：以下の 3パターン．
 −  LSTM：LSTMモデル．長期記憶によって語順を考

慮した学習が可能．
 −  BLSTM：Bidirectional LSTMモデル．文頭に重要

な主張がある場合に LSTMより高精度と期待され
る．

 −  TF-IDF：テキストに出現する単語の TF-IDF値を特
徴量としたロジスティック回帰（2値）または線形
回帰（回帰）モデル．学習には l2正則化を使用．語
順を考慮しないベースラインモデルとして構築．

3.2.4　 モデルの学習方法
いずれのモデルも全データの 90%を学習データ，10%

をテストデータとしてランダムに分割し，テストデータの
精度を計測している．また，モデルのハイパーパラメー
ターのチューニングは学習データの中からさらにランダム
に 10%を検証データとして分割して行った．パラメー
ターごとに数パターンを試して検証データの損失関数が最
小となる以下の値を用いた．中間層の次元は 250，バッチ
サイズは 50，エポック数は 3，ドロップアウトは 0.3，最
適化手法は Adam（学習率 0.001） [36]である．なおデー
タサイズは最大で約 20万件（表 1）あるため，イテレー
ション数は最大 1万回程度となる．
3.2.5　 モデル精度の検証
表 2に示したモデル精度について説明する．表の列方

向はそれぞれ“LSTM”，“BLSTM”，“TF-IDF”の結果を
示している．表の行方向のラベルは“2値”は 2値分類モ
デル，“回帰”は回帰モデルをそれぞれ表す．“現状”は現
状判断のデータで学習したモデル，“先行き”は先行き判

断のデータで学習したモデル，“現状・先行き”は両者を
併せて学習したモデルを表す．また，表中の数値は“2

値”では正答率を，“回帰”では平均二乗誤差の平方根
（Root Mean Squared Error, RMSE）を示している．なお，
学習データと同じく，“現状”モデルのテストデータは
“現状”テキストのみ，“先行き”モデルのテストデータは
“先行き”テキストのみ，“現状・先行き”モデルのテスト
データは“現状”テキストと“先行き”テキストを併せた
データである．
まず列方向に比較すると，いずれのタスク種別（2値/

回帰），学習データ（現状/先行き/現状・先行き）におい
ても LSTMまたは BLSTMの精度が TF-IDFに比べて高
くなった．2値分類では BLSTMが 95%近い正答率のと
ころ，TF-IDFは 88%であり，誤答率は TF-IDFで二倍
以上となっている．これは TF-IDFでは語順情報が失われ
るため，たとえば“悪くはならない”，“良くなるとは思え
ない”といった否定表現による係り受けのある文章を正確
に評価できないためと考えられる．この結果から，景気
ウォッチャー調査データを用いた景気センチメントの推定
では，LSTMのような語順を考慮したモデル化を用いる
ことが重要であると考えられる．LSTMと BLSTMを比
較すると，“2値（現状）”以外では BLSTMの精度が高く
なっており，双方向からテキストを入力する Bidirectional 

LSTMには一定の効果がみられる．“現状”と“先行き”
に関しては両者の正答率に大きな差はみられず，最も精度
が高いのは両者を併せて用いた“現状・先行き”であっ
た．これは両者を併せることで学習データが増加したため
と思われる．この結果から，本データに関しては日本語の
現状表現・先行き表現の差異によるセンチメント評価モデ
ルのチューニングの必要性は無いと考えられる．
3.2.6　 モデル分類結果の考察
ここでは解釈が容易な 2値分類モデルの推定値から，開
発した (B)LSTMモデルの特徴を考察する．なお，いずれ
もテストデータに含まれるサンプルである．
表 3は TF-IDFモデルで誤答したサンプルを BLSTM

モデル推定誤差が低い順に並べて表示したものである．
No.1～3は正解ラベルが 1（良い/やや良い）のサンプル，
No.4～6は正解ラベルが 0（悪い/やや悪い）のサンプル
である．

表 2　景気センチメント推定精度の比較．
Table 2　Accuracy/RMSE of sentiment model.
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No.1～3は景気をポジティブに捉えているテキストであ
るが，いずれも“悪くなる”，“混乱”，“景気が悪い”等の
ネガティブな表現が含まれている．いずれも語順や文脈に
注目するとポジティブな文章であることは明らかである
が，BoWによって文の構造が失われる TF-IDF法ではこ
のような語順の考慮が必要な文章の評価は難しいと考えら
れる．一方で，語順保持する BLSTMモデルでは正しい
判定結果が得られている．

No.4～6は景気をネガティブに捉えているテキストであ
るが，同様に“新商品”，“少し景気が良く”，“今月が良す
ぎる”等のポジティブな意味で使われることが多い表現が
含まれている．このため語順や文脈の考慮が重要であり，
No.1～3と同様に，TF-IDFでの評価が難しく BLSTMで
は正答に至ったと推察される．また，No.3と No.6はいず
れも現在の景気は悪い（良い）とする一方で，後半に結論
として今後の景気が良くなる（悪くなる）と述べている．
(B)LSTMでは，このようなセンテンスの後半で結論が来
ることが多い日本語の特徴を学習した結果，後半部分を重
視して正答に至ったと考えられる．上記から，LSTMモ
デルでデータから自動的に語順や文脈を考慮した景気セン
チメント推定が学習できたと言える．
次に，表 4は表 3と反対に TF-IDFで正答し，BLSTM

で誤答したサンプルである．No.1～3は正解ラベルが 1

（良い/やや良い）のサンプル，No.4～6は正解ラベルが 0

（悪い/やや悪い）のサンプルである．
表 4の No.1～3はいずれも筆者が読んでも景気にポジ

ティブな内容と判別するのは難しい文章であり，回答者に
よる正解ラベルの付け間違いの可能性も考えられる．
表 4の No.4と 6については結論がどちらとも取れる文
章で，やはり筆者が読んでも判定が難しい文章と感じられ
る．一方，No.5は明確にネガティブな文章と読み取れる
が BLSTMでは非常にポジティブな評価となっている．こ
れは“集客に苦労”という表現が学習できておらず，“繁
忙期”というポジティブな単語に引っ張られたためと推察
される．“集客に苦労”という表現は学習データには 5回
しか現れず，慣用的な表現の学習にはより多くの学習デー
タが必要である可能性がある．このような誤りはさらに学
習データを増やすことで改善すると期待される．
本節の考察から，定性的ではあるが以下の 3点を見るこ

とができた．
 ・  LSTMモデルが狙いどおり語順や文脈を学習できて

いる
 ・  LSTMで 2値分類を誤った約 5%のデータの中には人
間でも判別が難しいサンプルが一定程度含まれる

 ・  学習データの増加がモデルの改善に繋がると期待され
る

表 3　BLSTMで正答し，TF-IDFで誤答したテキスト．
Table 3　Text answered correctly by the BLSTM and incorrectly by the TF-IDF.

表 4　BLSTMで誤答し，TF-IDFで正答したテキスト．
Table 4　Text answered correctly by the TF-IDF and incorrectly by the BLSTM.
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4.　 金融・経済レポートの指数化

ここでは得られた景気センチメント推定モデルを用い
て，内閣府の月例経済報告と日銀の金融経済月報を指数化
する．

4.1　 指数化の方法
以下では内閣府の月例経済報告を例に，指数化の方法を

説明する．なお，指数化の方法は日銀の金融経済月報でも
ほぼ同様であるが，金融経済月報の“参考計表”以降の
ページは図表と注釈のみなので評価からは除いた．
月例経済報告は日本政府が毎月発行する経済レポートで

ある．景気動向に関する日本政府の公式見解を示してお
り，閣議資料等で用いられる重要な文書である．図表はほ
ぼ無く，1998年 1月から 2015年 12月までの平均で各月
17,036文字，219センテンスから成るレポートである．

3章で学習した景気センチメント推定モデルは 1センテ
ンス程度の短いテキストで学習しているため，評価対象の
レポートを句点（“。”）までを 1つのセンテンスとして分
割し，各センテンスごとにモデルで評価した．学習データ
に出現しない単語は埋め込み表現が学習できていないた
め，入力テキストから削除した．景気センチメント推定モ
デルは“変わらない”を含むすべてのサンプルで学習でき
る点と“悪い”～“良い”までの順序情報を利用できる点を
考慮して，回帰モデルを用いた（2値分類モデルを用いた
場合にも，以下の定性的および定量的な評価に大きな違い
は無い）．得られた各センテンスの景気センチメントを月
次レポートごとに平均値で集計しその月の指数値とした．
つまり，景気センチメント推定モデルでポジティブ/ネガ
ティブに評価されているセンテンスの割合が多い月ほど高
い/低い指数値が算出されることになる．集計方法に関し
ては合計値やセンテンスの文字数や文字サイズによる加重

平均等も考えられるが，合計値はレポートのコンテンツの
追加/削減によって変化する懸念があり，加重平均は文字
数やサイズが必ずしも重要性を表していると言えないこと
から単純平均とした．また，ノイズと思われる注釈や定型
文の除去も必要となる場合があるが，本レポートの“。”
で終わるセンテンスに関してはそのようなノイズは少ない
ため特段の処理は行っていない．
得られたレポート景況感指数の時系列（1998年 1月か
ら 2015年 12月）を図 2に示した．

4.2　 得られた指数の評価
この節では提案する指数を定性的，定量的に評価する．
まず定性的な評価として，政府の月例経済報告から得られ
た指数と日銀の金融経済月報から得られた指数が非常によ
く似た動きを示していることは重要な点である．いずれの
文書も各時点の景気動向について書かれたレポートである
ので，本来，似たような景気センチメントを持つべきであ
るが，もしノイズが大きい手法で指数化を行った場合，異
なる文書がこのような高い連動性を偶然持つとは考え難
く，本手法の有効性を示す結果と考えられる．また，両指
数ともにマクロ経済の動きを良く反映しており，“ITバブ
ルの崩壊”，“リーマンショック”，“東日本大震災”，“アベ
ノミクス”といった大きなイベントによって株価と連動し
て上下している．
次に定量評価を行う．表 5と表 6は他の時系列との相

関と t値をそれぞれ示している．表中の太字は N225との
相関係数または t値が最も高いことを示している．まず，
政府の月例経済報告から得られた指数（IdxGOV）と日銀
の金融経済月報から得られた指数（IdxBOJ）は，ともに投
資指標として良く知られた日銀短観（TAN D.I.，四半期
ごと）や景気ウォッチャー指数（WAT D.I.）と非常に強
い相関を示した．日銀短観と景気ウォッチャー指数がとも

図 2　得られたレポート景況感指数の時系列．
Fig. 2　Time series of the report sentiment indictors.
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に大規模なアンケート調査から得られていることを考える
と，非常に低コストで算出可能な本指数の意義はそれだけ
で大きいと考えられる．さらに，投資指標としての活用可
能性を探る上では重要となる日経平均株価（N225）との
相関係数は，本研究の手法で算出した指数（IdxBOJ）が最
も高く，日銀短観や景気ウォッチャー指数を上回る株価と
の連動性を示した．この結果は本研究のようにテキスト
データを指数化することで，実際に投資情報として活用で
きる可能性があることを示唆している．

4.3　 実務への応用
本稿の元となった研究 [20]が 2016年に発表されて以

降，本研究で開発された景気ウォッチャー調査を学習デー
タとして学習したモデルでテキストの景気センチメントを
定量化する手法は様々な社会実装が為されている．ここで
は例として 2つの応用を挙げる．

1つ目は“SNS×AI景況感指数”で，筆者らがプロジェ
クトリーダーとなって経済産業省と野村證券株式会社との
共同で開発された．手法の詳細は [21]で公表されている．
この指数は本研究と同様に景気ウォッチャー調査データか
ら学習した景気センチメント推定モデルを Twitterに応用
し，リアルタイムに日本全体の景気センチメントを指数化
した．この研究では金融・経済テキストではなく Twitter

という様々なトピックが含まれるテキストを指数化するた
めに，まず大量の Tweetの中から機械学習によって景気
ウォッチャー調査データと類似したテキストのみを自動的
に抽出した．これによって，本研究と同様の景気センチメ
ント推定機の適用を可能にしている．この方法によって，

金融・経済レポートだけでなく，一般の SNSや雑誌，新
聞紙といった様々なテキストデータから景気センチメント
を指数化できる可能性が示された．でき上がった指数は既
存の統計指標である景気ウォッチャー調査 現状判断 DIと
高い相関を示しており，特に新型コロナパンデミックに
よって，景気センチメントが大きく下落，回復した時期が
良く捉えられていることが報告されている [22]．また本指
数を経済産業省の webサイト BigData-STATSで公表して
いた期間（2017-7-19～2018-3-16）では，サイト上で意見
を募集しており，“（SNSの景況感は）チャレンジングで
面白い”，“（景況感の）日次での把握はいろいろと用途が
ありそう”といった肯定的な意見が多い一方で，課題とし
て“企業景況感や設備投資意欲、成長期待などにも応用で
きると、適切なマクロ政策運営にも役に立つ”，“SNSだ
とユーザ層が見えない部分もあってどういう方たちのどう
いう投稿で指標ができているのかという点が気になりま
す”といったさらなる細分化を期待する声があった．

2つ目は，大和地域 AI [37]で，本研究のモデルと類似
の手法で学習したモデルで日銀のさくらレポートを評価
し，四半期ごとの地域別景気センチメントを算出・公表し
ている．たとえば，2021年 4月 21日発行の大和地域 AI

（地域愛）インデックスでは，“九州・沖縄”，“中国”，“四
国”，“関東甲信越”，“東北”でインデックス改善がする一
方で，新型コロナ感染拡大に伴う消費関連のインデックス
悪化によって“近畿”，“東海”，“北陸”，“北海道”の 4地
域ではインデックスが悪化していることが報告されてい
る．元となっている日銀の“さくらレポート”はテキスト
であるため，そのままでは地域間の横比較や長期の時系列
比較が難しいが，指数化することによって地域ごとの特徴
をより簡単に素早く比較することが可能となっている．
このように，本研究で開発された手法は様々な後続研究
に活用されており，金融における景気センチメントの推定
手法としてデファクトと言える発展を見せている．

5.　 結論

本稿では景気ウォッチャー調査を学習データに用いた
LSTMモデルから，景気センチメントを自動推定できる
機械学習モデルを開発した．さらに，それを用いて政府や
日銀の経済レポートを指数化し，その特徴を調べた．開発
した LSTMモデルによって 95%近い正答率で景気ウォッ
チャー調査の文章のセンチメントを推定することが可能で
あり，これは TF-IDFと比べて約 7ポイント高い．得られ
たモデルを用いることで，景気ウォッチャー調査以外の景
気に関する文章に対しても，景気センチメントの推定を行
うことができる．1つの応用例として，日本政府が発行す
る“月例経済報告”と日銀が発行する“金融経済月報”の
景気センチメントを算出した．得られた指数は景気の山，
谷を反映した動きを示しており，日経平均株価との相関は

表 5　指数間の相関係数．
Table 5　Correlation coefficients between indices.

表 6　指数間の相関係数の t値．
Table 6　T-values of correlation coefficients between indices.
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日銀版で 0.476（t値 = 7.9）であった．この日経平均との
相関係数は，投資指標として一般によく用いられる日銀短
観や景気ウォッチャー指数と比較しても高く，投資情報と
して活用できる可能性がある．また，日銀短観や景気
ウォッチャー指数が大規模なアンケート調査によって得ら
れていることを考えると，コストの観点からも有用であ
る．
本稿の手法は様々なテキストデータに応用可能であり，

これまで投資家の時間，知識，言語等の制約から十分な活
用が難しかった，膨大なテキストデータを投資情報として
活用できる可能性がある．実際，本稿の手法を初めて発表
して以降，同様の手法を用いて Twitterや日銀さくらレ
ポートへの応用が為されており，それぞれ即時性の向上や
地域経済の把握といった面で発展がみられる．
今後の展望として，まずセンチメントモデルの改善が挙

げられる．近年ではセンチメント判定のタスクにおいて
BERTや Transformerベースのモデルが有効であること
が報告されており，単語埋め込み表現に BERTを用いた
り，LSTMではなく Transformerベースのモデルを用いる
ことでセンチメント予測精度の向上とレポート景況感指数
の改善が期待される．また，得られた指数による株価や経
済指標の予測も今後の課題である．これによって投資や政
策決定などへの活用がさらに進んでいくと期待される．さ
らに，Twitterへの応用事例から，SNS上の商品やレスト
ランへの感想を指数化するといった応用も考えられる．そ
の場合は本稿で用いた景気ウォッチャー調査データの代わ
りに E-Commerceサイトやグルメサイトのレビューの文
章と評価点数を学習データに用いることが考えられる．
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