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GTFS Realtime 形式を用いた 
遅延予測情報を含む動的な定期船データの提供 

 

東中村華帆 1 浦上美佐子 1 
 

概要：近年，携帯端末の普及により，複数の陸上公共交通機関の動的データが 1 つのサービスから検索される機会が
増え，特に乗り物の現在位置や遅延情報に対する関心や需要が高まっている．しかし，国内の海上公共交通機関であ
る定期船に着目すると，定期船の動的データのオープンデータ化や陸上公共機関との共有事例は少ない．そのため，

海上公共交通機関の利用者が知りたいリアルタイムな情報を提供できていない現状がある．本研究では，遅延情報の
予測を推定所要時間の導出として問題を捉え，国際的に普及が進んでいる GTFSRealtime 形式に基づき，瀬戸内海西
部を航行する定期船の最新の動的な情報を一定間隔で提供することを目標とした．特に，遅延が予測される経由港を

持つ航路に着目する．港から船の現在地までの直線距離と速度のみで求めた推定所要時間を比較基準とし，近年陸上
交通機関での遅延予測に使用される複数の機械学習の手法を用いてより正確な推定所要時間を導出する方法を検証
した．次に，検討結果を踏まえて GTFSRealtime 形式のデータを定期的に作成・公開するシステムを設計し，これを実

装した． 
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1. はじめに   

近年，一人一人の需要に合わせて複数の公共交通機関等

に対して最適な検索・予約・決済等を一括で行えるサービ

ス，通称 MaaS（Mobility-as-a-Service）の構築が官民連携で

進められている．これに向けた取り組みの 1 つに，時刻表

などの交通機関の運行情報のオープンデータ化及び整備・

連携が挙げられる[1]．特に，各交通機関の円滑な連携のた

めには正確な遅延情報や乗り物の位置情報等のリアルタイ

ムな共有が必要となる．実際に，陸上の公共交通機関であ

る鉄道・路面電車・バスの利用者に対する地域公共交通サ

ービスの評価に関する調査研究では，利用者の関心の高い

評価項目として，運航時刻の正確さ，タクシーやバス同士

の乗り継ぎが挙げられていた[2]．国内では，国際的に採用

されている交通機関の動的データを表現する形式である

GTFS(General Transit Feed Specification)Realtime [3]を軸とし

た動的データ共有の動きが広がっている．しかし，その多

くは陸上交通機関の事業者によるものであり，海上交通機

関の事業者による動的データ共有事例は現状無い[4]．また，

定期船の現在位置に基づいて導出する次の港までの所要時

間や到着時刻などの遅延情報の予測方法の検討，及びこれ

ら遅延情報の共有も行われていない．通常，定期船の運行

は時刻表から大きく外れることはないが，到着時刻の±5

分程度の誤差範囲での運航はありうる[5]．この時刻表と実

際の到着時刻との予測される誤差の情報は提示されている

方が，交通機関の利用者にとっては望ましいと言える． 

予測方法の検討に当たっては，2 つの港間のみを航行す

る航路の場合，その航路が比較的直線に近いことが多いた

め，次の停泊港から船の現在地までの直線距離と航路内で

の速度の最頻値のみで十分な遅延予測を行うことができる
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と考えられる．しかし，経由港を持つ航路の場合，経由の

ために島の外周をなぞるような航路となることが多く，直

線距離では正確な距離が求められず，充分な遅延予測結果

が得られない場合がある．さらに，先に述べた 2 つの港間

だけの航路よりも速度の変化が生じやすく，従来の方法で

は±5 分程度の誤差を解消することには繋がりにくい． 

以上のことから，本稿では，瀬戸内海西部を航行する片

道所要時間が 30 分以内の定期船を対象とし，航行時の船

の位置情報に基づく遅延予測の検討と，動的データの提供

方法の検討を行う．まず，短距離の 3 航路の内経由港を持

つ 1 航路において，近年路線バス等の遅延予測において使

用される機械学習の手法を用いることにより，単純な距離

計算である従来の方法と比較しての遅延予測の精度の向上

を試みた．機械学習を行う上では，手法の種類，学習デー

タ量，及び停泊時間をデータ内に含めるか否かの点から予

測モデルの良し悪しを検討した．また，経由港を持つ 1 航

路と 2 つの港間のみを航行する 2 航路を合わせた 3 航路を

航行する定期船の動的データを加工し，予想した次の港へ

の到着時刻や次の停泊港の情報を含めて GTFSRealtime で

共有するためのシステム構築を試みた． 

本稿の構成は以下の通りである．2 章では公共交通機関

で の 遅 延 予 測 に お け る 機 械 学 習 の 活 用 事 例 や

GTFSRealtime を使用した国内での動的データ共有事例に

ついて述べる．3 章では使用した 3 航路の動的データの詳

細とその取得方法，及び次章以降で動的データを扱うため

行った前処理について述べる．4 章では経由港を持つ航路

において遅延予測を行うモデルの作成，及び各予測モデル

の検証結果を述べる． 5 章では 3 航路に対しての

GTFSRealtime データを提供するシステムを 4 章で作成し

た予測モデルを内部に含めて作成し，一連の動作と動作に
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かかる所要時間を確認した結果を述べる．最後に，6 章で

今後の展望を述べ，7 章で本稿をまとめる． 

2. 関連研究 

本章では本研究の位置づけを明らかにする．まず，2.1 節

で交通機関の遅延予測に適用されている機械学習手法を取

り上げ，海上の公共交通機関の遅延予測に適用する際の課

題点を取り上げる．次に，2.2 節では，既に陸上の公共交通

機関で GTFS オープンデータを公開運用されている事例を

取り上げ，海上の公共交通機関での適応可能性を述べる． 

 

2.1 機械学習を使用した交通機関の遅延予測  

文献[6]ではスペイン・トルコ間の長距離航路を対象とし，

現在地から目的地に到着するまでの時間をニューラルネッ

トワーク（NN）によって予測している．この際，NN の構

造の違いに着目しており，最も良かったものは LSTM(Long 

Short-Term Memory)で，次点にグリッドサーチによりパラ

メータ調整を行った順伝播型ニューラルネットワークによ

る予測が良かったとされる．評価の際には，精度の差が僅

かであることに対して，LSTM と順伝播型では順伝播型の

構造が軽いことが示唆されている．機械学習とは異なるが，

文献[7]では AIS(Automatic Identification System)データ，

LRIT(Long Range Identification and Tracking)データ，地形メ

ッシュを使用してダイクストラ法を基に航路を正しく推定

し，所要時間を予測する方法が提案されている．このよう

に長距離航路の事例は多くあるものの，陸上公共交通機関

との連携サービスを提供したい生活航路や観光航路となる

片道所要時間が 30 分程度から 1 時間程度の短・中距離航

路での事例は見当たらなかった．そこで，研究事例が比較

的多い陸上の路線バスにおいて遅延予測を行った研究の調

査を行った． 

文献[8]は，バス停間を移動するためにかかった実際の所

要時間と，時刻表上の所要時間との誤差を予測する上での

外れ値検出方法や，予測モデル構築手法，学習データ量に

よる差異を検証している．この予測モデル構築手法として，

線形回帰，サポートベクトル回帰（SVR），NN，ランダム

フォレスト（RF），XGBoost ライブラリによる勾配ブース

ティング決定木（XGBoost）の 5 つの手法が用いられ，グ

リッドサーチによるパラメータ設定を行った状態で検証が

なされた．その結果，5 つの手法の中では XGBoost の性能

が全体的に良かったとされている．また，学習データ量に

よる精度の違いではデータ量が 2 週間分以下と 3 週間分以

上とで予測精度に有意な差が見られた．他にも，文献[9]は，

12 か所の停留所を持つバス 1 路線を対象として，便・停留

所毎の到着時刻と運行ダイヤとの誤差を予測するモデルの

構築方法を検討している．構築手法として，RF，エラステ

ィックネット，SVR が選ばれている．その結果，2 番目に

性能が良かった SVR の指標値と大きく差をつけて RF の指

標値が最も良かったことを示している．文献[10] は NN に

約 1 年間分の遅延時間の傾向等を学習させて遅延時間予測

を行い，予測値の的中率及び決定係数から評価を行ってい

る．この NN は連続値を扱え，かつ，様々な要因から値が

変動した場合も高い予測精度が維持できることが期待でき

る．推定した遅延時間と実際の遅延時間の誤差を±3 分以

内の範囲とした的中率では高い確率で予測ができていたも

のの，発生頻度が稀な状況に対しての予測には弱いことが

示されている． 

 

2.2 GTFSRealtime データの提供事例 

路線バス等の陸上交通機関においては GTFSRealtime 及

びこれを基として国土交通省が作成した動的バス情報フォ

ーマット（GTFS リアルタイム)[11]による動的データ提供

事例が増加している．この GTFSRealtime 等で定められて

いる形式では条件付き必須や任意の項目があり，各所から

配信される GTFSRealtime に含まれる情報は異なる場合が

ある．文献[12]では LPWA(Low Power Wide Area)を使用した

IoT バスロケーションシステムにより収集した動的なバス

情報を GTFSRealtime により整備を行い，30 秒間隔での動

的データ提供に取り組んでいる．このデータには時刻表と

実際のバス停出発時刻を比較することで得られた遅延情報

が含まれている．この他，自治体及び自治体と企業が連携

しての取り組みが全国的にみられる[13][14]． 

 現在，国土交通省海事局において，GTFS に準拠した標

準的なフェリー・旅客船航行情報フォーマットが公開され

[15]，静的な航路情報の共有化が推し進められてきている

一方で，動的バス情報フォーマットと同等の海上交通機関

の動的データを共有するための形式は未だ作成されていな

い．しかし，これらと同等の形式で船の動的データ提供を

行うことで，より利用者が船の動的データを確認し易い状

況になると考えられる．よって，本稿では動的データを提

供するための形式として，GTFSRealtime を採用した． 

 

2.3 本稿で扱う課題  

 本稿では海上の公共交通機関として，瀬戸内海西部の沿

岸を航行する 3 隻の定期航路を対象とする．瀬戸内海では

島に集落が点在していることから，1 つの航路に複数の経

由港を含む定期船航路が多く存在する．そのため，本稿で

扱う 3 隻の定期船航路のうち，1 つの航路は発着港の途中

に経由港が存在する経由港を持つ定期船，残り 2 つの航路

は発着港となる 2 港を往復する定期船を対象とした． 

 本稿で扱う課題は 2 つである．一つ目は，船の遅延予測

を行う上での課題を取り上げ，検討することである．この

課題では特に経由港を持つ航路における次の港までの所要

時間を対象とし，機械学習による予測を行う上で最適な手

法を検討する．検討する手法は，2.1 節でも候補手法として

取り上げられることの多かった SVR，RF，NN，そして，
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文献[8]において全体的に優れた性能であった XGBoost に

よる 4 手法での予測精度の比較を行う．さらに，経由港の

有無での対応についても検討する．二つ目は，経由港を持

つ 1 航路と経由港を持たない 2 航路それぞれに対応する

GTFSRealtime データの作成を試み，データ取得からデータ

提供までの一連の処理の確認を行う．  

 

3. 定期船データの概要 

3.1 対象定期船から得られる動的データの概要  

本稿で扱う定期船 3 隻の動的データを取得するシステム

の概要を図 1 に示す[5][16]．このシステム構成は，定期船

に設置した GPS センサから動的データとして，データ取得

時間，データ取得時の緯度経度，対地速度（knot），対地方

位（度）を 10 秒間隔で取得する．これら取得した動的デー

タ 6 件を 1 つのメールにまとめ，1 分間隔で携帯電話網を

用いてクラウドメールサーバに送信し，蓄積される．サー

バ上のプログラムによりメールから取得された動的データ

は，定期船識別コードを付与し，データベース（以下 DB）

に自動格納するように設定している．なお，このシステム

導入は，自治体が運航管理する定期船のリアルタイムな運

航状況を確認する目的で導入されており，動的データをリ

アルタイムに活用する一方で，この DB には導入時から過

去 7 年間程度のデータが蓄積されている． 

本稿ではこの導入システムを利用し，機械学習の予測モ

デル構築に過去の蓄積データを用い，運航時の現在地での

遅延予測にリアルタイムな運航データを用いることにした． 

 

3.2 経由港の有無による予測方法の検討  

1 章に述べたように，2 つの港間のみを航行する航路は

比較的直線に近いことが多く，次の停泊港から船の現在地

までの直線距離と航路内での速度の最頻値のみで十分な予

測を行うことができる．しかし，経由港を持つために島の

外周をなぞるような航路においては直線距離では正確な距

離が求められず，十分な予測結果が得られない場合がある．

さらに，上記 2 つの港間だけの航路よりも速度の変化が生

じやすく，従来の方法では±5 分程度の誤差を解消するこ

とには繋がりにくいため，遅延予測を回帰問題として設定 

し，教師あり機械学習を検討した． 

 

3.3 テストデータ及び学習データの作成  

3.1 節で示した動的データには，今回予測対象とする「所

要時間」の情報が存在しない．このため，各方法の予測結

果の検証に使用するテストデータ，及び機械学習で使用す

る学習データの作成にあたっては，所要時間の情報を新た

に組み込む必要がある．所用時間の例を図 2 に示す．図 2

内の直線は，往路として，港 A を出港し，港 B と港 C を経

由して，港Dを終点とする航路を示す．この航路において，

船が港 A から出港した後でありかつ港 B に着いていない

場合，所要時間とは港 B まで後何分で到着するかを表す．

また，所要時間を何らかの方法で予想した値である推定所

要時間についても同様に定義する．過去のデータからこの

所要時間の情報を整理する上で，本稿では定期船が次の港

に到着した時点と，到着するまでの航行データの取得時刻

から所要時間を求めた．停発着時での定期船の緯度経度は

毎回同一ではないことから，本稿では港から一定の範囲に

船が近づいた時を停泊したと見なすこととした．この一定

の範囲を定める閾値を図 2 の R で示す．対象となる 3 航路

のうち，経由港のない 2 航路は 80[m]に距離の閾値を設定

することで停発着の正しい判断が可能であったが，経由港

を持つ 1 航路は停発着の正しい判断ができなかった．この

理由として，経由港の桟橋に乗船者がいないことが目視で

確認できた場合，定期船が経由港に入港せずに，次の港へ

行く場合が考えられた．そのため，経由港をもつ 1 航路の

場合，この閾値を 250[m]に拡大した．また，経由港での停

発着時の船の挙動は不規則である上に，所要時間の変化に

は影響しないと考えられた．そのため，データセット作成

時には停発着時の船のデータと見なした閾値内を航行する

除外する処理を加えた． 

 

4. 推定所要時間導出方法の検討 

 本章では 3 章に示した方法により前処理を行ったデータ

を用い，経由港を持つ航路においての従来手法による距離

と速度から算出される予測結果（4.1 節）と本稿で新たに検

討する 4 種類の機械学習による予測モデル（回帰モデル）

の導出方法による予測結果（4.2 節）の評価を行う．なお，

これら評価においては，3.3 節で示したテストデータを使用

した．評価指標には，MAE（絶対平均誤差），RMSE（平方
図 1 動的データ取得に使用したシステムの構成図 

図 2 現在地からの「推定所要時間」の定義 
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二乗平均誤差）を使用した．この 2 つの指標は，指標値が

正解の値の単位と同じになり，直感的に分かりやすいこと

から，2.1 節に示した先行研究の多くで使用されている．そ

のため，本稿でも採用している．式(1)，式(2)のそれぞれに

おいて，n がテストデータ数，𝑦 が予測値，𝑦 が実測値を示

す．これらは共に予測精度に使用される指標であり，値が

0 に近い程予測値と実測値の差が小さいことを示す．MAE

と比較して RMSE はより誤差に反応し易い傾向があり，実

測値と予測値が大きく外れる場合に値が大きくなる． 

𝑀𝐴𝐸 =
1

𝑛
|𝑦 − 𝑦 |

  

(1) 

𝑅𝑀𝑆𝐸 =  
1

𝑛
(𝑦 − 𝑦 )

  

(2) 

 

4.1 距離と速度による予測   

従来手法での予測として，次の停泊港から船の現在地ま

での直線距離と速度のみで次の港までにかかると思われる

所要時間（以下，図 2 に示す推定所要時間とする）の推定

を行った．なお，直線距離の導出にあたっては，WGS84 測

地系に基づく 2 地点間の大円距離（Geopy2.2.0 ライブラリ）

を使用した．速度はテストデータ（表 1）を基に航路全体

での速度の最頻値を算出したものとする．その結果，MAE

が 0.638，RMSE が 1.089 となった．この MAE と RMSE の

2 つの値を 4.2 節以降で示す回帰モデルとで求めた所要時

間の誤差の比較基準とする．図 3 は，横軸は運航時間，縦

軸は距離と速度のみを用いた所要時間の予測値である推定

所要時間（青色）と実測値（橙色）を示す．線が谷になっ

ている部分が経由港で停泊判定が行われた時点，山の部分

が出港した直後の時点を表す．つまり，1 つの山が航行区

間を示している．図 3 には 3 つの山が表れており，3 つの

航行区間での予測値と実測値の推移を確認することができ

た．この航路では 3 つ目の航行区間が最も運航距離が長い

ため，3 つ目の航行区間での速度の最頻値が，航路全体で

の速度として採用されている．本来，3 つ目の航行区間（1

番右の山）のように予測値と実測値が一致していることが

望ましい状態である．しかし，航行区間ごとに速度が異な

ることから 1 つ目と 2 つ目の航行区間では予測値と実測値

の所要時間の大きさに差が生じている．また，2 つ目の航 

 

表 1 データセット毎のデータ件数 

（経由港を持つ定期船のみ抜粋） 

 動的データ件数 
（3.1 節，未処理） 

動的データ件数 
（閾値Ｒ区間を除外） 

テストデータ(2 日分) 

2021.9.21-22 
4,002 1,733 

学習データ(1 週間分) 

2021.9.13-20 
13,215 6,763 

学習データ(3 週間分) 

2021.8.13-30, 9.10-20 
39,593 20,433 

行区間においては地形の問題から直線距離と実際の航路上

の距離が異なるため，値の変化の傾向が実測値と異なる．

以上の課題から，速度と距離を用いて適切な所要時間の予

測を行う方法は，限界があると言える． 

 

4.2 回帰モデルによる予測  

4.1 節で提起した従来手法での課題を基に，本節では，最適

な機械学習手法の検討，及びデータ量・前処理による予測

性能の変化を調べる．機械学習の手法に関しては 2.1 節に

あげた先行研究にて良い性能が見られた NN, RF, XGBoost

を採用した． NN は，今回のように数字のみでは所要時間

との相関が得られ辛い非線形なデータでも，ハイパーパラ

メータの調整次第で柔軟に対応できる特徴がある．NN に

は様々な種類があるが，今回は最も基本的な順伝播型ニュ

ーラルネットワークを用いる．RF は，異なる方法で生成し

た複数の決定木の多数決により予測結果を決定するため，

過学習になりにくいとされる． XGBoost は，誤差を修正し

ながら一つの決定木を繰り返し作成し，学習を進める．こ

れにより予測値と実測値の誤差を小さくでき，精度よく予

測できるとされる．SVR は，2.1 節で示した先行研究では

良い性能を得られていないが，NN と同様の理由から採用

した．また，手法の検討に加えて，扱うデータセットの比

較も行った．表 1 に示す約 1 週間分の定期船から取得した

動的データからなるデータセットと，約 3 週間分のデータ

セットの 2 種類を用いて，指標値を比較することで，学習

データ量の違いによる精度向上が見込めるかについても着

目する．各データセットには出港前の停泊時のデータが多

く含まれたため，データセット内の速度分布を調査した．

図 3 距離と速度による推定所要時間 

図 4 表 1 の学習データ（3 週間分）の速度分布 
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表 1 のデータセットの内学習データ（3 週間分）の未処理

データの速度分布を示す．図 4 より，0[Knot]から 3[Knot]

は，3.2 節で示した図 2 の閾値 R 区間内の停泊中や接岸・

離岸時のデータであり，予測そのものへの影響は少ないと

考えられたため，除外処理を行った．その結果，表 1 の動

的データ件数（3.1 節，未処理）と動的データ件数（閾値 R

区間の除外処理）に示す件数の推移を比較すると，除外処

理後ではデータ件数が半分になった．機械学習では，この

除外処理後のデータセットを用いる．なお，機械学習手法

毎の予測モデル作成は，Python3.8.2 上で動作させた scikit-

learn0.24.1[a]により行った．また，各手法による予測モデル

のハイパーパラメータは，表 2 に示した範囲で，ランダム

サーチを行うことにより設定した．この表 2 に記載されて

いないパラメータは，ライブラリのデフォルト値を使用し

た．各予測モデルのパラメータは，試行回数 30 回でのラン

ダムサーチの内，RMSE が最も低かったものを採用した． 

4.2.1 モデル作成手法・学習データ量による精度の差 

 モデル作成手法・学習データ量による精度の差を図 5,図

6 に示す．図 5 は，指標値を MAE とし，従来手法での指標

値（以下基準値と呼ぶ）を青破線で示した．図 6 は，指標

値を RMSE とし，基準値を赤破線で示した．図 5，図 6 と

もに，1 週間分（1w）と 3 週間分（3w）のデータセットに

よる比較も行った．はじめに，モデル作成手法の違いに着

目する．図 5，図 6 ともに，各モデル作成手法の指標値が，

基準値である破線を下回っていることから，機械学習を使

用することによる予測精度の向上は概ね達成できたと考え 

 
a “scikit-learn”.https://scikit-learn.org/stable/,(参照 2022-2-8) 

表 2 探索したハイパーパラメータの範囲 

 

られる．図 5，図 6 ともに，RF が最も指標値が低いことか

ら，今回のパラメータ設定方法とデータでは，RF が最も予

測に適した手法であったと言える．しかし，NN は基準値

を下回ってはいるものの，他の手法と比較すると指標値が

高く，悪い結果といえる．最も指標値の低かった RF と最

も指標値の高かった NN による，3 週間分のデータセット

による所要時間の予測値と実測値を示したグラフを図 7 と 

手法 パラメータ 範囲 

SVR C 0.01, 0.11, …, 99.91 

gamma scale (固定) 

epsilon 0, 0.1, …, 0.9 

NN max_iter 2000 (固定)  

alpha 0.01,0.11…99.91 

hidden_layer_sizes 1, 2, …, 10 

activation logistic, tanh, relu 

solver lbfgs, sgd, adam 

RF n_estimators 1, 11, …, 91 

min_samples_leaf 1, 2, …,10 

max_depth 1, 2, …, 100 

XGBoost n_estimators 1, 11, …, 91 

min_samples_leaf 1, 2, …, 10 

max_depth 1, 2…100 

learning_rate 0.01, …, 0.1 

図 5 手法・学習データ量と指標値（MAE）の比較 

図 6 手法・学習データ量と指標値（RMSE）の比較 

図 7 RF による予測値と実測値（学習データ：3 週間分） 

図 8 NN による予測値と実測値（学習データ：3 週間分） 
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図 8 に示す．縦軸は推定所要時間，横軸が運航時刻を示し

ている． 図 7 に示す RF による所要時間の推定値と実測値 

のグラフと比較すると，図 8 に示す NN による推定所要時 

間と実測値を示す線はうまく重なっておらず，予測ができ

ていないと言える．次に，学習データ量による違いに着目

する．図 5，図 6 より，NN，SVR は学習データ量の増加に

より指標値が下がり予測精度が向上したと言えることに対

して，RF，XGBoost では指標値が若干上昇していた．この

ことから，RF，XGBoost では学習データの増加は，予測の

改善に繋がらなかったと言える． 

4.2.2 停泊時間データの有無による検証 

4.2.1 より，もっとも予測精度が低かった NN では，閾値

R 区間近辺である出入港・停泊時に特に予測値と実測値の

差が生じていた．この誤差の原因の 1 つに，停泊中のデー

タと見なす閾値R区間近辺の機械学習がうまくできていな

いことが考えられた．このため，検証用として，閾値 R 区

間（停泊時間）を除外せず，取得した全ての動的データを

学習データとして学習させた予測モデルを作成し，再度予

測の検証を行った．なお，同一の基準で評価するため，テ

ストデータは閾値 R 区間を除外したもののままとした．評

価の結果を図 9，図 10 に示す．図 9 にて橙，図 10 にて緑

で示した停泊時間なし（閾値 R 区間航行時のデータを除外

したもの）による予測は，図 5 にて橙，図 6 にて緑で示し

た 3w（3 週間分のデータセット）と同一のものであり，値

は同じものを使用している．それぞれ停泊時間あり（閾値

R 区間航行時のデータを含めたもの）と比較すると，停泊

時間なしの方が指標値は低く，停泊時間の追加はかえって

予測精度の悪化につながったことが分かる． 

 

4.3 考察 

まず，4.2.1 の結果を考察する．テストデータの実測値に

対する 3 週間分のデータで学習した時の RF によるモデル

の予測値を確認したところ，図 11 に示すように一部予測値

が大きく外れている箇所があった．テストデータを確認し

たところ，該当箇所では通常よりも速い速度で船が航行し

ていたことを確認した．このことから，予測値と実測値の

ずれは，通常とは異なる運行をした場合に起きていると考

えられる．実際に，通常の速度で運行された翌日の同時刻

では，図 12 に示す通り予測値と実測値に大きなずれが無

く，予測が安定しているといえる． 

4.2.2 での全体的な指標値の悪化の原因には，停泊時間の

追加による目的変数の複雑化が考えられる．ハイパーパラ

メータの設定によっては過学習し易いRF以外の手法では，

学習データに過剰に適合してしまい，停泊時間の無いテス

トデータに対する予測がうまく行えなかったと考えられる．

また，RF でも停泊時間を追加したことによる精度の改善は

ほぼ無いことから，停泊時間の追加は予測精度の向上には

寄与しないと言える．今回 4.2.1,4.2.2 での予測精度悪化に

繋がったモデルの過学習が起きた背景として，ハイパーパ

ラメータの設定方法が適切でなかった可能性が高いと考え

らえる．今回は予測に当たって，ランダムサーチにより広

範囲を探索することでハイパーパラメータを設定した．し

かし，結果から，過学習を抑える方向で探索範囲を絞る必

要があることが分かった． 

図 9 閾値 R 区間の除外（有/無）と指標値（MAE）

図 10 閾値 R 区間の除外（有/無）と指標値（RMSE）

図 11 実測値と速度が通常よりも速い時の予測値 

（閾値 R 除外無/3 週間分のデータセットで学習した RF 予測） 

図 12 実測値と速度が通常時の予測値 

（閾値 R 除外無/3 週間分のデータセットで学習した RF 予測） 
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5. GTFSRealtime を用いたデータ提供 

5.1 提供するデータ  

GTFSRealtime では動的データとして TripUpdate（ルート

最新情報），VehiclePosition（車両位置情報），Alerts（運行情

報）の 3 種類を定義している．この内，本稿では TripUpdate

と VehiclePosition の情報を自動更新の対象とする．停留所

等からの発着に関する情報を記載する TripUpdate 内の

stop_time_update フィールドは，経由する停留所を設定する

フィールド(stop_sequence,stop_id)，及びその停留所に対応

する到着時刻及び出発時刻を設定するフィールド

（arrival,departure）を持つ．本稿では stop_time_update が示

す情報を次の停泊港に関する情報のみに絞り，経由する停

泊港を設定する両方のフィールド及び推定した未来の到着

時刻を示す arrival フィールドのデータを整備することとし

た．また，定期船からのデータに記載されたセンサデータ

取得時刻から該当する便の推定を行い，これを提供データ

に含めた．timestamp については，船での GPS センサデー

タ取得時刻に対応させた． 

 

5.2 データ提供システムの概要  

本研究で作成したデータ提供システムの概要を図 13 に

示す．本システムでは 3 章にて述べた既存システム内の DB

から 1 分間隔で該当航路の最新データ 6 件を受け取り，

GTFSRealtime データファイルの作成を行う．経由港のある

1 航路に関しては，4 章にて作成した 1 週間分のデータで

学習した RF による予測モデルを使用して推定所要時間を

導出する．経由港の無い 2 航路に関しては速度がほぼ一定

であることから，予測モデルを使用せず，距離を該当定期

船の 0.5[Knot]未満を除く速度の最頻値で割る従来手法に

より推定所要時間を導出した．GTFSRealtime では推定所要

時間の情報を UNIX 時間で記録する必要があるため，求め

た推定所要時間を秒数に変換し，動的データの取得日時に

追加して UNIX 時間に変換した．次の停泊港を求める上で

必要となる停発着の判定を行う際は 3 章で提示した方法に

より行い，距離の閾値は経由港のある航路においては

250[m]未満，それ以外の航路では 80[m]未満を用いた．デー

タは HTTP 通信可能な固定 URL にファイルを置くことで

配信し，利用者が HTTP リクエストを送信することで取得

するものとした．また，DB からデータを取得し，動的デー

タに加工するまでを 30 秒以内で行えることを目標とした．

これらを合わせて定期船のデータ送信から作成した

GTFSRealtime データファイルの提供までを最大 1 分半程

度で行うことを目標とした． 

 

5.3 データ提供システムの動作検証結果  

システムの動作確認は固定 URL にアクセスしてダウン

ロードした GTFSRealtime ファイルに記入された情報を地

図にマーカーでプロットすることで行った．ファイル内に

は定期船の位置情報，推定到着時刻，該当航路の情報，次

の停泊港の情報が含まれている．動作確認実行時の結果を

図 14 に示す．匿名性のため，定期船を特定できる情報は隠

している．動作検証の結果，データ更新は 1 分おきに正常

に行われていたが，GTFSRealtime に記載された最終更新時

刻とページ更新時刻とで 3 分以上の遅延が生じていた． 

 

5.4 データ表示の遅延原因への考察  

現段階で考えられる遅延の原因は 2 つある．1 つは各処

理のタイミングが適切でないことである．データ処理部分

において DB から渡されるデータは 1 分前に定期船から送

信されたデータ 6 件になると想定していた．しかし，実際

には 2,3 分前に定期船から送信されたデータ 6 件が渡され

ていた．これは，既存システム内でメールサーバにアクセ

スして DB にデータを格納し終わる前にデータ加工部分で

DB にアクセスしていることが考えられる．この課題に関

しては，データ格納時の処理とデータ加工処理が同時に行

われないようにタイミングを調整することで対処は可能で

あると考えられる．2 つめの理由としては，DB への問い合

わせに約 35 秒を要していることが挙げられる．これは，

DB に格納されているデータ件数が 800 万件以上であり，

処理に必要となる最新データ 6 件の取得に時間を要するた

めである．今回作成したシステムでは距離により停泊判定

を行うことから最新データを漏れなく得る必要がある．こ

の課題を解決するには，データに含まれる対地方位や速度

から船の挙動を推定する方法を検討する必要がある．また，

並行して動的データを送信する間隔を見直すなど，既存シ

ステムの改善を行うことで，表示遅延はより短くできると

考えている． 図 13 データ提供システムの概要 

図 14 データ利用者による表示画面 

（ページ更新時刻 同日15:23:31） 
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6. 今後の展望 

今後は，既に整備済みである 3 航路の GTFS データと合

わ せ て オ ー プ ン デ ー タ と し て の 提 供 を 目 指 す ．

GTFSRealtime と互換性があり，現在国内で普及している

GTFS リアルタイムではデータの更新間隔を 30 秒以下とす

ることが推奨されており，これに合わせたデータ更新を行

うことで GTFS リアルタイムに対応済みの各交通機関との

連携，及びオープンデータの二次利用が円滑に進むと考え

られる．このために，まず，定期船が通常とは異なる運行

をした場合でも安定した遅延状況の予測・データ提供がで

きるよう，ハイパーパラメータの調整等の予測モデルの改

良を行う．また，5.4 節で述べた課題を解決すべく，本稿で

作成したデータ提供システムの調整を行う予定である． 

 

7. まとめ 

本稿では MaaS に向けた取り組みの 1 つである，利用者

にとって必要な動的データの共有を瀬戸内海西部の定期船

3 航路において行うため，GTFSRealtime 形式を用いての遅

延予測情報（推定到着時刻）を含む動的な定期船データの

提供方法を検討した．また，遅延予測情報の提供にあたっ

ては経由港を持つ複雑な航路にも対応するべく，近年路線

バス等において取り入れられている機械学習による遅延予

測を，手法や学習データによる指標値の変化を調べつつ試

みた．その結果，機械学習の導入により従来手法よりも精

度が改善されることを確認した．また，採用した手法の中

でも，RF は全体的に精度が良かった．一方，今回のデータ

前処理及びハイパーパラメータの設定方法による予測では，

全体的に過学習の傾向があった．また，作成した予測モデ

ルを一部航路の遅延予測に組み込んでの GTFSRealtime で

の動的データ共有方法の検討，及びシステムの実装を行っ

た．定期船からデータが送信されてから利用者にデータが

表示されるまで遅延はあるが，システムの組み立て自体は

行えたと言える．今後は 6 章で述べたように今回確認した

課題を解決しつつ，3 航路の動的データを提供するシステ

ムの実用化に繋げていく． 
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