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異種ドメインのユーザ・アイテムクラスタ情報を用いたペア
ワイズ学習に基づく購買予測手法
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概要：オンラインショッピングサービス上の膨大な量のアイテムからユーザの嗜好に合うアイテムを優先
して推薦するためのランキング学習は重要である．ランキング学習には，ユーザの行動情報が大量に必要
となるが，実際にユーザがもつ購買履歴は非常に少ない．本論文では，広告配信サービスの閲覧履歴をク
ラスタリングして得られたユーザクラスタの行動特徴を利用し，購買履歴の少ないユーザへの商品推薦を
可能にする購買予測手法を提案する．提案手法では，ユーザ・アイテム間の関連度予測モデルのランキン
グ学習の際にユーザクラスタの行動特徴を利用し，推薦対象のユーザとの購買履歴がないアイテムのラン
キングを予測できるように学習を行う．これにより，ユーザの嗜好を捉えた商品推薦が可能となり，ユー
ザが購買してないアイテムの推薦によってユーザの購買率の上昇を実現する．
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1. はじめに
近年，様々なオンラインショッピングサービスが広く普

及している．オンラインショッピングサービスでは，ユー
ザの嗜好パターンやアイテムの購買の傾向を分析し，ユー
ザごとに興味のありそうなアイテムや情報を抽出して表示
する，アイテムの推薦が行われている．オンラインショッ
ピングサービス上のアイテム推薦では，各ユーザに対して，
同時に提示不可能な量のアイテムが存在するため，ユーザ
が欲しいアイテムを適切にランキングし，ユーザの嗜好に
合うアイテムを優先して推薦するためのランキング学習
（Learning to rank）が注目を集めている．
代表的なランキング学習アルゴリズムの 1つにペアワ

イズ学習がある [11]．ペアワイズ学習は，2つのアイテム
ペアに対してユーザがどちらを好むかを学習することで
ユーザの全アイテムに対するランキングを予測する．代表
的なペアワイズ学習手法の 1 つに Bayesian Personalized

Ranking（BPR）がある [12]．BPRは，「あるユーザが購
買したアイテムは，購買しなかったアイテムに比べて興味
がある」という仮定を基に，ユーザが購買してないアイテ
ムより購買したアイテムを好む確率を最大化するように学
習する．そのため，購買してないアイテムの相対的なラン
キング順序を推定可能になり，購買してないアイテム間の
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ランキング順序の推定も可能になる．しかし，学習に十分
な購買履歴がない場合，アイテム間のランキング順序を決
定するための購買アイテムが不足するため，購買してない
未評価アイテム間のランキング順序を学習することが難し
い．
そこで本研究では，異種ドメインのユーザ・アイテムク

ラスタ情報を用いたペアワイズ学習に基づく購買予測手法
を提案する．提案手法では，ユーザのインタラクションが
豊富な他のドメインでユーザの行動情報を基に共クラスタ
リングを行い，得られたユーザクラスタの行動特徴をター
ゲットドメインへ転移することで未評価アイテム間のラン
キング順序の学習を可能にするペアワイズ学習を用いる．
また，ドメイン間でユーザモデリングを統一するために，
プライバシーや権益の保護の観点から，ユーザの ID情報
を用いず，個人識別不可能なユーザクラスタ情報でソース
ドメインのユーザの行動モデルを表現し，ターゲットドメ
インへ転移することでプライバシーにも配慮しつつ，ユー
ザモデルの転移を可能にする．本研究では，提案手法での
ペアワイズ学習を基に，ユーザのインタラクションが少な
い場合を想定し，ユーザやアイテムの属性情報を入力とす
るニューラルネットワークモデルを利用して，ユーザ・ア
イテム間の関連度を予測して，各ユーザの購買予測を行う．
提案手法の性能を評価するために，実際のオンライン

ショッピングサービスのデータと広告配信サービスのデー
タを用いて実験を行った．ユーザのインタラクションが豊
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富なソースドメインからのユーザクラスタ情報の転移が，
インタラクションのデータが疎であるターゲットドメイン
自身から抽出したユーザクラスタ情報に比べて，効果的で
あることを検証するため，ソースドメインのデータセット
として，オンラインショッピングサービスと広告配信サー
ビスの２つのデータセットからユーザクラスタ情報の抽出
を行った．そして，本研究ではデータセットのインタラク
ション数の違いが推薦精度に与える影響を比較するために，
異なる２つのドメインに対し，それぞれインタラクション
数の異なる 2つのデータセットを用意して実験を行った．
提案手法は単純な手法より高い推薦精度を達成し，提案手
法のネガティブサンプリングによる推薦の有効性を確認し
た．
以下，第２章では関連研究を紹介し，本研究との関連を

述べる．第 3章では本研究における定義や想定する環境に
ついて説明する．第 4章では本研究で提案する異種ドメイ
ンのユーザクラスタ情報を用いたペアワイズ学習に基づく
購買予測手法について説明する．第 5章では提案モデルの
評価及びその結果の考察を行う．最後に第 6章で本研究の
まとめと今後の課題について述べる．

2. 関連研究
2.1 ランキング学習
ランキング学習（Learning to rank）は，クエリごとに
適したデータを取り出すためのランキングを機械学習に
よって予測する手法で，主に情報検索の分野で応用されて
いる [9]．商品推薦も同様に各ユーザへ適したアイテムを推
薦するためにアイテムランキングを必要とするため，ラン
キング学習の手法が大きな成果をあげている．推薦システ
ムにおけるランキング学習では，一般的なランキング学習
と異なり，ランキングを推定するために大量のアイテムを
ユーザごとに並び替える必要があり，また，得られるユー
ザの行動履歴は閲覧や購買といった暗黙的な評価が多く，
ユーザがアイテムを好んでいないという評価を得られない
という，one-class problemがある [13]．商品推薦では，各
ユーザへ推薦するアイテムを決定する際に，ユーザ・アイ
テム間の正確な関連度予測が重要ではなく，各ユーザのア
イテム間の相対的なランキング順序が重要である．そのた
め，ユーザ・アイテム間の関連度の推定にアイテム間のラ
ンキング順序を考慮するためにペアワイズ学習が用いられ
る [12]．ペアワイズ学習は，アイテム間のランキング順序
を相対的に学習するため，ポイントワイズランキングでは
関連度予測が難しい未評価アイテムの相対的な順位を学習
することができ，未評価アイテム間のランキング順序を推
定することで，one-class problemの影響を小さくできる．
しかし，データセットの密度がスパースであり，購買アイ
テムが非常に少ないコールドスタート問題では，アイテム
間のランキング順序の正解ラベルとなるユーザのインタラ

クションが非常に少ないため，アイテム全体のランキング
を正しく推定することが難しく，ユーザの嗜好に合った未
評価アイテムを推薦することが困難である．
ペアワイズ学習の 1つに BPRがある．BPRでは「ユー

ザは購買してないアイテムより購買したアイテムをより好
む」と仮定し，ユーザが購買してないアイテムより購買し
たアイテムを好む確率の尤度関数を基にしたペアワイズ損
失を最小化することでアイテム全体のランキングの学習を
行う．BPRによるペアワイズ学習を行うための損失関数
BPR-OPTは以下の式で定義される．

BPR−OPT =
∑

(u,i,j)∈DS

ln δ(ŷui − ŷuj)

− λΘ ∥ Θ ∥2 (1)

Θは学習するモデルのパラメータを表し，ŷui，ŷuj は関連
度予測モデルが出力したユーザとアイテムの関連度を表
す．δ はシグモイド関数を表す．λΘ ∥ Θ ∥2 は予測モデル
のパラメタの正則化項を表し，過学習を防ぐ．
本研究では，損失関数として BPR-OPTを用いて，購

買したアイテムと購買してないアイテムとのペアワイズ学
習および未評価アイテム間のペアワイズ学習を行うことで
コールドスタート問題の影響を小さくする．

2.2 ネガティブサンプリング
推薦分野では，一般的にユーザの行動履歴としてアイテ

ムの閲覧や購買といった暗黙的な評価を用いる．情報検索
でのランキング学習は商品推薦とは異なり，クリックス
ルーデータから直接ランキング可能であるが，推薦分野に
おけるランキング学習は，正の観測値のみからなる暗黙的
な評価からしか推測できない [4]．そのため，一般的には，
ユーザが好むアイテムは他のアイテムより上位にランキン
グされるべきであると仮定して，ユーザにアイテムのラン
キングリストを提供する [1]．
しかし，実際のオンラインショッピングサービス上で

は，情報検索でのランキング学習と比べ，ランキングを考
慮すべきアイテムの数が非常に多く，またユーザの購買し
たアイテムの集合は，全体のアイテム集合と比べて，非常
に少ないため，購買したアイテムと未評価アイテムの数が
不均衡なデータを扱わなければならない．そのため，推薦
分野におけるランキング学習では，一般に，ユーザが購買
したアイテムはすべて正例であると仮定し，ユーザが購買
していないアイテムの一部を負例として選択する．このよ
うに、ユーザの未評価アイテム集合から，ある戦略に基づ
いて学習に効果的な負例を選択する手法をネガティブサン
プリングと呼ぶ [3]．Uniform Samplingはネガティブサン
プリングの候補となるアイテムから一様分布に基づき，ア
イテムをサンプリングする．Dynamic Negative Sampling

(DNS)[15] は，学習途中のモデルの出力に応じてサンプリ
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ング分布を動的に変化させ，各エポックのサンプリング品
質を向上させる手法である．モデルの学習過程において，
負例がモデルにもたらす情報量はモデルの学習とともに変
化し続ける．DNSは，ネガティブサンプリングを行うたび
に学習途中のモデルをサンプリングモデルとして使用し，
各サンプルのスコアを付け、スコアの高いサンプルを負例
として選択することで，学習途中のモデルにとって，効果
的な負例を動的に選択できる．このように，モデルにとっ
て，予測の困難なネガティブサンプルはハードネガティ
ブサンプルと呼び，パラメータに大きな勾配を与える [5]．
ハードネガティブサンプルは正例と類似した負例であるた
め，ハードネガティブサンプルを学習することで，予測モ
デルは正例と負例の決定境界をより効果的に学習すること
ができる [14]．

3. 提案手法
提案手法は，Codebook Construction, Codebook Trans-

fer[7], ペアワイズ学習の 3 つの学習ステップからなる．
Codebook Constructionは，ユーザのインタラクションが
豊富なソースドメイン上のユーザの各アイテムへの閲覧
数を要素とする評価行列について，共クラスタリングを行
い，得られたユーザ・アイテムのクラスタごとに評価値を
集約することで，各ユーザのアイテムクラスタレベルの評
価パターンをユーザクラスタの行動特徴として学習する．
Codebook Transferは，得られたユーザクラスタの評価パ
ターンのうち，ターゲットドメインの評価行列の各行の
ユーザのベクトルとの誤差が最も小さいユーザクラスタを
ターゲットドメインのユーザにマッピングすることでソー
スドメインから学習したユーザクラスタの評価パターンを
転移する．提案手法のペアワイズ学習では，転移したコー
ドブックを基に購買したアイテムと未評価アイテムおよび
未評価アイテム間のペアワイズ学習を行う．転移したコー
ドブックを基に，関連度予測モデルの学習に適した負例を
サンプルおよび合成することで効果的なペアワイズ学習を
行うことが出来る．提案手法のペアワイズ学習では，さら
に，ユーザが購買したアイテムから正例をサンプルして学
習する部分とコードブックを基に未評価アイテムから正例
と負例をそれぞれサンプルして学習する部分からなる．未
評価アイテム間のペアワイズ学習を行うことで，正例のサ
ンプリング候補となる購買したアイテムが少ない場合で
も，学習を行うことができ，コールドスタート問題の影響
を小さくすることができる．学習を行うユーザ・アイテム
の関連度予測モデルには，ユーザプロファイルやアイテム
コンテンツを表すカテゴリ特徴や連続値を入力とするコン
テンツベースのニューラルネットワークモデルを用いる．

3.1 Codebook Construction

Codebook Construction[7] では，ソースドメインの評
価行列 Xaux に共クラスタリングを行い，得られたユー
ザ・アイテムのクラスタを表す分解行列 Us, Vsを基にコー
ドブックを生成する．IONMTF(Incomplete Orthogonal

Nonnegative Matrix Tri-factorization)[8] は，分解行列の
要素の非負性および直交性制約を考慮し，評価行列との欠
損なし要素の誤差を小さくするよう分解行列の学習を行う
ことで共クラスタリングを行う．本研究では直交性制約を
損失関数に反映させて，次のロス関数を最小化する．

min
Us≥0,Vs≥0,S≥0

∥ W ⊙ (Xaux − UsSV
T
s ) ∥2F

+ ∥ (Us1− 1) ∥2F + ∥ (Vs1− 1) ∥2F (2)

W はXaux と同じサイズの行列でXaux において欠損値
のある点の要素に 1，それ以外の点の要素に 0が入力され
た行列を表す．∥ Us1− 1 ∥2F は，分解行列 Us の各行の和
を 1にし，∥ Vs1− 1 ∥2F も同様に分解行列 Vs の各行の和
を 1にする．分解行列 Us, Vs の各行の和を 1にすること
で，各クラスタへの所属確率を学習すると考えられる．本
研究では，各ユーザの嗜好を単一クラスタの評価パターン
により表現することは困難であると考え，ユーザ・アイテ
ムの各クラスタへの所属確率によるソフトクラスタから
ユーザ・アイテムの評価パターンを表現する．
得られた分解行列 Us, Vsをユーザ・アイテムのクラスタ指
標として用いて，コードブックを次の式で計算する．

B = [UT
s XauxVs]⊘ [UT

s 11TVs] (3)

⊘はアダマール除算を表す．式（3）は，ユーザ・アイテ
ムの共クラスタ内のすべての評価を平均化することでクラ
スタレベルの評価パターンを表す．

3.2 Codebook Transfer

Codebook Transfer[7] では，3.1 項で述べた Codebook

Construction で得られたコードブックをターゲットドメ
インへ転移し，ターゲットドメインのユーザ・アイテムを
コードブック上の共クラスタと対応付けることで評価行列
Xtgtを再構築する．具体的には，以下の二次損失関数を最
小化することによって，ターゲットドメインのユーザとア
イテムをコードブック上の共クラスタにマッピングする．

min
Utgt≥0,Vtgt≥0

∥ W ⊙ (Xtgt − UtgtBV T
tgt) ∥2F

+ ∥ (Utgt1− 1) ∥2F + ∥ (Vtgt1− 1) ∥2F (4)

式（4）では，ターゲットドメインの評価行列と分解行
列とコードブックの積 UtgtBV T

tgt との誤差を最小化するこ
とで，各ユーザ・アイテムに対して，評価行列との誤差が
小さいコードブック上のクラスタを選択するように分解行
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列 Utgt，Vtgt が学習し，評価行列が表す購買履歴を適切に
表すクラスタをターゲットドメインのユーザ・アイテムへ
マッピングする．得られたユーザ・アイテムのクラスタ指
標行列 Utgtと V tgtを基に，ターゲットドメインの評価行
列 Xtgt の未評価値を補完する．補完された評価行列 X̂tgt

は、次のように定義される．

X̂tgt = W ⊙Xtgt + [1−W ]⊙ [UtgtBV T
tgt] (5)

3.3 コードブックを用いたペアワイズ学習
3.3.1 BPRを用いたペアワイズ学習
提案手法のペアワイズ学習では，ネガティブンサンプリ

ングの候補となる未評価アイテムのうち，ユーザに対する
コードブックの値が大きいアイテムを関連度の予測が困難
なハードネガティブサンプルとみなして，優先してサンプ
リングを行う．具体的には，まず，ネガティブサンプリン
グの候補アイテムを Uniform Samplingにより選択する．
次に，候補アイテムがもつコードブックの値でソートし，
コードブックの値が高いアイテムをサンプルとする．しか
し，コードブックの値はあらかじめ計算された行列の値で
あり，ペアワイズ学習の過程でサンプリング分布が変化す
ることはない．また，学習途中のモデルにとってハードネ
ガティブサンプルかどうかを考慮できない．
そこで，学習途中のモデルが予測する正例と負例との

順序に着目し，正例より高いスコアをもつ負例をサンプリ
ングするまで，繰り返し負例をサンプリングすることで，
順序が異なるアイテムを優先してサンプリングする．具体
的には，関連度予測モデル fui に対して，正例のアイテム
を v+，負例のアイテムを v−とすると，fui(v−) > fui(v+)

を満たすアイテムが見つかるまで，繰り返し候補アイテム
からネガティブサンプリングを行う．関連度予測モデルが
推定するアイテム間のランキング順序を考慮することで，
コードブックを用いたネガティブサンプリングのサンプリ
ング分布を関連度予測モデルの学習に応じて動的に変化さ
せることができる．
3.3.2 購買してないアイテム間のペアワイズ学習
購買してないアイテム間のペアワイズ学習では，ネガ

ティブサンプリングの候補アイテムから新たに正例，負例
のアイテムをサンプリングしてペアワイズ学習を行う．し
かし，候補アイテムはいずれも購買してないアイテムであ
るため，サンプリングした 2つのアイテムのうち，どちら
のアイテムをユーザが好むかは分からない．そこで，本研
究では，ネガティブサンプリングの候補アイテムのうち，
ユーザに対して，コードブックの値の差が大きなアイテム
のペアをサンプリングし，値がより大きなアイテムを正例，
値がより小さなアイテムを負例としてサンプリングする．
コードブックの差が大きなアイテムのペアをサンプリング
することで，候補アイテムから未評価アイテム間のランキ

図 1 提案手法で用いる関連度予測モデルの構造

ング順序を誤って学習をすることを防ぐ．しかし，コード
ブックの値とは異なるランキング順序をもつ，アイテムク
ラスタの外れ値となるアイテムをサンプリングしてしまう
ことで誤ったランキング順序を学習してしまう場合が存在
するため，提案手法では，「コードブックの同じクラスタ
に属するアイテムは，似た購買パターンをもつ」という仮
定を基に，負例のアイテムが属するコードブックのクラス
タ内のアイテムの埋め込み表現を負例の埋め込み表現に
合成することで，アイテムクラスタの外れ値の影響を小さ
くする．ペアワイズ学習全体の損失関数は 2.1項で述べた
BPRの損失関数である BPR-OPTを用いて，次式のよう
に表す．

L = ln δ(eu · ev+ − eu · ev−)

+ ln δ(eu · ev− − eu · ev−−) (6)

ev+ , ev− はそれぞれ正例，負例のアイテムの埋め込み表現
を表し，ev−− は未評価アイテム間のペアワイズ学習にお
ける負例のアイテムの埋め込み表現を表す．

3.4 提案手法に用いる関連度予測モデル
本節では，ユーザ・アイテム間の関連度予測に用いるモ

デルについて述べる．用いるモデルは購買履歴の蓄積が少
ないユーザ・アイテムへの推薦を想定し，コンテンツベー
スのモデルを利用する．図 1に提案手法で用いる関連度予
測モデルの構造を示す．
このモデルは，User&Item Embedding module，User

preference estimator，Similarity layerで構成される．ユー
ザ・アイテムの one-hot表現がモデルの入力として与えら
れる．one-hot embeddingは，特徴が名義尺度である場合
のカテゴリデータから one-hot表現を生成する手法である．
本研究では，one-hot encodingを応用して，ユーザプロファ
イルやアイテムコンテンツからカテゴリ特徴を埋め込む．
one-hot encodingでは，各特徴は 1-of-Z表現に変換される．
Z はその特徴に含まれるユニークな値の数を意味する．例
えば，カテゴリが 3つあるカテゴリ特徴量 C = c1, c2, c3

が与えられたとき、c1 を [1, 0, 0, 0], c2 を [0, 1, 0, 0], c3 を
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[0, 0, 1, 0], カテゴリ未知を [0, 0, 0, 1] としてそれぞれ表現す
る．各ユーザ・アイテムの one-hot表現には，ユーザプロ
ファイルやアイテムコンテンツを表すカテゴリ特徴や連続
値が割り当てられている．User&Item Embedding module

では，入力したユーザ・アイテムのコンテンツ情報を基に
ユーザ・アイテムに対して埋め込み表現を生成する．埋め
込み表現の生成には，経験的に推薦性能の向上に有効であ
ることが示されている embedding layer[2], [10]を用いて，
ユーザ・アイテムのコンテンツ情報から有用な潜在的特徴
を自動的に抽出する．ユーザ・アイテムの埋め込み表現は
各特徴の埋め込み表現を学習し，連結した埋め込み表現を
用いることで表現する．また，ユーザプロファイルやアイ
テムコンテンツを表す連続値を入力する場合，正規化した
後の値をそのまま euv に連結する．
各特徴の埋め込み表現を結合したユーザ・アイテムの埋

め込み表現を最適化するために，User preference estimator

において，複雑な非線形ユーザ嗜好の学習に広く用いられ
ている多層完全連結ニューラルネットワークを適用するこ
とでユーザやアイテムの表現を最適化しながら学習を行う．
具体的には，同じ構造をもつMLPを２つ用意し，ユーザ・
アイテムの埋め込み表現をそれぞれ学習する．出力された
ユーザ・アイテムの埋め込み表現を基にユーザとアイテム
の関連度を求めるために Similarity layerでは，ユーザ・ア
イテムの関連度をユーザ・アイテムの埋め込み表現のコサ
イン類似度として表現する．コサイン類似度は以下の式で
定義される．

cos(x⃗, y⃗) =
x⃗ · y⃗
|x||y|

=
x⃗

|x|
· y⃗

|y|
=

∑m
j=1 xjyj√∑m

j=1 x
2
j ·

√∑m
j=1 y

2
j

(7)

4. 評価実験
4.1 評価環境
提案手法におけるユーザクラスタ情報を用いたペアワイ

ズ学習の有効性を検証するために，オンラインショッピン
グサービスと広告配信サービスにより実際に収集された
2つの異なるドメインの実データを用いて，ユーザへのア
イテム推薦の精度の評価を行った．収集されたデータのう
ち，2017年 4月 27日から 2017年 6月 7日の間に収集さ
れたデータを実験に用いた．実際に推薦を行うターゲット
ドメインの学習データのうち，購買数が 5件未満のユーザ
を削除し，それに伴い，購買履歴が存在しなくなったアイ
テムを削除したデータを利用して実験を行った．トレーニ
ングデータおよびバリデーションデータは各ユーザのアイ
テムの購買数を要素とする評価行列で，テストデータは，
各ユーザごとの実際に購買したアイテムリストである．テ
ストデータは，学習データに存在していたユーザ・アイテ
ムの購買ログのみを抽出して作成し，学習・テスト期間の

表 1 ソースドメインのデータセットの統計情報
広告配信サービス オンラインショッピングサービス

ユーザ数 32,064 人 748 人
アイテム数 17,482 個 1,780 個
総行動履歴 1,575,075 件 4,280 件

表 2 ターゲットドメインのデータセットの統計情報
オンラインショッピングサービス

ユーザ数 830 人
アイテム数 1,886 個
総行動履歴 59,041 件

両方で購買を行い，かつ学習データに存在しているアイテ
ムをテストデータの期間に購入しているユーザを対象に推
薦を行い，提案手法の評価を行う．
ソースドメインのデータセットとして，オンラインショッ

ピングサービスと広告配信サービスの２つのデータセット
を用いることで，ユーザのインタラクションが豊富なソー
スドメインのデータセットからのコードブックの転移は，
データセットが疎なターゲットドメインの評価行列自体か
らコードブックを抽出するより効果的であることを検証す
る．Codebook Constructionを行う際には，行動履歴から
作成した評価行列のうち，行動履歴の件数の多いユーザと
アイテムを 500 ずつ選んだ部分行列を抽出し，クラスタ
リングを行う．本実験で用いたソースドメインおよびター
ゲットドメインのデータセットの統計情報を表 4.1に示す．

4.2 評価手順
本実験では，ソースドメインの学習データの閲覧履歴を用

いて評価行列を作成し，3章で説明したCodebook Transfer

を用いて，コードブックを学習した．そして，得られた
コードブックを基にターゲットドメインの評価行列の未評
価値の欠損値補完を行い，得られた補完行列を利用して，
ペアワイズ学習を行ったユーザ・アイテムの関連度予測モ
デルが各ユーザへのアイテム推薦ができるかについて性能
を評価した．具体的には，ユーザに対する各アイテムの関
連度を予測し，大きな関連度をもつアイテムを上位で推薦
するような推薦リストを全ユーザについて作成し，Top-k

リストを作成する．テストデータにおけるユーザの購買
したアイテムリストと Top-k リストの重複した要素数に
より，提案手法の性能を計測した．評価指標には HR@k

（Hit Rate@k）を用いた．HR@k は，あるテストユーザ
rに対してアイテムの推薦リストの上位 kにユーザ rの購
買リストのアイテムと同一のアイテムが含まれているか否
かの精度を測る指標である．HR@k は以下の式で定義さ
れる．

HR@k =
1

Nitem

Nte∑
i=1

σ(ti ∈ Si(k)) (8)

5ⓒ 2022 Information Processing Society of Japan

Vol.2022-DPS-190 No.40
Vol.2022-CSEC-96 No.40

2022/3/11



情報処理学会研究報告
IPSJ SIG Technical Report

ここでNitemはテストユーザの購買したアイテムの総数で
あり，Nte はテストユーザの総数を表す．また，ti はテス
トユーザ r の購買したアイテムの集合を表す．Si(k)はテ
ストユーザ rへの推薦リストの上位 kのアイテム集合であ
る．σ(ti ∈ Si(k))は集合同士の重複した要素の個数を返す
関数であり，ti が Si(k)に含まれる要素の個数を返す．
提案手法の推薦精度に対するコードブックの影響を検証

するため，ソースドメインとターゲットドメインからそれ
ぞれ抽出したコードブックとランダムな値で埋めたコード
ブックの 3つのコードブックを用いてそれぞれ提案手法の
学習を行った場合で実験を行った．
本実験では，提案手法の推薦精度を評価するための比較

手法として，以下の 4種類の手法を用いた．
• MSE : ポイントワイズ学習の損失関数の 1つである

MSEを用いて，提案手法の関連度予測モデルを学習
した手法．

• BPR : ペアワイズ学習の損失関数の 1つである BPR-

OPTを用いて，提案手法の関連度予測モデルを学習
した手法．

• NMF : 行列分解を用いた欠損値補完手法．
• Top popular : 購買数順にアイテムをソートした人気
順のアイテムリストを推薦する手法．

また，提案手法の推薦精度に対するネガティブサンプリ
ングの影響を検証するための比較手法として，以下の 3種
類の手法を用いた．
• Uniform Sampling : 一様分布に基に，ネガティブサ
ンプルをサンプルする手法．

• DNS : 2.2項で述べた学習途中の関連度予測モデルが
最も高いスコアをつけたアイテムを適応的にネガティ
ブサンプリングする手法．

• Codebook-based negative sampling : 提案手法で用い
たコードブックの値を重みとして重み付きサンプリン
グを行う手法．

提案手法の推薦精度に対するコードブックの影響を検証
するための手法として，以下の 3種類の手法を用いた　．
• Source-codebook : ソースドメインのデータセットか
ら転移したコードブックを用いた提案手法．

• Target-codebook : ターゲットドメインのデータセッ
トから抽出したコードブックを用いた提案手法．

• Random-codebook : ランダムな値で埋めたコードブッ
クを用いた提案手法．

4.3 実装
提案手法のネットワークは PyTorch*1を用いて実装し

た．学習するパラメータの初期値はガウス分布N(0, 0.012)

からランダムに初期化される．学習の最適化には Adam[6]

*1 https://pytorch.org/

図 2 ユーザに対するアイテム推薦精度

図 3 異なるネガティブサンプリングを用いた場合のユーザに対す
るアイテム推薦精度

を使用した．学習のバッチサイズは，同じコードブック上
のクラスタに属すアイテムセットをバッチとして，学習を
行った．学習率は [10−3,10−5,10−7]，ユーザ・アイテムの
カテゴリ特徴の埋め込み表現の次元数は [16,32,64]の値を
試し，最も損失関数の値が小さくなる 32を選んだ．損失
関数の計算の際のネガティブサンプリングにおいて，ネガ
ティブサンプリングの候補アイテムのサンプル数は 100と
し，候補アイテムからネガティブサンプリングを行った．

4.4 実験結果
図 2より，提案手法と比較手法の精度を比較すると，す

べての kにおいて，提案手法は比較手法より高い精度を達
成している．提案手法はソースドメインからターゲットド
メインへ転移したコードブックを基に未評価アイテム間の
ペアワイズ学習を行うことで，ユーザに対して購買履歴の
少ないアイテムについてもランキング順序を学習できるた
め，高い精度を達成していると考えられる．また，MSE

と比べて，BPRが高い精度を達成していることが分かる．
これは，商品推薦のランキング学習では，ユーザとアイテ
ムとの関連度だけでなく，アイテム間のランキング順序を
考慮して学習を行う BPRが有効であると考えられる．図
3より，すべての閾値 kにおいて，提案手法のネガティブ
サンプリング手法が他の手法と比べて高い推薦精度を達成
している．提案手法がCodebook-based negative sampling

を用いた推薦に比べて，高い精度を達成していることが分
かる．Codebook-based negative samplingはコードブック
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図 4 異なるコードブックを用いた場合のユーザに対するアイテム
推薦精度

の値のみを基にネガティブサンプリングを行うため，関連
度予測モデルの学習状況に合わせて，動的にサンプリング
分布を変化させることができず，学習初期では大きい勾配
を得られるが，学習が進むにつれて，コードブックの値の
高いアイテムから得られる情報量が少なくなってしまう．
提案手法では，Codebook-based negative samplingに加え
て，サンプルした正例と負例との順序に着目し，正例より
高いスコアをもつアイテムを優先的に負例としてサンプル
することで，関連度予測モデルの学習状況に応じて，適し
たアイテムをネガティブサンプリングできるため，高い精
度を達成していると考えられる．また，負例への埋め込み
表現の合成により，未評価アイテム間のペアワイズ学習に
よって得られる情報量が増えて，Codebook-based negative

samplingを用いた推薦に比べて，精度が向上したと考え
られる．図 4より，ソースドメインのコードブックを用い
ることで高い推薦精度を達成していることがわかる．これ
は，ユーザのインタラクションが少ないターゲットドメイ
ンから抽出したコードブックと比べて，ソースドメインの
コードブックを用いた方が各ユーザに適切な評価パターン
を転移できていると考えられる．

5. まとめ
本研究では，異種ドメインのユーザクラスタ情報を用い

たペアワイズ学習に基づく購買予測手法を提案し，提案手
法の未評価アイテム間のペアワイズ学習の有効性を確認し
た．
また，本研究ではソースドメインのデータセットとして

オンラインショッピングサービスのデータと広告配信サー
ビスのデータを実験に用いたが，コードブックを変更した
場合の実験からソースドメインとターゲットドメインとの
関連度に応じて，提案手法による推薦精度が変化すること
が考えられる．そこで，今後の研究の課題として別のソー
スドメインデータを用いた場合の性能評価が挙げられる．
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