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多重焦点画像列を用いたOptical Projection

TomographyのDNNライブラリ実装

石井 直行1,a) 長原 一2,b) 諸岡 健一1,c)

概要：我々の研究グループでは，多重焦点画像列を用いた Optical Projection Tomographyによる細胞の
3次元画像を復元する手法を構築している．本稿では，一般に用いられている DNN用ライブラリを利用
して，細胞の 3次元画像構築の高速化法を提案する．具体的には，DNN用ライブラリに適用するための処
理の再定式化と，3次元画像構築に適した最適化アルゴリズムの検証を行った．シミュレーションモデル
を用いて，最適化アルゴリズムごとの透過率の推定精度や推定速度を比較した．

1. はじめに

Optical projection tomography(OPT)[1][2] とは，複数
枚の画像から物体の内部構造を含めた 3次元形状を推定す
る手法の一つである．OPTでは，計測対象物体をボクセ
ルに分割し，各ボクセルに格納された光線の吸収係数を求
める．主にレンズ光学系を用いるため透視投影法となる近
赤外線，可視光および紫外線をテレセントリック光学系で
あるとみなし，近似的に X線 CTにおける画像再構築 [4]

と同様の方法で物体の 3次元形状を推定する．
一方，我々の研究グループでは，一般的な光学顕微鏡を

用いて，異なる焦点面で細胞を撮影した多重焦点画像列
から OPTによる細胞の 3次元画像復元手法を構築してい
る [5]．細胞の 3次元画像とは．細胞を覆う直方体領域を
ボクセルの集合で表現し，各ボクセルに存在する物質の透
過率を可視化したものである．文献 [5]は，多重焦点画像
列から各ボクセルの透過率を，最小二乗法による最適解探
索を用いて推定することにより実現している．しかし，こ
の手法は計算量が多く，実用的な時間で３次元画像構築を
行うためにも，値の収束は早いほうが望ましい．
ここで，深層学習では，ネットワークの重みの最適値を

最小二乗法で求める．また，近年 DNN用ライブラリによ
り，多数の重みの最適解を効率的に求めることが可能と
なっている．
そこで，本稿では，一般に用いられているDNN用ライブ
ラリを利用して，細胞の 3次元画像構築の高速化法を提案
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する．具体的には，以下の 2つのことを行った．1つ目は，
DNN用ライブラリに適用するための処理の再定式化であ
る．DNN用ライブラリを適用させる利点としては，自動微
分を行う機構があり勾配を容易に取得できるほか，豊富な
最適化関数や損失関数の選択の自由度が高いことである．
使用する DNN用ライブラリは，Pythonのオープンソー
スライブラリの PyTorchである．2つ目は，3次元画像構
築に適した最適化アルゴリズムの検証である．Gradient

Descent(GD)，Adam，Adadelta，RMSpropの各最適化ア
ルゴリズムを，OPTの問題に適用した収束挙動を検証す
る．また，人工的に作成した細胞のシミュレーションモデ
ルを用いて，最適化アルゴリズムごとの透過率の推定精度
や推定速度を比較した．

2. 関連研究

2.1 Optical Projection Tomography

通常の OPTでは，図 1の Aのような装置を用いて，推
定する対象物体を回転させて，複数の画像を取得する．光
学系は，被写界深度に限りがあり，対象物体の全体をカ
バーすることができない．そこで，図 1の Bのように，焦
点面が対象物体の前半分に合うように位置させる．これに
より，対象物体の前半分の焦点の合ったデータと，対象物
体の後ろ半分の焦点の外れたデータの両方を含む画像が取
得できる．また，図 1の Cでは，標本全体での平行投影
データへの近似法を示す．
対して，文献 [5]では，一般的な光学顕微鏡を用い，標本

台を操作しながら細胞を上下に動かすことで，焦点の合っ
た位置が異なる複数の画像を取得する．詳細は 3.1にて述
べる．
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図 1 OPT 顕微鏡

2.2 DNNライブラリ実装
複数の画像から対象の 3次元形状を推定する別の手法と
して，Diffuse Optical Tomography(DOT)[6]がある．DOT

は，表面下の光の伝搬を測定することによって，皮膚下の
3次元構造を復元する方法である．この復元法では，皮膚
下の体内を異種散乱媒体とみなし，光を皮膚に照射する
と，その光が体内を通る過程を，異種散乱媒体内の拡散光
子の伝搬によりモデル化している．このモデルをフォワー
ドモデルとすると，3次元構造構築は，取得した画像と，
異種散乱媒体内の拡散光子の伝搬を表すフォワードモデル
の差を最小化することで求める．通常，この最小化は繰り
返し処理によって行われるが，文献 [6]では，この繰り返
し処理を，入力データである光の伝搬情報に，各ボクセル
が持つ光の吸収率を用いた畳み込み近似で表現し，それを
PyTorchを用いて実装することによって，計算時間の高速
化を実現している．[6]で用いている計算過程は，すでに
我々が提案している手法 [5]の透過率の推定法と類似して
いる．また，フォワードモデルは，光の経路に関する情報
とボクセルごとに格納する値との線形結合である．我々の
手法でも，多重焦点画像列の画素値は，光線の強さと透過
率を用いた線形結合で表される．そこで，文献 [6]に基づ
き，細胞の 3次元画像構築の高速化を行う．

3. 多重焦点画像列からの３次元画像構築

3.1 顕微鏡画像の撮像モデル
本研究では，図 2に示す撮像モデルによって顕微鏡画像

が得られると仮定する．つまり，ある焦点位置において標
本台の下側から光を照射し，その光線が細胞内を通過する．
この時，細胞内の物質によって光線は減衰し，その減衰し
た光線がレンズにより集光されることでその焦点位置での
標本画像が得られる．

図 2 撮像モデル

図 3 細胞が存在するボクセル領域

図 4 観測される多重焦点画像列

この撮像モデルを計算機で実現するために，まず，
細胞を覆う直方体領域をボクセルの集合で表現し，i

(i = 0, 1, 2, · · · , Nv − 1, Nv:全ボクセル数) 番目のボク
セルに存在する物質の透過率を αi (0 < αi ≤ 1)とする (図
3)．また，本撮像モデルでは固定された光学系に対し，標本
台を操作しながら観察する細胞を上下に動かすことで，焦
点位置を変化させる．この時，図 4に示すように，多重焦点
画像列中の s枚目の画像の画素 (x, y)の輝度値を I(x, y, s)

とする．さらに，本研究では得られた多重焦点画像列の枚
数とボクセル領域の高さ方向の層数は同じとする．
次に，本来連続的である入射光を，Nr 本の光線の集合と
して離散化する．この時，j (j = 0, 1, · · · , Nr − 1)番目の
光線の明るさを lj，画像中の背景部分の輝度値を Iback を
用いた式 (1)，次式を満たすように lj の値を定める：
∑
j

lj = Iback． (1)

具体的には，まず入射光によって作られる三角錐の底面を，
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図 5 入射光の設定

図 5に示すように正方形に分割する．次に，各光線は分割
した正方形の中心から出ていると仮定し，lj を式 (2)と定
める：

lj =
1

Nr
× Iback． (2)

この時，分割した正方形の中心が三角錐の底面の外側の場
合，その正方形の部分からは光線は出ていないものとする．
lj は，ボクセルを通過する度に，そのボクセルの透過率
と，そのボクセルを通過した距離に応じて減衰し l′j とな
る．図 6に示すように，j 番目の光線が i番目のボクセル
を通過する距離 dji を使うと，減衰した光線 l′j は次式のよ
うに表される：

l′j = lj ×
∏
i

α
dji

i ． (3)

ただし，j 番目の光線が i番目のボクセルを通過しない場
合は dji = 0である．ここで，式 (3)の両辺の自然対数を
とると，

log l′j = log lj +
∑
i

dji logαi (4)

となる．画素ごとに各光線がボクセル領域を通過する経路
も異なるため，dji と l′j は x, y, sの関数とみなせる．よっ
て式 (4)は式 (5)となる．

log l′j(x, y, s) = log lj +
∑
i

dji(x, y, s) logαi． (5)

観測される画像の輝度値は減衰した光線の総和とみなせ
るので，本撮像モデルに基づいて計算される画像の輝度値
Iα(x, y, s)は式 (6)で求められる：

Iα(x, y, s) =
∑
j

l′j(x, y, s)． (6)

3.2 フォワードモデル
式 (6)を展開しまとめると，式 (7)となる：

Iα = LTX． (7)

ただし，

図 6 光線 lj が i 番目のボクセルを通過する距離 dji の具体例

L =
[
l0 · · · lNr−1

]T
; (8)

A =
[
logα0 · · · logαNv−1

]T
; (9)

Di(x, y, s) =

⎡
⎢⎢⎣

di0(x, y, s)
...

di(Nv−1)(x, y, s)

⎤
⎥⎥⎦ ; (10)

X =

⎡
⎢⎢⎣

exp(ATD0(x, y, s))
...

exp(ATDNv−1(x, y, s))

⎤
⎥⎥⎦． (11)

式 (7)において，各変数を，行列を用いた計算式に置き換
えることで，DNN用ライブラリに適用できるようにした．

3.3 ボクセル値の再構築
撮像モデルに基づいた最適化手法における目的関数は式

(12)である：

F (A) =
∑
s

∑
y

∑
x

(I(x, y, s)−Iα(x, y, s))
2+σTV (A)．

(12)

この目的関数の最小化により At の最適値を求める．こ
こで，σ は正則化項の重み，正則化項として Total varia-

tion(TV) ノルムを用いる．目的関数の最小化には 3.4 節
で述べる 4 つの最適化アルゴリズムを用いる．実装には
PyTorchを使用した．PyTorchでは，自動微分を行う機構
があり勾配を容易に取得できるほか，豊富な最適化関数や
損失関数の選択の自由度が高い．

3.4 最適化アルゴリズム
本稿では，以下の 4つの最適化アルゴリズムを用いて検

討する．
• Gradient Descent(GD)

Gradient Descentは代表的な最適化手法であり，求
めた勾配方向にその大きさだけパラメータを更新す
る方法である．t回目のパラメータ θt の更新式は式
(13)である：

θt = θt−1 − γ · gt． (13)
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gt はパラメータ θによる損失関数の勾配，γ は学習
率である．

• RMSprop

学習率を移動平均で割ることで，勾配の大きさに応
じて学習率を調整する．RMSPropp の更新式は式
(14)である：

θt = θt−1 − γ√
β · E[g2]t−1 + (1− β) · g2t + ε

gt．

(14)

E[g2]は勾配の二乗の累積，β は学習率を調整する
係数，εはゼロ除算を避けるための極めて小さい値
である．

• Adadelta[7]

RMSpropや Adagrad[9]などの最適化アルゴリズム
は次元数が揃っていないという問題点がある．その
次元数を揃うように改良したものが Adadeltaであ
る．Adadeltaの更新式は式 (15)である：

θt = θt−1 −
√

β · E[Δθ2]t−1 + (1− β) ·Δθ2 + ε√
β · E[g2]t−1 + (1− β) · g2t + ε

gt．

(15)

Δθはパラメータ θの更新量である．
• Adam[8]

Adamでは学習段階で継続的に学習率を下げる間，学
習の収束段階を早めるために，Momentumと Ada-

grad の長所を統合したものである．よって，学習
率を調整する最適化アルゴリズムに比較して，収束
段階が速く，学習性能も高い．Adamの更新式は式
(16)である：

θ = θ−γ · [β1 ·mt−1 + (1− β1) · gt]/(1− βt
1)√

[β2 · vt−1 + (1− β2) · g2t ]/(1− βt
2) + ε

．

(16)

β1 と β2 は学習率を調整する係数，mt と vt はそれぞ
れ t回目における勾配の移動平均と勾配を二乗したも
のの移動平均である．

これら 4つの最適化アルゴリズムの選択理由は，3次元
復元を行ううえで結果がでていたこと [6]と．同じ最適化
アルゴリズムを用いて比較実験を行っていた例 [10]があっ
たためである．

4. 実験

DNNライブラリ実装による高速化実験と，3次元画像構築
に適した最適化アルゴリズムの検証を行った．使用した計算
機は，CPU：Intel(R)Core(TM)i7-7820X CPU@3.60GHz，
GPU：NVIDIA GeForse GTX 1080 Ti，物理メモリ：32GB

である．

図 7 細胞モデルの多重焦点画像列

図 8 使用する細胞モデル

4.1 シミュレーションモデル
実験に用いる細胞の多重焦点画像列 (図 7)は，図 8に示
す 3次元ボクセルモデルから，3.1節で述べた撮像モデル
に基づいて生成した．図 8のボクセルモデルの色は，透過
率を表しており，赤いほど透過率が低く，青いほど透過率
は１に近い．色がない部分は，細胞がその領域にはないた
め透過率は１である．また，生成した多重焦点画像列 (図
7)は，1[μm]ごとに焦点面をずらしながら撮影した 11枚
の画像で構成される．各画像のサイズは 50× 50[pixel]，輝
度値は 0から 255のグレースケール画像である．

4.2 DNNライブラリ実装による高速化
文献 [5]と，DNNライブラリ実装との，計算時間比較に
よる高速化実験を行った．計測した時間は，フォワードモ
デルと最適化アルゴリズムを用いてAt の最適値を更新す
る反復的なプロセスである．用いた最適化アルゴリズムは，
Gradient Descentであり，学習率は 6.0× 10−3である．ま
た，反復回数は 1000回，正則化項の重み σ は 1.0 × 10−3

である．透過率の初期値は文献 [5]で提案した方法を用い
て，入力の多重焦点画像列の輝度値をもとに，式 (17)に
よって定める：

α
(0)
i = Ns

√
I(x, y, s)． (17)

この時，光線数が 21本，437本の場合について行い，表 1

はそれぞれの計算時間を示す．表 1より，DNNライブラ
リ実装により文献 [5]と比べ計算速度が速くなった．光線
数が 21本の時は，約 2倍．光線数が 437本の時は，約 10
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表 1 計算時間の比較
光線数 [本] 計算時間 [秒]

文献 [5]
21 62

437 1181

DNN ライブラリ実装
21 28

437 115

図 9 最適化アルゴリズムごとの RMSE の収束過程

倍となった．

4.3 最適化アルゴリズムの検証
3.4節で述べた 4種類の最適化アルゴリズム (Gradient

Descent，Adam，Adadelta，RMSProp) を用いた 3 次元
画像構築を行い，透過率の推定精度の比較・検証を行っ
た．方法としては，最適化アルゴリズムとその時の学習率
のみを変化させて，最適化アルゴリズムごとの収束過程
を比較した．また，学習率はそれぞれ Gradient Descent：
6.0 × 10−3，Adam：1.0 × 10−3，Adadelta：1.0 × 10−2，
RMSprop：1.0× 10−3とした．最適化関数の学習率以外の
パラメータは PyTorchでのデフォルトの値を用いた．光
線数は 437本，反復回数は 1000回，正則化項の重み σ は
1.0 × 10−3 である．透過率の初期値は，4.2 節で述べた，
設定方法を使用した．以上の条件で行い，反復回数ごとの
真値との平均平方根二乗誤差 (Root Mean Square Error :

RMSE)を図 9に示す．
図 9より，どの最適化アルゴリズムでも RMSEの値は

減少傾向にある．中でも，Adamが他の最適化アルゴリズ
ムと比べて収束段階が速い．
最適化アルゴリズムを用いてパラメータ値を推定する上

で，初期値は収束までの時間短縮につながるため重要な要
素である．初期値の設定方法による影響を考慮して，初期
値を全て 0.75に設定し実験を行った．その結果を，図 10

に示す．また，二つの方法における，1000回の反復回数で
の RMSEを表 2に示す．
図 10より，どの最適化アルゴリズムでも RMSEの値は
減少傾向にあるが，図 9 の時と比べて差が出ることが分
かった．特に，RMSpropと Adadeltaがその差が顕著に表

図 10 最適化アルゴリズムごとの RMSE の収束過程

表 2 各モデルの最適化アルゴリズムごとの推定精度
最適化

初期値の設定 RMSE[×10−3]
アルゴリズム

GD
入力画像の輝度値 8.55

全て 0.75 8.98

Adam
入力画像の輝度値 6.54

全て 0.75 8.47

Adadelta
入力画像の輝度値 7.89

全て 0.75 147.76

RMSprop
入力画像の輝度値 7.81

全て 0.75 139.46

図 11 最適化アルゴリズムごとの RMSE の収束過程

れている．図 10から RMSpropと Adadeltaを除き，図 9

の縦軸の値域に合わせた RMSE の収束過程を図 11 に示
す．表 2より，Adamは初期値を変化させても 1000回の
反復回数で，どの最適化アルゴリズムよりも推定精度が高
いことが分かった．

5. まとめ

本研究では，一般に用いられている DNN用ライブラリ
を利用して，細胞の 3次元画像構築の高速化法を提案した．
具体的には，DNN用ライブラリに適用するための処理の
再定式化と，3次元画像構築に適した最適化アルゴリズム
の検証を行った．シミュレーションモデルを用いて，最適
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化アルゴリズムごとの透過率の推定精度や推定速度を比較
した．結果としては，RMSpropと Adadeltaが初期値の設
定によって，収束過程に差がでることと，Adamが精度と
収束が早い観点から適していることを示した．
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