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高周波形状復元のための
微分可能レンダラーを用いたデータ拡張の最適化

時枝 康大1,a) 岩口 尭史1 川崎 洋1

概要：構造化光を用いたアクティブステレオ法によるワンショット 3次元形状復元は，計測結果が疎であ
り，高周波な形状は復元できないという問題がある．深層学習を用いて画像と疎な形状を入力して高密度
な物体表面の形状を推定する手法が提案されているが，学習のためには実際に計測した 3次元形状データ
セットから高周波形状を学習に用いるか，CGによるシミュレーションにおいて周波数や振幅などのパラ
メータを調整して実データに近いデータを作成することが必要になる．本論文では，CGにおけるパラメー
タ調整の問題を，最近提案された深層学習における勾配降下法を用いたデータ拡張の最適化を用いて解消
する手法を提案する．その際，従来のデータ拡張手法では，アフィン変換や色変換など基本的な画像処理
のみしか適用できなかったのに対して，微分可能レンダラーを用いて３次元形状とその配置を変化させて
レンダリングすることで，より広範な学習データを作成することができる．実験では，本手法により高周
波形状復元のための深層学習が効率化されたことを実データによる実験で確認した．
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1. はじめに
構造化光を用いたアクティブステレオ法による 3次元復

元は，システム構成が簡単で，高精度な形状再構成が可能
なことから，その重要性が高まってきている．時間的符号
化方式として知られるグレイコードやフェーズシフトが代
表的な手法であり，これまで広く利用されてきた．これら
の手法は，画素の位置を特定するために複数のパターンを
必要とするため，高速に移動する物体を計測することがで
きない．この問題を解決するために，1つのパターンで識
別するためのコードを構成する疎な構造化光に基づいて，1
つまたはいくつかのパターンの投影から形状再構成を実現
するワンショット計測法が注目されている．疎な構造化光
の共通の問題点は，再構成の分解能が時間的符号化法より
も大幅に低く，疎なパターン領域周辺の形状しか復元でき
ないことである．従来の手法では，移動平均や放射基底関
数による補間が一般的であったが，パターン投影のない領
域は，たとえ高周波数の形状を持つ表面であっても，低周
波数の形状，すなわち滑らかで平坦な表面として再構成さ
れていた．文献 [23]では，構造化光源と単一カメラに基づ
く RGB-Dセンサで撮影した，疎な深度情報と密な陰影情
報を用いて，密で高周波な形状を復元している．学習デー
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タセットには，実現が困難な実環境での高精度なデータ収
集ではなく，CGで描画された合成高周波形状画像を用い
て深層ニューラルネットワークを学習させることで，高精
度な形状復元を実現している．
合成画像を用いることで，大規模なデータセットを用い

た学習が可能になる一方で，実際に推定を行うデータセッ
トとのドメイン・特性の違いによる性能悪化が発生する．
そこで文献 [23]では，実データを用いた追加学習によりド
メイン適応を行い，推定誤差の低減に成功した．しかし，
この 2段階の学習により，最初の学習重みが消滅すること
が懸念や，実データのドメインに近い合成データを適切に
生成するためのデータ拡張のハイパーパラメータを調整す
る手法は不明であった．
本論文では，限られた実データから効率的に学習データ

セットを構築することで，高周波形状推定の性能を向上さ
せる．このような目的のために，少数の学習データに対し
てドメイン適用を実現するデータ拡張が広く用いられてい
るが，ランダムなデータ拡張では，パラメータ数が増加す
ると学習データ総数が急激に増加するという問題がある．
このため，グリッドサーチや勾配降下法によりデータ拡張
のためのハイパーパラメータを最適化する方法が研究さ
れており，画像のアフィン変換や色変換を効率よく拡張で
きることが示されている [19]．提案手法では，これを 3次
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元形状を拡張するために微分レンダラーを用いて，復元す
べき実データに対する損失に応じて，勾配降下法により形
状パラメータを直接最適化する．微分可能なレンダリング
を用いることで，2次元描画画像による損失を逆伝播する
ことができ，データ拡張パラメータを最適化することがで
きる．
本論文の要点は以下の 2つである：
• 微分可能なレンダラーを導入することで，形状と位置
からなる 3Dシーンのパラメータを勾配降下法により
最適化し，学習用データセットを自動生成することで
効率的にデータ拡張を行うことを可能にした．

• 実データを用いた定量的・定性的な実験を行い，本手
法の優位性を示した．

2. 関連研究
2.1 Shape from shadingとフォトメトリックステレオ
Shape from shadingは古くから研究されている手法であ
り [14], [27]，また，陰影を利用して正規分布を解析的に計
算するフォトメトリックステレオはWoodhamらによって
提案されて以来，広く研究されている [26]．近年，機械学
習を用いた手法がいくつか提案されており，例えば Ikehata

らは相互反射がある場合のフォトメトリックステレオのた
めの CNNを提案している [16]．
単一光源環境で撮影された画像から形状を一意に決定

できない，bas-relief ambiguity[4]と呼ばれるものがある．
BarronとMalikは，物体の特性に対して強い事前分布を課
すことで，1枚の陰影画像から最も可能性の高い形状，照
明，反射率を復元する手法 [2]を提案した．Hendersonと
Ferrariは，形状モデルを生成し，レンダリング画像の陰影
を評価することによって，単一の画像から形状，姿勢，陰
影を推定する手法 [12]を提案している．

2.2 距離画像の超解像
RGB-Dカメラで得られる低解像度の距離画像の解像度

を上げる手がかりとして，高解像度のRGB画像の利用が研
究されている．Barronらは fast bilateral filterを用いて，
RGB画像をガイドとすることで深度を伝搬させる方法を
提案した [3]．Lutioらは多層パーセプトロンを用いて，ピ
クセル間のマッピングにより超解像を実現するガイド付き
超解像を提案した [18]．これらは教師なし手法であるが，
Huiらによって学習型アプローチが提案されている [15]．
この手法では，マルチスケールガイドネットワークと呼ば
れる CNNがエンコーダで異なるスケールの特徴を抽出し，
デコーダでアップサンプリングする．
これらの手法では，自然光の下で撮影した RGB画像を

ガイドとしているが，提案手法では，プロジェクター光源
で撮影した陰影画像をガイドとする．

2.3 合成画像による学習データ
機械学習，特に深層学習を用いた手法では，十分な量の

学習データセットを用意することが重要である．しかし，
その手法に必要なデータ，例えば特定のシステムで計測さ
れたデータやアノテーションは十分に存在しないことが多
い．また，実環境での撮影が困難な場合もある．この問題
を解決するために，合成画像によりデータセットを構築し，
学習する手法が近年重要な研究課題となっている．
Weinmannらは，物質分類の学習に bidirectional texture

関数を用いた合成データを使用した [25]．実験では，実環
境と同じ設定でレンダリングした画像で学習することで，
この課題での分類が可能であることが示されている．Doso-

vitskiyらは，CNNによるオプティカルフローの学習のた
めの合成画像データセットを作成した [7]．飛行中の椅子と
いう非現実的なシーンで構成されているにもかかわらず，
実環境で計測したデータセットで高い推定精度を達成して
いる．Ikehataらは，フォトメトリックステレオ学習用の
合成データを用いて，実測で大量に集めることが難しい複
雑な陰影を持つ凹形状のデータセットを構築し，学習済み
モデルによって実データセットが再構成できることを示し
た [16]．

2.4 データ拡張の最適化
深層学習におけるデータ拡張は，モデルの性能を向上さ

せるために必須の技術だが，ハイパーパラメータの組み合
わせは膨大で，最適な値を設定するためには専門的な知識
が必要である．最適なデータ拡張を実現するために，検証
データセットと同じ分布にデータを変形することで適切
なデータ拡張を達成する GANベースの手法 [1], [20], [24]

がある．また，AutoAugment[6]や PBA[13]などのその派
生型 [10], [17]などでは，モデルの学習を繰り返し，検証
データセットでの精度を評価し，性能を向上させるように
データ拡張のパラメータを調整するため，性能は高いが
計算コストが高くなる．一方で，勾配降下法ベースの手法
は，データ拡張のパラメータを直接最適化する手法である
ため，効率的な学習が期待されており，近年注目されてい
る．CNN とデータ拡張を同時に最適化する手法として，
データ拡張の方針の勾配をノイマン級数を用いて近似する
MADAO[11]がある．また，Mounsavengらは，勾配降下
法を用いて CNNとデータ拡張の深層ネットワークを同時
に最適化する手法を提案した [19]．これらの手法は，クラ
ス分類タスクであるため，画像処理や色変換によるデータ
拡張を行う．しかし，我々は陰影を用いた深度推定を目的
としており，陰影は 3Dシーンと密接な関係があるため，
物理的に誤った画像を生成してしまうため，これら方法は
適さない．そこで，従来の画像処理だけでなく，形状情報
を含む 3Dシーンのパラメータに基づくレンダリングによ
り学習データを拡張する．
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図 1 実験のセットアップ．

図 2 3 次元復元に用いる
疎な格子状パターン．

図 3 対応点を検出するため
にパターン内に埋め込
まれた 3 種類のコード．

3. 陰影情報を用いた深層学習による高周波形
状復元

3.1 構造化光を用いたアクティブステレオ法によるワン
ショット 3次元復元

ワンショット 3次元復元手法として，パターンを投影す
るプロジェクターとカメラで構成されたシステムを用いた
アクティブステレオ法 [9]を用いる．計測のセットアップ
を図 1に示す．
プロジェクターで投影されるパターンは，格子状のパ

ターン（図 2）を用いており，このパターンは隣接する格
子点間の位置関係として埋め込まれたコード（図 3）で構
成されている．コードを用いて格子点を特定することで，
カメラで撮影した画像との対応点を検出し，三角測量によ
り距離を算出する．この計測手法では，パターンを構成す
る線上の形状のみを計測することができる．この疎な形状
を放射基底関数で補間し，低周波の形状を得る．
本論文では，低周波形状については，この計測手法 [9]

を用いるが，我々のフレームワークにおける形状計測手法
は，これに限定されるものではない．

3.2 深層学習を用いた shape from shading

文献 [23]に従い，陰影情報を用いて，疎な距離画像から
密な距離画像を推定する．Shape from shadingによる，深
層学習を用いた距離画像の超解像手法の概要を図 4に示
す．まず，固定照明下で物体の陰影画像と低周波形状の計
測を行う．次に，低周波形状，パターン投影画像，陰影画
像を U-net[22]構造を持つ CNN（図 5）に入力して物体表

図 4 深層学習を用いた shape from shading．まず，パターン投影
画像と陰影画像を撮影する．パターン投影画像から疎な形状を
復元し，補間して低周波形状とする．2枚の画像と低周波形状
をネットワークに入力し，高精度な形状を得る．
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図 5 ネットワーク構造．

𝜆
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図 6 正弦波を組み合わせた
高周波形状の生成．

面の高周波形状を推定し，測定した低周波形状に高周波成
分を加えることで高精度な形状を復元する．深層学習を用
いた手法であるので，学習には多くのデータが必要である
が，多様な形状の物体の測定には時間がかかり，また，真
値となる高周波形状の測定も難しいという課題がある．そ
こで，以下の式のように，複数の正弦波を組み合わせて高
周波形状を生成した．

I(x, y) =

N∑
i=0

αi cos (2πx
′λi + ψi) , (1)

x′ = x cos θi + y sin θi (2)

ここで，αは振幅，λは波長，ψ は位相であり，ランダ
ムに選択される．N は重ね合わせる波の数である．パラ
メータは，目的の実データに近い形状を得るために手動で
調整する．規則的に変化する θと λを持つ形状生成の例を
図 6に示す．このシーンは，実環境での計測と同じ内部パ
ラメータを持つカメラのビューからラスタライズアルゴリ
ズムでレンダリングされる．
合成画像は実環境の画像とは異なる特性を持つため，合

成データのみで学習したモデルは実データに活用しにくい
とされている．そこで，実データの入力に対応するために，
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CNNの重みを fine-tuningするための追加学習も行う．こ
の追加学習では，数枚の実データのみでネットワークを学
習させ，全層の重みを更新する．

4. 提案手法
4.1 微分可能レンダラーを用いた 3次元形状のデータ拡張
実環境におけるアクティブステレオ法による計測データ

を学習するために，陰影画像，パターン投影画像，距離画像
を微分可能レンダラーにより生成する．陰影は光源や物体
配置の影響を強く受けるため，従来の画像処理によるデー
タ拡張では物理的に正しくない画像が生成されてしまう．
そこで，様々なシーンパラメータに基づいた 3次元シーン
をレンダリングすることで，物理的に正しいデータ拡張を
行う．
高周波の形状は，波の周波数，振幅，角度などによって

決定される．１つの高周波の 3次元形状を用意し，この形
状を拡大縮小や回転などで変形させることで，様々な高周
波形状を作り出すことができる．具体的には，形状を X軸
と Y軸方向に同じ倍率で拡大縮小させると周波数が，Z軸
方向に変形させると振幅が，Z軸で回転させると角度が変
化する．このように，3次元形状を変形した後にレンダリ
ングを行うことで，物理的に正しいデータ拡張を行うこと
ができる．
また，勾配降下法を用いた最適化を行うために，微分

可能なレンダリング処理によって画像を生成する必要が
ある．微分可能なレンダラーとして PyTorch3D[21] を用
い，アクティブステレオ法の合成データを作成するために，
PointLightsを修正してプロジェクターライトを実装した．
レンダリングした陰影画像と構造化光パターン（図 2）を
投影した画像を図 7に示す．プロジェクターで光を投影し
ているため，物体の形状や角度によって陰影や投影された
パターンが変化していることが分かる．
図 8は拡大縮小と回転を適用してデータ拡張した例で

あり，周波数や角度によって見え方が大きく変わるため，
基本的な画像処理が適用できないことが分かる．この方法
は，これらの変形に限らず，x軸や y軸の回転，光源の位
置，3次元形状などを変えることで様々なデータ拡張に対
応でき，さらにレンダリング後の画像に色調整などの基本
的な画像処理によるデータ拡張も適用することができる．

4.2 Bi-level optimizationによるデータ拡張の最適化
クラス分類タスクにおいて，画像分類のための CNNの
パラメータを θ，データ拡張する augmenter（パラメータ
ω）を Aとする．内部ループでは，学習データXT を Aで
変形し，損失 f を最小化するように θ を更新する．また，
外部ループでは，検証データXV において損失 gを最小化
するように ω を更新する．このような，CNNとデータ拡
張の同時最適化は以下のように書ける：

Shading image

Pattern projected image

Mesh

図 7 PyTorch3D を用いた
レンダリング．

original mesh

Scale Rotate

0.5

2.0

0.5

0.5

0.25

0.25

図 8 3 次元形状のデータ
拡張の例．

θ∗ = argmin f (Aω (XT ) , θ) (3)

ω∗ = argmin g (XV , θ
∗) (4)

Mounsavenらは，データ拡張において微分可能な画像処
理を用い，augmenterとして深層ネットワーク（augmen-

tation network）を用い，また，勾配により式 (3)と式 (4)

を近似することで CNNと augmentation networkを同時
に最適化する online bilevel optimization手法を提案して
いる [19]．
このデータ拡張の最適化手法に，微分可能な 3次元形状
変形処理と微分可能なレンダラーを用いたデータ拡張を
適応することで，合成データを用いた 3 次元形状推定に
おける深層学習のデータ拡張の最適化手法を提案する．提
案手法のアルゴリズム概要を図 9に示す．Augmentation

networkはノイズベクトルからパラメータを出力し，レン
ダラーはそのパラメータと 3次元形状を用いて拡張した画
像を生成する．内部ループでは，augmentation networkと
レンダラーにより学習データを生成し，学習データでCNN

を学習する．外部ループでは，検証データで損失を計算し，
augmentation networkの重みを更新する．学習データXT

と式 (3)は以下のように表される．

XT = D (Aω (ε) ,m) (5)

θ∗ = argmin f (D (Aω (ε) ,m) , θ) , (6)

ここで，CNNのパラメータを θ，A（パラメータ ω）を
augmentation network，Dを微分可能レンダラー，mを 3

次元形状のメッシュ，εをノイズベクトルとする．

4.3 実装
Augmentation network と bi-level optimization を用い

た学習処理は，[19] で使用されているコードを参照して
PyTorch で実装し，3 次元形状の変形とレンダリングは
PyTorch3Dで実装した．3次元形状の変形には，5つのパ
ラメータ（x・y軸についての拡大縮小，z軸についての拡
大縮小，x・y・z軸それぞれについての回転）を用い，レ
ンダリング後の画像には，明るさとコントラストを変える
2つのパラメータを用い，合計 7つのパラメータを用いた．
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図 9 アルゴリズムの概要．
内側のループでは，augmentation network がノイズベクト
ルからパラメータを出力し，微分可能レンダラーがパラメータ
と 3次元形状から拡張された画像を出力し，CNNを学習させ
る．外側のループでは，内側のループと同じ重みを持つ CNN

を使用して，検証データにおける損失により augmentation

network の重みを更新する．

また，レンダリング画像には，実データと合成データの見
た目の違いをなくすために，パーリンノイズを適用した．
Augmentation networkは多層ニューラルネットワーク

であり，最適化アルゴリズムは Adam[8]を用い，学習率は
0.01に設定した．CNNの最適化アルゴリズムは SGDを
用い，学習率は 0.01，momentumは 0.9に設定した．

5. 実験
5.1 セットアップ
Unetの学習では，波の数は N = 1に設定し，高周波形

状の周波数，振幅，角度などの形状パラメータ，物体の X

軸や Y軸における角度の姿勢パラメータ，レンダリング画
像の明るさやコントラストのパラメータの合計 7パラメー
タを変化させて拡張データを生成した．光源の位置と方向
は実環境と同じ設定に固定し，1024 × 1024の陰影画像と
パターン投影画像をレンダリングし，同時に得られた深度
を Ground Truthとした．画像を 128× 128のパッチに切
り出し，背景のないパッチを学習用として使用した．
実環境で撮影する物体として，高周波形状を持つダン

ボールについては，周波数の異なる 3種類（A，B，C）を用
意し，より複雑な表面形状を持つ物体を 3種類（靴，メッ
シュ，バスケット）用意し，合計 6種類の物体を様々な距
離や角度で計測を行った．解像度 1024 × 768のパターン
をプロジェクターで投影し，解像度 1200× 1200の画像を
カメラで撮影した．実環境で計測したデータは，学習デー
タセットとテストデータセットに分けられる．学習データ
セットには，ダンボールAが 16枚，Bが 4枚，そして複雑
な形状は，靴が 4枚，メッシュが 2枚，バスケットが 1枚
の合計 27枚が含まれている．テストデータセットには，ダ
ンボールBとCが 12枚，靴が 4枚，メッシュが 6枚，カゴ
が 2枚の合計 24枚が含まれており，ダンボール Aは含ま
れていない．学習や fine-tuningには，解像度 1200× 1200

図 10 スケールパラメータに
関する augmentation

network の出力．

図 11 回転パラメータに関する
augmentation network

の出力．

の画像を解像度 120× 120のパッチに分割し，0.5～1.5の
倍率で画像の輝度値をランダムに拡張してネットワークに
入力し，元の解像度で推論処理を行う．
定量的な評価としては，GT に対する推定値の RMSE

（Root Mean Square Error）を算出する．陰影を利用して
物体の形状を推定するため，凹凸のスケールや bas-relief

ambiguity[4]として知られている凹凸の不確定性が問題に
なることがある．このスケールの不確定性に対処するた
め，出力パッチの平均と標準偏差を GTのパッチと一致す
るように調整して評価を行うことで，凹凸が推定できてい
るか正しく評価できるようにした．この計算のためのパッ
チサイズは，すべてのデータで高周波形状の 1周期が完全
に含まれるように 49× 49にした．

5.2 データ拡張の最適化
まず，合成画像において，augmentation networkが目標
とするデータセットのドメインに適合するパラメータを推
定できるか確認する実験を行った．目標とするデータセッ
トとして，スケールと回転についてパラメータの範囲の異
なる 2 つのデータセット（val1 と val2）を用意した．ス
ケールのパラメータについては，X軸と Y軸において，こ
の値を用いて同じ倍率で拡大縮小を行った．val1 は 0.5～
0.75の範囲のパラメータを持ち，val2 は 1.5～2.0の範囲
のパラメータを持つ．回転のパラメータについては，この
値に πを乗算した値を用いて z軸に対して形状を回転させ
た，つまり，波の角度を変化させた．val1は-0.125～0.125

の範囲，val2 は 0.375～0.625の範囲のパラメータを持つ．
これらのデータセットを検証用データセットとして使用し
た場合の学習時における，augmentation networkの出力の
変化を可視化した．図 10はスケールについての結果を示
し，図 11は回転についての結果を示す．出力値の平均と
標準偏差を示し，検証用データセットにおけるパラメータ
の範囲を帯状に示す．Augmentation networkは，これら
の検証用データセットの領域に近いパラメータを出力でき
ていることが分かる．
次に，提案する augmentation networkを用いた 3次元

データ拡張の最適化が，Unetの学習において，どの程度学習
を効率的にするかを確認する実験を行った．図 12は，val1
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図 12 合成データにおける
損失グラフの比較．

図 13 実データにおける
損失グラフの比較．

を検証用データセットとして，3つの学習過程の損失を比
較したグラフである．提案手法を適用した Augmentation

networkは，損失が早い段階で収束しており，高い性能で
あることを示している．一方，Random augmentationは，
ランダムにデータ拡張して学習した結果であり，200エポッ
クまで学習しても提案手法の性能に達していないことが分
かる．Manual augmentationは，パラメータを手動で調整
してデータ拡張した結果であり，提案手法に近い性能では
あるが，効率的な学習を行うためには，さらにパラメータ
を調整する必要があることが分かる．
また，検証用データセットとして実データを用いた実験

も行った（図 13）．高周波形状のダンボールの実データを
学習データと検証用データに分け，この検証用データを用
いた 4つの学習過程において，その結果を比較した．デー
タ拡張では，波の周波数，振幅，角度，物体の X軸と Y軸
の回転，明るさ，コントラストという 7つのパラメータを
用いた．Random augmentationとManual augmentation

は，データ拡張によって合成データを作成し，パーリンノ
イズを加えた画像を用いて学習させた結果である．Train

on real dataは，画像処理やノイズは加えず，実データの
学習データのみで学習させた結果である．これらの結果か
ら，Random augmentationとManual augmentationでは
損失が下がらず，合成データに過学習していることが示唆
される．より精度の高いパラメータ調整や過学習を抑制す
るための手法が必要であると考えられる．また，実データ
を用いた学習も性能が悪く，学習用の多様で膨大なデータ
セットを用意する必要があると言えるが，実環境での計測
でデータセットを用意するのはコストがかかるという問
題がある．一方，提案手法の性能が最も良く，これはパラ
メータを適切に調整できた結果であり，データ拡張におけ
る専門的な知識に基づく調整が不要になるとともに，合成
データによる大規模な学習が可能であることを示してい
る．この後の実験では，合成データの学習モデルは，この
学習済みモデルを用いた．

5.3 実データにおける形状推定
本実験では，合成データで学習したモデル，実データで

学習したモデル，および fine-tuningしたモデルの 3つのモ
デルを異なるテストデータで比較した．合成データでのモ

Test data (RMSE[mm])

Cardboard-B Cardboard-C Avg.

Low-res 0.411 0.832 0.622

Synthetic data 0.347 0.544 0.446

Real data 0.275 0.332 0.304

Fine-tuning 0.221 0.284 0.253

表 1 高周波形状を持つダンボールでのテスト結果．
異なる訓練データにおける性能の比較．
Low-res は [9] での計測結果を示す．

Test data (RMSE[mm])

Shoes Mesh Basket Avg.

Low-res 1.572 2.042 0.617 1.410

Synthetic data 1.686 2.811 0.784 1.760

Real data 1.352 1.928 0.775 1.352

Fine-tuning 1.138 1.042 0.649 0.943

表 2 複雑な形状を持つ物体でのテスト結果．
異なる訓練データにおける性能の比較．
Low-res は [9] での計測結果を示す．

デルは，データ拡張の最適化処理で学習させ，実データで
のモデルは，実データを用いて 50エポックで学習させ，ま
た，fine-tuningモデルは，合成データで事前学習させたモ
デルを実データを用いて 50エポックで再学習させた．そ
れぞれのモデルについて，検証損失が最も小さくなった時
点でのモデルを用いて評価を行った．ダンボールのテスト
データにおけるRMSEを表 1，複雑な形状を持つ物体のテ
ストデータにおける RMSEを表 2に示す．Low-resは [9]

での計測結果を示す．
まず，合成データでのモデルの性能を評価する．ダン

ボールのテストデータにおいては，Low-resよりも RMSE

は小さくなっているが，靴などのより複雑な形状では改善
されていない．これは，ダンボールは合成データに近い高
周波の形状をしているためであり，合成データで学習した
モデルは，ドメインが近い形状を推定する能力を持つが，
複雑な形状には対応できないことが分かる．
次に，合成データで学習させたモデルや実データで学習

させたモデルと比較することで，fine-tuningモデルの性能
を評価する．ダンボールや，より複雑な形状のどちらにお
いても，合成データや実データのみで学習したモデルに比
べて，性能が向上した．バスケットでは若干の改善が見ら
れるが，靴とメッシュでは，性能が大きく改善された．バ
スケットはデータセットに含まれるデータ数が少なく，ま
た他の複雑な形状に比べ凸凹の高さが小さいため，効果が
低いケースであると思われる．全体として，fine-tuningを
行ったモデルは，実データで学習したモデルを上回ってい
るため，合成データでの大規模な学習が実データでの正確
な推定に寄与していることが示された．
また，図 14はダンボールのテストデータにおける Ran-

dom augmentationと Augmentation networkの比較であ
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図 14 ダンボールにおける結果．Random augmentation と Aug-

mentation networkの比較．上段は深度マップ、下段は陰影
画像と誤差マップを示す．提案手法の結果は GTと同様の表
面形状を復元し，誤差が小さくなっている．

Low-res Ground truth Prediction

図 15 メッシュにおける 3 次元復元形状．

る．上の段は，GT，Low-res，推定結果の深度マップを示
し，下の段は，陰影画像と各深度における GT との誤差
マップを示す．誤差マップから，本手法が高い精度で形状
を復元できていることが確認できる．さらに，メッシュ
データにおける 3次元形状（図 15）から，Low-resでは復
元できていない物体表面の形状が復元できていることが視
覚的に確認できる．このように，本手法では従来の手法で
は復元できなかった形状を，高精度に復元できていること
が分かる．

5.4 他の手法との比較
さらに，[18]や [5]といった，距離画像における最新の

超解像手法との比較実験を行った．本実験では，実データ
から切り出した 512 × 512の領域を使用した．[18]では，
ガイド画像として陰影画像を与え，低解像度の距離画像と
して [9]での計測結果を与えた．[5]では，RGB画像とし
て陰影画像を与え，疎な深度情報として [9]での計測結果
を与え，疎な計測パターンとしてパターン投影画像を与え
た．その結果を表 3に示す．ダンボールとメッシュにつ
いて，本手法が他の手法を大きく上回り，平均でも他の手
法を上回った．その理由として，他の手法では自然光での
データを前提としているが，アクティブステレオ法による
撮影データでは光源位置と形状によって陰影が変化するた
め，陰影と形状の関係を正しく扱えていないことが考えら
れる．一方で，提案手法では，物体表面の形状を陰影画像
からネットワークで推定するアルゴリズムにより，陰影と

Test data (RMSE[mm])

Cardboard Shoes Mesh Basket Avg.

Low-res 0.604 2.094 2.300 0.571 1.235

[18] 0.645 1.854 2.702 0.648 1.299

[5] 0.495 1.410 2.222 0.556 1.036

Ours 0.195 1.824 1.109 0.610 0.791

表 3 他の最新手法との比較．[18]では，陰影画像をガイド画像とし
て使用し，[5] では，構造化光パターン画像をスパース深度パ
ターンとして使用した．

Shading image Error map

Specular

図 16 鏡面反射による推定の失敗例．

形状と関係を適切に学習することができ，また，合成デー
タによる大規模な学習により，1枚の陰影画像からでも十
分に凹凸を推定することができた結果であると考えられる．

5.5 今後の課題
実環境での計測データには，素材によっては鏡面反射が

発生するものもある．本手法は陰影から形状を推定するた
め，図 16のような強い鏡面反射があった場合，推定を失
敗することがある．これは，学習時の合成データにおいて，
拡散反射の素材でレンダリングを行っているためであり，
鏡面反射を起こす素材を含む多様な素材で合成データを生
成することで解決を図る予定である．
また，提案したデータ拡張手法では，１つの高周波形状

を変形することで様々な高周波形状を生成している．より
複雑な形状に対応するために，変形させる形状をより複雑
な形状にすることや，形状を重ね合わせることでより複雑
な形状を生成することで本手法の性能向上を図る予定で
ある．

6. おわりに
本論文では，微分可能なレンダラーと 3次元形状変形を

用い，勾配を用いた bi-level optimizationを導入すること
で，3次元形状推定におけるデータ拡張の最適化手法を提
案した．本手法は，ディープラーニングによる Shape from

Shading手法での学習効率を向上させ，アクティブステレ
オ法による計測結果の精度を向上させた．さらに，深度推
定においても高い性能を達成し，他の最先端手法に対する
本手法の優位性を示した．
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