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空間的分布に基づく学術用語の階層化

甘川 由理1 浅谷 公威2 磯沼 大2 坂田 一郎1,2

概要：学術領域を理解する上で学術用語同士の関係性を理解することは重要であるが，専門分野の細分化
等による学術用語の増加により，用語の関係性を人手によって整理することは困難である．本論文ではそ
の中でも学術用語の上位下位関係に注目する．これまでも単語の上位下位関係を推定する研究は単語の共
起に基づく方法をはじめとして多く行われているが，本論文では，ある学術用語が使用される論文の分布
の広がりや分布の包含関係を指標化することによって，2 つの学術用語間の上位語下位語関係の有無およ
びその方向性の判別手法を提案する．この手法ではWordNetのような大規模な上下関係のコーパスを用
いずに，小規模な学習データにより推定が行える．Scopusの論文情報と JST科学技術用語シソーラスを
用いた検証では，既存の指標に比べ，学術用語の上位下位関係を高精度で判別することが可能であるとの
結果が得られた．

1. 序論
1.1 研究背景
学術論文の出版数は年々指数関数的に増加しており [1]，
それに伴って学術用語の種類も線形に増加している [2]．学
術用語に表される概念の増加に伴って学術分野の専門性は
深まり [3]，研究者は自分自身の専門領域ですら最新の動向
を追うことが困難になっている．一方で，引用数の多い論
文はそうでない論文に比べて高い学際性を持っている傾向
にあり，科学的に大きなインパクトのある研究には幅広い
分野の知識が必要である [4]．したがって，研究者は自身の
専門分野に関しての最新の動向を追いつつも，関連する幅
広い分野の知識もある程度理解しておく必要がある．その
ためには学術概念を整理する必要がある．
単語の上位下位関係の推定タスクは自然言語処理の分野

で研究が行われており，2単語間の上位下位関係の有無を
判別する Detectionタスクと 2単語が上位下位関係にある
ときの方向性を判別する Directionality タスク [5]として
一般化されており，近年では高精度の手法も多く提案され
ている [6][7]．これらの論文のほとんどは，一般的な単語
を対象に上位下位関係を定義したWordNet[8]等をもとに
して学習をおこなっている．しかし，学術用語の場合そう
いったシソーラスが少なく専門性の高い用語が多いため
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適用できる既存手法は限られてくる．また，新しい用語が
次々と生まれてくることから学術用語の上位下位関係の推
定は一般的な単語の上位下位関係の推定に比べより難しい
タスクとなっている．
このような学術用語の上位下位関係の推定においてはシ

ソーラス等の情報を必須としない教師なし学習指標が適用
可能であるが，既存手法 [9][10][11]では精度が低く精度向
上の余地がある．既存手法は基本的には単語間の文章内で
の共起関係とその各単語の使用範囲の比較により包含関係
を判別してきた．しかし，論文のアブストラクトといった
現実に入手可能なデータを考えた場合，2単語間に上下関
係がある場合においても，必ずしも共通する共起があると
は限らない．さらに，同じ回数出現する単語でも，狭い範
囲で使用されるものと広い範囲で使用されるものなどの違
いは大きい．したがって，2単語の包含関係を考える場合，
このような空間的分布の比較を行う必要があるが，上位下
位関係の推定において空間的分布を考慮し単語間の関係性
を比較する手法は提案されてこなかった．
本研究では学術用語の空間的分布をその単語が出現する

論文の空間的分布として求め，その分布を地理情報学で
使われる手法 [12][13]を応用して定量化し，上位下位関係
の推定を行う．論文の空間的分布は，論文間の引用ネット
ワークの表現学習 [14]によって得ることができる．このこ
とにより，単語の使用分野の広さ・狭さを定量化するとと
もに，共通の共起語がない場合でも 2単語間の分布の近さ
や包含関係を求めることが可能となる．本研究では JST科
学技術シソーラスによって上位下位関係が定義された単語
ペアを用いて精度評価実験を行い，既存手法と比較して高
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い精度精度を達成した．

2. 関連研究
2.1 単語の上位下位関係推定の既存のアプローチ
単語間の上位下位関係の推定は古くから研究されている

テーマであり，大きく，パターンベースのアプローチと分
布ベースのアプローチが存在している [7]．
2.1.1 パターンベースのアプローチ
パターンベースのアプローチは 1992年に Hearstによっ

て最初に提案された手法であり，文法的な構造から単語の
上下関係を推定する方法である [15]．例えば，X such as

X1, X2, ..., Xnというような文章において X1, X2, ..., Xn

はXの下位語であると定義することができる．このように
文章の特定のパターンから単語間の上位下位関係を推定す
るのがパターンベースアプローチである．このような文法
上のパターンはあらかじめ定義したものを使用することも
可能だが，自動的な学習によって有効なパターンを見つけ
ることも可能である [16][17]．この手法の問題点は，同じ
文章内にパターン化された文章表現によって 2つの単語が
記されている必要があり，検出できないケースが多く存在
してしまうことである．近年では，大規模なコーパスを使
用することが可能になったことから，このような問題を解
決することができる分布ベースのアプローチが主流となっ
てきている．
2.1.2 分布ベースのアプローチ
分布ベースのアプローチは単語が使用される文脈の分布

の特徴を捉えることで単語の上位下位関係を推定する方法
である．この方法では，基本的に分布包含仮説 [18]と分布
一般性 [9]という 2つの分布意味論的直観が前提になって
いる．
分布包含仮説とは，ある 2単語が上位下位関係にあるな

らば，上位語は下位語の構文的特徴を含んでいるという仮
説である．これを共起する単語の観点で考えると，例えば，
「猫」という単語は「走る」や「鳴く」といった単語と共起
しやすいという特徴を，その上位語である「動物」も持っ
ているということである．このような単語の包含関係を見
ることで，上位下位関係を判断できると考えられる．
一方で，分布一般性とは上位語の方が下位語に比べてよ

り広く分布するという性質である．例えば，「動物」とい
う単語は「走る」，「泳ぐ」といった単語と共起しやすいと
考えられるが，「猫」は「走る」と共起しやすいが，「泳ぐ」
とは共起しにくいということである．このことからより広
い文脈で出現する単語の方がより上位語らしいと判断する
ことができる．

2.2 分布ベースのアプローチの詳細
前項の分布意味論的仮説に基づき，主に以下の 3つのア
プローチによって上位下位関係の推定が行われている．

• 教師なし学習：単語の出現文脈の分布特徴を数値化
• 教師あり学習：単語の分散表現を使った二値分類
• 半教師あり学習：単語の分散表現を上位語下位語を判
定しやすいように加工して使用

2.2.1 教師なし学習
教師なし学習は基本的に分布意味論的観点に基づいた仮

説を数値化することで 2単語の上位下位関係を判断する方
法である．以下ではある 2つの単語 w1，w2 の上位下位関
係を判定するものとする．分布意味論的観点から最初に提
案された手法としてWeeds[9]がある．この指標は共起し
ている単語の相互情報量をもとに分布包含仮説における単
語の含意関係を表現した指標である．単語 w1 のベクトル
は w⃗i = (wi1, . . . , win)と表現され，このベクトルは共起頻
度行列に基づく正の相互情報量 (PPMI)行列の w1 に該当
する行のベクトルである．PPMI行列は単語 w と w との
共起語を cとして以下の数式で表される．

PMI(w, c) = log2
P (w, c)

P (w)P (c)
(1)

PPMI(w, c) =

{
0 (PMI(w, c) ≤ 0)

PMI(w, c) (PMI(w, c) > 0)
(2)

P (w, c):単語 wと cが共起する確率
P (w):単語 wの出現確率
P (c):単語 cの出現確率

この PPMI行列のベクトルの要素 wi1, . . . , winを用いて
WeedsPとWeedsRは式 3で算出される．

WeedsP (w1, w2) =
∑

i∈F (w1)∩F (w2) w1i∑
i∈F (w1) w1i

WeedsR (w1, w2) =
∑

i∈F (w1)∩F (w2) w2i∑
i∈F (w2) w2i

(3)

F (w)は w⃗の 0ではない要素の列番号の集合を示してい
る．したがって，例えば，∑

i∈F (w1)∩F (w2)
w1i は w1 と w2 の共通の共起語と単語 w1

の PPMI の和を示している．ここで w1 が下位語，w2

が上位語であった場合，WeedsP は 1 に近い値を取り，
WeedsRは 0から 1の間に収まることになる．そこで，上
位下位関係の有無を判定する際にはWeedsPの値もしくは
WeedsP −WeedsRが閾値を超えているかを基準とするの
が指標Weedsである．
Weeds にはいくつかの派生指標が提案されているがそ

の中でも代表的な Clarke[10] と invCL[11] を紹介する．
ClarkeはほとんどWeeds指標と同様の指標であり，invCL
はこの Clarkeを用いて分布包含仮説に加えて下位語の出
現文脈を除いた文脈における上位語の分布の広さも考慮し
た指標である．Clarkeの定義式を式 4に invCLの定義式
を式 5に示す．

ClarkeP (w1, w2) =
∑

i∈F (w1)∩F (w2) min(w1i,w2i)∑
i∈F (w1) w1i

ClarkeR(w1, w2) =
∑

i∈F (w1)∩F (w2) min(w1i,w2i)∑
i∈F (w2) w2i

(4)
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invCL (w1, w2)

=
√
ClarkeP (w1, w2) (1− ClarkeR (w1, w2))

(5)

ClarkeもWeedsと同じように閾値を設定して上下関係の
有無を判定でき，ClarkePの値もしくはClarkeP−ClarkeR

が閾値を超えているかを基準とする．invCLは，値が 1に
近いほど w1 が下位語，w2 が上位語という関係があると判
断できる．
2.2.2 教師あり学習
この手法では，2つの単語のベクトル表現に対して差を

取る，2つのベクトルを結合するなどの処理を行って生成
した特徴量から，2単語が上位下位関係を持つかどうかの
二値分類を行う．学習アルゴリズムには，SVMやロジス
ティック回帰などが用いられている [19]．この手法は教師
なし学習の場合に比べて精度が高いが，一方で 2単語の関
係性を学習しているのではなく，上位語になりやすい単語
を学習しているだけであるという問題点が指摘されてい
る [20]．この問題への対応として，教師なし学習で使われ
る分布の意味的特徴をとらえた特徴量（Weedsや invCLな
ど）を用いて学習する方法が提案されており，これにより 2

単語の関係性の学習を促進できることが示されている [21]．
2.2.3 半教師あり学習
半教師あり学習では word2vecなどで単語の分散表現を

獲得する際にシソーラスで定義された単語間の関係性に関
する教師データを導入することでより上位下位関係の判定
をしやすい分散表現を獲得する方法が提案されている [22]．
また，分散表現を獲得する際にシソーラス情報を入れて
学習するのではなく，あらかじめ用意された word2vecや
Fasttextのベクトル表現をシソーラスの情報を使って加工
することで上位下位関係を反映した分散表現を獲得する方
法も提案されている [6]．

2.3 ネットワーク表現学習
本節では，上位下位関係を推定したい単語を含む論文を

多次元ベクトル空間に射影するために用いたネットワーク
表現学習についての関連研究をまとめる．引用ネットワー
クやソーシャルネットワークなどのネットワークを効率的
に分析するためには，どのようにしてネットワーク特徴を
捉えるかが重要となる．多くの場合，ネットワークのエッ
ジに着目した隣接行列が用いられるが，これはノード間の
隣接関係のみを捉えている．このような単純な表現では，
ネットワーク上のパスや頻出部分構造など，より複雑で高
次のネットワーク構造を捉えることはできない．そこで提
案されたのが，ネットワーク表現学習であり，これにより
ネットワークのトポロジー構造やノードの特徴などの情報
を保持したままネットワークのノードをベクトル空間に
埋め込みネットワーク構造を捉えることが可能になった．
ネットワーク表現学習として様々な手法が提案されており，

単語の埋め込み手法をグラフに適用したDeepWalk[23]，間
接的なノードの近さも考慮した LINE[24]，学習時のサン
プリング方法が工夫された node2vec[25]などが提案されて
いる．これらを用いて得られた分散表現はノードの分類や
リンク予測等に用いられることで有用性が示されており，
ネットワーク表現学習により得られた空間的な情報（特に
概念間の距離）は多くの情報を含むことが示唆される．そ
こで，本研究では，ネットワーク表現学習によって得られ
た分散表現の空間的分布に着目することで，従来の共起語
による推定に比べて高精度で学術用語の上位下位関係を推
定できるのではないかと考えた．

2.4 分布の広がりの定量化手法
空間的分布に着目するにあたって，本研究では人文地理

学や都市工学の分野で主に用いられる 2次元の点分布分析
手法を応用したため，本節では地理的な空間における分析
方法についてまとめる．人口の分布のような 2次元分布に
おける分布の広がりを定量化する初期の試みは点集合座標
の標準偏差に注目した標準偏差楕円である [26]．標準偏差
楕円は x軸方向と y軸方向の標準偏差を用いて．分布のば
らつきを反映した楕円を求め，広がりを定量化する方法で
ある．また，x軸方向と y軸方向の分散を足し合わせた値
の平方根である標準距離によっても分布のばらつきが定量
化されることが示されている [27]．しかし，これらの手法
は点の数が同数でない場合の比較において問題が生じるこ
とから点の数に左右されない散布疎度が提案された [12]．
本研究ではこの散布疎度をベースとして空間上の広がりを
定量化する．

散布疎度 =
N 個の平均相互距離

N 個が最も均一・密集して分布する場合の平均相互距離 (6)

また，2つの分布が存在した時，2つの分布が互いに接
近しているのか，互いに避けあっているのか，そのどちら
でもないのかを判別する方法として式 7で算出される相互
最近隣距離法 [13]が使われている．例えば駅の分布と商業
施設の分布は類似しているといったことを分析できる．本
研究では，分布の包含関係を評価する際にこの手法に着想
を得た．

D =
1

na + nb

(
na∑
i=1

dai +

nb∑
i=1

dbi

)
(7)

dai:分布 Aの点 i から, 分布 Bの最も近い点までの距離
dbi:分布 Bの点 i から, 分布 Aの最も近い点までの距離
これらの地理学における指標は小売店の出店計画モデ
ル [28]や伝染病の発生地点の分析から伝染病の原因や特徴
の分析 [29]，犯罪の発生しやすい地点を予測する分析 [30]

などに適用されている．
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3. 提案手法
3.1 使用データ
本論文では Elsevierが管理する Scopusから抽出した書
誌情報を用いた．Scopusは査読済み文献等の世界最大級
の抄録・引用文献データベースである．論文の Embedding

においては，1970年 1月から 2020年 12月までに出版さ
れた全 73,103,156件のデータを利用し，各指標の計算にお
いては計算時間の問題から全体のうちランダムにサンプリ
ングした 100万件の論文を用いて実験を行った．
単語の上位下位関係推定の精度評価においては JST科学
技術用語シソーラスを用いた．JST科学技術用語シソーラ
スは，国立研究開発法人科学技術振興機構（JST）によっ
て作成された科学技術用語辞書である [31]．JST科学技術
用語シソーラスは，科学技術全分野の専門用語を収録して
おり，同義関係や意味上の類似関係，階層関係といった情
報が整理されている．本研究は学術用語の階層構造を把握
するという目的があるため，特に科学技術用語に特化した
データベースである JST科学技術用語シソーラスを活用
した．
JST科学技術用語シソーラスには，全 97,261ペアの単

語の上位下位関係が定義されており，どちらが上位語かを
予測する方向性判別タスクのデータセットとして，上位下
位関係のペアのデータの方向性をランダムに変更したデー
タを利用した．これらのデータのうち両方の単語が 100万
件サンプリングした論文データに 2 回以上含まれている
ペアを取り出すと全 30,786件のペアが抽出された．この
うちランダムに分割した 588 件を学習データもしくは教
師なし学習の際の閾値調整用の検証用データとし，残りの
30,271件のデータを精度を検証するためのテストデータと
した．また，関係性判別タスクのデータセットとして，上
位語-下位語のペア 97,261件，下位語-上位語のペア 97,261

件，上位下位関係を持たないランダムに選択された単語の
ペア 97,250件からなる全 291,772件のペアのデータセッ
トを作成した．このデータセットにおいて正例となるのは
上位語-下位語のペア 97,261件である．方向性判別の場合
と同様に，ペアとなる 2つの単語が対象データ中に 2回以
上出現する 175,220件のデータを使用する．全 175,220件
のデータのうちランダムに分割した 3492件を学習データ
もしくは教師なし学習の際の閾値調整用の検証用データと
し，残りの 171,728件のデータを精度を検証するためのテ
ストデータとした．

3.2 提案指標の算出
本研究では，2章で述べた分布意味論的観点を 2つの指

標を用いて捉える．一つは分布の広がりである分布一般性
を捉える広範性指標である，2つの分布が存在した時，そ

れぞれの分布の広がりの大きさを定量化することで，上位
語は下位語に比べて広く分布するという特徴を捉えること
を目的とするのが広範性指標である．もう一つは分布包含
仮説を捉える相互距離指標である．相互距離指標は 2つの
分布が存在した時，片方の分布から見たもう一方の分布ま
での距離を定量化することで，2つの分布が包含関係にあ
るかを捉えることを目的に作成した指標である．
まず初めに Scopusの 1970年から 2020年までの全論文

の引用ネットワークから最大連結成分に含まれる論文と
引用関係を抽出し，重み無しの無効グラフとして LINEに
よって各論文の 128次元のベクトル表現を獲得した．実装
においては高速化のため Graphvite[32]というライブラリ
を用いた．
得られた各論文の分散表現を用いて提案指標の算出を行

う．ここでは，ある 2単語のペア w1，w2 の判定をする場
合を考える．まず，100万件サンプリングデータから w1，
w2 をタイトルもしくはアブストラクトに含む論文群を取
得する．次に，その論文群の LINEによる分散表現を抽出
する．この時，論文数が多いと計算に時間がかかることか
ら，論文数が 100本以上の場合は，ランダムに 100論文を
抽出し，この 100本の論文のベクトルを使って指標の計算
を行った．
1つ目の指標である広範性指標は，w1に対する広範性指

標を E1，w2に対する広範性指標を E2として式 8，式 9で
算出する．．

E1 =

∑
i∈P1

∑
j∈P1

||e⃗i − e⃗j||∑
i∈R

∑
j∈R ||e⃗i − e⃗j||

(8)

E2 =

∑
i∈P2

∑
j∈P2

||e⃗i − e⃗j||∑
i∈R

∑
j∈R ||e⃗i − e⃗j||

(9)

P1: w1 を含む論文群
P2: w2 を含む論文群
R: 全論文から P と同数だけランダムに抽出した論文群
e⃗i: 点 iのベクトル
図 fig:Eは広範性指標のイメージを示した図であり，w1

が下位語で w2 が上位語の場合，上位語の分布の方が大き
くなるはずのため，E1 < E2となる．

図 1 広範性指標のイメージ

2つ目の指標である相互距離指標は，w1を含む論文群の
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各点に対して w2 を含む論文群の最近隣点を探し，その距
離を平均したものと，w1，w2 を入れ替えて，w2 を含む論
文群の各点に対して w1 を含む論文群の最近隣点を探し，
その距離を平均したものをそれぞれ計算する．

MD12 =
∑
i∈P1

d2i (10)

MD21 =
∑
i∈P2

d1i (11)

P1: w1 を含む論文群
P2: w2 を含む論文群
e⃗1i: P1 の論文の分散表現
e⃗2i: P2 の論文の分散表現
d1i: P2の論文のベクトルのうち e⃗1i最も近いベクトルまで
の距離
d2i: P1の論文のベクトルのうち e⃗2i最も近いベクトルまで
の距離

図 2は相互距離指標を w1，w2 に適用した際のイメージ
である．分布包含仮説によると w1 の分布は w2 の分布に
含まれるため，MD21 がMD12 に比べ大きくなる．

図 2 相互距離指標のイメージ

以上の処理により，方向性あるいは関係性を判別したい
2単語のペアに対して E1，E2，MD12，MD21の 4つの値
が計算される．

3.3 比較指標
2章で説明した定義に従ってWeedsP，WeedsR，ClarkeP，

ClarkeR，invCLをそれぞれ算出した．具体的な手順は以
下の通りである．100万件の論文サンプリングデータのタ
イトルとアブストラクトを結合し，小文字に変換したのち，
統計的自然言語処理ライブラリである NLTKにストップ
ワードとして登録されている単語を除く処理を行う．同一
論文に出現する単語と 1回ずつ共起しているとカウントし
て，各単語の PPMI行列を作成した．次に，この PPMI行
列をもとに，計算対象となる単語を含む論文を抽出し，そ
の論文に含まれる単語と共起しているとして，3式，4式，
5式で算出される各指標の数値を求めた．
既存指標に加えて，今回のタスクにおいて寄与すると考

えられる，単語をタイトルもしくはアブストラクトに含む

論文数も比較指標として用いる．

3.4 学習と精度評価方法
Weedsや invCLといった既存指標は当初は教師なし学
習に使用される指標として提案された指標である．しか
し，教師あり学習の特徴量として使用した場合，教師あり
学習における関係性学習に寄与することが明らかになって
いるため [21]，本研究では教師なし学習として閾値の決定
を行った場合と各指標を特徴量としてロジスティック回帰
によって学習した教師あり学習の場合の 2 通りで検証を
行った．
3.4.1 教師なし学習
既存指標と提案指標はどちらも値の大きさが意味を持っ

ており，値に応じて判別が可能である．仮に，w1 を下位
語，w2を上位語とした場合，それぞれの指標の値がどのよ
うになるのかまとめる．提案指標の広範性指標は w1 を含
む論文の広範性は小さく，w2 を含む論文の広範性が大き
くなることから E2

E1
が大きい方が w1が下位語で w2が上位

語であると判定できることになる．提案指標の相互距離指
標に関しては w1 を含む論文群から w2 の論文群に対する
最近隣距離の方が w2 を含む論文群から w1 の論文群に対
する最近隣距離に比べて小さくなると考えられることから
MD21

MD12
が大きいほど w1 が下位語であり，w2 が上位語であ

ると判別できる．また，広範性指標と相互距離指標を合わ
せた指標として，広範性指標と相互距離指標を掛け合わせ
たものを使用する．
WeedsはWeedsPが 1に近い値となり，WeedsRが 0か

ら 1の間の値を取る．したがって，WeedsPの値が大きい
ほど，あるいは，WeedP −WeedRの値が大きいほど，w1

が下位語で w2 が上位語である可能性が高い判定すること
ができる．ClakeはWeedsの場合と同じであり，ClarkeP

の値もしくは ClakeP − ClakeRの値の大きさによって判
定できる．invCLは 0から 1の値を取り，w1 が下位語の
場合には ClakePが大きくなり，(1-ClakeR)が大きくなる
ことから invCLの値が大きいほど w1 が上位語で w2 が下
位語であると判断できる．
論文数は，上位語であるほど登場頻度が多く，下位語で

あるほど登場頻度が低いことが考えられるため，w2 を含
む論文数を w1 を含む論文数で割った論文数の比が大きい
ほど，w1 が上位語だと捉えることができる．
教師なし学習においては，検証用データにより F値が最

大となる閾値を求め，その閾値を使ってテストデータでのF

値を求め精度の比較を行う．評価する際に使用する指標は，
E2

E1
，MD21

MD12
，E2

E1
· MD21

MD12
，WeedsP，ClarkeP，invCL，論文

数の比の 7つである．閾値の範囲は E2

E1
，MD21

MD12
，E2

E1
·MD21

MD12

は 0から 1.5の範囲で 0.015刻みで最適なパラメータを求
め，WeedsP，ClarkeP，invCL，論文数の比は 0から 1の
範囲で 0.01刻みで最適なパラメータを求めた．
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3.4.2 教師あり学習
教師あり学習では，教師なし学習においてパラメータ調

整用のデータとして使っていた検証用データを学習用デー
タとしてロジスティック回帰を行い，各指標の F値をテス
トデータを使って評価する．この時，特徴量として使用す
る組み合わせは以下の 7通りである．
• E1， E2， MD12， MD21 (提案指標)

• E1， E2 (提案指標)

• MD12， MD21 (提案指標)

• WeedsP， WeedsR

• ClarkeP， ClakeR

• invCL

• w1 を含む論文数， w2 を含む論文数
ロジスティック回帰を使用する場合においては，w1，w2で
それぞれ算出した値を割ったり，広範性指標と相互距離指
標を掛け合わせて一つの値にしたりするよりもそれぞれの
値を直接特徴量とした方が最適な組み合わせ方を学習可能
であると考えたため，算出した値を特徴量として使用した．

4. 結果と考察
4.1 精度評価の結果
まず，教師なし学習における各指標のそれぞれのタスク

におけるテストデータの F値を表 1に示す．

表 1 教師なし学習による精度
方向性判別 関係性判別

E2

E1
· MD21

MD12
0.847 0.686

E2

E1
0.836 0.672

MD21

MD12
0.813 0.683

WeedsP 0.747 0.679

ClarkeP 0.770 0.681

invCL 0.784 0.667

論文数の比 0.787 0.621

方向性判別タスク，関係性判別タスクとも，広範性指標
と相互距離指標の 2つを用いた指標が最も高い精度となっ
た．しかし，関係性判別タスクにおいては他の指標と比べ
て精度にほとんど差が生じなかった．
次に，ロジスティック回帰を用いた場合の F値を表 2に

示す．

表 2 ロジスティック回帰による精度
方向性判別 関係性判別

E1,E2,MD12,MD21 0.849 0.754

E1,E2 0.835 0.593

MD12,MD21 0.805 0.696

WeedsP,WeedsR 0.774 0.678

ClarkeP,ClarkeR 0.773 0.678

invCL 0.776 0.673

論文数 0.703 0.482

教師なし学習の場合と同様に，広範性指標と相互距離指
標の 2つを組み合わせた場合が両方のタスクにおいて最も
精度が高くなった．関係性判別タスクに注目すると，相互
距離指標単体で用いた場合でも既存指標よりもわずかに精
度は上回っている．一方で，広範性指標のみを用いた場合
には，論文数を特徴量とした場合よりは上回っているもの
の，Weeds，Clarke，invCL に比べると精度が低い．これ
は関係性判別においてはそれぞれの単語が使用されている
分布の広さだけでは，その単語同士が用いられる分布の近
さを考慮できないためであると考えられる．一方で，相互
距離指標はそれぞれの分布の距離に加えてある程度広さも
考慮できるため単体でもそれほど精度が低下しなかったと
考えられる．
広範性指標と相互距離指標の両方を用いる場合に関して，

方向性判別タスクにおいては，教師なし学習を用いた場合
と教師あり学習を用いた場合の精度の差は 0.002 であるの
に対して，関係性判別タスクにおいてはその差が 0.068 と
比較的大きくなっている．関係性判別タスクは方向性判別
タスクと比較するとより複雑なタスクであるため，単純な
両方の指標の積を用いるのではなく，ロジスティック回帰
を使うことでより精度が高くなったのではないかと考えら
れる．

4.2 提案指標と比較指標の相関
関係性判別タスクにおいて算出した提案指標と比較に用

いた各指標の相関関係を示したマトリクスを図 3に示す．

図 3 各指標の相関

まず，比較指標であるWeeds，Clarke，invCLについて
確認すると，それぞれの指標間に強い相関が確認される．
WeedsPとWeedsRの相関は-0.63と負の相関を持ってお
り，ClarkePと ClarkeRも同様に互いに負の相関を持って
いる．また，WeedsP，ClarkeP，invCLの相関は 0.9を超
えておりお互いに非常に強い相関を持っている．それぞれ
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の指標の定義が類似していることからも，既存の指標の
WeedsP，WeedsR，invCLは互いに似たような傾向を捉え
ていることがわかる．
次に，広範性指標とWeedsP，ClarkeP，invCLの相関に
注目する．WeedsP，ClarkeP，invCLは単語 w1 の広範性
指標とは-0.3程度の非常に弱い負の相関を持っており，単
語 w2 の広範性指標に対しては 0.5弱の正の相関を持って
いる．WeedsP，ClarkeP，invCL同士の相関に比べて弱い
相関であり，既存の指標とは異なる部分も捉えていること
がわかる．相互距離指標とWeedsP，ClarkeP，invCLの
間にも同様の傾向がみられるが，w1 に対する相互距離指
標との相関は-0.5程度であるのに対して，w2 に対する相
関は 0.2弱でありほとんど相関を持っていない．このよう
な差が生じるのは，w1 が上位語，w2 が下位語であるとき
には，WeedsPは小さくなるのに対してMD12 は大きく，
MD21は小さくなり，w1が下位語で w2が上位語の場合は
WeedsPは大きくなり，MD12 は小さく，MD21 は大きく
なり，w1と w2がランダムな組み合わせの場合，WeedPは
小さくなり，MD12 は大きく，MD21 は大きくなるためだ
と考えられる．MD12 は基本的にどのパターンもWeedsP

とは逆の方向に動くのに対して，MD21 は w1 と w2 が上
位語下位語関係もしくは下位語上位語関係にある場合には
同じ方向に動くのに対して，ランダムなペアの時は逆方向
に動くためである．
教師なし学習において用いた E2

E1
，MD21

MD12
，E2

E1
· MD21

MD12
と

の相関は 0.5 程度であり正の相関が確認されるが強いも
のではない．広範性指標と相互距離指標を組み合わせた
E2

E1
· MD21

MD12
との相関は E2

E1
や MD21

MD12
と比べてほとんど差が

ないことから広範性指標と相互距離指標を組み合わせた場
合でも既存指標とは異なる特徴を捉えていることが考えら
れる．
続いて，広範性指標と相互距離指標間の相関を確認する

と 0.32であり弱い正の相関が確認された．相互距離指標
は互いの単語の類似性を反映すると同時に分布の広さもあ
る程度反映する指標であるため正の相関を持つと考えられ
る．例えば，w1 に対する相互距離指標が比較的大きい場
合に考えられるパターンは，w1 が上位語，w2 が下位語で
あるために大きいパターンと，w1 と w2 は関連性の低い単
語であり，それぞれの単語が使用される単語の分布が離れ
ているパターンが考えられる．前者の場合，w1 に対する
広範性指標は比較的大きいと考えられるが，後者の場合は
大きい場合も小さい場合もどちらも同程度存在すると考え
られる．
最後に，論文数との相関に注目する．論文数と強い相関

を持っている指標は存在していないが提案指標に比べて既
存指標の方がやや相関が強い．

5. 結論
本研究では単語の上位下位関係を対象の単語を含む論文

の広がりの広さと分布間の距離に基づいた包含関係から単
語間の上位下位関係の有無と方向性を予測し，既存指標に
比べて高精度であることを示した．本手法は教師なし学習
においても一定の精度を出せていることから学術用語のよ
うに次々と新しい単語が登場し，単語の専門性が高く，一
般的な単語に基づいたシソーラスではうまくカバーできな
いとういう性格を持つ用語一般に対しても適用可能な手法
である．
今後の展望として，特定の分野の学術用語に対して上位

下位関係の有無と方向性を推定し，その結果を階層構造と
して可視化することで，その分野の学術概念の関係性の理
解を促進することができると考えられる．このような可視
化は，新しく該当の分野に参入を試みる企業や研究者等に
とって有益である．
また，本研究においては学術論文の引用関係によって得

られた分散表現を活用したが，本手法は引用関係を持たな
いような文章に対しても Sentence BERT等を活用するこ
とで適用可能であり，応用範囲を拡大することも可能で
ある．
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