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ドロップアウト抑制のための
個別最適化指導法の提案の自動化

小高　一1,a) 三末　和男1,b)

概要：2年制学科が多い専門学校では，学生のドロップアウト兆候を早期に発見して，適切な指導を行うこ

とで，勉学の機会を失わせないことが重要である．本研究では，ドロップアウトする可能性のある学生を

検出できたとして，その次の段階で必要となる，適切な指導方法を早期に提案することの支援を目指した．

まず，指導方法を分類するために，過去にドロップアウトした学生の 1年次末のデータを利用してクラス

タリングを行い，さらに教員 19名がクラスタリング結果に基いて指導方法による学生のグループ分けを

行った．次に，1年次前期までのデータを利用して，学生の指導方法グループへの自動分類を試みた．こ

れは，半年後に必要となる指導方法を予測することを意味する．結果として，約 88%の学生には効果的な

指導を提案できることが分った．また、分類としては不正解であり，提案された指導では逆効果となる可

能性がある学生が 2名存在したが，それらについても教員が前期末時点のデータを確認すれば，不適切な

指導を行う可能性が低いことから，実用的にも問題ない精度が得られたと考えられる．
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Automatic proposal of individual optimized
teaching method for dropout control

Abstract: In vocational schools, many two-year courses, it is important to detect signs of student dropout
at an early stage and provide appropriate guidance so that students do not lose the opportunity to study. In
the case of vocational schools, many two-year courses, it is important to provide appropriate guidance so that
they do not lose the opportunity to study, too. we assume that we can detect students who are likely to drop
out. In this study, we support the early detection of students who may drop out, and to propose appropriate
guidance methods in the next stage. First, for classify the teaching methods, we used the data at the end of
the first year of students. In order to categorize the instructional methods, clustering was conducted using
the data at the end of the first year , and 19 teachers grouped the students according to the instructional
methods based on the clustering results. In addition, 19 teachers grouped the students according to their
teaching methods based on the clustering results. Next, using the data up to the first semester of the first
year, we attempted to automatically classify the students into instructional method groups. This means that
we can predict the instructional methods that will be required after six months. As a result, about 88% of
the students were classified into one of these groups. As a result, we found that we could propose effective
teaching methods for about 88% of the students. In addition, there were two students who were suggested
incorrectly group might be counterproductive. But the possibility of inappropriate instruction is low if the
teacher checks the data at the end of the first semester. However, there were two students might have been
counterproductive.

Keywords: Dropout restraint, individual optimization instruction, X-means, LightGBM, Bayesian opti-
mization
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1. はじめに

専門学校は，学生に技術習得をさせて，希望の進路に進

んでもらうための教育を行う場である．しかし，学生が，

1ⓒ 2022 Information Processing Society of Japan

Vol.2022-CLE-36 No.9
2022/3/9



情報処理学会研究報告
IPSJ SIG Technical Report

卒業せずにドロップアウト（退学，休学）をしてしまうこ

とで，その機会を逃してしまうことが問題となる．また，

日本では，一斉授業が一般的な授業手法であるが，汎用的

な教育となり，個々の学生への適切な指導は難しい．その

ため，教育の効果が個々の学生へ適切に反映されていない．

この問題を解決するために近年では，機械学習を使用して，

学習履歴の情報より，学生が将来的にどの程度の学力にな

るか，ドロップアウトしてしまうのか等を予測して学生に

個別最適となる指導を提供する試みも存在する [7]．学業

におけるこのような仕組みでは，学生に沿ったカリキュラ

ムの提案を行っているものはあるが [12]，ドロップアウト

してしまう学生の指導の提案までは行っていない．そのた

め，ドロップアウトの予測後にどのような指導をするかは，

現場の教員が判断して対応している．この場合では，経験

の浅い教員は，学生の今後の状況を把握できても，その後

の指導を適切に行えない場合がある．

本研究では，ドロップアウトする可能性のある学生を検

出できたとして，それらの学生に対して個別に適切な指導

を提供するために，指導内容によって 学生を自動分類する

仕組みを構築した．特に，適切な指導を早く開始できるよ

うに，1年次前期末の情報から，1年次末の状況を推測す

ることを目指した．

2007 年から 2017 年に専門学校をドロップアウトした

645名の学生の入学前の学歴や，高等学校時代の成績状況，

専門学校前期の出席状況や成績等の情報を活用して，ド

ロップアウトしてしまう学生を対象に分類を行い，自動的

に各学生の特徴に合わせた適切な指導の提案を行う手法を

開発した．

2. 関連研究

学生の学習状況を把握し，効果的な指導をするには，適

切な学習履歴情報が必要である．

教育機関では，ITの発達に伴い，eラーニングの活用が

盛んになっている．学生に eラーニングを利用してもらう

ことからさまざまな学習履歴を収集し，システムに蓄積し

て，管理することが一般的となっている [20]．そして，学

習用コンテンツを利用して蓄積した学習履歴は，学生の情

報を分析し，把握するためには重要である．

eラーニングのコンテンツでは，小テストを行って，そ

の結果から，学生はどの部分につまづいたのかを検出する

ものがある [5]．

また，デジタル教科書を導入し，ページ単位の閲覧状況

を履歴として収集しながら，プログラムなどの実習の際の

コードの記述状況もリアルタイムに収集し，それらの学習

履歴を組み合わせて学生の学習状況の分析の精度を向上さ

せている研究がある [15]．さらに，ページ単位ではなく，

行単位での閲覧状況を把握することで教科書の閲覧状況

と学生の成績の因果関係を求める取り組みも行われてい

る [18]．

そして，学習履歴からの分析結果より，学生の習熟度別

にグループを分けて，適切な指導を行う仕組みを考案し

ている研究がある [11] [17]．これらの研究では，学生をグ

ループに分ける際，人間が独自のルールにて判断しており，

時には，主観的にグループの人数のバランスを考えて分け

ていることもある．

また，eラーニングの情報を活用した学習分析はミクロ

なレベルであるが，教学 IRデータを活用した学生の現状

予測など，マクロレベルでの学生の分析を行っている研究

もある [9]．

教学 IRに基づく学生の予測に関する研究は多く行われ

ており，単位習得状況の予測 [7] [13]や，留年・退学の予

測に関する取り組みがある [8] [12] [14] [16] [19]．

機械学習などを使用して，現状把握や将来的な予測を行

う研究は多く報告されている [7] [10]．しかし，現状把握や

予測を行った後に，機械学習などで学生をフォローするた

めの適切な指導を提案する仕組みは作られていない．

3. 指導方法の分類の構築

学生の特徴ごとに適切な学生指導を行うためには，各学

生がどのような特徴をもつかを特定する必要があると考え

た．先行研究によると，ドロップアウトとなる兆候を予測

するための情報として最も重要とされる情報は，学生の出

席率と成績（GPA)である [14]．そのため，出席率とGPA

をもとに学生の特徴を分類した．

3.1 教員による経験的な分類

19名の教員と協議，検討し，ドロップアウトしてしまう

学生の特徴の分類を 1年生前期末（4月から 9月まで）の

出席状況と成績から行った（表 1）．教員の分類案として

は，出席率が低く，GPAも低く成績が悪い学生のグルー

プ，出席率は高いが，GPAが低い学生のグループ，出席

率が高く GPAが平均的な学生のグループ，出席率が高く

GPAが高い学生のグループに分けられた．

結論としてドロップアウトする学生は 4グループに分類

できるのではないかと考えた．その 4グループそれぞれに

属する学生についての適切な指導法は異なると考えられる

ため，それぞれの特徴に合った指導法の提案が必要となる．

表 1 教員による学生の分類

出席率 GPA

不良 低

良好 低

良好 中

良好 高
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3.2 1年時末までの出席率と GPAを使用したクラスタ

リング

教員の経験による分類だけでなくデータに基づく，クラ

スタリング結果を基に指導方法を検討することで分類の再

構築を行いたいと考えた．

X-means法を使用して，学生の 1年生後期末までの出席

率と 1年生後期のGPAを基にクラスタリングを行った (図

1). 横軸は 1年生後期（4月から翌年 3月まで）の出席率，

縦軸は 1年生後期の GPAである．

X-means 法は Pelleg and Moore [1] によって提案され

た非階層型クラスタリングの一種である．基本的な動きと

しては，分割するクラスタ数を 2として k-means法を繰り

返し，情報量基準が条件に達するまで繰り返し 2分割を行

い，自動的にクラスタの数を決定するものである [6]．

図 1は 2007年から 2017年までのドロップアウトした

645名の学生をクラスタリングした結果である．縦軸が，1

年生後期の GPA，横軸が，1年生後期末までの出席率であ

る．データは標準化しており，平均 0，分散 1にスケーリ

ングしている．また，各クラスタを色で識別している．数

字はクラスタ番号である．

図 1 1年次末までの出席率と GPAによるドロップアウトした学生

のクラスタリング結果

3.3 指導方法の分類の再構成

X-meansによりクラスタリングを行った結果，7つのク

ラスタが得られた．19名の教員により，各クラスタにおい

てどのような指導法を行えるかを検討した．

表 2は，当初の教員の経験則をもとにした分類とX-means

によるクラスタの対応を検討したものである．教員による

経験則による分類としては 4分類になったが，出席不良の

学生は，X-meansによるクラスタリングでは 1，2，3，4に

細分化されるのではないかとの意見があった．

もし複数のクラスタに指導法の類似性があればそれらの

クラスタは，一つにまとめるべきである．そこで，教員 19

表 2 教員による分類と X-means によるクラスタリングの対応

出席率 GPA クラスタ番号 補足

不良 低 1，２，３，４

良好 低 5 (GPA）C

良好 中 6 (GPA）B

良好 高 7 (GPA）A

名によりさらに 3回の検討を行った．1回目は，コミュニ

ケーションをとる対象と学習フォローの指導の類似性につ

いて検討した．結果として表 3の案１となった．なお，表

3は，指導法案に類似性があるグループを，同じ色で表し

ている．2回目の検討では，優先改善部分と学習フォロー

の類似性に注目した．その結果が案 2である．最後に，案

1と案 2による指導案，注目，優先改善部分を基にどのよ

うな分類が適切かを検討した．その結果，案 3が最終的な

結論となった．

表 4は案 3の分類にもとづいて学生の特徴とそれに適し

た指導法案を整理したものである．

教員の経験則に基づく分類は，4グループであったが，

最終的な検討により 5グループとなり，指導提案のグルー

プが一つ増えた．

表 3 各に分類された学生の. 指導法案の類似性
案１ 案２ 案 3

1 1 1

2 2 2

3 3 3

4 4 4

5 5 5

6 6 6

7 7 7

4. ドロップアウトの兆候がある学生の分類の
予測

休退学傾向のある学生へ早期に効果のある指導をするた

めに，1年生の 9月までの情報を用いて，学生の自動分類を

行った．再構築した 5つの分類を目的変数とし，各学生が

どの分類に属するのかを判断するための多値分類を行った．

4.1 早期に特徴を判断するための情報

本研究では，各学生の特徴をとらえて，それらに適した

指導を提案することが目的であり，そのために学生の特徴

の判別には，入学後の成績と出席率を使用した．1年生の

後期末にドロップアウトする学生が多いため，その時期の
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表 4 各クラスタに分類された学生の特徴と指導法案

クラスタ 特徴 指導法（教員の意見） 注目 優先改善部分

1
出席状況が悪い．およそ 20%以下

成績も GPA0.5∼1.5 が多い

保護者と連携をとり，学校が楽しいと思わせる

専門学校で勉強する意義を伝え，理解してもらう

（将来設計をさせる）

保護者 出席

2

出席率 40%∼65%

成績は GPA1.0∼2.4 が多い

3 とさほど GPA に差はないと判断

入学から時がたつほど出席率が悪くなる

やる気はあるが，勉強が苦手である

定期的に面談をして，登校させる指導が必要

補講等での学習面フォローが必要
学生 出席

3
出席率 65%∼85%

成績は GPA1.0∼2.2 が多い

目標設定をさせて，自ら勉強等に取り組ませる

科目の不合格が多いため，基礎的な内容の補講
学生 学業フォロー

4
出席率 65%∼100%

成績は GPA2.0∼3.0 が多い

目標設定をさせて，自ら勉強等に取り組ませる

基礎力はあるため，通常授業としてのフォロー
学生 学業フォロー

5

出席率 80%以上

成績は GPA ３.0∼4.0

学費が原因かもしれない．

生活環境が変わった学生

（家庭環境が原因）

大学進学を希望し進路変更

新しいチャレンジ，活躍する場をつくる。

学費が原因かもしれない．学費支援の紹介　　

生活環境が変わった学生には学校としてフォロー

学生 専門学校の価値認識

前に適切な指導を行うことで，ドロップアウト抑制を行う．

1年生後期の前に適切な指導を行いたいため，1年時前期

（9月まで）の出席とGPA，入学前情報を利用し，早期に学

生を分類し指導の提案を行う．入学前情報とは，学生が入

学する前の高校の成績や，経歴などの情報である．(表 5)

表 5 入学前の学生情報

属性名 詳細

enrollyear 専門学校入学年度 (説明変数に使用せず)

enrollflg 入学, 編入学を管理

degreeflg 入学時の学歴を管理（大学卒, 他の専門学校卒等）

scoreavg 高等学校在籍時の評定平均

kougakcd 高校の学科コード（普通科, 通信科等）

gradysa 入学年度と高等学校の卒業年度の差

grade その時点の学年 (説明変数に使用せず)

graduyear 高校卒業年度 (説明変数に使用せず)

schdev 高等学校偏差値

dis 実家からの学校までの距離

4.2 学生の自動分類

517名分を学習データとして，128名のデータをテスト

データとして分類精度を測定した．学生の自動分類には，

LightGBMを用いた．LightGBMは，2016年に米マイク

ロソフト社が公開した．勾配降下法と決定木を組み合わせ

てアンサンブル学習を行う勾配ブースティング決定木の一

つの手法である [4]．勾配ブースティング決定木は，予測

精度が高いが，決定木の最適な分岐条件を決める際の計算

処理に多くの時間が必要である．学生情報のデータ量は，

年々追加され増加していくため，計算処理を効率化し，時

間を短縮することが課題となる．

LightGBMは，勾配ブースティング決定木の計算処理の

時間の問題点を解決するための手法を導入している．一

つ目は，Gradient-based One-Side Sampling(GOSS)であ

る．これは，学習データのサイズを削減するために利用さ

れるダウンサンプリングの手法において，元の分布と異な

る形状になってしまうことを解決する手法である．勾配の

大きいデータは残し，勾配の小さなデータはランダムサ

ンプリングを行うことで，元の分布を失わないようにす

る．二つ目は，Exclusive Feature Bundling(EFB)である．

LightGBMは，全ての条件を比較して、最適な分岐をみつ

けるのではなく，Histgram-basedアルゴリズムにて，近似

しているデータを一つにまとめることから，大まかに最適

な分岐を見つけていく．Histgram-basedアルゴリズムは，

0の特徴量も含み，すべての binにアクセスする必要がある

ため，適切な特徴量の削減ができない．この問題を解決す

るため，疎な排他的特徴量を単一の特徴量へと束ねること

で，特徴量の削減を可能とするアルゴリズムである [3]．三

つ目は，LightGBMは，勾配ブースティングの訓練過程で

の決定木の扱い方として，Level-Wiseではなく Leaf-Wise

を手法としている．LightGBMは，この三つの手法を取り

入れたことで，高い精度を保ったまま，計算処理時間の短

縮が可能である [2]．しかし，LightGBMは，与えられた

情報の特性に敏感であり，過学習となる傾向がある．

eラーニングからの学習履歴や，教学 IRデータは，各学

校で取得するタイミングや情報の種類を特には統一してい

ない．また学校によって学生の特性が異なる．従って，本

研究で扱う学生の情報は，個々の学校特有となる．そのた

め，その学校の学生情報に沿った予測モデルの構築が必要
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であり，同時に，過学習にならないような対策が必要であ

る．そこで，分類の精度向上と過学習を防ぐための対策を

含めて，ハイパーパラメータの最適化を行った．

4.3 ベイズ最適化によるハイパーパラメータの決定

表 6 最適化されたパラメータ

パラメータ 値

ブースティングタイプ gbdt

一つの木の最大葉数 85

学習率 0.4161

木の最大の深さ 6

L1 　正則化 14.150

L2 　正則化 0.0092

弱学習木ごとに使う特徴量の割合 0.6821

4章 2節より，精度を高めつつ，過学習を抑えるために

テストデータに合わせたパラメータの設定が必要となる．

そこで，ベイズ最適化を用いて，自動分類を行うごとに算

出された正解率の最大値となったときのパラメータを最適

値とすることにした (表 6)．ベイズ最適化は，処理時間が

短くパラメータ設定を的確に行えるため活用した．

我々が使用したデータでは，ブースティングタイプは，

gbdtが選択された．これは，通常の勾配ブースティング決

定木の手法である．GOSSの選択もあるが，gbdtが適切あ

ると算出された．これは，データ量がそれほど多くないた

め，サンプルサイズを減らすことでの計算処理時間削減は

必要がないためである．

正則化は，損失関数に特定の値を足すことで，過学習に

なることを防ぐ．L1，L2ともに予測に関して重要ではな

い説明変数に対しての重みの値を小さくすることで複雑な

モデルを一般化する．

L1は，重要でない説明変数の重みを 0にする．L2は，

重要でない説明変数の重みを小さくする．パラメータの設

定では，L1の値が 14.15であり，L2は 0.0092である．つ

まり，L1の値は高く，L2の値は 0に近い．従って，分類

の予測に重要ではない説明変数の重みを 0として，次元削

減を行っていることを表しており，その結果として過学習

を抑えて精度が向上したと判断できる．

4.4 自動分類の結果

表 7に分類結果の数値を示す．行が自動分類により分類

されたグループを，列が正解のグループを表している．た

とえば，グループ 1の行，グループ 2の列に「8」があるが，

これはグループ 1に自動分類された学生のうち 8名は本来

はグループ 2であったことを表している．正解率は 0.7031

となった．

本文は実際には論文誌ジャーナル編集委員会で作成したものであ
る．

表 7 分類別の提案にて指導されるグループごとの学生の人数
正解のグループ

自動分類されたグループ 1 2 3 4 5

1 47 8 0 0 0

2 5 22 3 0 2

3 3 6 11 2 1

4 0 1 4 8 1

5 0 0 0 2 2

5. 指導の観点での分類予測の精度評価

分類の予測が外れてしまった場合でも，その間違え方に

よっては，多少の効果が見込まれるのではないかと考え

た．そこで，分類の予測により提案された指導が最適では

なかった時の影響度について，教員 19名で論議した．論

議の結果を表 8に示す．◎は最も効果あり，○は効果あり，

△は指導の効果はない，×は逆効果の指導を表している．

表 8 指導の効果
正解のグループ

自動分類されたグループ 1 2 3 4 5

1 ◎ ○ △ × ×

2 ○ ◎ △ × ×

3 ○ ○ ◎ △ △

4 × △ △ ◎ △

5 × × △ △ ◎

最も効果ありとは，学生のドロップアウトを抑制できる

適切な指導を言う．効果ありとは，最も適切までの効果は

期待できないが，大方はずれてはいない指導であり，多少

なりとも効果があると判断したものである．効果なしとは，

その指導が学生に必要な指導ではないが，その指導により

ドロップアウトの傾向を強めることもないものである．逆

効果の指導とは，その指導により学生がドロップアウトを

してしまう傾向を強めてしまう危険性があるものである．

5.1 指導効果の予測の評価

これをもとに最も「効果があり」，また，「最も効果あり

と効果ありの両方を含めたもの」，「効果なしも含めたも

の」，「逆効果となる」ものの割合をもとめた．表 9が，そ

れぞれの割合を表したものである．

表 9 効果を基準とした割合
指導効果記号 指導効果 該当人数 割合の累計

◎ 最も効果あり 90 0.70310

○ 効果あり 22 0.87500

△ 効果なし 14 0.98430

× 逆効果 2 0.01562

割合の累計は逆効果ではないものと逆効果のもので分け

て算出している．最も効果ありの正解率は，0.70ほどあり，

最も効果ありと効果ありの両方を含めた精度は，0.88ほど
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であった．最も効果ありと効果ありに効果なしを加算した

正解率の累計は，0.98であった．つまり，本研究にて作成

したドロップアウト抑制のための個別最適化指導法の提案

を自動化するアルゴリズムでの予測のおよそ 98%は，逆効

果とはならない指導を提案できることがわかった．

最も効果がある指導を 0.70ほどの割合で予測できると

いうことは，ドロップアウトの兆候があると予測された学

生が 5人いた場合，そのうちの 3人から 4人には適切な指

導ができるということである．

また，指導が不適切で，学生がドロップアウトとなるこ

とをより推し進めてしまうような対応となる割合は，0.015

であった．

5.2 ドロップアウトの兆候がある学生への指導提案アル

ゴリズムの評価

逆効果の指導を提案された二人の学生について調査を

行った．予測された分類のグルーブが 2で実際に属するグ

ループが 5である学生のうち一人は，9月までの出席率が

0.7556であり，GPAが 2.14であった．また，もう一人の

学生の 9月までの出席率は 0.9826，GPAは 2.34であった．

9月までの情報から，両学生は，出席率が比較的高く，こ

の時期に学業フォローではなく，グループ 2の登校指導を

行うことは適切ではない．

しかし，9月時点で指導が行われることを考えると，教

員が出席状況を確認した際，このような学生に登校指導を

行うことはない．従って，このような場合に，教員は逆効

果である指導は行わないと考えられる．

6. おわりに

本研究の目的は，ドロップアウトの兆候がある学生に個

別最適な指導を行うことでドロップアウト抑制を行うこと

である．そのため，各学生への適切な指導を提案する手法

を開発した．

まずは学生をクラスタリングし，それを基に分類を構築

した．その分類の際，経験のある教員 19名で検討し，各

学生の特徴に対する適切な指導案を作成した．指導案が類

似しているクラスタは，一つのグループにまとめること

で，指導ごとのグループに再構築した．X-meansが算出し

た学生の特徴ごとのグルーブは，7つであったが，教員が

考案した指導案をもとにグルーブを併合した結果，5つの

グループとなった．そして，5つのグループを目的変数と

し，多値分類を行った．

多値分類の精度は，実践活用として十分であると考える．

最も効果がある指導の提案の正解率は，およそ 70%であ

り，予測が外れてしまった場合の効果ありの指導の提案ま

での正解率は 87%，逆効果とはならない指導の提案の正解

率は 98%程であった．

また，9月の時点での状況で，教員は学生の状況を確認

することで，逆効果の指導を提案された学生へそのような

指導を行わない．今回作成したドロップアウトの兆候があ

る学生への指導提案アルゴリズムは，逆効果である指導を

提案することはあるが，教員が学生の状況を見て指導の変

更するため，実際には学生への逆効果の指導は行わないと

考えられるため，大きな問題はないと考える．

今後は，ドロップアウトの兆候がある学生を早期に予測

するシステムを構築し，本研究の仕組みと連動することで，

より個別最適な指導の提案の精度を高めていきたい．
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