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概要：電力事業において，電力需要を予測して需要と供給のバランスを整えることが必要になる．電力消
費は祝祭日や生活習慣の変化などの影響を受けることから時間経過によって需要パターンが変わると考え
られる．そこで各時点に対してクラスターが変化するようなモデルを適用して，需要パターンの時間変化
を取り込むことで予測精度を向上させられると考えた．本研究では予測精度をあげることを目的とし，モ
デルにスイッチング線形動的システムを仮定して，各時点におけるクラスタリングとクラスターごとのモ
デル推定を同時に行う．その結果，需要パターンの時間変化を考慮しない場合と比較して予測精度の改善
が見られた．
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Application of Model-Based Time point Clustering to Electricity
Demand Forecasting
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Abstract: In the electric power business, it is necessary to forecast electric power demand to balance supply
and demand. For the electric power demand, consumers usually change their demand patterns over time due
to, for example, holidays and changes in family composition. Therefore, it may improve the forecast accuracy
to incorporate the temporal changes in demand patterns using a model that assigns time points to clusters.
In this study, we adopted a switching linear dynamic system model to perform time-point clustering and
model estimation simultaneously. This improved the forecast accuracy compared to the case of no switching.
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1. 序論
1.1 背景と目的
これまで家庭や商店向けの電気は，各地域の大手電力会

社だけが販売しており，電気をどの会社から買うかを選ぶ
ことはできなかった．しかし，2016年 4月の電力小売全
面自由化を背景に，様々な分野の企業が電力事業に新規参
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入できるようになった．実際，電力販売企業が 10社に独
占されていたのが，令和 3年 11月 26日現在で 733もの事
業者が小売電気事業者として登録されている．これによっ
て，競争力が高まるためコストの削減が求められている．
一方，電力事業者には，顧客に販売する電力量と発電する
電力量をバランスさせることを義務付けられており，両者
に差が生じると罰金を課せられる．そのため，時刻別に電
力を予測して，需要と供給のバランスを保たなければなら
ない．
これまで，時系列データ集合に対してクラスタリングを

行うモデルベース時系列クラスタリングを試みてきた [8]．
今回は，同じ時系列クラスタリングでも前回と違って，各
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時点に対してクラスタリングを行うという視点で取り組
んだ．

1.2 課題とアプローチ
電力の使用量は時間経過で傾向が変わることが考えられ

る．主な要因としては，気温や湿度などの外生変数や家族
が増えたことによる影響がある．また近年ではリモート
ワークなども影響を与えると考えられる．そこで各時点に
対してクラスターが変化するようなモデルを適用し，顧客
の活用の使用傾向を取り込むことで予測精度が向上するの
ではないかと考えた．また同時に顧客の変化を把握できる
ことで様々な解釈性が生まれ，さらなる事業や予測精度の
向上に貢献できる可能性がある．
本研究では，電力使用量のダイナミクスをスイッチン

グ線形動的システム (Switching Linear Dynamical Sys-

tem:SLDS)としてモデル化し，各時点でのクラスタリング
とクラスターごとのパラメータ推定を同時に行う．

2. スイッチング線形動的システム
スイッチング線形動的システムとは，隠れマルコフモデ

ルと線形動的システムを組み合わせたモデルである．そこ
で，この節では隠れマルコフモデルと線形動的システムに
ついて述べた後，スイッチング線形動的システムについて
説明する．

2.1 隠れマルコフモデル
隠れマルコフモデルとは，観測変数X = {x1, x2, · · · , xT }
の背後にある潜在変数 Z = {z1, z2, · · · , zT }(zt =

{zt1, · · · , ztK}) の K 次元の離散的な時系列変化を仮定
したモデルである．また ztk ∈ {0, 1}かつ∑K

k=1 ztk = 1を
満たす．今回は，zt が 1時点前の zt−1 のみに依存する 1

次マルコフモデルを仮定する．つまり，zt を与えたとき
zt−1と zt+1が独立であるという条件付き独立性を満たす．

zt+1 ⊥⊥ zt−1 | zt.

このモデルの同時分布は以下で与えられる．

p(x1, · · · , xT , z1, · · · , zT ) = p(z1)

[
T∏

t=2

p(zt | zt−1)

]

×
T∏

t=1

p(xt | zt).

グラフィカルモデルで表すと図 1のようになる．線形動的
システムも同じグラフィカルモデルになる．詳細は 2.2で
後述する．
ここで離散的な潜在変数 zt の確率分布は，条件付き分
布 p(zt | zt−1)を通して直前の潜在変数 zt−1の状態に依存
する．この条件付き分布の遷移確率を要素にもつ行列を A

とする．ここで任意の k ∈ {1, 2, · · · ,K}に対して遷移確

図 1: 隠れマルコフモデルと線形動的システムのグラフィカル
モデル

率は Ajk = p(ztj = 1 | zt−1k)で定義される．確率なので，
0 ≤ Ajk ≤ 1かつ∑

k Ajk = 1を満たす．このとき，条件
付き分布は以下のように書ける．

p(zt | zt−1, A) =

K∏
k=1

K∏
j=1

A
zt−1jztk
jk .

また最初の潜在変数 z1 は，初期パラメータ π で表される
周辺分布 p(z1)を持つ．

p(z1 | π) =
K∏

k=1

πz1k
k .

ここで，∑
k πk = 1を満たす．

次に，観測変数の条件付き分布のパラメータ集合を
ϕ = {ϕk}Kk=1 として以下のように定義する．

p(xt | zt,ϕ) =
K∏

k=1

p(xt | ϕk)
ztk.

この時，潜在変数と観測変数の同時分布は以下のように
なる．

p(X,Z | θ) = p(z1 | π)

[
T∏

t=2

p(zt | zt−1, A)

]

×
T∏

t=1

p(xt | zt,ϕ).

(1)

ここで θ = {π, A,ϕ}は隠れマルコフモデルのパラメータ
集合となる．これらは EMアルゴリズムを用いた最尤法
で推定でき，効率的な計算をするためにフォワードバック
ワードアルゴリズムを用いることが一般的である．

2.2 線形動的システム
線形動的システムは隠れマルコフモデルと似た構造を持

つモデルである．線形動的システムでは，隠れマルコフモ
デルの潜在変数と観測変数の両方が正規分布に従うと仮定
する．構造は隠れマルコフモデルと同様のためグラフィカ
ルモデルは図 1である．また遷移確率分布と出力分布はそ
れぞれ以下のように書ける．

zt = Azt−1 + wt,

xt = Czt + vt,

z1 = µ0 + u.

(2)
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図 2: SLDSのグラフィカルモデル

ただし，ノイズ項は任意の tに対して wt ∼ N(0,Γ), vt ∼
N(0,Σ), u ∼ N(0, P0)である．したがって，線形動的シス
テムのモデルパラメータ θ = {A,Γ, C,Σ, µ0, P0}を持ち，
これらは EMアルゴリズムを用いた最尤法で推定できる．
この推論では，隠れマルコフモデルのフォワードバック
ワードアルゴリズムと類似しているカルマンフィルタとカ
ルマンスムーザという手法がよく知られている．

2.3 スイッチング線形動的システム
ク ラ ス タ ー 番 号 に あ た る 潜 在 変 数 を Z =

{z1, z2, · · · , zT }，状 態 変 数 に あ た る 潜 在 変 数 を
X = {x1,x2, · · · ,xT }，観測変数を Y = {y1,y2, · · · ,yT }
とし，任意の t ∈ {1, 2, · · · , T} に対してそれぞれ
zt ∈ {1, 2, · · · ,K},xt ∈ Rm,yt ∈ Rn とする．これらの変
数の時間発展を次式のようにモデル化するとき，そのモデ
ルを SLDSとよぶ．

xt = A(zt)xt−1 + e
(zt)
t ,

yt = Cxt + ωt.
(3)

ただし，e
(zt)
t ∼ N(0,Σ(zt)), ωt ∼ N(0, R)である．状態変

数 X の遷移行列 A(zt) は zt に依存する．また潜在変数 Z

は以下のマルコフ過程に従うとする．

zt+1 | zt, {πk}Kk=1 ∼ πzt . (4)

ただし，{πk}Kk=1は遷移行列であり，πk ∈ [0, 1]K は第 k行
成分を表す．モデルパラメータを θk = {A(k),Σ(k), C,R}
とすると，グラフィカルモデルは図 2のように表せる．
いま，潜在変数 Z と状態変数 X の事後分布を観測変数

Y から推定することを考える.ここでは平均場近似に基づ
いて事後分布を近似することで計算を行う．事後分布を近
似した Q(X,Z)とすると，以下のような分離を仮定する．

p(X,Z | Y ) ≈ Q(X,Z) = Q(X)Q(Z). (5)

近似分布 Q(X,Z)を用いて対数尤度を以下のように計算

する．

log p(Y ) = log

∫
X,Z

p(Y,X,Z)dXdZ

= log

∫
X,Z

Q(X,Z)
p(Y,X,Z)

Q(X,Z)
dXdZ

= log

∫
X,Z

Q(X)Q(Z)
p(Y,X,Z)

Q(X)Q(Z)
dXdZ.

ここで，イェンセンの不等式を用いると以下のような下限
L(Q)を持つ．

log p(Y ) ≥
∫
X,Z

Q(X)Q(Z) log
p(Y,X,Z)

Q(X)Q(Z)
dXdZ

=

∫
X,Z

Q(X)Q(Z) log p(Y,X,Z)dXdZ

−
∫
X,Z

Q(X)Q(Z) logQ(X)Q(Z)dXdZ

=

∫
X

Q(X)EQ(Z)[log p(Y,X,Z)]dX

+

∫
Z

Q(Z)EQ(X)[log p(Y,X,Z)]dZ

−
∫
Z

Q(Z) logQ(Z)dZ

−
∫
X

Q(X) logQ(X)dX

= L(Q).

したがって，変数 X,Z ごとに更新を行うことで尤度の下
限の最大化ができる．

Q(X) ∝ exp{EQ(Z)[log p(Y,X,Z)]},

Q(Z) ∝ exp{EQ(X)[log p(Y,X,Z)]}.

具体的なこれらの計算には，フォワードバックワードアル
ゴリズムとカルマンフィルタを用いて潜在変数 X,Z の更
新をする．
さらに各クラスターのモデルパラメータの更新を考え
る．ここでのモデルパラメータとは，式 (3)のパラメータ
{(A(k),Σ(k))}Kk=1, C,Rと潜在変数 Z の遷移行列 {πk}Kk=1

を指す．これらのパラメータをMAP推定によって更新す
るため，それぞれ事前分布を以下のように設定する．

πk | α ∼ Dir(α),

(A(k),Σ(k)) | λ ∼ MNIW(λ),

(C,R) | η ∼ NIW(η).

(6)

Dir( ) はディリクレ分布，MNIW( ) は行列正規逆ウィ
シャート分布，NIW( )は正規逆ウィシャート分布を指す．
ここまで述べてきた潜在変数とパラメータの更新を対数
尤度の下限 L(Q)が収束するまで繰り返し実行する．整理
すると，アルゴリズム 1のようになる．
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Algorithm 1 スイッチング線形動的システムのアルゴリ
ズム
Input: 初期値 x0,Σ0, z0，クラスター数 K

1: while |(L(Q)new − L(Q)old)/L(Q)old| > ϵ do

2: カルマンフィルタによる状態変数 X を推定
3: フォワードバックワードアルゴリズムによる潜在変数 Z を

推定
4: MAP 推定により {{A(k),Σ(k)}Kk=1, C,R}, {πk}Kk=1 を推定
5: L(Q)old ← L(Q)new，L(Q)new を計算
6: end while

7: return X,Z, θ

図 3: 電力消費量の時系列データ

3. 使用データの詳細
3.1 データ内容
本研究では，大阪ガスから提供された電力消費データを

使用する．このデータは 100 ユーザーを対象に 1 時間ご
とに計測した電力消費量データを 1年間 (2019/1/1 0:00～
2019/12/31 23:00) 分使用した．計測時点数は 8760 であ
る．時系列データX をユーザー iの電力消費時系列を xi

とするとX = {x1, · · · ,x100}と表す．また，任意の時系
列データ xi ∈ X は，時刻 tにおけるユーザー iの電力消
費量を xi,t とすると xi = {xi,1, · · · , xi,8760}と表すことが
できる．時系列データの一例は図 3のようになる．

3.2 前処理
電力需要のデータは週による周期があると考えられる

ため，その周期性を排除するために前処理として 1 週間
（7 日間）前の同曜日同時間の差分をとる．差分をとっ
た時系列データを Y = {y1, · · · ,y100} とすると任意の
yi = {yi,1, · · · , yi,8592} ∈ Y は以下のように表せる．

yi,t−24×7 = xi,t − xi,t−24×7.

ただし，t ∈ {24× 7 + 1, · · · , 8760}とし，初週のデータは
差分をとることができないため使用しない．前処理をした
データの推移を可視化すると図 4のようになる．全時系列
データに対して有意水準 1%で単位根検定を行った結果，
定常性を確認できた．また，前処理前後での比較した図 5

図 4: 図 3のデータ差分

図 5: 前処理前後での比較 (色の変化は週の変化，上図が前処
理前，下図が前処理後を表す．)

から，周期性の影響が小さくなっていることを目視でも確
認した．
また任意の j ∈ {1, · · · , 8592}に対して、yi,j = 0となる

ような時系列データ yi は本研究では対象外とする．この
理由は，電力を全く消費しない顧客であることを確認した
ためである．
さらに，学習データと検証データを以下のように分割

する．
学習データ
前半 11ヶ月分 (2019/1/1 0:00～2019/11/30 23:00)．
任意のユーザー iに対して，{yi,1, · · · , yi,7872}を学習
データとする．

検証データ
後半 1ヶ月分 (2019/12/1 0:00～2019/12/31 23:00)．
任意のユーザー iに対して，{yi,7872, · · · , yi,8592}を検
証データとする．

3.3 予測方法と評価指標
本研究での予測は常に 4時間先を行うこととする．4時

間前までに需要量を予測することで，発電機の運転計画を
調整することができるためである．使用データは 1時間お
きにデータが取れているため 4時点先の予測と同義になる．
本研究での予測における評価指標は平均絶対誤差 (Mean

Absolute Error: MAE)を用いる．任意のユーザー iの予
測値を {ŷi,t}Tt=1 とし，MAE を算出する対象となるユー
ザー数を nとしたときのMAEを以下のように定義する．
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図 6: 時系列データ例に対する実測値 (青) と再現値 (赤) の推
移．上図はクラスター番号のカラーマップを表し，色が
変わっているところでクラスターのスイッチングが起き
ていることを意味する．

表 1: 各手法ごとの結果
MAE[kWh]

各時系列データに適用した場合 6.574

全時系列を合計したデータに適用した場合 6.856

混合 AR モデル (以前の研究結果 [8]) 7.039

MAE =
1

T

T∑
t=1

∣∣∣∣∣
n∑

i=1

(yi,t − ŷi,t)

∣∣∣∣∣ . (7)

本研究での関心はユーザー全体での誤差にあるため，ユー
ザー全体での総和をとった後に絶対値をとっている．すな
わち，各時点に対して全体重要量と予測量の平均的な誤差
を表している．

4. 結果と考察
4.1 結果
上記のデータを用いてスイッチング線形動的システムの

同定を行った．まずは再現値，すなわち学習データに対し
て推定された状態から観測方程式を用いて算出された値に
ついて確認しよう．時系列データ例に対する実測値と再現
値を図 6に示す．この結果から学習データの再現ができて
いることを確認できる．
次に，予測精度を確認する．ここで，以前の研究手法 [8](混

合 ARモデルとよぶ)と比較するため，本研究手法と違う
点を簡単に説明する．混合 ARモデルは，本研究手法と同
じ時系列クラスタリングであるが，本研究手法は 1つの時
系列データを時間軸方向に分割してクラスタリング (図 7b)

したのに対して、混合 ARモデルでは複数の時系列データ
を系列単位でクラスタリング (図 7a)している．また，AR

モデルをベースとした手法であることが主な違いである．
ここで，全時系列データを合計したデータに対して適用し
た結果と混合 ARモデル (以前の研究結果)と比較した結
果を表 1にまとめた．表 1の結果から各時系列データにス
イッチング線形動的システムを適用した結果が最も高い予
測精度を示したことがわかる．
さらに，全時系列データを合計したときの実測値と予測

値の推移を図 8に示す．上図は全時系列データを合計した

(a) 全体時系列クラスタリング

(b) 時点クラスタリング (背景色がクラスターを表す)

図 7: 時系列クラスタリングの分類

図 8: 全時系列データ合計の推移．上図は実測値 (黒)と予測値
(赤)の推移を表し，下図は実測値と予測値の絶対誤差の
推移 (緑)とその平均絶対誤差 (紫)を表す．

実測値と予測値の推移を表し，下図は実測値と予測値の各
時点に対する絶対誤差の推移を表している．また点線は平
均絶対誤差を表している．

4.2 考察
表 1の結果から，本研究は以前の結果よりも高い精度を

示した．これは電力の需要予測においてモデルの柔軟性を
増したことと，時間経過でクラスターがスイッチングする
ようなモデルを選択することで予測精度が向上することを
示した．
また，図 6のカラーマップ (上図)に注目すると，クラ

スターがこまめにスイッチングしていることがわかる．特
に，観測値がスパイク的に上がるもしくは下がるときにク
ラスターがスイッチングしている．これは，黄色のクラス
ターのモデルでは表現が困難な部分をその他のクラスター
で表現している．つまり全時刻を一つの線形動的システム
で表現するのではなく，各時点でクラスタリングしたこと
で一時的な挙動の変化をクラスターのスイッチングで対応
したことが予測精度の向上につながったと考える．
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4.3 課題点
クラスターのスイッチングを顧客の需要パターンが変化

したときにクラスターがスイッチングすることを想定し
た．つまり，1日や 1週間などのある一定周期ごとにクラ
スターが変化することを期待したが，図 6 の上部カラー
マップに注目すると，クラスターのスイッチングが頻繁に
起きていることが確認できる．このようにあまりにも小刻
みにクラスターが変わることを，顧客の使用パターンが頻
繁に変化していると考えるのは現実的ではなく，解釈が難
しくなる．

5. 結論と今後の課題
5.1 結論
本研究では，電力需要予測に対してスイッチング線形動

的システムを適用した．全顧客のデータを合計した一つの
時系列データに適用した場合，以前の研究で行った ARモ
デルを用いたモデルベースの全体時系列クラスタリングの
結果と比較して，各時系列データに適用した方が予測精度
が向上する結果が得られた．この結果からモデルの柔軟性
を増し，時間経過でクラスターがスイッチングするような
モデルを採用することで予測精度が向上することを示し
た．しかし，クラスターのスイッチングが激しく，顧客の
電力活用の変化を解釈することが困難であった．

5.2 今後の課題
スイッチング線形動的システムを使用することで予測精

度は向上したが，クラスターがあまりにも小刻みにスイッ
チングしてしまい，クラスターの解釈が困難になった．こ
の問題は，クラスターが一定期間スイッチングしないよう
に隠れマルコフモデルから隠れセミマルコフモデルにモデ
ルを拡張することで解決できると考えられる．また，電力
消費量は気温や湿度などに大きく影響されるため，それら
の因子を外生変数としてモデルに組み込むことでさらに予
測精度を向上させられるだろう．
また，以前の研究手法である全体時系列クラスタリング

のモデルを ARモデルからより柔軟性の高い状態空間モデ
ルにすることで，前述した外生変数をモデルに組み込むこ
とできるため，予測精度の向上が見込めると考える．
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