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ストリームデータの部分空間クラスタリングにシーケンス
データの特徴を反映させた方法の検討

大和田 悠生1,a) 堀江 光彦2 笠井 裕之1,2

概要：近年，データをいくつかの部分空間に分類する部分空間クラスタリング (SC) が広く利用されてい
る．その中でも，意味のある順序構造をもつシーケンスデータに特化し，その制約を組み込んだ手法が，
性能の高さから注目を集めており，その代表例として OSC (Ordered Subspace Clustering) がある．ただ
し OSCは，計算量の二次関数的な増大のため，スケーラビリティに限界がある．
　ここで，データが随時新規に到着し，部分空間の構造が一定でないストリームデータについて考える．ス
トリーム中の構造の変化に厳密に対応できる手法はこれまでほとんど考案されてこなかったが，StreamSSC

(Stream Sparse Subspace Clustering) は，部分空間を代表する集合を抽出し適宜更新することで，前述の
課題に対応した．またその過程で，計算量の大幅な削減にも成功している．
　本稿では，時間情報の制約を考慮することでシーケンスデータに対応することが可能な StreamSSC の拡
張手法について検討する．実際には，ストリームデータの多くがシーケンスデータの特徴を持つことを念頭
に置いて，ストリームデータの枠組みの中で，OSCによるクラスタリングを考えることで，スケーラビリ
ティの増大を目指す．数値実験から，提案手法が既存の OSCより計算時間の点で優っていることを示す．

1. はじめに
現在，機械学習をはじめとする多くのアプリケーション

では，高次元のデータを扱う場面が頻発し，このような
データを扱うことが，アルゴリズムの性能に悪影響を与え
ている．ここで，多くの場合，高次元データは低次元の部
分空間から抽出されたデータである [1]．例えば，異なる照
明条件下で撮影された同一の人物の顔写真は，9次元の線
形部分空間で特徴づけられることが知られている [2]．低
次元構造の復元は，高次元データを扱う上で大きな助けと
なるが，実世界のデータは，別々の部分空間に属するデー
タの組み合わせであることが多い．部分空間クラスタリン
グとは，そのような複数の低次元部分空間から抽出された
データの集合を，各部分空間に応じてクラスタリングする
手法である．
本稿では，部分空間クラスタリングの中でも特にシーケ

ンスデータに適用された手法について考察する．シーケン
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スデータとは，意味のある順序を持ち，各データが順序の
通りに並び，再生されたときにはじめて意味を成すデータ
の集合である．画像が時系列で順序立てて集まり，再生さ
れる映像データは，時系列データの代表的な例といえる．
シーケンスデータに共通する特徴として，順序の近い要素
が密接に関連しているということが挙げられる．映像の例
でも，一つのシーンの終了まで，連続するフレームが類似
すると考えることができる．シーケンスデータの部分空間
クラスタリングにおいては，この類似性をペナルティとし
て組み込むことで，多くの手法が高い性能を発揮してい
る．その中でも後述する OSC [3]は，類似性を制約項とし
て追加し，最適化を行うことで，制約なしのクラスタリン
グ手法と比較して，精度の大きな向上を達成したことで広
く知られている．ただし計算量の増大に悩まされる手法も
多く，スケーラビリティの増加は，実世界データに応用す
るに当たっての重要な課題となっている．
本稿ではさらに，スケーラビリティの改善へのアプロー

チとして，ストリームデータの研究についても記述する．
ストリームデータとは，各データ点が随時新規に到着し，
全体の構造が，最後の点の到着か，データ点入手を打ち切
るまで確定しないデータであり，例として，配信されてい
る動画や，気象・交通情報などをリアルタイムで取得する
場合などが挙げられる．ストリームデータの部分空間クラ
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スタリングにおける課題は，膨大な量のデータの，変化す
る部分空間構造を適宜検出する必要がある点であり，この
課題を完全に克服した手法はほとんど存在しなかった．し
かし近年，後述する StreamSSC [4]が，動的なデータへの
対応と計算量の削減という観点で良い結果を出しており，
注目されている．
これを踏まえて，本稿ではシーケンスデータの部分空間

クラスタリングを，ストリームデータの枠組みで行う方法
について考察する．基礎となるアイデアは，先ほど例に挙
げた配信動画や気象・交通情報などをはじめ，リアルタイ
ムで取得するデータは時間変化をするものが多く，つまり
はシーケンスデータの一種と捉えられるというものである．
具体的には，StreamSSCの枠組みを拡張し，OSCをオン
ラインで実装することで，課題であったスケーラビリティ
の増加を追求する．実験を行い，提案手法が既存の OSC

と比較して，計算時間を削減できているかを観察すること
で，有効性を確認する．

2. 先行研究
2.1 部分空間クラスタリング
全ての部分空間クラスタリングに共通する重要なアイデ

アは，対象データの低次元部分空間構造をどのように学習す
るかである．本稿では，近年の主流となっている，スペクト
ルベースの手法に焦点を当てる．これは，データポイント間
の類似性を表す親和性行列を学習し，NCut [5]などのスペ
クトル・クラスタリングアルゴリズムを適用するというもの
で，適切な親和性行列の構築が，各手法における性能の差と
して現れる．さらに，スペクトルベースの手法の多くに共通
するアプローチとして，「高次元データが複数の低次元部分
空間に属するとき，各データは他のデータの線形結合で表現
可能」という，自己表現特性 [1]という考えがある．対象とな
るデータをX = [x1,x2, · · · ,xN ] ∈ RD×N とし，自己表現
特性を数式化すると，係数行列Z = [z1, z2, ..., zN ] ∈ RN×N

を用いて，
xi = z1ix1 + z2ix2 + ...+ zNixN (1)

xi = Xzi (2)

X = XZ (3)

と表される．このように，ZがXの新しい表現として導出
できる．この Zはデータ間の関連性を，係数の大きさとし
て反映したものになり，xi と xj の相関を表す値は zij と
zji の 2つ存在する．よって，自己表現特性を用いた場合
の親和性行列Wは，W = |Z|+|Z|′

2 と取ることができる．
2.1.1 SSC (Sparse Subspace Clustering)

SSC [1]は，自己表現特性をはじめに組み込んだクラス
タリング手法であり，係数 zi の最も疎な表現を見つける
ことを目標としている．これは，Xのデータ列 xi に対し
て，zi は非ゼロ成分が xi と同じ部分空間に属するデータ

ポイントに対応する解を得られ，理想的には非ゼロ成分の
個数が，xi が属する部分空間の次元と一致するという考
え [1]によるものである．具体的には，以下の最適化問題
を考える．

min
Z

∥Z∥0 (4)

s.t. X = XZ

ただし，式 (4) の厳密な解を求めるには，総当たりで計算
を行うほかなく，Z の要素数に応じて計算量が指数オー
ダーで増加するので，実際には ℓ1 ノルムを用いて近似解
を求める．ノイズと外れ値の存在を考慮し，実際の目的関
数は以下のように表される．

min
E,S,Z

∥Z∥1 +
λ1

2
∥E∥2F + λ2 ∥S∥1 (5)

s.t. X = XZ+E+ S, diag(Z) = 0

Zの疎な表現のための制約は第一項で課され，それにノ
イズの影響を加味して定式化している．この手法は，解の
保証と実際の性能という観点で優れているため，今日の部
分空間クラスタリングにおいて最もよく知られている手法
である．
2.1.2 OSC (Ordered Subspace Clustering)

OSC [3] は，SSC にシーケンスデータの特徴を反映さ
せた手法である．疎な表現を追求する基本方針は同様に，
シーケンスデータの順序構造を，Zの隣接する列が類似す
るとして定義している．定式化は，以下の式のようになる．

min
Z

1

2
∥X−XZ∥2F + λ1 ∥Z∥1 + λ2 ∥ZR∥2,1 (6)

s.t. diag(Z) = 0

ここで，

R ∈ RN×N−1 =


−1

1
. . .

. . . −1

1


であり，ZR = [z2 − z1, z3 − z2, ..., zN − zN−1]が Zの列
の差分を与える．∥A∥2,1 =

∑n
i=1 ∥ai∥2 を用いることで，

列ごとの差分だけでなく，Z全体に類似性の制約を課すこ
とが可能となっている．OSCはシーケンス部分空間クラス
タリングにおいて，SSCをはじめとするシーケンスデータ
の制約がない手法と比較して高い性能を発揮しているが，
最適化の過程で計算量がデータ量に対して二次関数的に増
大するため，大規模データにそのまま適用することは難し
い．その後，最適化手法を改善することで精度を保ちつつ
計算量の改善を試みる提案がなされている [6]ものの，新
たな変数やパラメータが追加されていることもあり，簡単
な手法ではない．
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2.2 ストリームデータ
先行研究において，ストリームデータを厳密にクラスタ

リングできる手法はほとんど考察されていない．SSC を
含む，従来の部分空間クラスタリング手法は，静的なデー
タしか扱うことができず，その後のスペクトルクラスタリ
ングにも，クラスターの個数が必要である等，ストリーム
データには適応できない．ストリームデータに関連付けら
れる手法として，部分空間クラスタリング手法の１つであ
る LRR [7]のメモリ使用量を削減し，データを受け取りつ
つ実行可能にした OLRSC [8]や，メモリ使用量がデータ
量に依存しない主成分分析 (PCA) の一種である ORPCA

[9]がある．これらの手法は，データ全体が到着していない
段階から計算を行える点が優れているが，従来の部分空間
クラスタリング手法と同様，あらかじめ部分空間の個数を
知っておく必要があり，データを受信する途中で新規の部
分空間に属するデータが検出された場合に対応できないた
め，ストリームデータに直接対応できるものではなかった．
2.2.1 StreamSSC

StreamSSC [4]は，SSCをストリームデータに適応させ
た手法である．当手法では，最初に到着した数個のデータ
を用いて，1度 SSCを行ってクラスタリング結果を出力
し，その後到着したデータに関しては，既存の部分空間に
属しているかどうかを判別し，新規の部分空間が検出され
るたびに，既知の部分空間に追加するという方法をとるこ
とで，変化するデータに対して随時クラスタリング結果を
出力することに成功している．SSCに必要なクラスター数
は、自己調整戦略 [10]を用いて自動推定することで，入力
として必要なものはデータ本体だけに抑えられている．効
果としては，先に挙げた全体の到着を待たないクラスタリ
ングが可能な点の他に，初期化と更新で SSCを行うとき
に必要なデータ量が，データ全体の到着を待って 1回 SSC

を実行するよりも非常に少ないため，同じデータに対して
クラスタリングを実行する際も，短時間で終了できる点が
ある．

3. 提案手法
3.1 課題およびアプローチ
先述した通り，OSCはシーケンス部分空間クラスタリン

グにおいて，高い性能を発揮できる一方で，計算量の爆発
的な増大のため，大規模データへの対応には適さない．最
適化の改善に取り組んだ手法は，一定の成果を挙げている
ものの，変数の追加により，アルゴリズムの複雑さが増し
ているため，簡単な作業とは言えない．ここで，実世界に
おけるストリームデータは，リアルタイムで発生するデー
タを随時取得するものが多く，つまりは時間に基づいた順
序を持つシーケンスデータと考えることができる．そこで
本稿では，OSCのスケーラビリティ改善へのアプローチと
して，ストリームデータへの適応を考える．具体的には，

StreamSSCの枠組みの中で，シーケンスデータの特徴を
OSC等の制約で付加した StreamOSCを考案する．主目的
は OSCと同等の性能を維持しつつ，計算量を削減するこ
とだが，副次的な成果として，OSCがなしえなかった動的
なデータへの対応も達成する．

3.2 アルゴリズム
このセクションでは，StreamOSCのアルゴリズムにつ

いて，StreamSSCから引き継いだ，核となる部分や，シー
ケンスデータに適合させて改良した部分を中心に解説する．
入力として，K 個の部分空間 [S1, S2, · · · , SK ]から抽出さ
れた n個のデータの集合X = [x1,x2, · · · ,xn] ∈ Rm×nと，
初期化サイズ T0，部分空間の次元の上界 d，部分空間の変
化の検出に用いられる閾値 γ を与える．Xのうち，同じ
部分空間 Si に属するデータの集合は，部分空間別のデー
タ Cfin = [C1,C2, · · · ,CK ]のうち，Ci に含まれる．最
終的に得たいのは，各データが属する部分空間のラベル
l = [l1, l2, · · · , ln]である．以下に，クラスタリングの流れ
を順を追って示す．
( 1 ) 初期化として，[x1,x2, · · · ,xT0

] に対して OSC を実
行し，出力ラベル [l1, l2, · · · , lT0

] を得る．ここで，
[x1,x2, · · · ,xT0

] 内に含まれる部分空間の個数が必
要になるため，StreamSSC と同様に，自己調整戦略
[10]を利用して，初期化されたクラスター数 k = k0と，
部分空間別に分類したデータ C = [C1,C2, · · · ,Ck0 ]

を得る．
( 2 ) 各部分空間から，代表セット R = [R1,R2, · · · ,Rk]

を抽出する．この作業は，ストリームデータを扱う上
で非常に重要となる動作であり，StreamSSCの根幹
をなしている．なぜなら，ストリームデータは構造が
最後まで確定しないデータであるため，到着したデー
タ全てをメモリに格納することは，サイズが著しく大
きいデータを受け取ったときを考慮すると非現実的で
あるからである．ここで重要なのは，Ci のうちいく
つのデータを代表セットRiとして抽出するかであり，
部分空間を代表するには，Ri が Si の基底を含んでい
る，すなわち span(Ri) = Si である必要がある．ここ
で，Si 上のデータ点が一様に分布しており，Si の次
元が diである場合，span(Ri) = Siをみたす代表セッ
ト Ri の最小要件は，Ci から無作為に選ばれた di 個
のデータである [4]．これにより，簡単に代表セットを
選ぶことが可能になるが，実世界データにおいては，
各部分空間の次元と，部分空間上のデータの分布は大
抵の場合未知である．よって，当手法ではあらかじめ
設定した上界 dに基づき，Ci から一様に d個のサン
プルを抽出する．つまり，この段階で Rは k0 × d個
のデータで構成されている．dの値を，代表セットが
部分空間を代表するに十分で，かつ部分空間全体より
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十分に小さくなるような値に設定することで，本手法
は最大のパフォーマンスを発揮できる．

( 3 ) 新規に到着したデータ xt ∈ Rm に対して，Rを用い
て既存の部分空間に属すかどうかを判定する．具体的
には，以下の最適化問題を考える．

min
α

∥xt −Rα∥22 + λ ∥α∥1 (7)

ここで，

α =


α1

α2

...

αk

 ∈ R(k×d),αi ∈ Rd

である．つまり，xt を R内のデータの線形結合で表
したときの係数ベクトルが αであり，αi は i番目の
部分空間の代表に関連する係数となる．ここで，xtが
i番目の部分空間に属するならば，αi以外の αの成分
は 0となり，いずれの部分空間にも属さない場合，α

の非ゼロ成分は分散する [11]．この基準に従って，xt

の判定を行い，既存の部分空間に属す場合は，その番
号ラベルをクラスタリング結果として出力する．
　判定中に，新規の部分空間に属すと思われる xtが見
つかった場合，部分空間構造の変化を確認するステッ
プに移行する．具体的には，追加で L 個のデータに
関して判定を行い，新規の部分空間だと思しき個数が
閾値 γ を越えた場合のみ，次のステップの，部分空間
の更新を実施する．これは，データに含まれるノイズ
によって，一部に誤判定が生じることがあるため，そ
の影響を最小限に抑えるための動作である．ここで，
部分空間の更新が行われた場合，新規部分空間の代表
セットは，追加分含め L+ 1個のデータから，部分空
間ごとに d個ずつ選ばれるので，Lはそれに足るだけ
の個数を用意する必要がある．今回は，後述する通り，
部分空間が一度に 2個以上検出される場合を考えず，
L = d + 3と設定した．判定の結果，部分空間の更新
を行わなかった場合，ここで xtから xt+Lまでの分類
結果を出力する．

( 4 ) 閾値を越えた場合，部分空間構造と，現在保持して
いる代表セットを更新する．方法としては，R ∪WL

t

(WL
t = [xt, · · · ,xL]) に対してOSCを実行し，新規部

分の出力ラベル [lt, lt+1, · · · , lL]を得る．ここで，再度
部分空間の個数が必要となるため，StreamSSCでは再
び自己調整戦略 [10]を用いている．しかし，シーケン
スデータには連続するデータは関連性が深いという特
徴があるので，異なる新規の部分空間に属するデータ
が，短い間に連続するという状況は考えにくい．そこ
で，当手法では，部分空間の個数を単純に 1つずつ足

していく (k = k + 1)方針をとった．この方針は，計
算量の多い自己調整戦略の過程を，初期化の一回に抑
えられる点で効果がある．その後，新規の代表セット
Rを R ∪WL

t 内で部分空間ごとに分けられたデータ
から d個ずつ抽出し，更新は完了する．

3.3 計算コスト
先述したように，StreamOSCの重要な貢献は，計算量
や使用するメモリ量の削減である．データの全体像が不明
なまま分類を実行する必要がある，ストリームデータのク
ラスタリングにおいて，受け取ったデータ全てを計算に用
いるのは現実的でないが，部分空間の代表セットを用いる
ことで，一定量のデータを破棄し続けながらクラスタリン
グができる．実際に，メモリに格納すべき最大データ量は，
データ全体の部分空間の個数 kに対して，kd+L個と初期
化サイズ T0 個のうち大きいもので済み，計算量もそれに
応じて減少させることができる．特に，OSCはデータ数に
対して計算量が二次関数的に増大するため，結果として全
てのデータに対して処理を行うとしても，一度に扱う量を
減らせることが大きな効果を生む．

4. 評価実験
本章では，提案した StreamOSCの有効性を確かめるた

め，クラスタリング精度と実行時間の観点から，性能比
較を行う．実験には，ランダムに生成した部分空間を用
いた人工データを用いる．[6], [7] と同様に，複数の部分
空間 {Si}Num

i=1 を考え，その基底 Ui を Ui+1 = TUi と与
える．ここで，T はランダムな回転行列，U1 ∈ R100×4

は 4 次元のランダムな直行基底である．これにより，互
いに独立な 4次元部分空間が Num個得られる．次に，各
部分空間からデータ Xi を Xi = UiQi として得る．ここ
で，Qi ∈ R4×20 を，行ごとの分散が 0.001，隣り合う列
間の分散が 0.0005のランダムなガウス型多変量行列とお
くことで，隣り合った要素が類似するというシーケンス
データの特徴を反映させることができる．最終的に，各
データを連結させて，Num 個の部分空間をもつデータ
X = [X1,X2, · · · .XNum] ∈ R100×20Num を得る．図 1に，
Num=7のときの人工シーケンスデータの例を示す．
実験では，Num=7のときのOSCおよび StreamOSCの

クラスタリング結果と，計算時間の統計情報を見て，精度
の維持と時間削減がなされているかを確認する．実験を
通じて，OSCのパラメータとして λ1 = 0.1，λ2 = 1を，
StreamOSCのパラメータとして T0 = 50，γ = 10，d = 10

を用いた．Num=7のときのOSCによるクラスタリング結
果を図 2，StreamOSCによるクラスタリング結果を図 3，
10回の時間計測の統計情報を表 1に示す．StreamOSCは，
人工データにおいて，OSCとクラスタリングで同等の性能
を発揮できていた．この結果より，代表セットを用いて既
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図 1: Num=7のときの人工シーケンスデータ

図 2: OSCによるクラスタリング結果

図 3: StreamOSCによるクラスタリング結果

表 1: Num=7のときクラスタリングにかかった時間
OSC StreamOSC

Mean [s] 11.02829 4.489982

Var 2.491945 0.002563

Max [s] 13.58643 4.544955

Min [s] 9.615686 4.362408

Med [s] 10.17486 4.488993

存の部分空間を表現し，その情報を到着したデータの判定
に用いる方法が正しく機能していることが確認できた．ま
た，実行時間の計測結果より，StreamOSCは OSCと比較
して大幅な改善が見られた．既存手法が 140個のデータ全
てを一度に対象にして計算を行うのに対し，代表セットを
用いて，初期化，更新と分けて計算を行うことで，一度に
扱うデータ量を激減させることができる．
続いて，計算時間の変化を確認するため，Numを 5から

8まで変化させた際のOSCと StreamOSCの計算時間の差
を比較する．先述の通り，各部分空間から 20個のデータ
を抽出するため，全体のデータ数も 100から 160まで変化
する．計測はそれぞれ 10回行い，平均を用いてグラフを
作成する．結果を図 4に示す．データ数の増大に伴う計算
時間の増加は，OSCと StreamOSCで大きな開きがあり，
データ数が多くなるほど，提案手法が有効に働くことが示
された．

5. まとめ
本稿では，シーケンスデータの部分空間クラスタリング

手法の 1つである OSCのスケーラビリティ改善の提案を
行った．ストリームデータに対するクラスタリング手法
として，計算量の削減に成功している StreamSSCを活用

図 4: 部分空間の個数の増大にともなう計算時間の変化

し，シーケンスデータをストリームの枠組みでクラスタリ
ングする StreamOSCを提案した．人工データに対する評
価実験で，StreamOSCが OSCに対して，計算時間の観点
で優っていることを確認した．今後は，ストリームデータ
のクラスタリングという観点から，StreamOSCの性能を
StreamSSCと比較するとともに，他のシーケンス部分空間
クラスタリング手法で今回の枠組みを生かした性能向上が
できるかについて検証を進める．
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