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過学習， PAC 学習理理論  

本稿の紹介を始める前に，背景知識となる学習理論，

過学習そしてVC次元について簡単にふれたい．機械

学習は常に，過学習と呼ばれる潜在的な危険性がある．

この場合，学習モデルはデータのノイズにさえ適合し

てしまい，未知のデータに対する予測精度が著しく低

下する現象である．それは知識を本当に理解せずに「丸

暗記」して学習する学生のようなもので，未知のデー

タに対する対応能力が喪失する．未知の問題に対する

汎化機能の獲得は機械学習分野の中心タスクである．

過学習を扱う研究手法や理論は多数開発されてい

る．その中で代表的な理論は 1970年代に Vapnik

and Chervonenkisによって提案されたVC次元理論

である 1）．VC次元より以前に，ヘフディングの不等

式を拡張したUnion Boundという汎化誤差を評価す

る基準が提案されているが，学習モデルの集合サイズ

|H|が有限の場合しか適用できないという制限があっ

た．それに対して，VC次元理論は無限の集合サイズ

|H|でも学習モデルの汎化誤差の上界を定量的に解析

でき，機械学習理論の発展に大きく貢献した．また，

Union Bound学習理論もVC次元理論も基本的には，

汎化誤差を訓練誤差を通して確率的に評価する「近

似的に正しい学習：PAC（Probably Approximately

Correct）学習」の仕組みとなっている 2）．

VC 次元理論の概略

VC次元の理論背景と詳しい導出は紙面の都合上，

省略するが，図 -1の例を通して要点だけ説明する．
3つの 2次元データ赤と青の 2値分類に対して，線形

分離器 h(x)=sign(aTx+b),a∈ R 2; b∈ R を適用す

ると仮定する．aと bの値は連続的に変化することが

可能なので，図 -1（a）のように，分類できる学習モ

デルの集合サイズは |H|→∞になってしまい，従来の

Union Bound学習理論が適用できなくなる．そこで，

VC次元理論は，単純に学習モデルの数を数えるので

はなく，学習器が分類できるデータの数を元に集合サ

イズ |H|を定義するという斬新な理論体系となってい

る．VC次元理論のVC次元 dVCは堅く定義すると次

のようになる：「仮説集合Hの仮説 hによる (x1,…,xn)

のラベルのセット (h (x1),…h (xn)) の成長関数 Growth

（H, n）を 2nとしたときの最大のサンプル数 nをVC

次元 dVC=nとする」．ちょっと分かりにくい概念なの

で，例を通して簡単に説明する．図 -1（b）に示すよ

うに，3つのデータの赤と青の組合せパターンは 8と

なる．図 -1（b）の左側に示している 3つのデータの

位置関係であれば，図 -1（a）に示した線形分離学習
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図 -1　VC次元の模式図　（a）  従来のUnion Bound理論における線
形分離学習モデルの集合サイズ |H| が発散，（b）  VC次元による線形
分離学習モデルの集合サイズ |H| が上界（N dVC+1）を持つ
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器を使用した場合，8パターンに分離できることは

図からすぐ検証できる．VC次元の定義から 2変数

の線形分離学習器の成長関数 Growth(H, 3) は最低
でも 23=8となる可能性が示される．また，定義の

中に最大のサンプル数 nという制約条件があるの

で，図 -1（b）の右側の 6パターンにしか分離でき

ない 3つのデータの位置関係の場合は，成長関数と

して見なさない．しかし，分離できる最大サンプル

数 nの上限が果たして n=3以上あるのかどうかは

不明である．実はこれが VC次元の理論を活用する

上での最大の難所といえる．VC次元 dVCの正確な

値は数理的にしか証明できないので，複雑な学習モ

デルを用いた場合，dVCを決定するのは非常に困難

である．そういう難点があるものの，VC次元に基

づいた学習理論は，ほかの学習理論にないいくつか

の利点がある．（1）分離できる最大サンプルを元に

した理論であるため，入力データの分布に依存しな

い ; （2）漸近的ではなく小さなサンプルサイズにも

適用できる ; （3）学習モデル集合の特性を表してい

るので，個々のモデルから独立している ; （4）ノイ

ズの多いデータに対しても機能する．これらの利点

は，最新の機械学習にとって重要

で，VC理論は，後に人工ニュー

ラルネットワークに適用され，さ

らに一世を風靡したサポートベク

タマシン（SVM）のアルゴリズ

ムの中核にもなったのである．

以上，本論文の内容を理解す

るための過学習や汎化誤差の上

界，VC次元理論，そして VC次

元の計算の困難さとその応用上の

利点に関する背景知識を紹介した．

今回紹介する論文の中心テーマで

ある「量子コンピュータを用いた

量子機械学習」のようなまだ黎明

期の最先端研究分野においては，

VC次元の計算が容易ではないの
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図 -2　CZ-HEA量子回路におけるライトコーン制限の模式図

で，VC次元理論を適用した量子機械学習モデルの

汎化誤差評価に関する研究はほぼなかった．

量子 VC次元の確立と
テンソルネットワーク理論

この論文で著者らは VC理論と量子回路学習の関

係の確立を試みた．Control Z-gate Hardware Effi-

cient Ansatz（CZ-HEA） という特定の量子回路学

習モデルの VC次元は，有限の上界と下界を持つ

ことを理論的に証明した．それによって，当量子回

路学習モデルは PAC学習可能であることを世界で

はじめて示した．また，VC次元に基づく量子回路

学習モデルの過学習評価の正当性を考察するために，

量子回路の説明能力を評価する情報理論基準 KL-

divergenceを用いて比較実験も行い，両者の一致

性から VC次元の信頼性を左証した．ここで，本論

文の研究成果に最も寄与したテンソルネットワーク

理論に関連する内容を簡単に要約する．VC次元の

より厳密な上界を導出するために，テンソルネット

ワーク理論のライトコーン制限を導入した．図 -2は
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CZ-HEAという特定の量子回路を示している．ラ

イトコーン制限を考慮しなければ，図 –2（a）に示

しているように，dVCは一般的に知られている上界

として与えることができる．ここでの dは入力

データの次元あるいは（特徴の数）nは量子ビッ

ト数とそれぞれ対応している．しかし，この一般

化した dVCは量子ビット数が無限に増大するにつ

れ，汎化誤差が上界を持たなくなり，学習モデ

ルの PAC学習能力の保証を失ってしまう．それ

に対して，図 -2（b）に示しているようにライト

コーン制限を考慮した場合は，量子ビット数 nは

無限に増大しても，学習に寄与する有効な量子

ビット数はライトコーン制限の元で，量子回路の

深さ Lに制限される．それ故，VC次元は下記の

ような有限な上界を持つことが証明された．

　量子機械学習は近年，量子コンピューティング分

野においてホットトピックの 1つとして，量子技術

と最先端のAI技術の融合による相乗効果が期待さ

れている．量子回路学習モデルは，御手洗らによっ

て提案され 3）， 2018年 IBMによって実験的に実証

された 4）．本論文は学習理論から量子回路学習モデ

ルの汎化誤差を世界で初めて厳密に評価できたので，

量子機械学習の分野においては，まさに歴史に残る

論文の 1つとして位置づけられるかと思う．読者に

もぜひご一読をお勧めしたい．
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