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人名辞典からの知識抽出
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概要：人名辞典等人文学に関わる辞書類からの知識抽出は，それらを用いて人文学研究のための基盤を構
築することが可能になるという点で意義がある．一方で，人手による抽出作業は場合によっては高コスト
になりうる．そこで，本研究では機械学習手法を用いた自動抽出器の構築を試みる．実験結果から，固有
表現認識器を用いた芳賀日本人名辞典からの知識抽出では，全体的に高い抽出精度が実現可能であること
が分かった．
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Abstract: Extracting knowledge from dictionaries like biographical ones is beneficial as they enable us to
build a foundation for digital humanities research. However, knowledge extraction from dictionaries by hu-
man effort can be costly on large-scale dictionaries. To alleviate this, we developed a method for automatic
knowledge extraction and tested it on a biographical dictionary. From experimental results, we found that a
named entity recognizer can achieve high accuracy on a Japanese biographical dictionary.
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1. はじめに

本研究では，人文学の基本的な情報基盤となりうる人名

辞典について，機械学習手法を用いた自動抽出器の構築を

試みる．人文情報学とデジタルアーカイブの進展により，
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人文社会系の研究資源データは充実しつつある．そのよう

ななか，これらのデータを基にした様々な横断検索への試

みがなされつつあるとともに，これらのデータ群を効果的

に結びつけるための，基本的な基盤データの構築が求めら

れるようになってきた．人間文化研究機構においては，歴

史地名辞書等の過去の地名情報のデータが公開されてい

る*1とともに，関野樹氏を中心として時間情報の統語的な

環境が提供される等*2，基盤情報は充実しつつあるが，ま

だ多くの基盤情報が不足している状態であるといわざるを

えない．これらの情報の基本となるものの多くは，これま

でに作成されてきた紙ベースの辞書類である．これまで長

期にわたり，人間が情報を理解するために蓄積されてきた

情報を有効活用することで，機械による人文学解析も当然

進展する．しかし，人間が理解してきた辞書をもとに，機

械的な処理を可能にするためには，一定の変換が必要なの

*1 歴史地名データ：https://www.nihu.jp/ja/publication/
source map

*2 HuTime: http://www.hutime.jp/
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も事実である．特に辞書の中から一定の関係性を抽出し，

機械可読の形式に変更することは必須でありながらも，人

によるアノテーション付与等が求められることになるた

め，高コストであり課題となっていた．そこで，本研究で

は，これを解決するための手段として，機械学習手法によ

る自動抽出器を構築し用いることとした．アノテーション

済みの人名辞典を用いて深層学習ベースの固有表現抽出器

の構築を試み，これまでの辞書類の蓄積を，新たな情報基

盤へ転化するための手法に向けた検討の一歩とする．

2. 関連研究

人物（Person）に関する知識（Knowledge）のテキストか

らの自動抽出は，その知識を Person-Relation-Knowledge

の形で抽出することであり，情報抽出における関係抽出の

タスクととらえることができる．ここで，関係（Relation）

はその知識が所属するクラスである．特に，対象の人物

（Person）の表現が既知であるという設定では，知識とその

関係のみが抽出対象となる．この枠組みでは，Wikipedia

等の人物記事における家族関係等の推定を系列ラベリング

を用いて行う手法が提案されている [1], [2]．

人物の表現が既知であるという設定は，本研究で対象と

する人名辞典の知識抽出においても同様であり，この方向

ではパターン学習ベースの手法 [3]や既存の固有表現認識

器を用いた手法 [4]が提案されている．しかし，パターン

学習ベースの手法では抽出対象のパターンを網羅しきれな

い可能性があることが，既存のツールを用いる手法では対

象とするテキストの言語や抽出したい知識のクラスによっ

てはそのまま適応できないことが，それぞれ問題としてあ

げられる．

3. 課題

本研究では，与えられた人名辞典に対して，自動抽出器

を用いて知識の自動抽出を行う．本章では，まず，3.1 節で

人名辞典からの知識抽出の定式化を行う．次に，3.2 節で

本研究で用いる人名辞典についての解説を行う．最後に，

3.3 節で自動抽出手法について説明する．

3.1 問題の定式化

まず，人名辞典中のある人物に対して，人物を識別する

固有 ID d，人物名 p，その解説文 sの三つ組 (d, p, s)が与

えられていると仮定する．ここで，解説文 s = w1w2 · · ·wn

は自動抽出機の入力であり，n個の単語からなる．本研究

の目的は，この解説文 s中に部分文字列として存在する知

識を，自動抽出器を用いて属性ごとに抽出することであ

る．ここで，抽出対象の属性の種類数をmとしたとき，期

待する自動抽出器の出力 y は知識のクラス（以降，属性）

aと知識を表す部分文字列（以降，属性値）v の組の集合

y = {(a1, v1), (a2, v2), · · · , (am, vm)}と表現できる．ここ

で，属性 ai（1 ≤ i ≤ m）の属性値 vi は解説文 s中の部分

文字列であり，属性によっては解説文 s中に複数個の抽出

対象が存在する可能性がある．また，後述するとおり，人

物によっては，解説文中に抽出対象の属性値が存在しない

例もある．

3.2 人名辞典

本研究では，人名辞典として芳賀矢一著『日本人名辞典』*3

（以下，芳賀人名辞典）を用いた．芳賀矢一（1867–1927）

は，戦前における文学者であり多くの文学テキストの校訂

を行うとともに多数の辞書類を作成している．本辞典はそ

れらの辞書類のうちの 1つである．この辞典には約 50,000

人の人名とその解説文が収録されている．本辞書は古いも

のであるものの，以下の利点があると考え，今回の採用に

至った．

( 1 ) Public Domainであり著作権処理上の問題がないこと

( 2 ) 網羅的でありWikipedia等の既存の辞書にいまだに存

在しない人物も書かれていること

( 3 ) 親子関係等の記述が詳細であるとともに，定型的な表

現で書かれていること

( 4 ) 著作やどの勅撰和歌集に歌が残されているか等の記述

（「作歌」と本辞典上では記載）が詳しく書かれている

こと

( 5 ) 上記の理由から，抽出したデータをもとに関連したリ

ンクを作ることで，様々な人文系データの基盤となり

うるため，人間文化研究機構でデータ基盤として用い

る方向で検討を進めていること

我々は，27,059人分のアノテーション済みデータを保有

しており，各人名データには 17種類の属性を付与してい

る．属性によっては 1つの属性値をとるものもあれば，複

数の値をとるものも存在する．ここで，属性はアノテータ

によって事前に定義されたものである．属性に対応する文

字列は解説文から抽出されたか，あるいはアノテータに

よって付与されたものである．表 1 は，人物「鶯笠」にお

ける属性と属性値の例である．ここで，解説文中の太字の

文字列は各属性における属性値である．また，表には属性

「親」と「著作」に対応する値が欠落しているが，これは対

応する属性値が解説文中に存在しないためである．

本研究では，抽出対象の属性として，「芳賀人名解説 2」，

「人名解説」，「別名」，「親」，「所属組織」，「仕えた人」，「時

代」，「死没年月日」，「死没時齢」，「著作」，「作歌」の 11種

類の属性を選択した*4．その他の属性は抽出対象外とした

が，これはサンプル数が非常に少ないために，事前実験に

おいて固有表現認識器の十分な精度が得られなかったため

*3 画像 http://www.let.osaka-u.ac.jp/˜okajima/kensaku/
hagayaiti/

*4 ここで，「芳賀人名解説 2」はその人物がどういった人物かを端的
に述べたものであり，「人名解説」はそれをより記述的に書いた
ものである．
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図 1 BiLSTM-CRF モデル．ここで，NE タグ「Alias」は属性「別名」を表している

Fig. 1 Main architecture of the BiLSTM-CRF model. Here, an NE tag “Alias” corre-

sponds to the attribute “Betsumei.”

表 1 人物「鶯笠」における解説文と属性の例．解説文中の太字は抽

出対象の知識である．また，この例では「親」と「著作」に対

応する知識が解説文中に存在しない

Table 1 An example of the person “Ohritsu.” Bold strings are

the extraction target. In this example, the knowledge

for “parent” and “writing” do not exist in the text.

解説文

東京の俳人。春湖の門、塩坪氏、

無事庵と号す。明治二十七年

一月十七日大阪に歿す。年七十六。

属性 属性値

芳賀人名解説 2 東京の俳人

別名 塩坪氏，無事庵

親 ——

仕えた人 春湖

死没年月日 明治二十七年一月十七日

死没時齢 年七十六

著作 ——

である．また，表 1 でも見られるように，人物によっては

上の 11種類の属性に対応する属性値が存在しないことも

ある．

3.3 自動認識手法

本研究では，人名辞典の解説文中に部分文字列として

含まれる知識の認識・抽出を系列ラベリングとして解く．

これには，自然言語処理における固有表現認識器（以下，

NER）を用いる．NER の学習には教師信号としてアノ

テーション済みデータが必要であるが，今回はアノテー

ション済みの芳賀人名辞典が利用可能であるため，これ

を用いて NERのパラメータ推定が可能である．NERモ

デルとしては，深層学習モデルである BiLSTM-CRF [5]

を用いる．BiLSTM-CRFは固有表現認識を含む系列ラベ

リングのタスクにおいて高い精度を実現することで知ら

れており，双方向長短期記憶ネットワーク（Bidirectional

Long Short-Term Memory; BiLSTM）[6]と条件付き確率

場（Conditional Random Field; CRF）[7]の 2つのモジュー

ルから構成されるモデルである．ここで，BiLSTMは入力

文字列に対して，順方向と逆方向にそれぞれ異なる LSTM

を用いることで双方向の情報を単語レベルで抽出するモ

ジュールであり，CRFはラベルの系列を文レベルで推定す

るためのモジュールである．また，本研究ではラベル列は

BIO形式 [8]で付与する．BIO形式は系列ラベリングのタ

スクでよく用いられるタグ付与形式であり，属性値となる

文字列の始まりを表す B（Beginning），その継続を表す I

（Intermediate），それ以外であることを表す O（Outside）

を用いてタグの付与を行う．図 1 に BiLSTM-CRFモデ

ルの構造を示す．

事前処理として，アノテーション済みデータとして利用

可能な 27,059件のうち，解説文が他の人物への参照となっ

ているものを除いた．その後，前処理後のデータを学習

データ，開発データ，テストデータとして分割した．さら

に学習データのサンプルから，同じ属性どうしでアノテー

ション区間が交差するものを取り除いた．これらの処理の

結果，各分割におけるサンプル数は，学習データで 17,342

件，開発データで 2,172件，テストデータで 2,168となっ

た．表 2 に各分割における各属性の属性値の出現回数と

その種類数を示す．表から，「芳賀人名解説 2」や「時代」，

「死没時齢」等の属性では多くの文字列が表層的に一致して

いることが出現回数と種類数を比較することから分かる．

同様に，「人名解説」や「親」，「著作」等の属性では表層的

に異なる文字列が比較的多くを占めていることが，出現回

数と種類数の比から見て取れる．参考までに，各属性にお

ける出現頻度の高い文字列の例を表 3 に示す．

モデルパラメータとしては，BiLSTMの層数は順方向と

逆方向の LSTMともに 1層とし，隠れ層の次元数は 576に

設定した．埋め込み層の次元数は隠れ層の次元数と同一の

576に設定した．語彙は学習データ中に現れる文字のうち，

頻度が 2以上のものを選択し，その結果 3,009語になった．

学習時のミニバッチサイズは 10とした．最適化手法には
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表 2 各分割における抽出対象文字列の出現回数と種類数

Table 2 The frequency and the number of types of extraction target strings on each

split.

属性
学習データ 開発データ テストデータ

出現回数 種類数 出現回数 種類数 出現回数 種類数

芳賀人名解説 2 13,292 5,010 1,658 954 1,661 897

人名解説 6,091 4,736 766 675 752 679

別名 14,443 10,953 1,810 1,646 1,816 1,622

親 5,222 3,945 685 640 663 624

所属組織 3,786 1,230 456 251 465 249

仕えた人 3,837 2,200 477 372 526 426

時代 3,987 590 485 188 503 187

死没年月日 5,446 3,842 704 625 675 605

死没時齢 3,222 237 389 97 381 95

著作 1,407 1,397 173 173 156 156

作歌 3,984 414 522 96 611 118

表 3 属性ごとの抽出対象の例．括弧内は出現頻度を表す

Table 3 Extraction target examples. The number in parentheses represents the

frequency.

属性 高頻度の文字列の例

芳賀人名解説 2 俳人 (884)，歌人 (461)，国学者 (305)，備前長船の刀匠 (252)，美濃関の刀匠 (246)

人名解説 京都に歿す (189)，安政年間江戸に住す (83)，京都の人 (68)，江戸の人 (68)，蕉風 (56)

別名 藤原氏 (321)，源氏 (133)，三郎 (82)，太郎 (76)，平氏 (70)

親 後水尾天皇 (20)，景行天皇 (17)，重長 (16)，桓武天皇 (14)，国光 (13)

所属組織 歩兵少尉 (275)，歩兵中尉 (271)，歩兵大尉 (186)，左衛門尉 (108)

仕えた人 本居大平 (167)，本居宣長 (133)，芭蕉 (116)，本居春庭 (75)，蓼太 (49)

時代 元祿 (305)，応永 (196)，天文 (192)，寛文 (166)，文化 (140)

死没年月日 明治三十八年三月 (95)，元治元年 (51)，明治三十七年十月 (50)

死没時齢 年六十九 (108)，年六十五 (93)，年六十六 (93)，年六十一 (91)，年六十二 (90)

著作 詩集 (3)，文集 (3)，医方大成論抄 (2)，文集等 (2)，論語集説 (2)

作歌 新千載 (256)，続千載 (225)，玉葉 (217)，新拾遺 (205)，続後拾遺 (200)

Adam [9]を採用し，初期学習率は 1.0 × 10−3 に設定した．

学習時には 500イテレーションごとに学習データから分割

した開発データ上で評価を行い，その精度が前回の評価時

から悪化するたびに学習率を半減させた．学習率を 3回半

減させた時点で学習を終了し，開発データにおける精度が

最も良いパラメータを保存し，評価に用いた．モデルパラ

メータに関しては，解説文によって異なる属性間で属性値

の文字列が交差することがあったため，今回は属性ごとに

異なるパラメータを用いて NERモデルの学習を行った．

また，実験では 1つの設定に対して異なる乱数シードを用

いて 5つのモデルを学習し，評価時にはそれらの精度の算

術平均と標準偏差を報告する．これは BiLSTM-CRFが機

械学習モデルであり，疑似乱数の初期値によって精度が変

化する可能性があるためである．

4. 評価

4.1 NERによる知識抽出の実験と評価

NERモデルの評価には精度（Precision），再現率（Re-

call），F値（F-measure）を用いた．表 4 にその結果を示

す．これより，学習後の NER モデルの F 値は 67%から

96%程度であり，属性によって精度にばらつきが存在する

ものの，全体的には比較的高い抽出精度を実現しているこ

とが分かる．特に，「時代」や「死没年月日」，「死没時齢」

の F値は 95%以上であり，これらの抽出精度は実用に適う

ものだと思われる．「時代」や「死没時齢」，「作歌」に関し

ては，抽出対象のデータ数や種類数が他属性と比べて少な

いにもかかわらず，いずれも 90%以上の F値を実現してい

ることが分かるが，これはこれらの属性の対象文字列のパ

ターンが比較的推定しやすいためであると考えられる．同

様に，「人名解説」や「所属組織」に関しては他の属性と比

較して多少精度が劣るが，これは人物によって属性値のパ

ターンが大きく異なり，対象の文字列が推定しにくいため

だと考えられる．また，「著作」はその属性値のほとんどが

表層的に異なる文字列であるが，実験結果では 75%の F値

をテストデータにおいて実現できていることが分かる．こ

れは対象の文字列が前後の文脈から推定しやすいためだと
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表 4 実験結果．各属性における精度，再現率，F 値を平均と標準偏差とともに示している

Table 4 Experimental results. Precision, recall, and F-measure were reported with

mean and standard deviation.

属性 精度 再現率 F 値

芳賀人名解説 2 0.9077 (± 0.0076) 0.9040 (± 0.0135) 0.9057 (± 0.0047)

人名解説 0.6996 (± 0.0252) 0.6543 (± 0.0274) 0.6752 (± 0.0077)

別名 0.8970 (± 0.0064) 0.9196 (± 0.0048) 0.9081 (± 0.0023)

親 0.9371 (± 0.0093) 0.9430 (± 0.0018) 0.9400 (± 0.0048)

所属組織 0.7404 (± 0.0230) 0.6916 (± 0.0183) 0.7147 (± 0.0105)

仕えた人 0.8733 (± 0.0173) 0.8202 (± 0.0092) 0.8458 (± 0.0088)

時代 0.9462 (± 0.0095) 0.9563 (± 0.0013) 0.9512 (± 0.0050)

死没年月日 0.9506 (± 0.0037) 0.9570 (± 0.0032) 0.9538 (± 0.0019)

死没時齢 0.9375 (± 0.0030) 0.9916 (± 0.0020) 0.9638 (± 0.0010)

著作 0.7791 (± 0.0276) 0.7359 (± 0.0282) 0.7567 (± 0.0255)

作歌 0.9515 (± 0.0032) 0.8606 (± 0.0149) 0.9037 (± 0.0083)

表 5 外部辞書を用いた実験結果

Table 5 Experimental results of using an external dictionary.

属性 精度 再現率 F 値

別名 0.8927 (± 0.0069) 0.9181 (± 0.0051) 0.9052 (± 0.0041)

親 0.9358 (± 0.0154) 0.9367 (± 0.0053) 0.9361 (± 0.0074)

仕えた人 0.8830 (± 0.0177) 0.8122 (± 0.0091) 0.8460 (± 0.0103)

考えられる．

次に，図 2 に抽出対象の 11属性について，学習データ

のサイズを 1/8，1/4，1/2，1/1と変化させた場合の学習

曲線を示す．ここで図中の実線は乱数シードを変えた場合

のスコアの算術平均を，陰影はその標準偏差を表している．

図から，すべての属性において利用可能な学習データ量が

増加するにつれて，F値が向上していることが分かる．特

に，「人名解説」，「所属組織」，「仕えた人」，「著作」はこの

中でも大幅な精度向上を見せており，追加のアノテーショ

ン済みデータを用意することでさらなる精度の改善が期待

できることが分かる．また，「時代」，「死没年月日」，「死没

時齢」の属性は学習データが少量の場合でも十分に高い精

度を実現していることが分かる．

さらに，追加実験として外部辞書 [10] を用いた実験を

行った．実験では，人名表現を対象とし，属性「別名」，

「親」，「仕えた人」から抽出した属性値を用いることで擬似

的に外部辞書を構築した．また，特徴量は，ある単語を先

頭とする連続する n文字が外部辞書中に存在すれば 1を，

存在しなければ 0を与えるように bool値で計算した．今

回は，この特徴量を n = 1, 2, 3, 4に対して計算し，4次元

のベクトルとして BiLSTMの入力に結合する形で与えた．

表 5 に実験結果を示す．表 4 の結果と比較すると，外部

辞書を用いた場合と用いない場合とでは，NERの抽出精

度にはほとんど変化がないことが分かる．これは深層学習

以前のNERモデルとは異なる傾向 [10]であるといえるが，

近年の研究でも似たような結果が報告されている [11]．外

部辞書として，学習データから構築したものではない，よ

り包括的なものを用いて特徴量を計算することで，最終的

な NERの精度に変化を与える可能性もあるが，これに関

しては今後の課題としたい．

4.2 抽出された知識の利用例

前節まででは，NERを用いた人名辞典からの知識抽出

について記述した．抽出した知識の応用に関しては，たと

えば，

• 知識の可視化 [12]

• 検索エンジンへの応用*5

• 質疑応答システムへの応用 [13]

のようなものが考えられる．本節では，上記の応用例のう

ち，可視化を行うシステムを実装し解説する．

ここでは，人物間の関係をグラフとして可視化す

るシステムを実装した．グラフの可視化ツールには

force-graph *6を用いた．グラフの節点には芳賀人名辞

典に記載された人物を，辺にはその関係を表す属性を，そ

れぞれ対応させた．今回は属性として，「親」と「仕えた

人」を対象とした．また，属性は方向性を持つため，グラ

フ中のラベルに「<親」のような方向を付与することで関

係性の方向を表現した．これに加え，人手アノテーション

は実線，NERによる自動アノテーションは点線で示した．

例として，図 3 に仁徳天皇，応神天皇，仲哀天皇，日本

*5 https://blog.google/products/search/introducing-
knowledge-graph-things-not/

*6 https://github.com/vasturiano/force-graph（2021 年 4 月ア
クセス）
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図 2 学習曲線．図中の青線，緑線，赤線はそれぞれ精度（Prec.），再現率（Recall），F 値

（F-measure）に対応している．また，実線は 5つの異なる乱数シードを用いて NERモ

デルの学習を行った場合のスコアの算術平均を，陰影はその標準偏差を表している

Fig. 2 Learning curves. Blue, green, red lines represent precision, recall, and F-

measure, respectively. The solid line represents the arithmetic mean of the NER

models trained with five different seeds, and the shade illustrates the standard

deviation.
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図 3 人物関係のグラフ

Fig. 3 A graph of the relationship between persons.

図 4 人物関係を利用した検索例

Fig. 4 A search example of utilizing the relationship.

武尊周辺の人物関係のグラフを示す．グラフに示された人

物関係のうち，仁徳天皇，仲哀天皇，日本武尊に関する人物

関係は点線で示されており，これは NERの自動アノテー

ションにより推定された部分である．自動アノテーション

によって芳賀人名辞典に記載された人物関係が補完され，

より広い人物関係のつながりを表示できるようになったこ

とが分かる．

人物関係のグラフによる可視化のさらなる応用として，

資料検索と連動させて検索機能を拡張することが考えられ

る．図 3 の右項にある “仁徳天皇で検索する”から，国立

歴史民俗博物館学術情報リポジトリ*7の資料を検索した例

を図 4 に示す．この例では，仁徳天皇に関する資料ととも

に，その子女に関する資料を関連項目として検索結果に表

*7 https://rekihaku.repo.nii.ac.jp（2021 年 4 月アクセス）
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示している．検索結果のハイライト部分に表示された人名

から人物関係のグラフに戻り，その人物を中心とした人物

関係を調べることも可能である．これらの機能によって，

検索者は，検索対象の人名が記載された資料に加えて，関

連のある人物の人名が記載された資料まで存在することを

受動的に知ることができる．

ここまで，人物関係の可視化に着目して「親」と「仕え

た人」という 2つの属性に絞って紹介したが，その他の属

性，たとえば「著作」や「作歌」等といった属性に対して

も同様に資料検索機能の拡張に応用できると考えられる．

5. おわりに

本研究では，辞書類からの知識抽出を自動的に行うため

に，深層学習ベースの固有表現認識器を用いた．アノテー

ション済みの芳賀人名辞典を用いた実験では，対象とした

属性に対して全体的に高い抽出精度を実現していたほか，

一部の属性に対してはデータの追加によりさらなる精度改

善が見込めることも実験的に確認した．今後としては，2

つの方向性が考えられる．まず，今回の実験に用いた芳賀

人名辞典に関して，アノテーションされていない残りの人

名データに対する属性の自動抽出および人手による確認作

業である．実験結果から示したとおり，NERモデルは過半

数の属性において高い抽出精度を実現しており，これは残

りの人名データにおける人手抽出作業の効率化に大きく貢

献するものと考えられる．次に，人名辞典から抽出した知

識を基にした知識グラフの構築である．これに関しては，

「時代」や「死没年月日」等の一部属性における表現の正規

化を行ったうえで，既存のオントロジや知識ベースとの各

知識のエンティティ・リンキングを行うことで段階的に構

築を目指したい．
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