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GAN を利用したグラフィックデザインの 

評価機構の構築 
 

石山航平 1 牛尼剛聡 1 

 

あらまし 本論文では，機械学習を利用してグラフィックデザインを自動生成する手法を提案する．近年，機械学習

を利用した画像生成手法の一つに敵対的生成ネットワーク（GAN）が注目されている．一般的に，GANを利用した画
像生成では，学習済みの生成器に対してノイズを入力として画像を生成する．しかし，グラフィックデザインのよう
に入力として用いる素材画像やテキスト等がユーザによって指定される場合，入力に応じて適切なデザインを生成す

るということが困難である．この問題を解決するために，本研究では，大量のグラフィックデザインの画像を用いて
複数のデザイン的な観点から GAN を学習させることで得られる学習済みの識別器を利用して，与えられた入力素材
を利用して自動的にデザインされた画像を評価することが可能になり，グラフィックデザインを自動生成する手法を

提案する．さらに，被験者による主観評価による評価実験によって提案手法の有効性を示す． 

 

キーワード：敵対的生成ネットワーク(GAN)，バナー広告，生成モデル，画像生成，深層学習 

 

 

 

1. はじめに   

近年，AI・機械学習技術の進歩により，コンピュータを

用いたコンテンツの自動生成に関する研究が活発化してい

る．その中でも，敵対的生成ネットワーク(GAN)[1] の出現

により、機械学習技術に基づいたコンテンツ生成は飛躍的

な進歩を遂げている． 

その中でも、グラフィックデザインは自動生成が求めら

れる分野の一つである．現在、広告やポスターなどといっ

たグラフィックデザインのほとんどは知恵と経験を持った

プロのデザイナーによって製作されている．機械学習技術

によってデザインの自動生成を行うことができれば、デザ

イナーの負担を減らすことができる． 

自動生成を行う代表的な手法である GAN では，生成器

と識別器という 2 種類のニューラルネットワークから構成

され、生成器はノイズからコンテンツを生成するニューラ

ルネットワークであり，識別器は入力されたデータが教師

データであるか，生成器で生成されたデータであるかを見

分けるニューラルネットワークである．これらの生成器と

識別器が敵対的に学習を行うことによって生成器が高品質

な生成を行うことができるようになる．これまでにも、

GAN を利用してグラフィックデザインを生成する研究が

数多く提案されているが、与えられる画像や文字を利用し

て、画素レベルの画像生成を行うのは困難なため、そのほ

とんどの研究が各素材のレイアウト情報のみに注目した、

レイアウトの生成の研究である[2,3,5] ．そのため、本研究

では、レイアウトのみでではなく、配色や各素材の組み合

わせなどにも注目した総合的なグラフィックでデザインの

生成を目指す． 

また、レイアウト生成の研究ではレイアウト情報につい

てアノテーションされたデータを用いてモデル構築を行っ
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ているが、本研究では汎用性を高めるために，教師データ

として与える画像データは，そこに含まれる各素材要素に

ついて配置や色などのデザインパラメータに関する情報が

得られることを前提とせず，結果として与えられる画像デ

ータのみを用いる．これにより，既存の大量の広告画像デ

ータをそのまま教師データとして利用できるため，様々な

分野の様々な目的のグラフィック生成に拡張可能となる利

点がある． 

本論文で提案する手法の概要を図 1 に示す．本論文では

グラフィックデザインの対象としてバナー広告を例題とし

て利用する．商品画像やイメージ画像といった素材画像と

広告文を入力として，それらの素材の特徴に応じて，広告

文の配置や大きさや色等を自動的にデザインし，バナー広

告として適切な広告画像を生成する． 

 

図 1 提案手法の概要 

 

2. 関連研究 

これまで，グラフィックデザインを対象として，レイア

ウトの自動生成や、背景画像に対するテキストの自動配置

に関する研究が活発に行われてきた．本章では，それらの

研究について述べる． 

2.1 レイアウトの自動生成に関する研究 

Sreekanth[2]らは，遺伝的アルゴリズムを用いて，バナー広

告のレイアウトを生成する手法を提案している．この手法
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では，バナー広告を構成する要素の重複や，要素間の距離

に関する評価指標を定義し，それらを遺伝的アルゴリズム

によって最適化することによって，バナー広告のレイアウ

トを自動的に決定する． 

Jianan[3]らは，GAN を利用して，様々なグラフィックデ

ザインのレイアウトの生成を行う手法を提案している．こ

の手法では，各要素を配置するためのパラメータを，生成

する生成器と配置に関するパラメータ郡からピクセルレベ

ルの画像を生成するワイヤーフレームレンダリング機構を

取り入れ ，その画像を畳み込みニューラルネットワーク

[4]によって本物か偽物かを判別する識別器の機構を利用

している． 

Xinru[5]らは，入力に応じた最適な雑誌のレイアウトの自

動生成手法を提案している．この手法では，入力素材の特

徴を VGG16[6]や Word2vec[7]によってエンコードし，それ

らを生成器と識別器に組み込み，生成器のノイズを入力に

応じた条件付き分布からサンプリングする． 

 上記の手法は全て，教師データとするグラフィックに関

して，それを構成する画像やテキストの要素の位置やサイ

ズ等のレイアウト情報が予めわかっていることを前提とし 

ている．しかし，グラフィックを自動生成するためにその

グラフィックを構成するためのレイアウト情報が取得可能

であるとは限らない．インターネット上に存在する広告画

像に関しては，構成要素のレイアウト情報をデータとして

利用できない場合が多い．もし，レイアウト情報がわから

ない結果としてのグラフィックイメージを教師データとし

て広告を生成することができれば，より汎用性が高い広告

生成手法となる．本論文では，各要素のレイアウト情報が

不明な完成画像を教師とした手法を提案する 

2.2 テキストの自動配置に関する研究  

Yang[8]らは，テキスト要素が背景画像の被写体部分に重複

しないという条件の下で，テキストを適切な位置に配置す

るために画像中の注意をひきやすい視覚的特性を持った領

域を表す顕著性マップ[9]を用いて，既存のテキストのレイ

アウトのテンプレートの集合から最適なテキスト配置を行

う手法を提案している．また大峠 [10]らは背景画像にニュ

ーラルネットワークの物体検出手法におけるネットワーク

の出力である物体マップを利用して、テキストを配置する

位置を決定する手法を提案している．しかし，これらの手

法は入力画像のみの特徴を用いており，「バナー広告のデザ

インとしての妥当性という観点から生成した画像を評価で

きない． 

3. 提案手法 

3.1 全体像  

本論文で提案するバナー画像生成手法の全体像を図 2 に

示す．本論文では、生成の対象とする画像をバナー広告と

する．本手法では，ユーザがバナー広告の構成要素として

以下を明示的に入力として与えることを前提とする．  

⚫ 素材画像 

⚫ ロゴ画像 

⚫ 広告文 

⚫ ボタン画像内容文 

デザイン機構は，入力された構成要素を利用してデザイン

を決定する関数である．具体的には，構成要素の位置，大

きさ，色等に関するパラメータからなるベクトル𝒑 に基づ

いて，画像 𝑰 を生成する． 

𝑰 =   𝑫𝒆𝒔𝒊𝒈𝒏(𝒑) 

評価器𝑬𝒗𝒂𝒍𝒖𝒂𝒕𝒆は画像𝑰のデザインの適切さを評価しスコ

ア 𝒔 を返す関数である． 

𝑠 =   𝐸𝑣𝑎𝑙𝑢𝑎𝑡𝑒(𝑰) 

システムは、評価器が出力したスコアが高いものを、バナ

ー画像候補としてユーザに提示する． 

3.2 デザイン機構 

ユーザが入力したバナー広告画像の構成要素はそれぞ

れ，バナー画像上での位置，サイズ，背景色，前景色等の

情報をデザインパラメータとして扱う．このとき，バナー

広告をデザインするという処理は，それぞれの構成要素に

対して適切なデザインパラメータを決定することになる．

本手法では，デザインパラメータの決定は，デザイン機構

によって行われる．デザイン機構では，乱数によってそれ

ぞれのパラメータを決定してバナー画像候補を生成する．

表 1に，本研究で対象とするバナー広告画像の構成要素と，

そのパラメータを示す． 

3.3 評価器  

デザイン機構によって生成されたバナー広告画像候補

に対して，評価機構が，バナー広告画像としてのデザイン

の適切さを評価する．デザインの適切さは様々な観点から

考えることができる．本研究では，インターネット上に存

在する大量のバナー広告の適切さを、配色、素材のレイア

ウト、文字のレイアウトの 3 種類の観点から捉え，それぞ

れの観点からの適切さを評価する評価器を利用する．評価

器は，GAN を利用して学習済みの識別器を用いる． 

大量のバナー広告を学習データとして，GAN によって学

習が行われた識別器の出力は，入力データが本物のバナー

広告であると判断した確率である．本研究ではバナー広告

画像はデザイナーがデザインの専門的な知識を利用して作

成されていると考える．そこで，デザイン機構が自動的に

生成したバナー広告画像が，既存のバナー広告画像と区別

することができなければ，その候補はバナー広告画像とし

て適切な性質を有する可能性が高いと考える． 

GAN を利用して識別器と生成器の学習を繰り返すこと

によって，学習済みの識別器は入力画像に対して，潜在的

な「バナー広告のデザインとしての妥当性らしさ」を評価

可能となる (図 2) ． 
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図 2  GAN の学習と識別器 

 

4. 評価器の学習 

本手法では，GAN による学習済みの識別器を，生成され

た画像がバナー広告画像としての妥当性を評価する評価器

として利用する． 

グラフィックデザインの良し悪しを決める構成要素と

して，写真や画像などのビジュアル，文字，色，レイアウ

ト，線・飾りなど様々な観点が存在する[11]．本研究におい

ては色と文字と素材に注目し，それらのレイアウトについ

てデザイン的に適切かどうかの評価を自動的に行うことを

目指す． 

それぞれの観点からのデザイン的な妥当性を学習する

ため，学習データに前処理を加えることによって，「配色」，

「素材レイアウト」，「文字レイアウト」という 3 つのデザ

インの観点レイアウト情報について評価を行う評価器を構

築する．  最終的にそれぞれの評価器の出力に対してすべ

ての出力の和をとり，最終的な評価値を計算する． 

画像を対象とする GAN は様々な手法が提案されている

が，本研究では，GAN のモデルとして DCGAN[12]を利用

する．DCGAN とは識別器にネットワークを全結合層のみ

ではなく，畳み込み処理を加え，生成器のネットワークに

は畳み込みの逆の処理である，転置畳み込みを加えた GAN

のモデルである． 

また，すべての評価器の学習において識別器損失関数 L

として式(1)に示す 2 値クロスエントロピー誤差を用いる．

ここで，yは識別機での出力を表し，tは教師画像の場合は

1 であり，生成機で生成れた画像の場合は 0 となる． 

 

4.1 配色評価器 

配色評価器は，入力として与えられる画像に対して，全

体の配色の適切さに関して評価を行う．配色評価器は深層

ニューラルネットワークモデルとして実現し，GAN の識別

機として学習を行う．ここでは，既存のバナー画像を 16×

16 画素の低解像度にダウンサンプリングした画像を学習

データとする．ダウンサンプリングするのは，画像の局所

的な色の特徴を無視して，バナー広告画像の全体的な配色

に関する情報を得るためである．ダウンサンプリングには

求めたい画素値を元画像の周辺 4×4 画素の輝度値を用い

て計算を行うバイキュービック補間手法を用いる．生成器

は低解像度の画像を生成するよう学習させることによって，

そこで得られる識別器は全体の配色に関して広告としての

適切さを評価できるようになる．ここで学習された識別器

を配色評価器として用いる．ここで利用する GAN の概念

図を図 3、ネットワークの詳細を図 4 に示す． 

 

図 3 配色評価器を学習するための GAN 

 

図 4  配色評価器の学習のための 

DCGAN の生成器と識別器 

 

4.2 素材レイアウト評価器 

素材レイアウト評価器は，入力として与えられる素材画

像の大きさと配置に関する適切さに関する評価を行う．素

材レイアウト評価器を学習させるため，入力として与えら

れる画像を Yang[8]らの手法と同様に顕著性マップに変換

する．顕著性マップは与えられた画像に対して，人間がそ

の画像を見た際に注視が集まりやすい部分を表現するため

のマップである．顕著性マップの各画素は視線の集中する

確率が輝度値で表される．バナー画像の顕著性マップへの

変換の例を図 5 に示す． 

 

図 5 顕著性マップへの変換 

 

一般的に，バナー広告は広告の対象となる商品やイメー

𝐿 = −𝑡 log 𝑦 − (1 − 𝑡) log(1 − 𝑦) (1) 
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ジを表す素材画像やその商品の特徴を表す広告文に注意が

向くように作成される．そのため，素材画像や広告文など

といった広告として与えたい重要な情報を多く含む領域に

おいて，顕著性マップの画素値が高くなると考えられる．

この性質を利用し，バナー画像に対する顕著性マップを学

習データとして利用する． 素材レイアウト評価器の学習の

ための顕著性マップへの変換の計算には OpenCV の

Spectral Residual[13]モデル1を利用する．Spectral Residual モ

デルは，スペクトル強度が周波数 f に反比例する 1/f ゆら

ぎと呼ばれる現象が自然画像に多く見られることから、対

数スペクトルの強度は周波数に対して線形になると考え、

注目する周波数の対数スペクトルとその近傍領域での対数

スペクトルの平均との差分を用いて周波数毎のスペクトル

差分を求め、逆フーリエ変換によって求められる画像を顕

著性マップとするモデルである． 

バナー広告画像の顕著性マップを生成するように GAN

を学習することで，得られる識別器は各素材のレイアウト

関して広告としての妥当性という点で評価できるようにな

る．素材レイアウト評価機の学習に利用する GAN の概念

図を図 6、ネットワークの詳細を以下の図 7 に示す.  

 

図 6  各要素の大きさと配置を学習する GAN 

 

図 7 素材レイアウトの評価器と文字レイアウトの 

評価器の学習のための DCGANの生成器と識別器 

 

1 “StaticSaliencySpectralResidual Class Reference”， 

https://docs.opencv.org/3.4/df/d37/classcv_1_1saliency_1_1StaticSalien

cySpectralResidual.html (参照 2021-12-21) 

2 “高密度ドキュメントのテキスト検出のチュートリアル” ，  

https://cloud.google.com/vision/docs/fulltext-annotations (参照 2021-

 

4.3 文字レイアウト評価器 

文字レイアウト評価器は，入力として与えられる画像の広

告文やボタン画像の内容文といった文字の大きさと配置に

関してバナー広告としての妥当性という観点から評価を行

う．評価器作成のため，入力として与えられる画像から文

字領域を表すマスク画像に変換する．マスク画像への変換

の概要を以下の図 8 に示す． 

 

図 8 マスク画像への変換 

 

本研究では，文字領域の矩形検出のために Google Cloud 

Vision API の fullTextAnnotation2の Paragraph のモデルを利

用する．文字領域として認識された部分を 1，それ以外の

領域を 0 とすることで 2 階調のマスク画像を生成する．作

成された実際のバナー広告画像の文字領域を表すマスク画

像を学習データとして，生成器がバナー広告画像の文字領

域であるマスク画像を生成するようにGANを学習させる．

そこで得られる識別器は文字レイアウトに関して広告とし

ての妥当性という点で評価できるようになる．ここで利用

する GAN の機構を図 9 に示す．また，ネットワークは図 7

に示した素材レイアウト評価器と同じである． 

 

図 9  文字領域の大きさと配置を評価する GAN 

5. 評価実験 

5.1 バナー生成手法  

提案手法の有効性を評価するために評価実験を行った．

学習用のデータセットは Web 上に存在する解像度 300×

250 画素のバナー画像 3,000 枚である．バナー画像の収集

には Moat3を利用した．また実験に使用したコンピュータ

の性能は以下の通りである． 

12-21) 

3  “Measure consumer attention across channels, devices, and 

platforms” ，https://www.moat.com/ (参照 2021-12-21) 
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OS：Ubuntu18.04LTS 64bit 

CPU：Intel(R) Xeon(R) Silver 4110 

GPU：NVIDIA Geforce RTX 2080 Ti 

Memory：94GB 

また，実装には python の代表的な深層学習フレームワーク

である TensorFlow (Keras)を用いた． 

5.2 評価器の実装 

4 章で述べた DCGAN を学習データのバッチサイズでそ

れぞれの評価器の学習を行った．学習の際の最適化関数は

Adam[14]を用い，バッチサイズは 32 とした．  

それぞれの学習段階での識別器においての出力に対す

る精度(Accuracy)の推移を図 10 に示す．図の横軸が学習の

試行回数（エポック数）を表し，縦軸が精度を表す．また，

学習過程において，生成器で出力された画像の例を図 11，

図 12，図 13 に示す． 

5.3 バナー生成手法  

提案手法におけるデザイン機構に表 1 に示す素材を入力

として，素材画像の位置と大きさ，ロゴ画像の位置と大き

さ，広告文のフォントサイズと位置と色，ボタンの位置と

大きさと色，と背景を乱数によって決定してバナー画像を

10,000 枚生成した．上記で得られた識別器をバナー広告

画像の評価器として，それを 16×16 画素にリサイズした

ものを配色の評価器の入力，前述の顕著性マップに変換し

たものを素材レイアウトの評価器の入力，文字領域を表す

マスク画像に変換したものを文字レイアウトの評価器の入

力として，評価を行った．それぞれの評価器において評価

値が高かった画像上位 5 件，及び評価値が低かった画像の

下位 5 件を図 14〜19 に示す．また，評価器の出力の合計

値を総合評価とし，総合評価が高かったものと低かったも

の上位 5 つを図 20，図 21 に示す． 

 

 

 

 

 

 

 

表 1 デザイン機構に入力した素材群 

素材画像 

 
 

ロゴ画像 

 

広告文 濁り仕立て緑茶 

ボタン内容文 ボタン内容文 

 

図 13 文字レイアウトの学習のための DCGAN の 

300 エポックにおける生成器の出力画像例 

 

 

図 14 配色評価器における評価上位 5 件 

 

図 12 素材レイアウトの学習のための DCGAN の 300 

エポックにおける生成器の出力画像例 

図 11 配色の評価器の学習のための DCGAN の 700 

エポックにおける生成器の出力画像例 

 

 

 

 

 

図 10 DCGAN の学習時の識別器の出力の精度の推移 
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図 15 配色評価器における評価下位 5 件 

 

 

図 16 素材レイアウト評価器における評価上位 5 件 

 

 

図 17 素材レイアウト評価器における評価下位 5 件 

 

図 18 文字レイアウト評価器における評価上位 5 件 

 

 

図 19 文字レイアウト評価器における評価下位 5 件 

 

 

図 20 総合的な評価による評価値上位 5 件 

 

 

図 21 総合的な評価による評価値下位 5 件 

 

5.4 被験者実験の手法 

提案手法で生成したバナー画像に対する印象を評価す

るために，被験者を利用した主観評価実験を行った．対象

としたのは，総合評価値の上位と下位それぞれ 4 件ずつ選

択した合計 32 件である． 

対象とするバナー画像を対象に，被験者に対してアンケ

ートによる主観評価を行った．具体的には，ランダムに並

べ替えられたバナー画像に対して，以下の質問にそれぞれ

5 段階評価で回答をしてもらった．ここでは，数字が大き

いほど良いものとした．被験者の人数は 29 名である． 

(1) 全体の配色は適切だと思いますか？ 

(2) 広告を構成する要素（商品名テキスト，商品画像，ボ

タン，ボタンテキスト）のレイアウトは適切だと思い

ますか？ 

(3) テキスト要素のレイアウト（素材画像は無視）は適切

だと思いますか？ 

(4) 全体的にバナー広告のデザインとして適切だと思い

ますか？ 

被験者実験によるそれぞれの評価器ごとの結果を図 22 に

示す．図 22 には 3 種類の結果が含まれており，左から以下

の内容を表している． 

1.  配色評価器での出力値の上位，または下位のそれぞ

れ 4 件の画像に対して「全体の配色は適切だと思い

ますか？」という質問に対する返答の集計結果の平

均をとったもの 

2. 素材レイアウト評価器での出力値の上位，または下

位のそれぞれ 4 件の画像に対して「全体の配色は適

切だと思いますか？」という質問に対する返答の集

計結果の平均をとったもの 

3.  文字レイアウト評価器での出力値の上位，または下

位のそれぞれ 4 件の画像に対して「全体の配色は適

切だと思いますか？」という質問に対する返答の集

計結果の平均をとったもの 

配色評価器および文字レイアウト評価器に関しては，評

価器の出力と被験者による主観評価には相関がみられた．

これらについて，t 検定によって評価器の出力が高い画像

群と低い画像群に対する主観評価の平均値の差について検

証した．両者において p 値は p<0.001 となり，優位水準 0.01

を下回り，有意差が示された． 

しかし，素材レイアウト評価器においては，評価器の出

力と被験者による主観評価では逆の相関がみられ，期待し

た結果は得られなかった． 

次に，各評価器の出力値を合計した総合的な評価値の上

位 4 件，下位 4 件の画像に対して，「配色」，「素材レイアウ

ト」，「文字レイアウト」，「全体的な評価」という評価基準

に対する主観評価の平均値を図 23 に示す．すべての評価

基準において，総合評価上位の画像を被験者は高く評価し

ており，総合評価値の上位の画像群と下位の画像群に対し

て，各評価基準における集計結果の平均値の差について t

検定で有意差を調べた結果，すべての評価基準において p
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値は p<0.001 となり，優位水準 0.01 を下回り，有意差が示

された． 

6. まとめと今後の展望 

本研究では，バナー広告を自動生成する手法を開発し，

評価実験によって評価を行った．本手法は，「バナー広告の

デザインとしての妥当性」という観点からデザインの評価

を行う仕組みを提案し，「色」，「素材レイアウト」「文字レ

イアウト」という 3 点を評価する個別の評価器を GAN で

学習した識別器を用いて実現する．提案手法に関する評価

実験を行い，「配色」と「文字レイアウト」に関しては一定

の効果が見られたが，「素材レイアウト」に関しては有効性

を見出すことができなかった．また，それらの合計値をと

ることによって，「配色」，「素材レイアウト」，「文字レイア

ウト」すべてにおいて，また，「画像全体的」にもバナー広

告のデザインとして適切なものを抽出することができた． 

本論文では，「素材レイアウト」の評価器作成には実際の

バナー広告の顕著性マップを教師データとして学習を行っ

ているが，「文字レイアウト」の評価器の学習時に用いたテ

キストの位置を示すマスク画像も利用することすることに

よって評価器がテキストと素材画像がバランスのとれたレ

イアウトをしているのか判断できるのではないかと考えら

れるため，今後それに関する実験を行いたいと考えている．

また、デザイン機構については現在、乱数で生成している

が、それでは効率が悪いため、深層強化学習手法によって

グラフィックデザイン生成用いるデザインパラメータの潜

在分布の最適化をしたいと考えている． 
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