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1 はじめに
雑談可能な対話システムにおける対話内容の理解や
自然な応答生成のための重要な技術の 1つに，対話行為
推定がある．対話行為推定とは，対話内のある 1文の内
容を対話行為から選択することである．対話行為とは
話者の発話の意図であり，本研究では『質問 (YesNo)』
や『あいづち』など，JAISTタグ付き自由対話コーパ
ス [1]に定義された 9種で構成される．もし対話シス
テムがユーザ発話の『応答 (YesNo)』を推定できれば，
その発話が以前の質問や確認の発話への返答であるこ
とを推測可能となり，対話システムは発話の話題に関
して掘り下げることができる．対話行為を推定する利
点として，このような文脈に沿う応答生成への活用が
挙げられる．
対話行為推定の従来研究としては，Bi-RNNを用い
た Botheら [2]や，JAISTタグ付き自由対話コーパス
を定義した福岡ら [1]などが挙げられる．これら従来
研究から，過去の発話内容は対話行為推定における重
要な特徴の 1つであることが推察できる．また雑談対
話において各対話行為である発話の出現頻度は対話行
為ごとに大きく異なるため，従来の推定手法では頻度
の高い対話行為に偏って推定する傾向がある．
実際に対話システムにおける応答生成の手がかりと
して対話行為推定を導入する場合，推定結果が偏るこ
とは生成される応答が偏る原因となり得る．そこで我々
は，頻度の低い対話行為の特徴を捉えることで様々な
対話行為を推定する手法を提案している．本稿では提
案手法による実験結果について考察を行う．

2 対話行為推定手法
我々の提案している対話行為推定手法は，2 層の

RNN，9 種の 2 値分類層および Attention 機構を組
み合わせたネットワークモデルである Self-Attention

Networks One-Versus-All Recurrent Neural Networks

(SANOVA RNN) である．
会話内の 1文を 1発話，連続した発話の系列を 1対
話として，ある 1対話における t番目の発話 stの対話
行為推定を目的とする．ここでは，1発話の対話行為推
定に用いる連続した過去の発話の総数を文脈長 Lと表
現する．図 1に SANOVA RNNのネットワーク構造を
示す．本手法では，ネットワークにおける各層の学習
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図 1: SANOVA RNN

を下層から順に分割して行う．本手法におけるRNNに
は Bidirectional LSTMを，本手法におけるAttention

機構には Additive Attentionを用いる．
2.1 学習 : Bi-LSTM for sentence2vec

発話 stのみから対話行為を推定するネットワーク (以
下 Bottomとする)の学習を行う．Bottomとは，入力
層，図 1におけるBi-LSTM for s2vおよび出力層と
する 2層のFully Connected (FC)から構築された 4層
の Neural Networks (NN) である．発話 stを形態素な
どで分かち書きし，word2vecにより変換した分散表現
を入力として Bottomを学習させることで，Bi-LSTM

for s2vは入力された 1発話の内容から対話行為をある
程度推定できるように特徴を捉えたベクトルを出力す
ると考える．
2.2 学習 : Bi-LSTM for context2vec

任意の文脈長の発話を用いて対話行為を推定するネッ
トワーク (以下 Topとする)の学習を行う．Topとは，
入力層，図 1における Bi-LSTM for c2v，FC for

Attention，FCおよび 1層 FCから構築される 5層
NNである．学習済みの Bi-LSTM for s2vを用いて変
換した smax(1,t−L+1) から st までの各発話を入力とし
て Topを学習させることで，Topは Bottomでは考慮
できなかった過去の発話の特徴を推定に用いることが
可能となる．また FC for Attention から出力される
Attention Weight(図 1中 aD)は，推定における各発
話の重要度とみなせる．
2.3 学習 : One-Versus-All

発話 stがある対話行為であるか否かを推定する 2値
分類層（One-Versus-All）の学習を対話行為数分行う．
（図 1中 FC for OVA）学習には 2層の FCを用いて，
入力は図 1中 d，出力は対応する対話行為に対する 1

次元の確率とする．各層に対応した対話行為である発
話とそうでない発話を同数用いた学習により，全発話
を用いた学習における低頻度な対話行為の特徴が埋も
れるという問題を軽減する．
2.4 学習 : Attention and output

2値分類層第 1層の各出力 u次元ベクトルおよびTop

の出力層第 1層の出力u次元ベクトルを結合した 10×u

次元行列Hを入力として，10次元ベクトルのAttention

Weightを学習する．学習した Attention Weightを用
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表 1: 単語分散表現の比較
分かち書き器 学習ファイル 語彙数 F1-score

wiki MeCab 2.6 GB 576,521 0.613

twitter Sentencepiece 0.5 GB 34,611 0.635

hottoSNS MeCab, Juman 63.4 GB 2,067,629 0.611

図 2: 各発話への Attention Weightの平均

いて行列Hの重み付き和をとった u次元ベクトルから
対話行為を推定する．上記の学習により，入力された
発話によって注目する層を選択することが可能となり，
過去の発話を考慮した上で対話行為の出現頻度に左右
され難い推定を行うことができると考える．

3 実験
3.1 実験設定
モデルの学習及び実験のための対話行為タグが付与さ
れた雑談対話コーパスとして，福岡らの提案したJAIST

タグ付き自由対話コーパス [1]を用いる．コーパスに
収録されている 92,020発話の対話行為をそれぞれ推定
することを目的とする．全 97対話から発話数ができる
だけ均一になるよう 19対話または 20対話ずつ抽出す
ることにより，対話データの 5分割を行ったものを用
いて，5分割交差検証を実施した．
3.2 単語分散表現の比較
入力に用いる単語分散表現として，以下の 3種を比
較する．1) wiki: 日本語Wikipediaの全記事から学習
したword2vec．2) twitter: 2019年 4月に投稿された
ツイートの一部から作成した Sentencepieceおよび同
データから学習したword2vec．3) hottoSNS: 株式会
社ホットリンクにより作成された，SNSデータ等Web

ページから学習した word2vec．
表 1に，各分散表現の学習のための分かち書き手法，
ファイルサイズ，word2vecの語彙数と提案モデル (L =

5)による推定性能を示す．各 F1-scoreに対応のある t

検定を実施したところ，twitterモデルと他 2手法間に
おいて有意な差 (p < 0.01)が確認された．よって以降
の実験には twitterモデルを用いる．
3.3 対話行為推定に必要な文脈帳の考察
図 2に，発話 st の推定における各時刻の発話への

Attention Weightの平均を正解ラベルごとに示す．こ
の図より，特に応答 (YesNo)である発話を分類する際
は過去の発話が重要であり，またどの対話行為も時刻
tから t − 2までを用いて分類していることがわかる．
よって実験における文脈長 L = 5は妥当である．
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図 3: 各手法における F1-score

3.4 対話行為推定性能のモデル間比較
提案手法 (以下 SANOVA)の対話行為推定性能を検

証するために，比較手法には以下の 4つを用いる．
• Bi-RNN: Botheら [2]提案．本稿 Topにおける
Bi-LSTMを Bi-RNNに置き換えたモデル．

• Bottom: 1発話から対話行為を推定する．（2.1節）
• Top: 文脈を考慮して対話行為を推定する．（2.2節）
• OVA: 各 2値分類層の出力を当該対話行為の確率
とみなし，最大を推定結果とする．（2.3節）
それぞれの手法について F1-scoreを算出し，対応の

ある t検定を実施した．図 3にその結果を示す．
Bottomは時刻 tの発話推定時に当該発話のみを用

いるが，他の手法は時刻 t− 4から tの発話を用いる．
また Bottomは他手法と比較すると，F1-scoreが有意
に低い．これより過去の発話を用いることは対話行為
推定に効果的であることが確認された．
Bi-RNN は Bottom 以外の他 3 手法と比較すると，

F1-score が有意に低い．3 手法は Bi-RNN と異なり，
単語および文脈を理解する層に Bi-LSTMを組み込ん
でいる．よって Bi-LSTMは Bi-RNNよりも対話行為
推定モデルに有用だと考えられる．
Top，OVA と SANOVA における F1-score を比較
すると，SANOVA が他 2 手法をわずかに上回る．
SANOVAはTopおよびOvAどちらの出力も考慮でき
る手法であるため，本研究の目的である頻度の低い対
話行為の推定性能を向上させながら，対話全体では最
も高い推定性能になったと考えられる．

4 おわりに
本稿では，提案手法 SANOVA RNNが出現頻度の低
い対話行為の特徴をよく捉えながら，対話全体でも高
い推定性能をもつことを確認した．今後はロボットア
バターのジェスチャのための対話行為推定モデルに本
手法を採用することにより，テキストチャットにおけ
るリアルタイムのロボットジェスチャを実現する．
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