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1. はじめに 

Twitter では, 多くのユーザが多様な言語表現

でコミュニケーションをとっている. そのため,

Twitter 上の宣伝情報を対象としたユーザの議論

や感情への影響の分析[1]など, Twitter を利用

した感情分析研究は多くの成果を示している. 

また, 双方向トランスフォーマーエンコーダ

として登場した BERT[2]は, テキストを対象とし

た多くの感情分類研究で使用され, 従来の手法

よりも優れた結果を示している. 

よって, 本研究ではその流れを踏襲し, Tweet

日本語感情コーパスに対して, BERT におけるモ

デルの構成・学習法と感情分類の関係性の解析

を目的とする. 

2. モデルの構造 

モデルの構造を図 1に示す.本モデルは, 8 つ

の感情(不安, 怒り, 悲しみ, 嫌悪, 喜び, 愛, 

期待, 驚き)と無感情の合計 9 つの感情を分類す

ることを目的とする.活性化関数に Tanh 関数, 

損失関数には, BCEWithLogitsLoss 関数, オプテ

ィマイザには, AdamW をそれぞれ使用した. 

本研究では, 事前学習済み BERT モデルとして

東北大学で公開されており, 日本語版 Wikipedia

で訓練されているモデルの「cl-tohoku/bert-ba

se-japanese」を使用する.形態素解析には MeCab

を使用し, 形態素解析された単語ごとにトーク

ン化し得られた単語の埋め込み表現を BERT に入

力することで, 1 つのテキストの特徴として得ら

れる 768 次元のベクトルを利用し, 感情分類を

行う. 

3. 実験 

 本研究では, Tweet 日本語感情コーパスへの B

ERT の効果の検証のために以下の 2 つの実験で感

情分類を行い, 結果の比較と分析を行った. 

実験1. バッチサイズ, ドロップアウト, 学習率

の３つのパラメータについての分析を行い,各パ

ラメータの関係を調査する. 
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図 1 モデルの構造 

表 1 データセット内の各感情の Tweet 数 

 
不

安 

怒

り 

悲

し

み 

嫌

悪 

喜

び 
愛 

期

待 

驚

き 

無

感

情 

Train 218 219 216 206 223 215 224 219 225 

Test 100 100 100 100 100 100 100 100 100 

実験2. BERT の微調整を行うことが, Tweet 日本

語感情コーパスに有効かどうかの分析を行う.分

析のために以下の 3 つの条件での F 値を比較す

る. 

条件1. BERT の全ての層を微調整したモデル 

条件2. BERT の最終層のみを微調整したモデル 

条件3. BERT の微調整しないモデル 

また, ベースラインとしてロジスティック回

帰の F 値とも比較し, BERT の有効性を示す. 

3.1. データセット 

 本研究では, 訓練データを 1,600 文, テスト

データを 600 文使用した.これらのデータセット

は全て Tweet と感情ラベルで構成される.各感情

の Tweet 数を表 1に示す.ここで, 訓練データは

あらかじめ収集しておいた Tweet を利用して能

動学習により作成した. 

  本研究では, 初期訓練データを 600 文とし,エ

ントロピー計算, ユークリッド距離計算, カル

バックライブラー距離計算により, テキストに

表れる感情が曖昧で, 文法が代表的であり, 文

法及び感情が多様なテキストの選択をする能動

学習手法を用いる.また, テキストは常に感情ラ

ベルの均衡性を保つように選択される. 
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表 2 最も F 値が高い組み合わせ 
学習

回数 

ドロップ

アウト 

バッチ

サイズ 
学習率 

Micro 

F1-score 

Macro 

F1-score 

5 0.1 16 4e-5 0.617 0.616 

表 3 実験 2 の比較結果 

 学習回数 
Micro 

F1-score 

Macro 

F1-score 

ロジスティック

回帰 
 0.528 0.531 

条件 1. 5 0.617 0.616 

条件 2. 10 0.597 0.598 

条件 3. 62 0.546 0.547 

3.2. 結果と考察 

実験 1 より, バッチサイズが 8, 64 の場合に F

値が大きく下がる結果となった.しかし, ドロッ

プアウトの値を上げることで改善された.これは,

バッチサイズがデータセットに対して不適切で

あったため, 過学習となったのではと考える.よ

って, バッチサイズとドロップアウトはデータ

の量に依存しているものといえる.また, 学習率

は他のパラメータに関係なく F 値が改善される

値は全ての条件でほぼ同じであった.よって, 学

習率はデータの複雑さに関係しており, 適切な

値は分析するデータに対して一意に決まる可能

性がある.F 値が最も優れていたパラメータの組

み合わせを表 2に示す. 

実験 2 のそれぞれの条件下で F 値が収束した

値と学習回数を表 3に, 各感情の F 値を表 4に

示す.本実験でのパラメータは, 表 2の通りであ

る.結果より, 微調整した BERT が最も F 値が高

いことがわかる.一方, 微調整なしの場合は, 条

件 1.と条件 2.に比べ F 値が少し低く, 学習回数

が増加している.よって, Tweet には, 特有の特

徴があり,それに対して BERT を微調整すること

が有益であることがわかる.また, 表 3より, 条

件 1.と条件 2.を比較した時, この 2 つは, ほぼ

同等の結果を示していることがわかる.これは, 

B E R T の最終層が, 微調整のための重要な層で

あるために得られた結果ではないかと考える.さ

らに, 条件 2.は, 条件 1.の約 80%の時間で F 値

が収束する.この結果は, 今後の BERT の学習時

間削減の可能性を示唆する. 

4. まとめ 

本研究では, 感情分類のために Tweet 日本語

感情コーパスに対して BERT を利用した時の効果

を検証した.結果より, 微調整した BERT が最も

有益であることが示された. また, BERT の学習

時間の削減の可能性を示すことができた.一方で, 

若者言葉や Twitter の特有表現などの認識に関

してはまだまだ改善する余地がある. 

よって, 今後の課題として, より特徴的な文

脈を含むコーパスの作成ができる能動学習手法

を検討し, 感情分類精度の向上を目指す. 
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表 4 各感情の F 値 

 不安 怒り 悲しみ 嫌悪 喜び 愛 期待 驚き 無感情 

ロジスティック

回帰 
0.493 0.554 0.490 0.523 0.694 0.468 0.586 0.464 0.505 

条件 1. 0.609 0.635 0.595 0.585 0.707 0.548 0.643 0.589 0.639 

条件 2. 0.560 0.626 0.539 0.616 0.720 0.538 0.652 0.555 0.581 

条件 3. 0.498 0.583 0.551 0.571 0.663 0.446 0.587 0.471 0.555 
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