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半教師付き学習では, 教師ラベルなしのデータを学習データとして用いるため, 入力に二つの異なる摂動を与え, 出力
を比較する一貫性損失を用いることで高い汎化性能を達成している. 分類問題において最小化を行う代理損失は, 一貫性
損失を分類損失に加算する形で定式化される. 一般的に分類損失は学習終盤において序盤から大きく減少するが, 一貫性
損失は終盤においても比較的高い値を保つ. 本研究では汎化能力と相関のある指標として損失関数のヘッセ行列の固有
値に着目し, 一貫性損失を減衰させた場合のモデルの汎化能力への影響を調査した.

1. はじめに
深層学習を用いた手法において一部教師ラベルのないデータ

を学習に取り組む取り組みは半教師付き学習と呼ばれる. 半教
師付き学習では, 一貫性損失を制約として加えることで教師ラ
ベルのないデータの利用を可能にし, 同じラベル数用いた教師
付き学習よりも性能が向上することが知られている. しかしな
がら, 一貫性損失の挙動が汎化性能にどのように影響を与えて
いるのかは明らかではない. 本研究では, 半教師付き学習手法
における, 一貫性損失の汎化性能への影響理解を目的とし, 損
失の学習過程における挙動を分類損失・一貫性損失に切り分け
て観察を行った. さらに, 一貫性損失を用いない・もしくは減
衰させた場合の Loss Landscapeを観察することで, 汎化性能
向上の解釈を与えた.

2. 背景
2.1 半教師付き学習手法
画像認識分野においての半教師付き学習手法のうち, 本研究

では, 入力やモデルにノイズを加えた場合もノイズなしの場合
と同じ出力であることを期待する一貫性に基づく手法を扱う.

この手法では Teacher-Studentと呼ばれる設定で学習を行う.

ラベルなしデータに対して, Teacherモデルと Studentモデル
の出力の一貫性損失を代理損失に加えることで半教師付き学習
を実現している. 一貫性損失は出力の二乗平均誤差やKLダイ
バージェンスで計算される.

Πモデル [1]: Πモデルでは Teacherモデルと Studentモデ
ルのアーキテクチャは同一であり, その重みを共有する. ラベ
ルなしデータに対して, 入力とモデルに 2種類の異なる摂動を
加え, その二つの出力の一貫性損失を代理損失に加える. ラベ
ル付きデータに対しては分類損失のみを計算する.

Temporal Ensembling[1] Temporal Ensemblingでは一
貫性損失として Student出力と収束安定化のため Teacher出
力の指数移動平均（Exponential Moving Average; EMA）を
用いる. ただし, Temporal Ensembling では EMA を用いる
ため Teacher出力をすべて保持する必要がある.

Mean Teacher[2]: Mean Teacher は Temporal Ensem-

blingを擬似的に再現する手法であり, Teacherモデルの重みを
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Studentモデルの重みの EMAで定義する. これにより,Tem-

poral Ensemblingでは Teacher出力をすべて保持する必要が
あった問題が解決された. Teacherモデルの重みを Studentの
EMAで定義することで, 摂動を実現するのと同時に収束を安
定させ, 性能の向上をもたらした.

本研究では ΠモデルとMean Teacherを用いる.

2.2 汎化性能の指標
本研究では, 汎化性能を測る指標としてヘッセ行列の固有値

を用いる. 損失関数の解周辺が平坦さが, 汎化性能と相関があ
ると知られている. 収束解付近の勾配が 0 になると仮定する
と, 損失関数の曲率は式 1のようにヘッセ行列で近似すること
ができる. ヘッセ行列は式 2で計算される.

L (w∗ + dw)− L (w∗) ∼ 1

2
dwTHdw (1)

H(w) =
1

N

N∑
i=1

∂2

∂w∂wT
L(w;xi,yi) (2)

ヘッセ行列のある固有値が小さい時, その固有値に対応する固
有ベクトルの次元方向で, 損失関数の曲率が小さいと言える.

我々はこの性質からヘッセ行列の固有値の和であるTraceと固
有値分布を調査した. ただし, ReLU関数を使用した時, Batch

Normalization などのリパラメトリゼーション操作を行うと,

Trace で汎化性能を測れないことが示されている [3]. 本研究
ではこの点を考慮したモデルを用いた.

3. 一貫性損失と汎化性能
一貫性損失を用いた半教師付き学習では同じラベル数を用い

た教師付き学習よりもヘッセ行列の Traceが低い値を示し, 汎
化性能が高い [4]. また, 図 1に示すとおり, ΠモデルとMean

Teacherでは分類損失に比べて, 一貫性損失が大きく, 特に学
習終盤でも一貫性損失は比較的大きな値を持つ. ただし, 一貫
性損失には学習の発散を防ぐため学習初期の数エポックに対し
てWarmupを施しているため, 学習初期に一貫性損失に小さ
いな係数がかかる.

ここで, 一貫性損失が学習後半においても比較的高い値を
保つ事による汎化性能への影響を調査すべく, 本研究では, 一
貫性損失を減衰させた時のヘッセ行列の Trace の比較, Loss

Landscapeの観察を行う.
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図 1: 一貫性損失と分類損失の推移

4. 実験
機械学習フレームワークとしては PyTorch[5]を, 画像分類

タスクのデータセットとして CIFAR-10∗1 を使用した. DNN

モデルは C3モデル [6]を用いて学習を行った. 半教師付き学
習手法としては ΠモデルとMean Teacherを用いる. 一貫性
損失の減衰の有無で場合分けを行い実験を行う. 学習はすべて
の実験に共通して 180エポック実施する. また, ヘッセ行列の
固有値の計算には PyHessian[7]を用いた. すべての実験は 10

種の異なるシード値を設定し, それらの平均の値をもとに比較
を行った.

4.1 一貫性損失の減衰
表 2 に一貫性制約を用いた半教師付き学習における一貫性

損失を減衰させた時のヘッセ行列の Traceの変化を示す. 一貫
性損失の減衰は Consine関数を用いたスケジューリングで実
現する. 式 3の通りに一貫性損失のスケール更新を行った.

ηcur = min

{
0.01,

1

2

(
1 + cos

(
Ncur

Nmax
π

))}
(3)

ηcur は一貫性損失のスケール, Ncur は学習が終了したエポッ
ク数, Nmax は学習全体のエポック数を表す.

5. 結果・考察
Πモデルと Mean Teacherにおいて一貫性損失の減衰の有

無による最終更新時の勾配ノルムとヘッセ行列の Trace の変
化を表 1, 2に示す.

表 1: 一貫性損失減衰の有無と最終更新時の勾配ノルム
減衰なし 減衰あり

Πモデル 2.75 0.0526

Mean Teacher 2.64 0.0512

表 2: 一貫性損失減衰の有無とヘッセ行列の Trace
減衰なし 減衰あり

Πモデル 115.2 180.2

Mean Teacher 100.7 157.9

表 1から, 4.1で示した減衰を行うことで勾配ノルムが小さ
くなることが確認された. また, 表 2から一貫性損失を減衰さ
せるとヘッセ行列の Traceが大きくなることが示された. さら
に, 図 2 に示すとおりヘッセ行列の固有値分布の観察の結果,

減衰させてしまった場合, 大きな固有値が複数現れており, 複
数の次元で曲率が急峻な Loss Landscape になることが確認で
きた. これらのことから, 一貫性損失が学習終盤においても大
きい値を持つことがモデルの汎化性能に寄与していると結論付
けられる.

∗1 https://www.cs.toronto.edu/~kriz/cifar.html

図 2: 一貫性損失減衰のスケジューリング

6. おわりに
本研究では, 一貫性の制約を用いる半教師付き学習では一貫

性損失が学習後半まで大きい値を持つことで汎化性能を向上さ
せていることが確認できた. 今後の課題として, C3 モデルで
の検証だけではなく ResNet[8] などのモデルでの検証が必要
である.
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