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1 はじめに

人工知能を用いた判別や回帰予測は高精度で，医療

や農業など幅広い分野での応用が期待される一方，そ

の予測過程が不明瞭という課題がある．これを解釈す

ることで説明可能な AIを目指すことが xAIの目的で

ある．Guidottiら [1]らによって xAIは大きく４つに

分類され，得た出力に対して予測根拠を視覚的に説明す

る”Outcome Explanation”は専門家以外でも解釈が容

易であるとの利点がある．畳み込みニューラルネット

ワーク (CNN)を用いた分類問題への解釈手法はGrad-

CAM[2]等が存在するが，回帰問題への解釈手法に関

する研究は数が少ない．代表例となる RAMは，回帰

問題への解釈が可能な一方，適用可能なモデルが限ら

れ，予測値が負の場合に誤った可視化結果を出す傾向

がある．本稿では RAMのモデル制約を緩和し，予測

値の正負に関わらず適切な解釈を可能にするModulus

reweighted Grad-RAM(MoRAM)を提案し，その有効

性を計算機実験により示す．

2 特徴量マップによる説明

CNN分類モデルに対する説明において，Ak を特徴

量マップ (CNNの最後の畳み込み層における k番目の

チャンネル)，wc
kを k番目のチャンネルのクラス cに対

する重要度とする時，顕著量マップ Lc は次式で定義

される：

Lc =
∑
k

wc
kA

k． (1)

この Lc を元画像サイズまでアップサンプリングした

L̂cを元画像に重ねることで，あるクラス cの判別根拠

となった領域を表すヒートマップによる視覚的説明を

得る．分類モデルに対する手法群 (CAMs)は wk の定

義により Grad-CAM++[3]等が発表されている．

回帰モデルに対する視覚的説明は，CAMsから派生

した手法である．回帰モデルの出力サイズは１である
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ため，分類モデルのAkと wc
kの定義を回帰モデルに適

用して回帰モデルの顕著量マップの定義は次となる：

L =
∑
k

wkA
k． (2)

先行手法であるRAMでのwkの定義は，AkをGlobal

Average Pooling (GAP)に通して得られる k個のノー

ドと出力 Y の間の重みである．この定義により RAM

の適用可能な CNNモデルは，出力層付近が畳み込み

層，GAP，出力層の順に直列に結合している必要がある

という制約がある．この制約を緩和したものが Grad-

RAM[5]である．これは wk を以下のように定義する：

wk =
1

Z

∑
i

∑
j

∂Y

∂Ak
ij

． (3)

出力 Y から Ak への勾配を取る形へ変更することで

RAMのように出力層付近での制約がなくなる．RAM

のモデル制約内で，Grad-RAMはRAMと同義になる．

3 提案手法

回帰モデルに対する手法群は，Y や wの値域が正の

場合にのみ有効である．活性化関数として ReLU関数

を通した後の特徴量マップで位置 (x, y)が正にも負に

も重要な特徴である場合，wが正負ともに存在するた

め式 (2)から打ち消され Lxy ≃ 0となり，特徴が反映

されない．回帰モデルでは，出力へ影響を与えた特徴

を可視化することが重要であるため，正負どちらへ効

く情報も重要である．したがってMoRAMでは重みw

に式 (3)を用いて顕著量マップを次のように定義する：

L =
∑
k

|wk|Ak． (4)

4 実験と考察

シミュレーションデータを作成し，CNN 回帰モデ

ルを学習する．次に CNN回帰モデルに対して RAM,

MoRAMで可視化実験を実施する．最後に可視化結果

と特徴領域のピクセル精度による評価を行う．
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表 1: RAMとMoRAMによる視覚的説明
正解値 -0.78 -0.32 0.95

元画像

RAM

MoRAM

今回のデータは矩形を，位置と面積をランダムに描

画した 3万枚の画像を使用する．目的変数は，3万デー

タの矩形面積を [−π, π)にリスケーリングし，正弦関

数に入れた値域 [−1, 1] の値とする．CNN は VGG16

を基に，最後の畳み込み層の後にGAP，出力層 (サイ

ズ:1，出力関数:恒等関数)を直列に繋いだモデルを使

用する．学習によりMAEが 0.01，決定係数が 0.99の

高精度モデルを作成した．このモデルに対して RAM

と MoRAM を適用した結果は図 1 である．なおアッ

プサンプリング手法は LANCZOS法を採用した．正解

値が負の場合，RAMでは特徴となる矩形付近の Lが

低くなったが，MoRAMでは矩形周辺の Lが高く，適

切に特徴を捉えた．一方で正解値が正の場合も RAM

に比べ MoRAMでは矩形領域内で Lが高い領域が増

え，より適切な可視化を得た．以上の定性的評価により

MoRAMは適切に可視化できる手法である示唆を得た．

最後に，下記手順で定量的評価を行う．1) Lをアップ

サンプリングしたものを L̂とする．2) R =
L̂ij∑

x

∑
y L̂xy

を算出する．3) Rを昇順に並べ，累積和をとり累積重

要度とする．4) r ∈ [0, 1]に対し累積重要度が r以上の

ピクセルを黒，r未満を白とした画像を作成する．5)こ

れと矩形領域のピクセル精度を算出する．これにより

ある重要度以上の領域と，真の矩形領域との重複度を測

定する．図 1は評価結果である．本実験から ∀r ∈ [0, 1]

に対して MoRAM が RAM に比べピクセル精度が高

く，真の領域と予測領域の一致度を測る評価曲線の下

側面積もMoRAMはRAMを上回った．以上の定量的

評価からMoRAMは適切な可視化をしたと言える．

5 おわりに

本稿ではCNN回帰モデルに対する予測根拠の視覚的

説明手法としてMoRAMを提案し，定性的評価と定量

図 1: ピクセル精度 (括弧内は評価曲線下側面積)

的評価の両面から既存手法RAMと比較をし，MoRAM

は適切な視覚的説明を得ることができることを示した．

本稿では正解値に負を含む場合の検証を行なったが，

正解値に負を含まない場合にはMoRAMとRAMの可

視化結果が同一となるため，MoRAMは RAMに比べ

より汎用性の高い手法である．本研究ではシミュレー

ションデータを用いた検証であったため，今後は実現

象のデータを用いた追加検証が今後の課題である．
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