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1. はじめに 

 エージェントが人とインタラクションしなが

ら情報を獲得することは人工知能分野における

最も重要な課題の一つである．とりわけ，実世

界エージェントは，設計/学習時に存在しない未

知の状況に遭遇することが多い．そのため，ユ

ーザに対して適応的に質問をすることで情報獲

得を行うことは有効である． 

 本稿では視覚的に提示された物体群から言語

による質問を通じて相手の注目する物体を特定

するタスク Goal-Oriented Visual Dialogue 

(GOVD)[1]を扱う．GOVD においては，質問生成と

対象となる物体の特定を，深層学習を用いて

end-to-end に学習する手法が提案されてきた[2]．

しかし，これらの手法では予め決められた上限

まで質問する方策を取ることが多く，冗長な質

問が生じる課題が生じていた．これは人間とエ

ージェントがインタラクションを行う際には大

きなストレスとなり得る． 

 本研究ではこのような end-to-end なモデルに

おいて強化学習の報酬関数を改良して学習を行

うことで冗長な質問の削減に取り組み全体的な

質問数の削減を図った．既に尋ねた質問と同じ

質問を生成することに負の報酬を与える報酬関

数や物体推定の確率分布から求まる相対的な情

報量の推移から計算される報酬関数を提案し，

これらの関数が質問数の削減に寄与しているこ

とが明らかになった． 

 

2. Goal-Oriented Visual Dialogue 

GOVD においては深層強化学習を利用して Guess 

What?![2]タスクを解くモデルが多く提案されて 

いる．Guess What?![2] タスクは，Oracle が画像

中の物体を一つ選択し，エージェントが質疑応

答を通して Oracle が選択した物体を特定するこ 

 

 

 

 

 
図 1: Goal-Oriented Visual Dialogue 

 

とを目的としている．  

 本稿では図 1のように視覚情報が与えられた対

話において，エージェントの質問と Oracle の応

答が繰り返されるタスクにおいて CLEVR[3]デー

タセットを使用して学習し，検証を行った．

Oracle とは実世界におけるユーザの役割をする

ものであり，エージェントが行った画像に関す

る質問に対して“Yes”または“No”の応答を行

う． 

 画像中の物体を特定するためにエージェント

は複数のターンに渡って質問生成を行う．しか

し生成される質問の中には全く同じ内容の質問

を繰り返して生成する場合や，既に行った質問

によって，明らかに物体が特定できる状況にお

いても予め決められた上限まで質問を続ける課

題が生じていた． 

 本稿では既存のモデルにおいて三種類の報酬

関数を組み合わせて学習を行うことにより，

GOVD においてタスク成功までに要する質問数の

削減を行う手法を提案する． 

 

3. 提案 

 本稿では以下の三種の報酬関数を提案する． 

  Same Question Penaltyは過去の質問と全く同

じ内容の質問を生成した際に与えられる定数の

負の報酬である． 
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表 1: 実験の定量的評価 

 
Turn Penalty は質問生成が行われる度に負の定

数の報酬が与えられる関数であり，一つのエピ

ソードで与えられる報酬は式(1)のように質問数𝑡
が多いほど少なくなる． 

𝑅!" = -𝐶" × 𝑡 
なお，本稿では𝐶" = 0.2として学習を行った． 

Kullback-Leibler(KL) divergence Reward は物体

の推測確信度を表す確率分布において，質問生

成を行う前の確率分布𝑃と質問後の確率分布𝐶の
分布間擬距離を報酬𝑅#$として以下の式(2)で与

えられる報酬である．  

𝑅#$ =+𝐶(𝑖) log
𝐶(𝑖)
𝑃(𝑖)

%

&'(

 

𝑖は画像中の物体の各インデックス，𝑛は物体数を

表している．質問生成によって変化する確率分

布において，得られる情報量がより多くなるよ

うに学習を行うことを目的としている．また報

酬𝑅#$においても，質問生成が行われる度に報酬

が算出される即時報酬として実装を行った． 

 

4. 実験 

4.1 実験条件 

 Transformer アーキテクチャ[4]を用いたモデ

ルにおいて，3 章で提案した報酬関数を用いて深

層強化学習を行った． 

 実験は教師あり学習で事前学習を行った後，

強化学習の方策勾配法の一つである REINFORCEを

用い，学習率 5e-4，バッチサイズを 1024 に設定

して行った． 

 表 1 に定量的評価としてタスク成功率，タスク

成功までに要する質問数，質問一問あたりの精

度寄与度を示す．質問一問あたりの精度寄与度

とは，タスク成功率を平均質問数で割った値で

あり，生成された各質問がどの程度タスク成功

に寄与したかを表している．また図 2に，提案す

る報酬関数を使用しない場合と使用した場合で

強化学習を行った際に実際に生成された質問の

例を示す． 

 

4.2 実験結果 

 実験結果の定量的評価を示した表 1 において，

提案手法は既存モデルよりも質問数を少なくし

てタスクを成功させていることが明らかになり， 

 
図 2: 生成された質問の例 

 

結果として質問一問あたりの精度寄与度も高く

なっていることがわかる． 

 図 2の左側では本稿の提案手法を用いずに学習

された既存モデルが生成した質問を示し，右側

は提案する報酬関数によって学習されたモデル

が生成した質問を示している． 

 既存のモデルでは一度行った質問と同じ質問

を繰り返して生成している場合があるのに対し，

提案する報酬関数によって学習されたモデルは

同じ質問を繰り返していないことがわかる． 

 

5. おわりに 

 本稿で挙げた三種類の報酬関数を使用して強

化学習を行うことにより GOVD における質問数を

削減し，生成される質問の一問あたりの精度を

向上させることを示した． 

 今後の課題として質問生成を行うモデル自体

の改良に取り組み，さらに精度を上げる必要が

あると考えられる．また，図 2の質問例のように

本来ならば一問目の質問で Oracle の参照物体を

確定できる場合には，より早く質問を終えるこ

とができるような学習方法の改良に取り組むべ

きだと考えられる． 
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手法 タスク成功率(%) 質問数 精度寄与度

提案報酬なし 83.88±0.59 4.00±0.00 0.21

提案報酬あり 83.00±0.33 3.35±0.35 0.24

(2) 

(1) 
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