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1.はじめに 

 Internet of Things(IoT)が急速の拡大してお

り[1], 将来は大量のセンサで環境のリアルタイ

ム情報を取得し, デバイスを制御するサービスが

将来増加すると我々は想定している[2]. センサ

の取得情報を解析し, 実環境の状況全てでの自律

的なデバイス制御が求められる. 制御結果をフィ

ードバックして制御を修正するシステムを構築

するために強化学習が研究されている[3]. 本研

究では普及するセンサの中で最も多くの割合を

占めるカメラの映像を入力情報にデバイスの制

御信号を出力するシステムを対象とする. 一例と

して, 複数のカメラが撮影する領域における掃除

ロボット制御システムが考えられる.  

 

2.関連研究 

強化学習は多様な環境に応じて制御を調整で

きる反面, 時間を要する. 学習時間を短縮するこ

とでサービス提供までの待ち時間短縮, 計算リソ

ースの効率化による省エネルギーが期待できる.  

学習時間を短縮するために, 近い特徴を持つ環

境に対し学習済の強化学習モデル転用する転移

学習の研究が進んでいる[4]. 学習モデルを別の

環境に適用する転移学習において, 不適な学習モ

デルを用いた場合, 学習時間は短縮しないため, 

適切な学習モデルを選択することが課題となる.  

 

3.提案手法 

実環境を表す特徴量は膨大であることと, 不適

な学習モデルを用いた場合は学習時間の短縮に

ならないことから, 転用するモデルを選択する際

に有効な指標を明らかにする必要があると我々

は考えている.  

本研究では, カメラの映像情報を用いる強化学

習モデルに置いて有効と考えられる指標を用い

て, 適切な学習済モデル選択を判断する手法を３

つ提案する.  

A. 画像分類による転移学習モデル選択 

B. 画像に占める制御対象の大きさによる転移

学習モデル選択 

C. A.および B.の複合 

提案手法 Aは, CNN[5]を利用した画像分類器の

画像類似度スコアを基に最もスコアが高いカメ

ラの学習モデルを転用する手法である. 画像類似

度を用いることで, 制御対象だけでなく, 周辺環

境の特性を考慮した転移を期待できる. また, 類

似度の閾値を用意することで転移学習の要否の

判断も実施可能である.  

提案手法 Bは, カメラ画像における制御対象の

デバイスを囲うバウンディングボックスの大き

さを基に最もバウンディングボックスの面積が

大きいカメラの学習モデルを転用する手法であ

る. 高精度な制御対象の入力画像によって学習効

率が向上すると考えている. また, バウンディン

グボックスの面積に閾値を設けることで, 転移学

習の要否の判断も実施可能である.  

 

4.評価実験 

3D シミュレーション環境で評価実験を実施し

た. 移動ロボット１台, ゴールエリア 1箇所, カ

メラ 7 台を設置する（図 1）. 移動ロボットは回

転, 直進移動をする. 1台のカメラ映像の入力に
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図 2. 入力画像例 

移動ロボット カメラ 2の画像 

図 1. カメラ配置図 
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対し, 移動ロボットの制御信号を出力する強化学

習モデルでゴールエリア到達を目指すシナリオ

で実験した. 入力情報は解像度 320×240(QVGA), 

グレースケールの画像とした（図 2）. 出力情報

は移動ロボットの制御値で, 回転速度: -0.5〜

0.5 の 0.1刻み, 移動速度: 0.1〜0.5の 0.1刻み

とした. ロボットは, 回転速度の値に従い, 回転

した後に直進移動を行う. それぞれの制御時間は

5 秒とした.  

強化学習では, １回の試行（エピソード）に対

し 60 秒間の時間制限を設ける. 指定エリア外・

カメラ撮影範囲外への移動を-1 の報酬とし, ゴ

ールエリアへの到達時は残時間を正の報酬とし

た. 2000エピソードで学習を実施し, 得られた報

酬総和を出力する.  

転移学習を行うために 7 台のうち, 3台（カメ

ラ A,B,C）で学習済モデルを用意する（図 1）. 

残りの 4台のカメラを用いて, 新規学習及び転移

学習を実施する. 4 台のカメラ（カメラ 1,2,3,4）

による新規学習及び 3台の学習済モデルの転移学

習の合計 16 パターンの実験を実施した.  

提案手法 A の画像分類には VGG-16[5]を利用し

た. 図 1に示した格子点の全てでロボットを 90°

ずつ回転させた 4方向の画像を収集し, 学習：検

証＝8：2 の割合で画像を分割し, ファインチュ

ーニングで 1時間程度学習した画像分類器を用い

た. 各カメラの撮影する移動ロボットの初期位置

の画像 1 枚使って画像類似度スコアを算出した. 

提案手法 Bの物体検出では手動でバウンディング

ボックスを設置した. 7 台のカメラにおいて, 移

動ロボットの初期位置の画像に対してバウンデ

ィングボックスを描画した. 実システムにおいて

は YOLO v3[6]で数時間程度学習したモデルを用

いて自動生成が可能である.  

 

5.結果と考察 

提案手法 Aにおいては, カメラ B,C,D及び新規

の平均と比較して, 報酬が収束するまでのエピソ

ード数が11％減少した. 提案手法Bでは収束する

までのエピソード数が 6％減少した. また, 提案

手法 Cでは 13％の改善が見られた.  

画像分類での類似度スコアが高いカメラ, およ

び制御対象を捉える画像の分解能が高いカメラ

の学習モデルほど, 転移学習による学習効率が良

いと確認できた.  

デバイス制御を対象とする強化学習では学習

時間が数時間以上要するため, 10％程度の短縮で

も, サービス提供までの時間短縮や省エネルギー

に効果があると考えている.  

提案手法 Bは今回の実験条件では入力画像が低

解像度（QVGA）であることが影響し, ロボットの

向き等の情報が判断できなかった可能性がある

ため, 入力画像の解像度を上げた実験を検討して

いる. 学習効率の改善が期待できる反面, 画像分

類モデルの学習時間の延伸を懸念している.  

実用する際の提案手法 A,B の特性を検討する. 

提案手法 Aは転移学習の時間短縮の効果は高い反

面, カメラ数が多いほど画像分類モデルの学習時

間が長くなる, かつ, カメラが追加されるたびに

画像分類モデルの再学習が必要となる. 提案手法

Bは提案手法 Aと比較して, 転移学習の効率化の

効果は小さいが, 制御対象の学習を一度実施すれ

ば良いため, カメラ数には依存せず, 推論を実行

できる. 提案手法 Bはカメラが不特定多数存在す

る場合の一次フィルタリングとして有効である. 

以上から, Cの手法を B→Aの順の適用が実用時に

は有効だと考えられる.  

 

6.おわりに 

 画像の類似度, および制御対象のバウンディン

グボックスの面積による転用モデルの選択によ

り, 学習効率が良くなることが判明した. また, 

両者を複合することで更に結果の向上が見られ

た. 今後は転用モデルの選択だけでなく, 転移の

要否判断を含めた実験を実施し, 提案手法の有効

性確認を進めていく.  
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