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多言語事前学習と敵対的学習による
非ネイティブ英語音声認識

森 滉介1 篠崎 隆宏1

概要：言語学習者のスピーキング能力自動評価には正確な非ネイティブ音声認識が必要である．非ネイ
ティブ話者による発音はネイティブ話者と異なるため，同じ母国語を持つ非ネイティブ話者の音声でモデ
ルを学習させることが望ましい．しかし，利用可能なラベル付き音声データは限られており，モデルの学
習データとして用いるには不十分である．そこで本稿では，データ量が豊富な言語の知識を活用する転移
学習手法を提案する．この手法では，多言語のコーパスから言語に依存しない知識をモデルに事前学習さ
せ，敵対的学習によってモデルを非ネイティブ英語に適応させる．実験では，日本人英語データセットを
用いてモデルの性能を評価した．その結果WERは，事前学習させる言語を増やすことで減少し，敵対的
学習による適応によってさらに改善した．

1. はじめに
言語学習者のスピーキングにおける語彙，文法，内容を

自動評価するために，正確な非ネイティブ音声認識が求め
られている [1–3]．言語学習者の発音は母国語の影響を受
けやすいため，非ネイティブ音声認識では，同じ母国語を
持つ話者の非ネイティブ音声をモデルに学習させることが
望ましい [4]．それに伴って非ネイティブ音声の学習デー
タが必要となるが，非ネイティブ音声の収集とラベル付け
はネイティブ音声に比べて困難であり，十分なデータを用
いた学習は難しい [5]．
非ネイティブ音声認識の有力な手法として転移学習があ

る [4, 6]．従来の手法では，学習データが豊富に存在する
言語をモデルに事前学習させ，認識対象の非ネイティブ音
声に適応する．しかしながら，事前学習させる言語は 2，3

に限られている．事前学習させる言語数を増やすことで言
語知識の多様性が高まり，非ネイティブ音声認識に有用な
知識をより多く含むことが期待できる．また，事前学習さ
せたモデルを非ネイティブ音声に適応する際，ネイティブ
音声を使っていない．ネイティブと非ネイティブのドメイ
ンに不変な中間表現を適応時に学習させることで，非ネイ
ティブ音声への適応にネイティブ音声を活用できる．
そこで本稿では，高精度の非ネイティブ英語音声認識を

目的として，多言語事前学習と敵対的学習による転移学習
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手法を提案する．実験では，日本人英語データセットを使
用し，事前学習させる言語の増加と敵対的学習による適応
がそれぞれ非ネイティブ英語音声の認識性能を向上させる
ことを示す．

2. 関連研究
非ネイティブ音声認識における複数言語を用いた転移学

習では，複数言語の知識をモデルに学習させて非ネイティ
ブ音声認識に活用する．Duanらは，共通の隠れ層と独立
した出力層からなる音響モデルにネイティブの英語と日本
語を学習させ，日本人英語の認識性能を向上させた [4]．ま
た，Matassoniらはイタリア語，ドイツ語，英語のネイティ
ブ音声で音響モデルを学習させ，イタリア人ドイツ語，イ
タリア人英語，ドイツ人英語の非ネイティブ音声に適応さ
せた [6]．そして，得られた非ネイティブモデルが，非ネイ
ティブ音声をスクラッチから学習させたモデルの性能を改
善することを示した．

3. 提案手法
非ネイティブ英語の高精度音声認識を目的として，多言

語事前学習と敵対的学習による転移学習手法を提案する．
提案手法ではまず，大規模な多言語データを用いて音声認
識モデルに多言語の知識を事前学習させる．そして，ネイ
ティブ英語と非ネイティブ英語を用いた敵対的学習によ
り，事前学習モデルを非ネイティブ英語に適応する．提案
手法の概要を図 1に示す．
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図 1 提案手法の概要図．まず，多言語データを音声認識モデルに
事前学習させる．そして，ネイティブ英語と非ネイティブ英
語を用いた敵対的学習により，事前学習させた多言語モデル
を fine-tuning する．ネイティブ英語データにはWall Street

Journal (WSJ) を使用し，非ネイティブ英語データにはKing-

ASR-048 を用いる．

3.1 音声認識モデル
音声認識モデルは，Connectionist Temrporal Classifica-

tion (CTC) と注意機構のハイブリッド構造による end-

to-endネットワーク [7]で構築する．モデルに end-to-end

ネットワークを用いることで，複数の言語を単一モデルで
扱いやすくなる．モデルのエンコーダには Transformer [8]

または Conformer [9]のエンコーダ部分を使用し，モデル
のデコーダには Transformerのデコーダ部分を用いる．

3.2 多言語事前学習
非ネイティブ英語に多言語の知識を適応させるため，モ

デルに多言語データを事前学習させる．モデルが出力する
トークンの集合を学習データに存在する全言語の文字セッ
トを含むように拡張する．さらに，言語の種類を示す言語
トークン l ∈ {[en], [ja], ...}をテキストの先頭に付与し，
入力特徴量X からテキスト Y と言語トークン lの同時確
率分布 P (l, Y |X)を学習させる．
（付与前）THE MARKET HAS TO DO THAT

（付与後）[en]THE MARKET HAS TO DO THAT

これにより，全てのパラメータを言語間で共有する単一の
多言語モデルを学習することができる．

3.3 敵対的学習
事前学習させた多言語モデルを敵対的学習によって非ネ

イティブ英語に適応する．敵対的学習による適応ではドメ
イン識別器を導入し，エンコーダの出力が「ネイティブ英
語から抽出した表現」か「非ネイティブ英語から抽出した
表現」かを学習させる．一方で，モデルにはドメイン識別
器を騙すドメイン不変な表現の抽出方法を学習させる．モ
デルとドメイン識別器の間で敵対的学習を実現するため，
gradient reversal layer (GRL) [10]をエンコーダの出力表
現に適応する．敵対的学習を用いた適応の概念図を図 2に
示す．
ネイティブ英語データのサンプル数 Ns，非ネイティブ

英語データのサンプル数 Nt，エンコーダの出力フレーム
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図 2 敵対的学習による事前学習モデルの適応図．ドメイン識別器を
導入し，エンコーダの出力表現からモデルの入力特徴量がネイ
ティブ英語か非ネイティブ英語かを識別できるようドメイン
識別器を学習する．それに対して，モデルにはドメイン識別器
を騙すドメイン不変な表現の抽出方法を学習させる．

Algorithm 1 Adversarial training for a pre-trained model

Require: native speech-text paired data Ds =
{
Xi

s , Y
i
s

}Ns

i=1
,

non-native speech-text paired data Dt =
{
Xi

t , Y
i
t

}Nt

i=1
,

batch size b, learning rate µ, adaptation parameter λ,

pre-trained model weights θASR.

1: Initialize an model with θASR and

a domain discriminator with random weights θd.

2: repeat

3: Sample minibatch
{
Xi

s , Y
i
s

}b/2

i=1
and

{
Xi

t , Y
i
t

}b/2

i=1

from Ds and Dt

4: Compute LASR and Ld

5: θASR ← θASR − µ∇θASR
(LASR − λLd)

6: θd ← θd − µ∇θd
Ld

7: until θASR and θd converge

数 T，ドメインラベル d ∈ {0, 1}，ドメイン識別器の出力
確率 D(Z)を用いて，ドメイン識別ロス Ld は，

Ld = − 1

(Ns +Nt)T

Ns+Nt∑
i=1

T∑
t=1

{
dit logD

(
Zi

t

)
−
(
1− dit

)
log

(
1−D

(
Zi

t

))}
, (1)

と表される．敵対的学習によるドメイン適応の最適化問題
は，音声認識ロス LASR とドメイン識別ロス Ld を用いて，

min
ASR

max
D

L = LASR − λLd, (2)

で与えられる．提案手法のアルゴリズムを Algorithm 1に
示す．
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表 1 事前学習に用いた言語の ISO 639 コード．無装飾の識別子は
ISO 639-1 コードを示し，ダガー（†）付きの識別子は ISO

639-3 コードを示す．6 種類の言語数異なる言語数（1, 2, 5,

10, 20, 42）をモデルに事前学習させた．

Pre-trained model Languages

Monolingual en

Bilingual en ja

5-lingual en ja zh-cn de es

10-lingual en ja zh-cn de es fr it nl pt ru

20-lingual
en ja zh-cn de es fr it nl pt ru

kab yue† ca vi tl ps tr ta ht lo

42-lingual

en ja zh-cn de es fr it nl pt ru

kab yue† ca vi tl ps tr ta ht lo

as fa bn zu ka jv mn sw am ig

ku eu gn ceb† luo† te lt kk tpi† cy

zh-tw tt

4. 実験
4.1 データセット
4.1.1 多言語
モデルの事前学習には公開コーパスを用いた．使用した

コーパスは，AISHELL-1，Aurora-4，BABEL，CHiME-4，
Common Voice，Corpus of Spontaneous Japanese，Fisher-
CallHome Spanish，Fisher-SwitchBoard，HKUST Man-

darin CTS，Voxforge，Wall Street Journal (WSJ) であ
る．事前学習させる言語数と非ネイティブ英語音声の認識
性能の関係を調べるため，6種類の異なる言語数（1, 2, 5,

10, 20, 42）をモデルに事前学習させた．10言語モデルの
事前学習にはWatanabeらが用いた言語 [11]を使用し，42
言語モデルの事前学習には Houらが用いた言語 [12]を使
用した．事前学習に用いた言語を ISO 639コードで表 1に
示す．敵対的学習におけるネイティブ英語データにはWSJ

を用いた．表 3に敵対的学習に用いたWSJのサブセット
を示す．
4.1.2 非ネイティブ英語
非ネイティブ英語のデータセットには King-ASR-048を
用いた．King-ASR-048は，Android端末と iOS端末を同
時に用いて収録した 2チャンネルの日本人英語データセッ
トである．音声データのサンプリング周波数は 16 kHzで
あり，1チャンネルあたりの全収録時間は約 17.9 時間で
ある．実験では，Android端末で収録したチャンネルの音
声データを使用した．King-ASR-048の学習セット，検証
セット，テストセットにおける発話数と長さを表 2に示す．
また，表 3に敵対的学習に使用した King-ASR-048のサブ
セットを示す．

表 2 King-ASR-048 の学習セット，検証セット，テストセットに
おける発話数と長さ．

Subset # Utterances Length [h]

Training 8,784 14.3

Development 1,099 2.03

Test 1,100 1.68

表 3 敵対的学習における学習，検証，テストセットの構成．ネイティ
ブ英語データにはWSJを使用し，非ネイティブ英語データには
King-ASR-048 を用いた．使用したWSJ と King-ASR-048

のサブセットをチェックマークで示す．

Dataset
Subset

Training Development Test

WSJ ✓
King-ASR-048 ✓ ✓ ✓

4.2 特徴量抽出
音声データの特徴量抽出にはKaldiツールキット [13]を

用いた．25msの窓を 10msずつ移動させ，音声データか
ら 83次元の特徴量（80次元の log-melフィルタバンクと 3

次元のピッチ特徴量）を抽出した．多言語データに対して
は，抽出した特徴量のフレーム数が 2,500以上または 10未
満の学習データとテキストの文字数が 250以上の学習デー
タを Houらの実験条件 [12]に合わせて取り除いた．

4.3 詳細設定
モデルの構築，学習，デコードには，ESPnetツールキッ

ト [14]を使用した．モデル構築におけるエンコーダブロッ
ク数Neは 12，デコーダブロック数Ndは 6である．また，
エンコーダブロックとデコーダブロックのそれぞれにお
いて，Feed Forward ネットワークの次元 dff を 2048，自
己注意ヘッドの次元 datt を 256，ヘッド数H を 4とした．
Conformerの Convolutionモジュールにおけるカーネルサ
イズは 31である．
ドメイン識別器は，全結合層，1次元バッチ正規化（Batch

Normalization; BN），活性化関数 ReLU を用いて構築し
た．エンコーダの出力表現を 256 次元の全結合層で処理
し，ReLUと 1次元 BNによる変換を施した．そして，1次
元の全結合層とシグモイド関数によって確率を算出した．
事前学習と fine-tuningのオプティマイザにはAdam [15]

（β1 = 0.9, β2 = 0.98, ϵ = 1e−9）を用いた．事前学習にお
ける学習率 µは，Vaswaniらのスケジューリング [16]に
よって変化させた．スケジューリングにおける学習率 µは，
学習率パラメータ k，自己注意ヘッドの次元 datt，ステッ
プ数 step，ウォームアップステップ数 wustepを用いて，

µ = k · d−0.5
att ·min

(
step−0.5, step · wustep−1.5

)
, (3)

と表される．学習率パラメータ kとウォームアップステッ
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表 4 学習とデコードに関するハイパーパラメータ設定．学習とデ
コードには ESPnet ツールキット [14] を使用した．

Train

CTC loss weight 0.3

Label smoothing weight 0.1

Dropout rate 0.1

Gradient accumulation 1

Gradient clipping 5

Decode

CTC decoding weight 0.5

Incertion penalty 0

Beam size 10

プ数wustepは，Houらの学習設定 [12]に合わせて k = 4.5，
wustep = 25000とした．一方で，fine-tuningにおける学
習率は {5e−5, 1e−4, 2e−4, 5e−4}の中からグリッドサー
チにて探索した．事前学習におけるバッチサイズは 1280，
fine-tuningにおけるバッチサイズは 8である．事前学習と
fine-tuningにおけるその他のハイパーパラメータ設定を表
4に示す．
敵対的学習にける適応パラメータ λは，Ganinらのスケ
ジューリング [10]によって変化させた．適応パラメータ λ

の変化式は，ステップ数 stepと全ステップ数 T を用いて，

λ =
2

1 + exp
(
−10 · step

T

) − 1, (4)

で与えられる．
デコードでは，CTCの出力確率とデコーダの出力確率

を同時に用いた [7]．デコードに関するハイパーパラメー
タを表 4に示す．デコードには外部の言語モデルを使用し
ない．

4.4 比較モデル
提案手法の有効性を検証するため，スクラッチからの

学習や fine-tuningに基づく学習によるベースラインを設
計し，提案手法を含む以下のモデルと単語誤り率（Word

Error Rate; WER）を比較した．
• Scratch: モデルのパラメータを乱数で初期化し，非
ネイティブ英語をスクラッチから学習させる．

• ScratchAT: モデルのパラメータを乱数で初期化し，
非ネイティブ英語とネイティブ英語を用いてスクラッ
チから敵対的学習させる．

• FT: 事前学習モデルでモデルのパラメータを初期化
し，非ネイティブ英語で fine-tuningする．

• FT+native: 事前学習モデルでモデルのパラメータ
を初期化し，非ネイティブ英語とネイティブ英語の両
方を用いて fine-tuningする．

• FTAT (proposed): 事前学習モデルでモデルのパラ
メータを初期化し，非ネイティブ英語とネイティブ英
語を敵対的学習を用いて fine-tuningする．

表 5 Scratchモデル，ScratchATモデル，FTモデルのWER [%]．
FT モデルにおける言語数は事前学習させた言語数を示す．

Model Method
WER [%]

dev test

Transformer

Scratch 89.0 90.0

ScratchAT 70.2 71.6

FT

Monolingual 35.9 28.1

Bilingual 34.6 27.3

5-lingual 35.3 27.6

10-lingual 34.6 26.4

20-lingual 35.4 28.2

42-lingual 36.2 28.7

Conformer

Scratch 71.0 72.8

ScratchAT 61.2 64.8

FT

Monolingual 34.1 26.6

Bilingual 32.9 24.4

5-lingual 32.5 23.7

10-lingual 32.5 23.4

20-lingual 33.1 25.1

42-lingual 32.8 25.7

表 6 FTモデル，FT+nativeモデル，FTATモデルのWER [%]．
全モデルのパラメータは 10 言語モデルで初期化した．

Model Method
WER [%]

dev test

Transformer

FT 34.6 26.4

FT+native 34.6 25.8

FTAT (proposed) 33.5 25.3

Conformer

FT 32.5 23.4

FT+native 32.2 22.8

FTAT (proposed) 32.0 22.4

5. 結果
表 5に Scratchモデル，ScratchATモデル，FTモデルの

WERを示す．Transformerと Conformerの両モデルにお
いて，Scratchモデルと ScratchATモデルのWERを FT

モデルは大幅に改善した．FTモデルにおけるWERを比
較すると，事前学習させる言語数を 1から 10まで増加さ
せた場合，10言語を事前学習させた FTモデルが最高の認
識性能を示した．これにより，適応させる知識の多言語拡
張が非ネイティブ英語音声認識に有効であることが確認で
きた．
一方で，事前学習させる言語数を 10より多くすると認

識性能は低下した．これは，言語知識の多様性と量のト
レードオフが影響している可能性がある [17]．モデルのパ
ラメータ数を固定した状態において，事前学習させる言語
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が多いほどモデルが持つ言語知識の多様性は増加するが，
モデルが保持できる各言語の知識量は減少する．事前学習
言語数を 10から増加させたことにより，10言語の中です
でに学習したネイティブ英語音声の認識に有効な知識が減
少した可能性がある．
表 6 に FT モデル，FT+native モデル，FTAT モデル

のWERを示す．モデルパラメータの初期化には，10言
語を事前学習させたモデルを用いた．FT+native モデル
は FTモデルのWERを改善した．さらに，提案手法であ
る FTATモデルは FT+nativeモデルを上回る認識性能を
示した．これは，非ネイティブ英語とネイティブ英語のド
メインに不変な表現を敵対的学習によって学習させること
で，非ネイティブ英語への適応にネイティブ英語を有効活
用できることを示唆している．

6. おわりに
本稿では，高精度の非ネイティブ英語音声認識を目的と

して，多言語事前学習と敵対的学習による転移学習手法を
提案した．実験では，日本人英語データセットを使用し，
WERによってモデルの認識性能を評価した．その結果，
事前学習させる言語を増やすことでWERが改善した．さ
らに，モデルの適応に敵対的学習を導入することにより，
WERをさらに改善できることが分かった．
謝辞 本研究は，JSPS科研費 20H00095の助成を受け

たものである．
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