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多様なリーダビリティ尺度を整理して提示するUI

江原　遥1,a)

概要：外国語テキストの読みやすさ（リーダビリティ）を自動的に判定する自動リーダビリティ判定タス
クにおいては、様々なリーダビリティ尺度が用いられている。複数の尺度を照らし合わせることで初めて
見えてくる性質もあるかと思われるが、複数のリーダビリティ尺度をそのまま知恵字するだけでは、外国
語学習者にとってそうした学習に有用な情報を得ることは難しい。本研究では、これらを整理してユーザ
に提示できる UIを提案する。例えば、テキスト全体の文脈を考慮して難度を決める時に重要な語と語自
体の難しさの両方の尺度が考えられるが、これらをどのように提示するかや、自己申告式の語彙テストを
用いて、語を知っていると誤解しやすそうな語をどのように提示するか、といった具体的な応用をかんが
み、様々な応用で有用な提示方法を考察し、議論する。

1. はじめに
学習支援において、テキストがどれだけ読みやすいか

を測るリーダビリティ判定は学習用テキスト推薦などに
応用を持つ重要な課題である。この「リーダビリティ」と
して、既存には多数の判定手法（尺度）が提案されてき
た（[1], [2], [3]他 2節に詳述）。これらの多様なリーダビリ
ティ測定手法のうち、学習支援・教育の観点からは、どの
手法を用いるのがよいのだろうか？
学習支援や教育の目的でリーダビリティ判定手法を考

えた時には、理想的には次の性質が満たされる事が望ま
しいと考えられる。１つは実際の教育の場でのテキストの
「難しさ」を反映している測定手法が望ましいという事であ
る。例えば、学習者への学習用テキストの推薦のためにテ
キストの難しさを知ることを目的にリーダビリティ判定を
行うのであれば、実際に教員が行ったテキストの難しさの
判定をもとにリーダビリティ判定を行うのがよいだろう。
次に、リーダビリティ判定がされたときに、その判定の

根拠として、学習支援や教育で用いる学習単位に沿った根
拠が提示されることが望ましい。例えば、テキスト中のど
の単語が、この場面ではどの程度難しく、そうした単語がど
れぐらい多いので、このテキストはこれぐらい難しい、と
いった判定ができると、その後の具体的な学習計画や教育
の計画を立てやすく、有用であると考えられる。このよう
に、単にテキスト全体を見てリーダビリティのスコアが数
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値で示されるだけではなく、「単語」に代表される教育や学
習の場面においても用いられている単位で、テキスト中の
難しい箇所が示されれば、教育上有用であろう。言い換え
れば、リーダビリティ判定を機械学習における判別問題と
してとらえた時、判別器が、教育上通常用いられる単位で
判別結果の根拠を説明できる「説明性」（Explainability）
を有していることが望ましいと捉えられる。
本稿では、特に外国語学習者の学習支援におけるリーダ

ビリティ判定問題に注目して、様々な既存手法を整理した
うえで、上記の 2 つの性質を持った識別器をそれぞれ提
案する。前者については、語学教師によるリーダビリティ
判定結果を模倣して、所与のテキストをできるだけ正確に
リーダビリティ判定する「教師ありリーダビリティ判定」
の手法である。後者については、語学教師のリーダビリ
ティ判定結果を全く使わず、単語テスト結果データだけか
らリーダビリティ判定する「教師なしリーダビリティ判定」
の手法である。この手法は、単語テスト結果データを用い
ているので、例えばテキストを難しくしている要因である
単語を出力するなど、教育上重要な説明性を持つ。
実際に語学教師によるリーダビリティ判定結果データ

セットを用いたところ、前者の精度が後者より高かったも
のの、後者は教師なし設定で最高性能を達成した。また、
後者の手法は、具体的に各テキストで難しい単語が得られ
るなど、教育上有用な説明性を有していた。
そして、これらの説明性を可視化し、入力テキストの文

脈を考慮した難しさと、入力テキストに含まれる語彙のみ
の難しさを提示できる手法を提案する。
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訓練 手法 研究の例 可能な性能評
価指標

教師あり ラベル予測 [1], [2], [3],

[4], [5]

識別精度、順位
相関

ランキング学習 [6]

順位相関教師なし
回帰スコア [7]

言語モデルスコア [8]

個人化リーダビリティ [9], [10],

[11], [12],

[13]

表 1 リーダビリティ判定の手法の問題設定の分類。教師あり/教師
なしは、各テキストの難度の正解ラベルを用いるか否かを表す。

2. 自動リーダビリティ判定
前述の様々な手法は表 1のようにまとめられる。ラベ
ル予測は、現在の自然言語処理では典型的な問題設定であ
り、リーダビリティ判定を、教師あり多値識別問題に帰着
させる。代表的な研究としては、文献 [1], [2], [3], [4]など
多くの既存研究が挙げられる。
ランキング学習は、文献 [6], [14]が詳しい。この論文で

は、所与の 1テキストに対してテキストの難しさのラベル
を予測する教師あり識別の問題設定ではなく、テキストの
集合を入力として、これらのテキストを難しさの順番に並
び替える「教師ありランキング学習」の問題に帰着させて
いる。
英語のリーダビリティ判定の古典的な研究として、テキ

ストの難しさの段階（テキストが用いられている学年など）
に対して、テキスト中の単語の平均長などの回帰式を用い
た研究がある。Flesch-Kincaid Grade Level (FKGL) [15]

や、SMOG grade[16]、Coleman-Liau index [17]などがこ
れにあたる。日本語については文献 [18]が詳しい。
言語モデルは、直近で発表された論文 [8]で用いられて
いる手法である。所与のテキストに対して、言語モデルの
パープレキシティなどを用いた指標を計算する。個人化
リーダビリティについては次節にまとめる。

3. 個人化リーダビリティ
応用言語学分野では、読み手となる学習者が所与のテキ

ストを読めるかどうかを判定する研究が盛んである。この
問題設定は、応用言語学分野では 1980年代からある古典
的な問題設定である [9], [10]。
この設定では、まず、読み手となる外国語学習者が事前

に語彙テスト（単語テスト）を受けているものとする。そ
して、その語彙テストの結果を用いて、所与のテキスト中
の知っている単語（既知語）を推定し、そこから既知語率
を計算し、既知語率が閾値を超えた場合に、学習者がテキ
ストを「読める」と判断する [9], [10], [11]。個人化リーダ
ビリティは、簡単に言えば、「テキスト中で知らない単語の
比率が多ければ、テキストは読めないはずだ」という直観
に基づく手法である。

単純にはこの通りだが、語彙テストから個々の学習者の
既知語をどのように推定するのか、また、既知語率が閾値
を超えた場合にテキストが「読める」と判定する事の妥当
性の 2点について、詳述する。

3.1 既知語判定
語彙テストの結果から既知語を推定する点については、

理想的には、テキスト中に現れそうなその言語の全ての語
種について、学習者が知っているかどうか、学習者をテス
トする事が望ましいが、これには学習者に膨大な負担がか
かり、非現実的である。現実的な方法として、高々数百語
程度の語彙テストを、数十分ほど行ってもらい、このテス
ト結果を利用して、語彙テストに含まれない語を各学習
者が知っているかどうかを推定する方法がとられている。
例えば、文献 [11]では、100語からなるテストを考案して
いる。
語彙テストの結果から、語彙テストに含まれない語を各

学習者が知っているか推定する手法の 1つとして、単純に、
語彙量 (vocabulary size)を用いた方法が挙げられる [19]。
すなわち、全ての学習者が、British National Corpusなど
の均衡コーパス中の頻度順に語を学習することを仮定し、
頻度の高い順に、推定された語彙量番目までの語は全て
知っており、それより頻度の低い語については全て知らな
いと推定することで、既知語判定を行っている。この既知
語判定問題については、機械学習の観点からは、語彙テス
トの結果を訓練データとして、語と学習者が与えられたと
きに学習者が語を知っているか否かを判定する、単純な二
値識別の問題として定式化できる [20], [21]。この 2値識別
の問題に対して、半教師あり学習や能動学習を用いて精度
向上した研究が文献 [22]である。また、既知語判定問題の
標準的なデータセットについては、筆者が以前作成してい
る [23]。
既知語判定問題は、テキスト中の知らない単語を発見す

る Personalized Complex Word Identification タスクの一
種ともみなせ、テキスト簡単化の個人化などにも応用され
ている [24]。

3.2 既知語の閾値
学習者がテキストを「読める」既知語率の閾値について

は、95%または 98%の値が用いられることが多い。英語の
既知語率と、テキストが「読める」閾値の関係性の検証に
ついては、文献 [25]が代表的である。具体的には、イスラ
エルの大学入試問題の英語の読解問題で、読み手が合格水
準に達している場合に、その読解問題のテキストが「読め
る」と定義している。
また、既知語率の閾値については、既知語判定問題の識

別器が返す、「ある語が既知語である確率」を用いて、所与
のテキストの「既知語率の確率分布」を計算し、既知語率
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の閾値の解釈性を保ったまま性能向上させる手法を、著者
は過去に提案している [26]。

3.3 問題設定の違い
このように、個人化リーダビリティは、自然言語処理の

典型的なリーダビリティ判定の評価用データセットとは、
「リーダビリティ」の信頼性をどこに依拠するかの点で異
なっている。自然言語処理の典型的なリーダビリティ判定
の評価用データセットは、前述の OneStopEnglishコーパ
ス [27] がそうであったように、基本的には語学教師など
で構成される、テキストに対して正解ラベルを付与した
「アノテータ」に依拠したリーダビリティである。つまり、
「リーダビリティ」と言いながらも、実際に語学学習者がテ
キストを「読める」かどうかについては直接測定しておら
ず、その点はアノテータとなる語学教師の判断に依拠して
いる訳である。
一方、個人化リーダビリティは、前述のように、学習者

がテキストを「読める」か否かについて、読解問題を通じ
た検証に基づいているため、学習者がテキストを「読める」
かどうかを直接的に計測して検証されてはいる。ただし、
語彙テストからリーダビリティの判定に至るまでに、学習
者の既知語の推定と、学習者の既知語率と学習者がテキス
トを「読める」か否かの推定の 2つの推定が入っている。
このように、複数の不確実な推定のプロセスが入っている
にも関わらず、応用言語学分野で個人化リーダビリティが
広く使われている理由は、おそらく、既知語率が解釈しや
すい概念であること、また、既知語率の閾値が比較的狭い
範囲（95%～98%）で判定できることが服須の研究で示さ
れていることが、貢献していると思われる。その背後には、
「テキスト中で知らずに意味を推測しながら読める単語の量
には認知的な限界があり、その限界はテキストによって大
きく変わらないだろう」という直観があるものと思われる。

3.4 個人化リーダビリティを用いた教師なし自動リーダ
ビリティ判定

本節では、前節で説明した個人化リーダビリティ判定器
を用いて、自然言語処理分野で一般的な自動リーダビリ
ティ判定器を作成する手法について詳述する。個人化リー
ダビリティでは、まず、個々の外国語学習者が知っている
語彙を推定する必要がある。これには、100単語程度の語
彙テスト [11]の結果を分析し、この 100単語以外の単語
について、学習者が各単語を知っているかどうかを判定す
る手法が用いられる。このようにして推定された学習者が
知っている語彙から、語彙テストを受けた学習者がテキス
トを読めるかどうかを判定する [19]。この際には、学習者
がテキスト中の 95%～98%程度の単語を知っていれば学習
者がテキストを読めるとする応用言語学上の知見を用いる
ことが行われている。前述のように、学習者が事前に語彙

テストを受けなければならないという設定のためか、応用
言語学分野の外では、この手法はあまり用いられていない。
[23]では、100問の語彙テストについて、クラウドソー

シング上で集めた 100 人の被験者の回答が収められてい
る。この語彙テストデータセットは、もちろん、リーダビ
リティを判定するテキストとは全く関係のないものであ
る。この中で、最も標準的な語彙力を持つ学習者にとって
の個人化リーダビリティ判定を、一般的なリーダビリティ
として算出する。
語彙テストの分析には項目反応理論 [28]の考え方を応用

したモデリングを用いる。これは、語彙テストのようなテ
ストの各設問に対して、被験者が正答/誤答したという結
果のデータセットから、被験者の能力値と各設問の難しさ
を同時に推定する心理モデルである。これは、機械学習の
用語を用いれば、本質的には単純な 2値ロジスティック回
帰モデルと同等である。
V を語彙の集合とし、Lを学習者の集合とする。zv,l ∈

{0, 1}を、学習者 l ∈ Lが語 v ∈ V に正答したかどうかと
する。zv,l = 1であれば、正答、zv,l = 0であれば誤答とす
る。zv,l = 1であることは、学習者 lが単語 v を知ってい
ることを示唆する。
次に、{zv,l}を訓練データとして、次のモデルを学習する。

p(z = 1|v, l) = sigmoid(al − dv) (1)

(1)で、al は学習者 lの能力パラメタ、dv は単語 v の難し
さパラメタである。また、sigmoidはロジスティックシグ
モイド関数であり、sigmoid(x) = 1

1+exp(−x) で定義される。
ロジスティックシグモイド関数は、ニューラル識別モデ

ルで用いられる softmax関数の 2値版であり、(0, 1)の範
囲での単調増加関数である。sigmoid(0) = 1

1+1 = 1
2 であ

るので、学習者の能力パラメタ alが単語の難しさパラメタ
dv より大きければ、学習者が単語を知っている確率が 1/2

を超える。このように、学習者の能力と単語の難しさを同
じ尺度で比較できるのが、項目反応理論の大きな特徴の 1

つである。
(1)だけでは、語彙テスト結果データセット中で設問に

現れる単語の難易度しか dv として計算する事ができない。
語彙テスト結果データセットで設問とされている以外の単
語について dv を知るためには、dv をコーパス中の単語頻
度などの特徴量から求めればよい。具体的には、次のよう
にして構成した。

dv = −
K∑

k=1

wk log(freqk(v) + 1) (2)

(2)で、K は使用するコーパスの数、kは k種類目のコー
パスを表し、freqk(v)は、k種類目のコーパス中での単語 v

の頻度である。また、wk は、このコーパスに対する重みパ
ラメタである。(2)で全体に負号がついているのは、一般
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に、コーパス中の単語頻度が大きくなるほど単語は簡単に
なるので、単語の難しさとは逆の尺度であるためである。
パラメタ推定に必要な情報をまとめよう。{zv,l}と、コー

パスの単語頻度 freqk(v)が与えられれば、学習者 lの能力
値パラメタ alとコーパス kの重みパラメタ wk が推定でき
る。(1)と (2)をまとめると、sigmoid関数内がパラメタに
対して線形であるため（つまり、2種類のパラメタの積か
ら構成される項が存在しないため）、これはロジスティック
回帰を使って表現する事ができることがわかる。実際、実
験では、Pythonの機械学習パッケージである scikit-learn

*1を用いた。scikit-learnは、内部的にはロジスティック回
帰の高速実装として有名な LIBLINEAR *2を呼び出して
いる。
このようにしてパラメタを求めた後、所与のテキスト T

に対するリーダビリティを判定する。簡単には、最も alが
標準的な学習者 lavg を 1人選び、この学習者がこのテキス
ト中の各単語を知っている確率をつぎのように求めればよ
い。ここで、v ∈ T は、テキスト中の単語 vを表し、V(T )

はテキスト中で現れる語彙の集合を表す。例えば、テキス
ト中で 3種の単語が出現したら、v ∈ T では、頻度の回数
分、各単語の確率値をかけ合わせるのに対して、V(T )で
は、単純に語種の数だけでかけ合わせる。

scoresum(T ) = − log

(∏
v∈T

p(z = 1|v, lavg)

)
(3)

scorevsum(T ) = − log

 ∏
v∈V(T )

p(z = 1|v, lavg)

 (4)

scorevavg(T ) = − 1

|V(T )|
log

 ∏
v∈V(T )

p(z = 1|v, lavg)



(5)

また、p(z = 1|v, lavg)が計算できれば、上式に変わり、
テキスト中の 95%の単語知っている確率を求め、これをス
コアにする方法もある [26]。パラメタ推定の際には、リー
ダビリティ評価用データセットのテキストの難しさラベル
は一切使用しないため、この手法は「教師なし」に分類さ
れる。
最後に、以上で述べた個人化リーダビリティ判定におい

ては、語彙テスト結果から、単語の難しさパラメタを求め
る部分 (2)が本質であることを説明する。説明のため、最
も平均的な能力の学習者を 1人定めて lavg としたが、(1)

では sigmoid関数は単調増加関数であること、al は単純に
dv に足されていることから、実は、どの学習者を選んで
も、al を固定した時点で、学習者が単語を知っている確率
*1 https://scikit-learn.org/stable/
*2 https://www.csie.ntu.edu.tw/~cjlin/liblinear/

p(z = 1|v, lに寄与するのは dv だけである。従って、上記
の方法は、単語テスト結果を用いて、単語テスト結果とよ
く相関するような単語の難易度を、コーパス中の単語の頻
度 freqk(v)から作り出す手法であると捉えられる。

4. 実験結果と考察
データセットには、第二言語学習者を対象にしたデータ

セットとして比較的最近に報告されたものであることか
ら、OneStopEnglishデータセットを用いた [3]。このデー
タセットは、Guardian誌の記事を語学教師が Elementary,

Intermediate, Advanced の 3 種類に書き換えたものであ
る。各レベルには 189件のテキストがあり、全体では 567

件である。教師あり手法とも比較するため、これを、339

件の訓練データ、114件の開発データ、114件のテストデー
タに分割し、最後のテストデータを用いて性能検証を行う。
比較手法は、下記の通りである。
古典的な自動リーダビリティ判定式については、Python
の readability パッケージを用いて実装した *3。この
パッケージには、英語のリーダビリティ判定式とし
て、Flesch-Kincaid Grade Level[15], ARI, Coleman-Liau

Index, Flesch Reading Ease, Gunning Fog Index, LIX,

SMOG Index [16], Dale-Chall Indexが実装されているの
でこれを用いた。紙面の都合上、全ての数式をここに表記
する事はしない。具体的な式については、脚注に記した
readabilityパッケージのプロジェクトページに記載があ
る。これらの手法は、全てリーダビリティのラベルを用い
ないので、「教師なし」に分類される。
次に [8]において提案されている、ニューラル言語モデルを

用いた教師なし自動リーダビリティ判定について説明する。
ニューラル言語モデルについては、事前学習モデル bert-

large-cased-whole-word-maskingをHuggingfaceの事
前学習モデル一覧より取得し、これを用いて計測した各
テキストのパープレキシティの平均値をリーダビリティ
としたのが BERTLMavg である。[8] では BERT を用
いた言語モデルとしては bert-base-uncasedを事前学習
モデルに使用したものが用いられているが、bert-large-

cased-whole-word-maskingはこれより大きなモデルで
ある。テキストの文分割については、nltkパッケージ*4の
sent tokenize関数を用いた。
[8]では、BERTの言語モデルを用いた手法はよい性能を

あげられていないが、そのほかの手法は公開されている事前
学習モデルを用いておらず、再実装が難しい。そこで、[8]の
OneStopEnglishデータセットでの最高性能を達成している
TCN RSRS-simpleの結果を、実験結果の表に加えた。
ただし、[8]で用いたテストデータが入手できなかったため、
この手法は直接の比較が可能ではないため、表中では (*)を
*3 https://pypi.org/project/readability/
*4 nltk.org
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用いてそのことを明記した。TCN RSRS-simpleは、単
純に言えば、Temporal Convolutional Network (TCN)を
Simplified Wikipediaコーパス上で事前学習させ、さらに、
パープレキシティにかわり、Ranked Sentence Readability

Score (RSRS)という [8]が独自に定義した指標を用いて判
定するものである。TCN RSRS-simpleのさらなる詳細
については [8]を参照されたい。
最後に、提案手法が本研究の提案手法である。これは、

語彙テストデータセット [23] を用いて、前述のパラメタ
推定を行い、(3)を用いて学習者が各単語を知っている確
率を自動リーダビリティ判定に用いたものである。コーパ
スからの単語頻度の特徴量としては、英語教育上広く使わ
れていることから、British National Corpus *5と Corpus

of Contemporary American English (COCA) *6を用いた。
さらに、単純に、これらのコーパス頻度を表す特徴量を
BNC、COCAとして結果表中に掲載した。
表 2に結果を示す。[8]では、スコアとリーダビリティ評

価用データセットのラベルとの相関として Pearson’s ρし
か用いていないが、これは、スコアの線形性が低いとスコア
が下がってしまう事から、順位相関係数として Speraman’s

ρ、Kendall’s τ を用いた。さらに、今回はリーダビリティ
評価用データセットでは、一般に、同じ難しさレベルのテ
キストが多くあるため、同順を多く含むデータセットに
なっており、同順補正の方法によってスコアが大きく影響
を受ける。一般に使われている同順補正は τ -bであり、単
に Kendall’s τ（ケンドールの順位相関係数）と言った場
合、こちらが使用されることが多い。
表 2 の最も左側には、教師なし、教師ありの分類を示
した。
最初に、全ての「教師なし」の手法において、提案手法

（式 (4)）が全ての尺度で最も良い性能を示した。提案手法
は 0.760と、後述の教師ありの設定で訓練データが少ない
場合である spvBERT half を超える順位相関を達成した。
式 (4)は、頻度を考慮して足し合わせる式 (3)よりもよい性
能を達成しており、テキスト中の語種数に重要な情報が格
納されていることがわかる。このことは、(5)によって、テ
キスト中の語種数で平均を取り、テキスト中の語種数の情
報を反映しないと、著しく精度が下がることからもわかる。
次に、テキスト中の語のうち、難しい語（学習者が知って

いる確率が低い語）がリーダビリティ判定において重要な
のか、簡単な語が重要なのかを確認した。(4)で、テキスト
中の難しい語種上位 30語を削ると、Spearman’s ρが 0.769

まで向上した。一方、簡単な語種上位 30語を削った場合、
0.761であった。この結果は、テキスト中の難しい語種に
は、実際に難しい語の他にも、“Redmond”や “Stockholm”

といった固有名詞も含まれてしまっており、難しい語種を
*5 https://www.english-corpora.org/bnc/
*6 https://www.english-corpora.org/coca/

削ることによって、こうしたノイズが削減されるためであ
ると考えられる。
次に、提案手法以外の手法との比較を具体的にみていく。
BERTLMavgは [8]よりも大きな事前学習モデルを用
いてパープレキシティを計測したが、良い結果を示さな
かった。これは、パープレキシティが第二言語学習者向け
のリーダビリティの尺度として適していないことを示唆
する。
TCN RSRS-simple は [8] における OneStopEnglish

データセット上の最高性能を達成した手法である。[8]に
おいては、性能比較に Pearson’s ρのみが用いられている
ため、この値だけを表示した。ただし、彼らは同じ On-

eStopEnglishデータセットを用いてはいるが、性能値を算
出するために具体的にどのデータをテストデータに用いた
のかが公開されていないため、直接の比較は難しく、(*)で
このことを明示した。直接の比較は難しいものの、提案手
法は、TCN RSRS-simpleよりもよい性能を達成できて
いることがわかる。
また、おもしろいことに、BNCと COCAの単語頻度

については、英語教育の分野では単語の難しさを測る良い
指標とされているものの、これら単独ではリーダビリティ
評価用データセットのラベルと良い相関が得られなかった。
一方、提案手法では、前述のように、これらの単語頻度特
徴量を (2)を用いて組合せ、語彙テストデータセットに沿
う単語難易度を求めている。このことから、複数のコーパ
スからの単語頻度を組み合わせて、「第二言語学習者にとっ
ての単語の難しさ」をきちんと語彙テストデータから計測
することが、自動リーダビリティ判定に重要であることが
示唆される。
教師あり学習の手法の結果を示す。spvBERTは Bert-

ForSequenceClassification関数を用いてリーダビリティラ
ベルを用いて学習した結果であり、spvBERT half は、訓
練データを半分にして同じ学習をした場合である。モデルと
しては、前述のbert-large-cased-whole-word-masking

を用いた。教師データを用いることにより、spvBERTは
教師なしである提案手法より高い性能を達成できている。
最後に、表 2からの教育の観点からの説明性について考

察する。spvBERTは、教師あり学習であり、テキスト全体
の文脈を見て判別する手法である。一方、提案手法は、教
師なし学習ではあるが、単語の難しさについては語彙テス
トデータセットを用いて正確に求める手法である。提案手
法は、単語の難しさについては正確に求めるものの、文脈
については見ていない。従って、spvBERTの性能値と、
提案手法の性能値の差が、リーダビリティ判定を平均的な
単語難易度だけではなく、文脈を見て行う事による性能向
上であると考えることができる。
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表 2 OneStopEnglish データセットでの実験結果・考察
教師あり/なし 手法 Spearman’s ρ Kendall’s τ -b Pearson’s ρ

教師なし

Flesch-Kincaid 0.324 0.253 0.359

ARI 0.317 0.248 0.351

Coleman-Liau 0.373 0.295 0.372

FleschReadingEase -0.387 -0.301 -0.426

GunningFogIndex 0.331 0.257 0.362

LIX 0.348 0.273 0.383

SMOGIndex 0.456 0.360 0.479

RIX 0.437 0.340 0.462

DaleChallIndex 0.495 0.387 0.506

TCN RSRS-simple - - 0.615(*)

BERTLMavg -0.220 -0.173 -0.040

BNC -0.012 -0.009 -0.006

COCA 0.018 0.016 0.039

式 (3) 0.730 0.592 0.715

式 (4) 0.760 0.617 0.754

式 (5) 0.581 0.454 0.589

教師あり spvBERT half 0.751 0.729 0.747

spvBERT 0.866 0.856 0.864

5. 文脈を考慮したリーダビリティと語彙のみ
のリーダビリティを比較できるUI

前節のように、spvBERTは、文脈を考慮したリーダビ
リティ尺度になっており、提案手法は、純粋に語彙のみを
考慮した（しかし、その代わりに学習者にとっての語の難
易度を正確に考慮した）リーダビリティ尺度になっている。
spvBERT が文脈を考慮しているという事は、すなわ
ち、語の並び、構文的な難しさもリーダビリティ尺度に影
響してきているという事である。使われている単語はやさ
しいが、構文的に難しく、適切な構文を解釈するのに時間
がかかる文はガーデンパス文（Garden path sentences)と
呼ばれ、言語教育や心理学の分野で盛んに研究されている。
特に、HCIとの関連という事でいえば、ガーデンパス文を
読むときの眼球運動に関する研究がある [29]。
そこで、入力されたテキストに対して、spvBERTのス

コアと、語彙のみを考慮した提案手法によるスコアを同時
に表示することにより、構文を考慮した難しさと、語彙の
みの難しさの両面でリーダビリティを評価できる UIを提
案する。リーダビリティの尺度を新たに提案する論文は多
いが、このように、構文を考慮した尺度と語彙のみの尺度
の両方を提示することにより、複合的にリーダビリティを
可視化しユーザに提示できるシステムは、知る限り本研究
が初である。
図 1に、可視化の例を示す。各点はテキストである。青
い●は OneStopEnglishデータセットのテストセットから
取ったテキストを表し、橙色の▲はガーデンパス文の文例
である。横軸は spvBERTによるスコア、縦軸は提案手
法による語彙のみのスコアである。具体的には (3)に対し
て、テキストの長さ間で比較できるように、これをテキス

トの長さ（単語数）で割った値を表示している。
本研究では、具体的には、表 3 に示すガーデンパス

文を用いた。文例は、https://en.wikipedia.org/wiki/
Garden-path_sentence並びに、https://shublog0203.
com/の「ガーデンパス現象って何【面白いぞ言語の話】」
という記事から取得し、日本人名 “Taro”については、こ
れが単語の難しさに影響しないように、“Tom”に変更し
た。構文を正確に示すには定義など紙面を多く必要とする
ので、本論文の著者による訳文も加えた。ここから、原文
の構文が複雑であることが読み取れる。
図 1の結果を見ると、ガーデンパス文は、語彙のみで計

測した場合には非常にリーダビリティが低い（簡単）と判
定されるのに、spvBERTは、適切にその難しさを評価で
きていることが分かる。これは、spvBERT が構文的な
難しさを考慮しているためであると推察される。最も難し
かったのは表 3に挙げた最初の文例である。

6. まとめ
本研究では、学習支援の観点からリーダビリティ判定に

求められる機能について考察し、その機能を持ったリーダビ
リティ判定手法を 2種類、具体的に提案した。また、構文を
考慮したリーダビリティと、語彙のみによるリーダビリティ
の 2つを同時に提示することにより、テキストの難しさを視
覚的に提示する手法を提案した。ガーデンパス文を用いて、
この手法の適切性を定性的に評価した。今後の展望として、
構文解析の手法も活用することで、より精緻に語彙・構文・
複合の 3種類の観点からのリーダビリティを提示する仕組
みの提案があげられる。自動リーダビリティ判定について
のさらなる詳細は、http://yoehara.com/readability/
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表 3 今回試したガーデンパス文

原文 訳文（著者による）
Tom gave the boy the cat bit a bandage. トムは、猫が噛んだ少年にバンデージをあげた。

The complex houses married and single soldiers and their families. 複合体は、結婚しているまたは独身の兵士とその家族に住居を提供した。
The cotton clothing is made of grows in Mississippi. 服の原料になっている綿花はミシピッピで育った。

図 1 リーダビリティの可視化

にまとめる予定である。
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