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クラス間の分散の最大化に基づく
グラフノード埋め込み学習の改善

井上 魁人1,a) 方 鐘熙2 黄 健明2 笠井 裕之2

概要：近年，グラフのノード分類タスクにおいて，Graph Neural Networks (GNN)は著しい精度向上を達
成している．しかしながら，グラフノード分類タスクで一般的に損失関数として用いられる交差エントロ
ピーは予測ラベルを正解ラベルに近づけることのみを考慮した関数であり，クラス識別に有効なノード埋
め込みが困難である．そこで本稿では，クラス間分散およびクラス内分散に着目し，クラス識別に有効な
ノード埋め込み手法を提案する．評価実験から，ノード分類精度について提案手法は従来手法と同等かそ
れ以上の性能を有することを示す．

1. はじめに
現実世界には，論文情報や化学物質 [1], [2]，ソーシャル

ネットワークなど様々なグラフ構造を持つデータが溢れて
いる．本稿ではエッジの向きを考慮しない無向グラフを対
象とする．ここでグラフデータを G = (V, E)と表し，構
成するノードの数を N とする．また，ノードとエッジを
vi ∈ V , (vi, vj) ∈ E と表し，ノード特徴量の次元数をDと
する．近年，このようなグラフ構造を有するデータに対し
て，ディープラーニングの考え方を用いた Graph Neural

Networks (GNN)が注目を浴びている．
GNNは，隣接するノードの特徴量ベクトルと，自身の
特徴量ベクトルを組み合わせることで新たな特徴量を生成
し，様々なタスクに取り組む手法である．自身のノードの
特徴量と隣接するノードの特徴量をどのように集めるかを
決める関数を集約関数，そしてその集めた情報をどのよう
に更新していくかを決める関数を更新関数と呼ぶ．この二
つの関数をどのような関数で定義するかにより様々な種類
のGNNが提案されている．代表的な例としてGraph Con-

volutional Networks (GCN)[3]，Graph Attention Neural

Network (GAT)[4], [5]などが挙げられる．GNNはグラフ
分野のタスクである，グラフ表現タスク，グラフノード分

1 早稲田大学 基幹理工学部 情報通信学科
Department of Communications and Computer Engineering,
School of Fundamental Science and Engineering, Waseda
University

2 早稲田大学大学院 基幹理工学研究科 情報理工・通信専攻
Department of Computer Science and Communications En-
gineering, Graduate School of Fundamental Science and En-
gineering, Waseda University

a) inouekt@ruri.waseda.jp

類タスク，リンク予測タスクにおいて従来手法より著しい
精度向上を実現している．
本稿では，特にノードクラス分類タスクに着目する．グ

ラフノード分類タスクにおいて一般的に損失関数として用
いられる交差エントロピーは，予測ラベルを正解ラベルに
近づけることのみを考慮した関数であり，クラス識別に有
効なノード埋め込みが困難であると考える．
そこで本稿では，クラス識別に有効なノード埋め込み手

法を提案し，ノード分類の精度向上を目指す．具体的には，
線形判別分析 (LDA)で基本とする，クラス間分散を最大
化しながらクラス内分散を最小化する考え方に着目する．
この考え方を，既存の交差エントロピーの損失関数に付加
する手法を提案する．最後に，評価実験からノード分類の
タスクにおいて，既存手法と比較して提案手法が同等かそ
れ以上の性能を有することを示す．

2. 関連研究
本稿では，ノード分類の損失関数として使用されている

交差エントロピーにクラス間分散とクラス内分散の要素を
加える手法を提案し，既存の GNNモデルに対して適用す
る．そこで、本節では適用対象の GNNモデルについて説
明をする．さらに，本稿で対象とする同じ課題の解決を目
指すカーネル手法 [6]についても説明をする．

2.1 Graph Convolutional Networks [3]

画像処理の分野において，グリット構造を有するデー
タ [7], [8] に対して，学習可能なパラメータをもつロー
パスフィルタを用いて周辺情報を畳み込むことで効率的
に学習をする手法として Convolutional Neural Network

1ⓒ 2021 Information Processing Society of Japan

Vol.2021-AVM-115 No.1  
2021/11/25



情報処理学会研究報告
IPSJ SIG Technical Report

(CNN)[9] が提案されている．しかしながら, 現実世界の
データは必ずしもグリット構造を持つとは限らない．例え
ば，ソーシャルネットワークや 3Dメッシュ，化学物質の
構造などはグラフ構造を有する．
このようなグラフ構造データに対して，CNNの考え方

と GNNと組み合わせた手法として Graph Convolutional

Network (GCN)[3], [10], [11] が提案されている．具体的
には，グラフデータに含まれるノード特徴量ベクトルと，
ノードとノードの隣接関係を示した隣接行列から，メッ
セージパッシングの考え方に基づき，あるノード特徴量を
その周辺のノード特徴量と組み合わせる．その情報に基
づいて当該ノードの特徴量を再帰的に更新していく．そ
して，最終的なノード特徴量を自身のノード特徴量とす
る手法である．ここで隣接行列を A ∈ RN×N，対角次数
行列を D̂ ∈ RN×N，単位行列を I ∈ RN×N，パラメータ
をW ∈ RD×D，活性化関数を ρ，Ā = D̂− 1

2 (A+ I)D̂− 1
2，

ノード属性情報行列をH ∈ RN×D，l回畳み込みをした際
のノード属性情報行列を H(l) と定義する．このとき，H

は以下のように更新される．

H(l+1) = ρ(ĀH(l)W(l))

2.2 グラフノード分類にカーネルの要素を加えた研究
グラフ分類のタスク [12]において，カーネルを取り入れ

る検討が多く行われており，これらは一般的にグラフカー
ネルと呼ばれている [13], [14]． グラフカーネルは，隣接
行列やノード特徴量をもとに類似性を判定する手法であ
る．しかし，ノード分類やリンク予測タスクではこのグラ
フカーネルを使用した研究は少ない．そのような中，グラ
フノード分類を対象としたグラフカーネルが提案されてい
る [6]．
具体的には，損失関数として一般的に用いられる交差エ

ントロピーに対して，同じラベル同士のコサイン類似度を
取った際に 1 に，異なるラベル同士のコサイン類似度を
取ったときに-1になるような損失関数を加えることで，ク
ラス識別に有効なノード埋め込みを行なっている．

3. 提案手法
本節では，分類のみを目的とした交差エントロピーのみ

では，クラス識別に有効なノード埋め込みが困難であると
いう課題に対して，クラス間分散とクラス内分散に着目す
ることでクラス識別に有効なノード埋め込みを可能にする
提案手法について詳しく述べる．

3.1 課題
ノード分類のタスクでは損失関数として，交差エントロ

ピーが一般的に用いられている．ここで，ラベルを one-hot

ベクトルに変換する関数を q : R → RC，クラスラベルの

数を C，ノード特徴量を決める関数を g(θ) : V → RD と定
義すると，交差エントロピーの損失関数は以下のように示
される．

L = −
∑
vi∈V

q(yi) log(gθ(vi)) (1)

この交差エントロピーは分類のみを目的とした関数なた
め，クラス識別に有効なノード埋め込みが困難である．

3.2 線形判別分析 (LDA)

本稿の提案手法は, LDAの最適化式であるクラス間分散
を最大化してクラス内分散を最小化する項を加えたもので
あることから，本節では LDAについて詳しく説明する．
LDAは, データ x ∈ Rdの集合 X にて，データ xの特徴量
次元数を d，データ xの次元削減後の特徴量次元数を d′，
クラス iに属するデータの集合をXi，その平均を µi ∈ Rd，
全体の平均を µ ∈ Rd，クラス iに属するデータの数を ni

と定義する．このとき，クラス内共分散行列 SW ∈ Rd×dと
クラス間共分散行列 SB ∈ Rd×d は以下のように定義する．

SW =
C∑
i=1

∑
x∈Xi

(x− µi)(x− µi)
T ,

SB =
C∑
i=1

ni(µi − µ)(µi − µ)T .

この SW と SB を用いて，線形変換行列W ∈ Rd×d′ に
よって次元削減された後のクラス間分散をより大きく，ク
ラス内分散をより小さくする次元削減手法である．最適化
目的関数は以下のように定義される．

J(W) =
tr(WTSWW)

tr(WTSBW)
.

以上の J(W)を最大化することでWを求めることがで
きる．

3.3 提案手法
前述したように，グラフノード分類タスクにおいて，損

失関数として用いられる交差エントロピーは，予測ラベル
を正解ラベルに近づけることのみを考慮した関数であり，
クラス識別に有効なノード埋め込みが困難である．これに
対して，クラス識別に有効なノード埋め込み手法を提案し，
ノード分類の精度向上を目指す．具体的には，線形判別分
析 (LDA)で基本とする，クラス間分散を最大化しながら
クラス内分散を最小化する考え方に着目する．この考え方
を，既存の交差エントロピーの損失関数に付加する手法を
提案する．
ノードの特徴量行列を X = [gθ(v1), ..., gθ(vN )]

T ∈
RN×D，ノードのラベル集合 y ∈ RN，それぞれのクラ
スの平均をM ∈ RC×D, D次元の全体の平均ベクトルを列
方向に C 個並べたものを M̂ ∈ RC×D，クラスの個数を対
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表 1 データセットの詳細
データセット ノード数 エッジ数 クラス数 特徴量数 ラベル率
Cora 2,708 5,429 7 1,433 0.052

Citcseer 3,327 4,732 6 3,703 0.036

Pubmed 19,717 44,338 3 500 0.003

角成分に持つ行列をN ∈ RC×C，クラスラベルベクトルを
one-hotラベル行列に変換する関数 Q : RN → RN×C と定
義すると，各クラスの平均D ∈ RN×D をXから計算する．

D = X−Q(y) ·M.

上式より，クラス内分散を以下に定義する．

sW = tr(DTD). (2)

また，各クラスの平均と全体の平均との差分行列を
D̂ ∈ RC×D は以下に計算する．

D̂ = M− M̂.

上式より，クラス間分散は以下のように定義する．

sB = tr(D̂TND̂). (3)

提案手法の損失関数は既存の交差エントロピー損失関数
にクラス間分散をより大きく，クラス内分散をより小さく
する要素を加える手法であることから，式 (1)，(2)，(3)よ
り以下のように定義する．

L = −

(∑
vi∈V

q(yi)log(gθ(vi))

)
+ α

sW
sB

. (4)

ここで α > 0は交差エントロピーと提案した損失関数の項
の比率を表す．また，クラス間分散のみに着目したときの
損失関数を以下に定義する．

L = −

(∑
vi∈V

q(yi)log(gθ(vi))

)
+ α

1

sB
. (5)

4. 数値実験
提案手法の有効性を示すために，損失関数を交差エント
ロピーのみにした手法，損失関数として交差エントロピー
にカーネルの要素を加えた手法を用いてノード分類の精度
比較実験を行った．

4.1 データセット
実験で用いる Cora，Citeseer，Pubmedは，引用ネット

ワークのデータセット [15]であり，ノードは文章，エッジ
は引用リンクを示す．ラベル率は，学習に用いられたラベ
ル付きのノードの数をデータセットのすべてのノード数で
割った数である．これらのデータセットは，特徴量ベクト

ルとしてそれぞれの文章のスパースな bag-of-words，文章
間のつながりを表す引用リンクが含まれている．この引用
リンクを無向エッジとして扱い，この情報をもとに隣接行
列Aを作成する．また, それぞれの文章はクラスラベルを
持っている．学習の際には訓練データとしてクラスごとに
20個のノードを使う．特徴量ベクトルはすべて使う．
それぞれのデータセットに含まれるノード数，エッジ数，

クラス数を，表 1に示す．訓練データ，検証データ，テス
トデータの数を表 2に示す．

表 2 訓練データ，検証データ，テストデータ
データセット 訓練 検証 テスト
Cora 140 500 1000

Citeseer 120 500 1000

pubmed 60 500 1000

4.2 実験条件
比較手法として，既存のモデルである GCNと GATに

対して，損失関数として交差エントロピーのみ使用した手
法，損失関数として交差エントロピーにカーネルの要素を
加えた手法を用いてノード分類精度について評価する．実
験で用いたソースコードは pytorch geometric の GitHub

にて提供されている GCN, GATのソースコードをベース
に作成した [16]．2層の GCNを学習に使用し．訓練デー
タとしてクラスラベルごとに 20個のラベル付きデータ，検
証データとして 500個のラベル付きデータ，テストデータ
として 1000個のラベル付きデータを使用するものとする．
ADAMを最適化手法として用いる．学習率は GCNにつ
いて 0.01，GATについて 0.005とする．10回実験を行い
その平均と標準偏差を評価する．

4.3 実験結果
実験結果を表 3および表 4に示す． 最も精度が高い数

値を太字で示し，2番目に高い数値を下線にて示す．なお，
表における {GCN, GAT}-defaultは損失関数として交差エ
ントロピーのみを使った手法，{GCN, GAT}-Kernelは従
来手法である損失関数を交差エントロピーにカーネルの要
素を加えた手法，{GCN, GAT}-sW /sB は，式 (4)に示し
た損失関数として交差エントロピーに α倍した sW /sB を
加えた手法 {GCN, GAT}-1/sB は，式 (5)に示した損失関
数として交差エントロピーに α倍した 1/sB を加えた手法
を表している．
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表 3 GCN を用いたノード分類精度 (%)

手法 α Cora Citeseer Pubmed

GCN-default - 80.66 ± 0.53 70.96 ± 0.59 78.77 ± 0.46

GCN-Kernel - 79.84 ± 1.05 69.72 ± 0.13 78.75 ± 0.47

GCN-sW /sB 0.0001 80.83 ± 0.61 70.89 ± 0.50 79.05 ± 0.47

GCN-1/sB 0.005 81.81 ± 0.67 70.90 ± 0.78 79.11 ± 0.41

GCN-1/sB 0.001 80.77 ± 0.52 71.10 ± 1.16 79.10 ± 0.51

表 4 GAT を用いたノード分類精度 (%)

手法 α Cora Citeseer Pubmed

GAT-default - 82.80 ± 0.66 71.50 ± 0.82 77.62 ± 0.28

GAT-Kernel - 82.76 ± 0.42 71.36 ± 0.86 77.52 ± 0.60

GAT-sW /sB 0.0001 82.75 ± 0.38 71.56 ± 1.12 77.60 ± 0.60

GAT-1/sB 0.005 82.96 ± 0.42 71.74 ± 0.80 77.55 ± 0.56

GAT-1/sB 0.001 82.91 ± 0.40 71.92 ± 0.66 77.66 ± 0.56

表 3および表 4からすべてのデータセットにおいて既存
手法の精度を上回ることが分かる．このことから，提案手
法は特定のデータセットに対してのみ効果を示すのではな
く，汎用性のある手法であることが分かる． また, 提案手
法の中でも sW /sB を損失関数に加える手法よりも 1/sB を
用いた手法の方が高い精度を示している．提案した損失関
数を加えたとき，GCNと GATとを比較したとき，GCN

のほうが全体的な精度の向上幅が大きいことが分かる．

5. まとめ
本稿では，グラフノード分類タスクにおいて，分類のみ

を目的とした交差エントロピーだけでは，クラス識別に有
効なノード埋め込みが困難であると言う課題に着目した．
そこで，クラス間分散とクラス内分散の要素を新たに損失
関数に加える手法を提案した．評価実験から，GNNの中
でも代表的な手法である GCNと GATに対して，提案手
法を適用することことで，交差エントロピーのみを損失関
数としたときと比べ，同等かそれ以上の性能を示すことが
できた．今後の課題として，今回提案したクラス間分散と
クラス内分散に着目することがグラフ分野のグラフ分類タ
スクやリンク予測タスクにも応用できるのか調査する必要
がある．
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