
1. はじめに
本研究では強化学習におけるエージェントの戦術の獲得

について研究する．この研究においては，タスクを課され
た強化学習エージェントがそれを解決する過程で繰り返し
似たような方策を取ることを戦術の獲得と見なし，このよ
うな戦術を研究の対象とする．戦術の例として将棋では矢
倉囲い，バスケットボールではゾーンディフェンスなど，
様々な種類のゲームにおいてそのゲーム特有の戦術が用い
られている．一般的にはこのような戦術はゲームのプレイ
を通じて人間が歴史的に発見してきたものであるが，強化
学習エージェントも人間のとる戦術と同じような戦術を編
み出し，使用することが過去の研究より明らかになってい
る．AlphaGo Zero [1]においてエージェントは教師なし学習
により囲碁を学習したが，その学習過程において複数の定
石を自ら見出し繰り返し使用している．その定石の中には
既知のものだけではなく，未知のものまであったとされて
いる．また，Capture the Flag [2]では鬼ごっこ状の旗取り
ゲームをプレイするエージェントがチームメイトを追いか

ける，相手チームの陣地に張り込む，などの戦術を獲得し
ている．このようなエージェントの戦術獲得について研究
することはAIの解釈可能性を向上させうるものであり，作
成されたエージェントがどのような状況でどのような方策
を取る傾向があるのか評価することができる．エージェン
トのとる戦術はいわば思考の”癖”のようなものであり，人
間に置き換えてみれば「道に迷った時に突き当たりで右折
と左折のどちらを選ぶか」のような意識的とも無意識的と
もとれるような思考であり，コネクショニズム的なAIと記
号主義的なAIをつなげる知見を得るきっかけともなると期
待される．本研究はこのような目的のもとでエージェント
の戦術獲得について研究を行う．
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2. 背景 
本研究では環境をシミュレートするにあたり Unity を使

用する．Unity は Unity Software Inc. が開発したゲームエン
ジンであり，3D表現を用いた画像の描画や物理運動の演算
を行うことが可能である．Unity を用いることでオブジェ
クトに重力や摩擦を及ぼしたり，オブジェクト同士の接触
の判定をさせたりすることが容易にできるため，物理シ
ミュレーション環境を簡単にシミュレートすることができ
る．また，Unity 上で使用することのできる強化学習ツー
ルに Unity Machine Learning Agents Toolkit (ML-Agents 

Toolkit)[3] があり，これは Unity で作成した環境上でエー
ジェントの強化学習を行わせることのできるツールであ
る．ML-Agents にはあらかじめ複数の強化学習手法が組み
込まれており，今回の実験では MA-POCA(Multi-Agent 

POsthumous Credit Assignment)[4] を使用した．MA-POCA 

は COMA(Couterfactual Multi-Agent) [5] を元に実装されてい
る．以下、COMAとMA-POCAについて簡単に解説する． 

(1) Counterfactual Multi-Agent Policy Gradients 
　COMA はマルチエージェントにおける強化学習を可能に
させる手法である．COMA は Actor-Critic の流れを汲むモ
デルであり，これをマルチエージェントに拡張した図1のよ
うな構造を持つ．各エージェントは個々の観察−行動履歴
に基づいて自らの行動を選択するための分散型アクターを
持ち，各エージェントから集まる連結行動と環境からの状
態を受け取る中央集権型のクリティックを持つ． 
　ここで Critic はアクター1から行動  およびポリシー 

 ，環境から状態  および報酬  を得て，個々のア
クターの反証的価値  をグローバル報酬 と
アクター1以外のアクターによる価値との差分として求め，
アクターに返す．これにより，各アクターは自分意外のア
クターによる状態と報酬への影響を差し引いた学習ができ
るとされる． 

(2) Multi-Agent Posthumous Credit Assignment 
　MA-POCAは図2のようにして表されている．Character が
個別のエージェントを表し，  がアクター，  がそれぞ
れの観察，  がそれぞれの行動，  がクリティックを表
している．MA-POCA ではエピソード中のエージェントの
増加・減少に対応するためアテンションネットワークが用
いられている． 

3. 実験
3.1. 実験概要
　今回の実験では ML-Agents に例として実装されている 

SoccerTwos を使用した．SoccerTwos は青チームと紫チーム
の自己対戦型強化学習環境である．各チームには2体ずつ
のサッカープレイヤーのエージェントがおり，いずれも同
じニューラルネットワークモデルを持つ．各エージェント
は図3のようにレイキャストと呼ばれるセンサーで環境を観
察している．レイキャストはレイをエージェントから放射
状に飛ばし，このレイが衝突したオブジェクトに設定され
たタグを取得することで視覚的なセンサーとして作用す
る．SoccerTwos の環境においてレイキャストが取得するタ
グは{ボール，自チームゴール，敵チームゴール，壁，自チ
ームエージェント，敵チームエージェント}であり，エージ
ェントはこれらを識別できることとなる．エージェントは
このレイキャストから観察として入力を得て，{前進後退，
左右平行移動，左右旋回}の行動を出力する．この入力・
出力一回分のセットをステップと呼び，このステップを繰
り返すことでエージェントはゲームをプレイする．ゲーム
の一単位はエピソードと呼ばれ，いずれかのチームがゴー
ルをするか，3000ステップが経過することによってエピソ
ードは終了する．ボールはフィールド平面上でしか移動せ
ずフィールドも壁に囲まれているため，ボールがラインア
ウトすることは無くエピソード終了以外でゲームが止まる
ことはない．エピソードが終了するとボールは環境の中心
に再配置され，エージェントもセンターラインから自ゴー
ル側のややランダムに振られた座標に再配置され，次のエ
ピソードが開始される．エージェントは自チームがゴール

u 1
t

π [h1, ϵ] st rt

A1(s, u1) Q (s, ⃗u )

π o1...n

a1...n Q

図 1　反証マルチエージェント 

Figure 1　Counterfactual Multi-Agent

図 2　Multi-Agent Posthumous Credit Assignment 

Figure 2　Multi-Agent Posthumous Credit Assignment 
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することによって正の報酬を得て，敵チームがゴールする
ことによって負の報酬を得る．また，時間経過に伴って僅
かな負の報酬を得る． 

3.2. 実験結果
　図4は50,000,000ステップの学習を行なったエージェント
のイロレーティングを示している．レーティングは1200か
ら開始し，一定ステップ経過ごとにエージェントに割り振
るモデルを入れ替え，対戦を繰り返すことで評価を行なっ
ている．イロレーティングはエージェントの性能を表す一
定の指標となるが，必ずしもエージェントの行動の変容や
戦術の獲得を反映しない．エージェントの行動の変容を評
価するために，毎エピソードにおけるエージェントの移動
の軌跡を図5のように画像に置き換えて比較を行なった．
この比較では10M・20M・30M・40M・50Mステップ学習
後のモデルを,学習を行わず推論のみを行う固定されたニュ
ーラルネットワークモデル（ONNX ファイル）として出
力．これら5つのモデルについてそれぞれ環境上の4つのエ
ージェントに同種のモデルを搭載し，500エピソード分シ
ミュレーションを行いエージェントの座標ログを記録す
る．それらを t-SNE で2次元へと次元削減を行うことで比
較した．図6はこの次元削減を行なった軌跡のグラフと，
20Mモデルの各クラスターの軌跡を表すものである．ま
た，図7は同様のグラフと50Mモデルの軌跡を表している．

3.3. データ解析と考察
　次元削減は概ねモデルごとの違いをクラスター化してお
り，ほとんどのクラスターは単一のモデルのみから成って
いる．グラフ中央付近には全てのモデルが密集したクラス
ターがあり，その軌跡は図6・図7にある通りフィールドの
センターライン付近にわずかにしか残されていない．これ
は，エピソード開始直後にボールに接触してそのままゴー
ルしているような試合展開となっているためと考えられ
る．20Mモデルと50Mモデルの違いとしては，20Mモデル
は概ねフィールド上の前後の違いが見出しづらい軌跡にな
っているのに対し，図7左上・左下の軌跡のようにバック
コートに軌跡が偏って残されているクラスターが見受けら
れる．このような軌跡は図8に示すように，青チームの一
方のエージェントがフロントコートでオフェンスを行い，
もう一方のエージェントがバックコートに残って待機する
ような行動によって生成される．このような行動は50Mモ
デルでは比較的よく見られるのに対し，学習時間の短い
20Mモデルではあまり見られない．同じ学習時間のもので
あればフィールド上のどのエージェントも同じモデルで動
作しているため，これらのエージェントは個別にオフェン
ス・ディフェンスを行うように学習したわけではなく，レ
イキャストによる味方エージェント・敵エージェントとボ
ールの位置関係の観察から判断してオフェンス・ディフェ
ンスを切り替えていると考えられる．そのため，ボールが
バックコートに押し込まれオフェンスしていたエージェン
トとディフェンスしていたエージェントが交差した時など
に役割を交代することがある．これは人間のサッカープレ
イヤーが用いるフォワードやディフェンダーなどのポジシ
ョン分担による戦術をエージェントが自然に学習したとい
うことができるだろう． 

図 3　学習環境におけるレイキャスト 

Figure 3　Ray-cast in Learning Environment 

図 4　イロレーティング 

Figure 4　ELO Rating 
図 5　学習環境と軌跡 

Figure 5　Learning Environment and Locus 
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　エージェントの軌跡の t-SNE による次元削減はこのよう
にモデルごとの行動の違いをクラスター化により明確にす
ることを可能とし，さらに単一のモデルが使い分ける異な
った戦術もまた次元削減によって可視化することができ
る．今回はエージェントの座標を取得し軌跡を描くことで
エージェントの行動を分析したが，その他様々な特徴量か
らエージェントの戦術が見出せる可能性がある． 

4. 結論
　本稿では自己対戦型マルチエージェント環境におけるエ
ージェントの戦術獲得について検証を行ない，サッカー型
の環境においてエージェントの軌跡を解析することで学習
に伴うエージェントの行動変容と戦術獲得を確認できるこ
とを明らかにした．この手法はサッカー型の環境のみなら
ず，エージェントの移動が伴う様々な環境に対して適用し
得る． 
　今後の課題としては，異なる環境においてもこの手法を
実験することである．エージェントの取りうる行動は必ず
しも移動を伴うものではないため，そういった環境では移
動とは異なるログを取る必要があるだろう．また，今回の
手法でもエージェントが1エピソード内において取りうる
戦術が1つのみとは限らず，エピソード単位でログを取る今

回の手法では解析できず，何らかの手法でログから該当箇
所を切り出さねばならないと予想される．また，今回の手
法ではエピソード内の時系列データから時間の要素を抜き
取ることによって軌跡に落とし込んでいる．そうすること
によってエピソード間の軌跡を比較することができるよう
にしているが，これによって抜け落ちてしまっている情報
も存在する．今後は欠落情報を改善する方法を解決してい
きたい． 

図 6　20M エージェントの軌跡と t-SNE 埋め込み図 

Figure 6　20M Agent's Locus and t-SNE Embedding 

図 7　50M エージェントの軌跡と t-SNE 埋め込み図 

Figure 7　50M Agent's Locus and t-SNE Embedding 

図 8　フォワードとディフェンダー 

Figure 8　Forward and Defender 
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