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概要：本稿では，新たな言語生成タスクとして，レーシングゲーム実況テキスト生成を提案する．このタ
スクでは，視覚情報としてレーシングゲームの録画映像，言語データとして実況発話，構造化データとし
て速度，ハンドル角度といった数値データを入力として扱い，視聴者が映像を視聴しながら，レースをよ
り理解し，楽しむための実況テキストを生成する．既存の言語生成研究においては，データセットの欠如
が一因となり映像，言語，構造化データの複数モダリティを同時に考慮する言語生成研究を行うことは困
難であった．また，言語生成の中でも，特に実況生成においては「どのタイミングで発話するか」「何を発
話するか」を最低限決定する必要があるが，例えば野球を対象とした既存研究においてはイニング間に実
況を行うなど，発話タイミングがあらかじめ与えられる設定が扱われ，後者にのみ着目されてきた．本研
究ではまず，映像，構造化データとそれらに対応する実況テキストが対になった大規模データセットを作
成し，レース実況の特徴について分析する．分析より，実況テキストはその言語的な特徴が，時間および
実況者の視点の影響を受け，変化することが分かった．さらに，実況生成タスクをタイミング同定と発話
生成の 2つのサブタスクに分割し，これらについてベースライン手法を提案する．実験より，構造化デー
タの活用は有益である一方，視覚情報については最先端の画像エンコーダを用いたとしても，本タスクに
おいて効果が限定的であり，実況生成タスクが挑戦的な課題であることが分かった．マルチモーダルな言
語生成タスクのためのデータセットとして，本研究で作成したデータセットは公開する．
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1. はじめに
「次は最終の直線ゾーン，追い抜いていけるか？」

F1などのモータースポーツを含むスポーツ映像には，し
ばしばこのような実況音声が付与され，視聴者に状況説明
や実況者の主観的なコメントが伝えられる．視聴者は実況
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を聞きながら映像を観ることで，状況をより深く理解し，
観戦をより楽しむことができる．実況は多くのスポーツ映
像やビデオゲーム映像に付与され，視聴者を楽しませる重
要な役割を果たし，映像そのものの価値向上も期待でき
る [15]．一方，実況付与には対象スポーツやイベントに関
する知識や相応の話術が必要となることから，オンライン
上に存在するスポーツ映像やビデオゲーム映像の多くには
実況が付与されていない*1．
本研究では実況の一例として，図 1に例示するような，

レーシングゲーム映像に対する実況に着目する．このよう
な実況では映像中で起こる重要なイベントについて，適切
なタイミングで短時間の間に発話する必要がある．従来の

*1 例えば，Twitch にアップロードされる多くの映像には実況がな
い (https://www.twitch.tv)．
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図 1 実況の例．上の実況は空撮視点，下はプレイヤー視点での実況である．

言語生成研究では主に，“何について発話するか”というプ
ランニングの問題と，“どのように発話するか”という言語
の表層化の問題に分けて研究されてきた．実況生成におい
ては，従来から取り組まれてきたこれらの問題に加え，“い
つ発話するか”，“どの程度の時間発話するか”，“どの程度
詳しく発話するか”といった従来考慮されてこなかった問
題に対処する必要がある．発話タイミングを同定したり，
実況発話を生成するためには，映像などで表現された時系
列データを考慮する必要がある．これは，例えば画像キャ
プション生成のような時間軸を考慮しない言語生成の設定
やストーリー生成 [19], [20]といった発話タイミングがあ
らかじめ与えられる問題設定とは異なる．
本研究では，映像，構造化データ，テキストデータを入

力とし実況テキストを生成する設定を考える*2．従来の言
語生成研究において，映像や画像といった視覚情報を入力
する設定は多く存在する．本研究でも映像を主な入力とし
て考える．しかし，実況生成のために映像を正しく認識す
ることは容易ではない．例えば，実況では車両間の細かな
位置関係についてしばしば述べられ，図 1の空撮映像のよ
うに似通ったビデオフレーム系列から車両の位置関係のわ
ずかな違いを認識する必要がある．一方，画像キャプショ
ン生成では，「人が踊っている」などの必ずしもオブジェ
クト間の軽微な違いを捉える必要のないテキストの出力を
想定している．このような背景から，本研究ではレースの
状況をより正確に捉えるため，映像に加え，時系列構造化
データも入力として用いる設定を扱う．構造化データには，
*2 実験では直前の発話もモデル内で考慮することからテキストデー
タも入力としている．

レーシングカーの座標位置，速度やハンドル角度といった
サーキットやレーシングカーに関する複数の数値データを
平均 0.01秒おきに計測した値が含まれている．実際の F1

レースにおいても，複数のセンサーから 300 種類以上の
数値データがリアルタイムに計測されたり*3，モータース
ポーツ以外の分野においても，サッカー選手の位置情報を
GPSで取得 [11]したりと，様々なスポーツで構造化デー
タを活用する試みが広がっており，構造化データが存在す
るという仮定は非現実的な設定ではない．F1などの実際
のレースはデータ取得が困難であるのに対し，レーシング
ゲームであれば容易にデータを取得できる．また，ゲーム
実況は大きな関心を集めており，ゲーム実況生成自体が応
用上重要な研究課題である．
しかし，実況生成のための大規模なデータセットは存在

しない．そこで，129,226発話から成る大規模な実況デー
タセットを作成した．このデータセットは 1,389レースを
人間に実際にプレイさせ，映像データおよび構造化データ
を取得することで作成した．さらに，これらの取得データ
に対し，2つの異なる視点からの実況音声とその文字起こ
しを付与した．一つ目は，プレイヤー視点からの実況であ
る．これは，プレイヤーが運転する車の背後に設置された
カメラから撮影した映像を用いて，プレイヤー自身が運
転しながら実況するものである．二つ目は，プレイヤーで
はない第三者の視点からの実況である．これは，上空から
レースを撮影した空撮映像を観ながら，プレイヤーとは異
なる作業者が実況する．本稿では，まずデータセットの作

*3 https://aws.amazon.com/f1/
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成手法について述べ，2つの視点による実況の違いについ
て分析する．分析より，実況テキストの特徴は発話する時
間や視点の影響を受け，その特徴が変化することが明らか
になった．
本稿では実況生成タスクをタイミング同定タスク，発話

生成タスクの 2つに分け，ベースラインモデルの性能評価
実験を行う．実験より，構造化データはどちらのタスクに
対しても効果的であることが分かった．一方，映像データ
については既存の画像分類タスクなどで良い性能を示して
いる画像エンコーダを用いた場合でも，実況生成タスクに
おいては性能向上への寄与が限定的であることが分かっ
た．本稿の貢献は 3つである: (1) レーシングゲーム実況タ
スクを提案し，(2) 大規模な公開データセットを作成し分
析， (3) ベースラインモデルの性能評価を行い，特に映像
データのエンコードや構造化データとの組み合わせ部分に
関して挑戦的な課題が存在することを示す．作成したデー
タセットは公開する*4．

2. 関連研究
スポーツの試合内容などを記述する言語生成課題には，

リアルタイムに生成する設定 [7], [16]と，試合終了後など
にまとめて記述される設定 [14]が存在する．リアルタイ
ムに生成する設定は，音声化して映像に合わせて聞くこと
が想定される発話の生成と，映像とは独立して試合の状況
を数分後毎に記述するテキスト速報の生成に，さらに細分
化される．本研究で対象とする実況生成課題は，リアルタ
イム設定あり，音声化して映像に合わせて聞くことが想定
される発話の生成に分類される．テキスト速報の生成とし
ては，ツイート抽出 [10]による手法，映像データを入力と
しルールベースとキーワード抽出を組み合わせる手法 [7]，
ニューラルネットワークによる data-to-textモデルとして
のモデル化 [16]などが存在する．リアルタイムに生成す
る設定においては，本来は発話タイミング同定と発話生成
という 2つの部分問題について取り組む必要があるが，こ
れらの既存手法では発話タイミングについてはあらかじめ
与えられる設定を扱っている．例えば，Kuboら [10]はあ
らかじめ発話時刻を指定しており，また Kimら [7]は発話
タイミングは野球のイニング間であるとしている．本研究
の対象であるモーターレースの場合，野球のようにゲーム
の明確な区切りが存在せず，発話タイミングは重要なコー
ナーに突入するタイミングやレーシングカー同士が競り
合っている場面など，レース展開に応じて適切に決定する
必要がある．
本研究の設定は映像に対するキャプション生成 [7] と

data-to-text [16]という 2つの問題設定の組み合わせであ
る．映像をエンコードする標準的な手法では，映像を画像

*4 https://kirt.airc.aist.go.jp/RacingCommentary

時系列として扱い，画像埋め込みをリカレントニューラル
ネットワークを用いて読み込む．特に，画像埋め込みに関
する研究は活発に行われており，主に画像分類タスクで性
能評価される [3]．実況はしばしばレースカー同士の位置関
係などについて言及するため，画像埋め込み手法は小さな
セグメント間に表現される細かな関係を捉える必要がある．
そのため，画像分類タスクで良い性能を示す最先端の画像
埋め込み手法が，実況生成において良い性能を示すかは自明
ではない．Data-to-text生成は，日経平均などの市況デー
タから値動きを説明するテキストの生成 [1], [2], [13], [18]，
天気予報の生成 [12]，スポーツの試合の要旨 [6], [14]やテ
キスト速報生成 [16]など，適用分野が多岐にわたる．こ
れらの既存研究では，時系列数値データ [13]，表形式デー
タ [4], [14]，シミュレーション画像 [12]など単一のモダリ
ティを考慮している．本研究では映像，テキストデータと
組み合わせる複数モダリティを扱う設定となる．近年では
ニューラルネットワークを用いる data-to-textモデルが活
発に研究されているが，data-to-textの研究自体は自然言
語処理にニューラルネットワークが適用される以前から，
長らく研究されている (詳細についてはGattらによるサー
ベイ論文 [5]を参照されたい)．
既存の言語生成研究は主に単一の視点からのテキストを

考慮している．例えば，画像キャプションは客観的なキャ
プションを生成する設定であり，data-to-textモデルは入
力データのもっとも特徴的な部分に着目しながらテキスト
を生成する．Kuboら [10]はツイートを抽出して実況とし
て用いると，人気の高いチームへの言及が増え実況にバイ
アスがかかることを指摘している．実況者の視点により生
成されるべき実況テキストは異なると想定されるが，既存
の言語生成研究では，視点の違いによって生成テキストが
どのように変化するか深く分析されてこなかった．
本研究で構築するデータセットは，実況生成のデータ

セットであるだけでなく，複数モダリティからの言語生成
のデータセットであるという特徴も有する．また，日本語
の大規模な言語生成データセットである点も特徴的であ
る．構築したデータセットは研究目的で一般に公開する．

3. データセット
本節ではデータセットの作成方法およびその分析につい

て述べる．

3.1 データ収集
レース映像と実況音声の収集: ゲームタイトルとしては，
Assetto Corsa*5を採用した．理由は，Assetto Corsaのプ
レーデータからは，位置や速度などの構造化データを API

を用いて取得することができるからである．e-sportsゲー
*5 Kunos Simulazioni 社が開発するレーシングゲームである:

http://www.kunos-simulazioni.com
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図 2 実況者に提示されたサーキットマップの例

ムを日常的にプレイする 5人に作業をデータ作成作業を依
頼した．作業者には実際にレーシングゲームAssetto Corsa

をプレイおよび音声で実況させた．また，作業者は実況に
ついての専門家ではないが，ゲームに関連した職業につい
ている．作業者ペアを作り 4つのサーキットからサーキッ
トを 1つ選び，2周分レースする．現実世界のレースと似
た状況を再現するため，ハンドルの形をした物理コント
ローラーを用いてプレイした．ペアのうち一人はプレイし
ながら実況を行い，録音する．この作業者から見える画面
は図 1の下の画像列のように，運転する車の背後に設置さ
れたカメラから撮影された「プレイヤー視点」の映像であ
る．もう一人は，ゲーム内で上空を飛ぶヘリコプターから
レースを撮影した「空撮視点」から実況を行う．これらの
実況はすべて，日本語で行われる．
プレイヤー視点と空撮視点のいずれの視点の場合も，実

況者には作業者が運転するレーシングカーに着目した実況
をするよう指示した．ただし，他のレーシングカーとの位
置関係など，特に言及する必要がある状況においては他の
レーシングカーについて言及することも許容する．実況者
には図 2のような，サーキットについての情報が記述され
たサーキットマップがあらかじめ与えられる．このマップ
において，すべてのコーナーには番号が振られ，この番号
を実況に含めることによりサーキット上での位置を参照で
きるよう配慮した．また，著名なコーナーには番号以外に
名称が付けられている場合があり*6，このような名称を適
宜用いることで，視聴者を楽しませる実況をするよう実況
者に促した．これらのサーキットマップやコーナーの名称
はWikipediaやサーキットについて解説するウェブサイト
から収集した．
実況文字起こしの収集: 映像データの収集後，クラウド
ソーシングサービスの Lancers*7を用い，149人の作業者
に文字起こしを依頼した．文字起こし作業者は実況音声を
まず発話単位に分割し，文字起こしした上で発話の開始時
刻と終了時刻を付与した．発話はできる限り文となるよう
分割したが，言い淀みなどにより完全な文とならない発話
*6 例えばアメリカにあるラグナセカサーキットの第 6 コーナーは
「カサノバ」と呼ばれている．

*7 http://lancers.jp

構造化データの種類 値の例
現在の周回数 [0..] 1

レース中か否か false

現在の周回のラップタイム (ms) 256

直前の周回のラップタイム (ms) 156164

現在のラップの進捗 [0, 1] 0.002780

ベストラップタイムとの差分 0.0

速度 (km/h) 177.693130

ハンドル角度 (rad) -59.793526

高度，緯度，経度 (5.372770,

64.056038,

130.219971)

サーキット上の横方向位置 (L=−1, R=1) -0.515301

理論上の最速コース取りとの距離 (m) 0.854022

表 1 構造化データの種類と例

も例外として存在する．
構造化データの収集: 構造化データの収集は Assetto

Corsaの提供する APIを呼び出すことにより行う．この
API は，構造化データとして，レースに参加するすべて
のレーシングカーの速度やハンドル角度，サーキット上で
の座標位置などを取得することができる．収集した構造化
データの一覧を表 1に示す．この APIを平均 0.01秒おき
に呼び出すことで，レース状況を表すデータを時系列数値
データとして保存した．
統計量と既存データとの比較: 5人の作業者による 1,389

レース分の実況を収集した．1,389レースのうち 1,084レー
スについてはプレイヤー視点および空撮視点の両方からの
実況を収集した．残りの 305レースについてはプレイヤー
視点の実況のみ存在する*8．よって，合計 2,473件の実況
を収集し，これらの文字起こしデータが映像，構造化デー
タと対応づいている．実況の録音時間は約 226時間で，合
計 129,226発話が格納されている．映像キャプション生成
の大規模な既存データセットとしては，英語のActivityNet

Captions [9]が存在するが，本データセットは日本語であ
り，かつより多くの発話を含む．データ中の各発話の平均
長さは 2.73秒であり，また連続する発話間の沈黙の長さは
平均 3.46秒である．英語ではいくつかの映像キャプショ
ン生成や data-to-textのための大規模データセットが存在
するが，日本語の発話を格納した大規模なデータセットは
貴重であり，本データセットの特徴の一つと捉えられる．
その他の詳細なデータセット統計は表 2に示す．

3.2 発話ラベルによる分析
次に発話の特徴を捉えるための分析を行う．分析のため

に，各発話の特徴を表現する発話ラベルを設計し，データ
セットの一部に人手で付与する．表 3に示すように，1つ
*8 1,084+305 動画についてはプレイヤー視点の実況，1,084動画に
ついては空撮視点のみとなる．
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サーキット種類数 4

実況者数 5

レース数 1,389

実況数 2,473

- プレイヤー視点 1,389

- 空撮視点 1,084

実況録音時間 226:37:53

- プレイヤー視点 126:11:19

- 空撮視点 100:26:34

発話数 129,226

1レースあたりの平均発話数 52.25

1発話あたりの平均文字数 22.22

1発話あたりの平均発話時間 2.73s

発話間の平均沈黙時間 3.46s

表 2 データセットの統計値

対象サブラベル 例
プレイヤーの車 ここは華麗な追い抜き，決めていく
他の車 後ろの車に抜かれましたね．
すべての車 全車今一斉にスタート．
サーキット 本日のサーキット，ここラグナセカは

長いストレートで有名です．
内容サブラベル 例
相対位置 プレイヤー現在 2位．
絶対位置 青い車今第 2カーブに差し掛かって，

他の車もそれに続く．
タイム プレイヤー今ゴールラインを超えて

3分 15秒．
直前のイベント このミスはタイムに響くかもしれない．
将来のイベント 難しいターン 15，超えていけるか？
動き プレイヤー，長いストレートで

追い越していく．
安定したレース 全車問題なく，レースは進んでいます．
特徴 今回のレース，全車ポルシェ・マカン．
挨拶 はい，では実況を始めていきます．
反応 おぉ!

表 3 サブラベルの一覧．ラベルは 2 つのサブラベルの組み合わせ
として定義される．

のラベルは「対象ラベル」「内容ラベル」の 2つのサブラベ
ルの組として定義する．1つの発話において複数の事柄が
述べられることがあるため，人手ラベリングは複数ラベル
の付与を許容するマルチラベル設定となる．
1つ目のサブラベルである「対象ラベル」は「プレイヤー

の車」，「他の車」，「すべての車」，「サーキット」の 4つか
ら定義され，発話の言及対象を表現する．例えば，「全車一
斉にスタート．」という発話であれば「すべての車」のサブ
ラベルが付与され，「プレイヤー，今 15コーナーを無事抜
けた．」という発話であればプレイヤーの車の現在位置を
対象とした発話であると考え「プレイヤーの車」を付与す

図 3 時間帯によるラベル分布の変化

る．2つ目のサブラベルである「内容ラベル」は，「(他の
車との)相対位置」「(サーキット上での)絶対位置」「動き」
「ラップタイム」といった言及対象の動きや特徴に着目した
発話に付与するラベルである．例えば，前述した「プレイ
ヤー，今 15コーナーを無事抜けた．」という発話であれば，
無事抜けたという「動き」を表すサブラベルと，「15コー
ナー」という「絶対位置」を表すサブラベルが付与される．
サブラベルの組み合わせが 1つのラベルであるから，この
発話には「プレイヤーの車:動き」「プレイヤーの車:絶対位
置」という 2ラベルが付与される．
無作為に抽出した 20レースの実況に含まれる 874発話

に対し，人手でラベルを付与した．付与したラベルの出現
分布を計算し，データセットに含まれる発話の特徴を捉え
る．実況が時系列データであるという特徴や，データセッ
ト中に異なる視点からの実況が含まれることを考慮し，(1)
時間帯によってどのように発話ラベルの分布が変化する
か，(2)実況者の視点により発話ラベルの分布が変化する
か，の 2点について特に着目し分析する．
分析 1: 時間帯により発話ラベルの分布がどのように変化
するか
時間帯による発話ラベル分布の変化を調べるために，ま

ず 1レースを時間を手がかりに 4分割する．すなわち，1

つ目の分割部分は録画開始時刻から時間の経過が 25%部分
に達するまでとなり，以後も同様に 25%ずつ動画を 4分割
した．図 3に各分割部分ごとの発話ラベルの分布を示す．
この図において，青の線は先頭の 25%を示す．同様に，橙
色，灰色，黄色はそれぞれ以後 25%ずつに分割した各区分
での分布を示す．
まず，青色で示されたレース冒頭の 25%部分に着目す
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図 4 視点による発話ラベル分布の違い

る．この時間では「サーキット:特徴」「プレイヤーの車:特
徴」など，「特徴」に関する言及が多いことが分かる．これ
は，レース開始直後にはサーキットや車の特徴について説
明する発話が多いことを示している．
黄色で示された末尾の 25%の区分においては，「なし:挨

拶」「プレイヤーの車:タイム」のラベル頻度が高くなって
いる．実際の発話を目視すると，実況者はレーシングカー
がゴールラインを超えた際にタイムについて言及すること
が多い．また，実況の最後には「本日のレース，これにて
終了です．」といった挨拶で実況を終えることが多く，その
ような特徴がラベル分布に現れている．
次に，橙色と灰色で示された中間 2つの区分における分

布について分析する．この 2つの区分は似たような分布で
あるが，「プレイヤーの車:動き」のような事実についての
言及は，橙色で示された 25%から 50%の区分において，灰
色で示された 50%から 75%の区分よりも高くなった．一方
で，「直前のイベント」「将来のイベント」といったプレイ
を振り返ったり，将来への希望観測を述べる発話は灰色で
示された 50%から 75%の区分のほうが高くなる傾向があ
る．この分布より，レースの前半部分では動きなどの事実
に着目した言及が多く，後半に入りゴールが近づくにつれ
て，事実だけでなく実況者の主観的なコメントの割合が増
加することが分かる．
　

分析 2: 実況者の視点により発話のラベル分布はどのよう
に変化するか
プレイヤー視点と空撮視点で発話のラベル分布がどのよ

うに変化するかを分析する．図 4に視点ごとに分けたラベ
ル分布を示す．橙色の線がプレイヤー視点，青い線が空撮

視点での分布を表す．
発話ラベルの割合に顕著な差がある箇所に着目し分析を

述べる．「プレイヤーの車:(サーキット上での)絶対位置」
は青い線で示された空撮視点での割合が，プレイヤー視点
の割合よりも 2 倍程度と差が大きい．これは，ヘリコプ
ターから撮影した映像ではサーキットの広い範囲を確認す
ることができ，容易にサーキット場での位置について言及
できるためであると考えられる．それに対し，プレイヤー
視点では前方向の限定された範囲の視界のみを用いるた
め，サーキット上での位置を把握することは難しい．その
ため，絶対位置への言及が少なくなったものと考えられる．
空撮視点では他にも「プレイヤーの車:安定したレース」ラ
ベルの割合が高いのも特徴的である．空撮視点では広範囲
を見ることができるものの，車両間の細かな距離を捉える
のがプレイヤー視点の映像と比較して，難しい．よって，
プレイヤー視点では競り合っている状況であっても空撮視
点ではそのような状況を捉えるのが難しく，レース状況が
安定している旨の発話が多くなる．
一方，プレイヤー視点では「プレイヤーの車:直前のイ

ベント」ラベルの割合が多い．これはプレイヤー自身がプ
レイしながら実況しているため，自身のプレイに対し反省
などのコメント (例えば「オーケー，ここはうまく曲がれ
た！」など)を発話するケースが多いためである．このよ
うに，視点により実況の特徴が変化することが分かる．

4. 問題設定とベースライン手法
本節では実況生成タスクを定式化し，ベースライン手法

を構築する．

4.1 問題設定
実況生成タスクを本研究では，(1)発話タイミングの同

定，(2)発話生成の 2つのサブタスクに分ける．発話タイ
ミング同定タスクは，直前発話の発話時刻が与えられる設
定で映像，構造化データ，テキストデータの 3つ組 (V , D,

T )を入力とし次の発話時刻を予測するタスクである．発話
生成タスクは発話を与えるべき時刻が与えられる設定で，
同様に (V , D, T )を入力としテキストを生成するタスクで
ある．以下にこれら 2つの問題を定式化する．
発話タイミング同定タスクは，直前の発話時刻が与えら

れた設定で，次の発話時刻を予測する．直前の発話が発せ
られた時刻が与えられると，発話タイミング同定モデルは
まず直前発話の 1秒後の時刻に対し，次の発話をすべきか
否か 3つ組の情報 (V , D, T )を入力とし二値分類する．分
類器が正例と判定すればその時刻を次の発話タイミングと
して出力し，分類器が負例と判定すればさらに時刻を 1秒
進め，二値分類を繰り返す．分類器が直前の発話からm秒
間分正例を出力しない場合，次の時刻では正例と判定しそ
の時刻を発話タイミングとして出力する．実験では発話間
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図 5 実況生成タスクのためのベースラインモデル．速度，ハンドル角度といった時系列構造
化数値データは種類ごとに個別のベクトルとして表現し線形変換する．映像はビデオフ
レームを Vision Transformer でエンコードした後，LSTM で時系列としてさらにエン
コードする．テキスト情報としては直前の発話テキストを考え，LSTM で読み込む．構
造化，視覚，テキストデータの表現ベクトルをタイミング同定タスクを行う二値分類器，
発話生成タスクで用いる LSTM デコーダに与える．

の平均沈黙時間の 2倍であるm = 7を用いる．
発話生成タスクは映像，発話を生成すべき時刻 t が与

えられた上で，3 つ組の情報 (V , D, T ) を入力とし発話
テキストを生成する．テキスト生成は Recurrent Neural

Networks (RNN)を用いて文字を繰り返し出力し，これを
終了を表す特別な文字が出力されるまで繰り返す．

4.2 ベースライン手法
本節では実験に用いたベースラインについて述べる．手

法の設計においては，例えば，実況テキストのトークン分
割手法やタイミング同定モデルの学習に用いる正例や負例
の作成手法などにいくつかの選択肢が存在するはずであ
る．しかし，実況生成はこれまで取り組まれたことのない
タスクであり，どの手法を採用すべきかは必ずしも明らか
ではない．本節では，今後の精緻な手法設計のための前段
階として，単純なベースラインを提案する．
マルチモーダルエンコーダ: 2 つのサブタスクにおい
て，共通のマルチモーダルエンコーダを用いる．このエ
ンコーダは映像 V，構造化データ D およびテキストデー
タ T をそれぞれニューラルネットワークで読み込む．
V = (img1, ..., imgk)は発話タイミング同定タスクの分類
対象時刻もしくは，発話生成タスクの発話生成対象時刻
の k 秒前から対象時刻までのビデオフレーム系列である．
ビデオフレームは 1秒毎に torchvisionライブラリ*9を
用いて取得したものを用いる．D = {D1, ..., DN}は N 種
類の構造化データを格納した集合である．D1 から DN は
それぞれ例えば速度やハンドル角度などを表現した時系

*9 https://pytorch.org/vision

列数値データに対応する．それぞれの時系列数値データ
Dn = {val1,n, ..., valk,n}は過去 k 秒分の時系列数値デー
タを用いる．数値データは 1秒おきに保存し，映像データ
と同様に過去 k秒間の情報を用いる．構造化データともに
過去 10秒分，すなわち k = 10を用いる．テキストデータ
T には本設定では直前の発話を想定する．
V の各ビデオフレームはVision Transformer [3]*10で画像

埋め込み表現に変換する．各埋め込み表現はその後，LSTM
に入力される: hi,V = LSTMV (hi−1,V , V iT (imgi))．ここ
で，ViTは Vision Transformerの特別なトークン [CLS]に
対応する埋め込み表現を出力する．LSTMの最終状態であ
る hk,V を視覚情報 V の表現ベクトルとする．構造化デー
タ D に含まれる各数値列 Dn はベクトルとして扱い，線
形変換した上で活性化させる: dn = ReLU(DnWd + b)．
ここで，Wd は各数値列を線形変換する重み行列で，bは
重みベクトルである．活性化関数には ReLU を用いる．
D1 から DN までをこのネットワーク層に入力し，これ
らの結合ベクトルを構造化データ D の表現とする．テキ
ストデータについては，文字ベースの LSTMでテキスト
データ中の文字に対応する埋め込み表現を逐次読み込む:

hi,T = LSTMT (hi−1,T , embe(xi))．ここで，embe は対象
文字の埋め込み表現を返す．LSTMの最終状態をテキス
トデータ T の表現とする．最後に V , D および T のエ
ンコーダ出力の結合ベクトルを最終的なエンコーダ出力
encode(V,D, T )とし，次節で述べるように各サブタスクで
用いる．

*10 公 開 実 装 を 用 い た: https://github.com/lucidrains/

vit-pytorch.
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タイミング同定モデル: タイミング同定モデルはエンコー
ダ出力を受け取り，以下の二値分類のためのネットワー
クを用い，発話すべきか否かについてスコアリングする:

Softmax(encode([V,D, T ])Wt)．ここで，encode()はエン
コーダの出力を返し，Wt を用いてエンコーダ出力を 2次
元に圧縮した上で，確率分布に変換する．2次元ベクトル
の各次元が，発話するという決定のスコア，発話しないと
いう決定のスコアに対応する．
学習時には，データセット内で実際に発話された時間を

正例とし，正解発話の終了時刻と次の正解発話の開始時刻
の中点にあたる時刻を負例とした．すなわち，正例と負例
は訓練データにほぼ同数存在することになる．二値分類器
は交差エントロピー損失を最小化するよう学習した．
発話生成モデル: 発話生成モデルは，発話すべき時刻と 3

つ組 (V, S, T )が与えられた設定で，発話テキストを出力す
る．提案ベースラインでは，エンコーダ・デコーダモデル
を用い，エンコーダには前述したマルチモーダルエンコー
ダ，デコーダには文字ベースの LSTMデコーダを用いる:

hj,d = LSTMd(hj−1,d, embd(yj−1)), (1)

aji =
exp(hj,dWhi,V )∑10
i=1 exp(hj,dWhi,V )

, (2)

cj =
∑
i

ajihi,V , (3)

yj = Softmax([hj,d; cj ]Wd). (4)

ここで，デコーダ LSTMの初期状態 hj,d はエンコーダ出
力 encode(V, S, T )で初期化する．embd はデコーダ側の文
字埋め込み表現を返す．なお，ここでの文字埋め込み表現
embd はエンコーダ側の文字埋め込み表現 embe は異なる
重み行列を用いて計算する．cj は注意機構を用いた計算さ
れたビデオフレーム埋め込み表現の加重平均である．yj−1

は直前に出力された文字の埋め込み表現で，重み行列Wd

および Softmax関数を用いて，次の文字を予測する．デ
コーダ LSTMは，終了を表す特別なトークンを出力する
まで，文字を逐次出力していく．このエンコーダ・デコー
ダは交差エントロピー損失を最小化するよう学習される．

5. 実験
実況生成タスクの特徴を明らかにするため，4節で述べ

たベースラインモデルの性能評価を行う．

5.1 使用データとパラメータ
データセット全体から映像データ，構造化データ，実況

の 3つ組をランダムに 200組抽出し，そのうち 100組ず
つをそれぞれ評価セット，パラメーター調整用の開発セッ
トとして用いる．残りのデータをすべて学習用に用いる．
Vision Transformerについては，100次元の隠れ状態を 6

つ持つ 2層の Transformerに設定した．画像は 30×30の

正解との差 [秒]

ベースライン: 平均沈黙時間 3.66

構造化データのみ 3.27

構造化データ+直前発話 3.26

構造化データ+直前発話+映像 3.12

表 4 実際に発話された時刻と予測時刻の差による評価．値が小さ
いほど性能が良い．

パッチに分割し入力した．ドロップアウト率は 0.1に設定
し学習した．構造化データである速度は，直近 10個の数
値から成る．これを 10×10行列で線形変換し ReLU関数
で活性化することで，新たな 10次元埋め込み表現に変換
した．その他の構造化表現であるレースの進捗割合および
ハンドル角度についても同じ処理を行い，それぞれ 10次
元埋め込み表現に変換した．エンコーダ側の LSTMにつ
いては隠れ層の次元を 100に設定した．映像データおよび
テキストを異なる LSTMで読み込み，これらと 3つの構
造化データの埋め込み表現の結合ベクトルでデコーダを初
期化する．そのため，発話生成に用いるデコーダ LSTM

の隠れ層は 230次元に設定した．デコーダ側で用いる文字
埋め込みは 100次元で表現し，この文字埋め込みは直前発
話を読み込むエンコーダとは異なる重み行列を用いて計算
した．ネットワークの最適化には [8]を初期学習率 10−3，
10−4 および 10−5 を用い，学習率ごとに複数のモデルを学
習し保存した．学習は開発セットでの損失関数の値が 10

エポック向上しなくなるまで繰り返した．発話生成モデル
の評価においては，正解のタイムスタンプを与える設定で
生成した発話を用いて評価する．

5.2 発話タイミング同定モデルの評価
発話タイミング同定モデルは，システムの出力した時刻

と正解の時刻との差を用いて評価する．ベースラインとし
て，連続する 2発話間の平均の沈黙時間である 3.66秒を用
いる．表 4に結果を示す．なお，この表では数値が小さい
方が良い性能を表す．結果，構造化データのみを用いるモ
デルでは 3.27秒とベースラインの平均沈黙時間 3.66秒よ
りも良い性能を示した．さらに，直前発話や映像データを
考慮することで，それぞれ 3.26秒，3.12秒と性能向上が
みられたものの，この差は小さい．このような結果から，
構造化データの利用は有益であるが，映像との組み合わせ
についてはたとえ最先端の画像エンコーダを用いたとして
も，他のモダリティのデータとの単純な組み合わせだけで
は大きく性能を向上させることが難しく，エンコーダや組
み合わせ手法の改善によりさらなる性能向上が見込まれ
る．これより，マルチモーダルな情報を考慮する発話タイ
ミング同定タスクは挑戦的な課題であるといえる．

5.3 発話生成モデルの評価
発話生成モデルの評価には BLEUを用いる．BLEUス
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学習率 10−3 10−4 10−5

構造化データのみ 18.22 22.78 23.39

構造化データ + 直前発話 18.03 23.78 23.86

構造化データ + 直前発話 + 映像 17.49 22.58 24.01

映像のみ 0.30 2.74 7.46

表 5 異なる学習率による BLEU スコア

例 1: 発話時刻: 00:55

正解発話
(先頭の車に)後ろピタッと付いておりますのが
プレイヤーです．
構造化データ+直前発話
さあ，ここで第１０コーナー，ここでスピードを
　　　上げていきます．
構造化データ+直前発話+映像
さあ，ここでしっかりとブレーキをしていきます．
例 2: 発話時刻: 連続する 3発話
正解発話
さあ，このまま次のヘアピンカーブ．
ちょっとブレーキ甘かったか．
少し膨らんでしまったが，何とか曲がることができましたね．
構造化データ+直前発話+映像
ここは，ちょっと膨らんでしまった．
ここはしっかりと減速していきたい．
ここでしっかりと減速していきたい．
表 6 出力例．カッコ内のテキストは実況には含まれないが，例示を

わかりやすくするために著者らが付け加えた文言である．

コアを表 5に示す．結果，構造化データのみを用いるモデ
ルは映像データのみを用いるモデルよりも大幅に良い性能
を示した．構造化データのみのモデルに，テキストデータ，
映像データを順に追加していくと 10−5 の設定においては
少しずつ BLEUスコアを向上させたが，差は非常に小さ
い．また，10−3 および 10−4 の設定においてはわずかに性
能を劣化させた．この点から，Vision Transformerの学習
は学習率に敏感であり，慎重な調整が必要であることがわ
かる．人間による正解実況は映像データのみを考慮し作成
されているにも関わらず，映像のみを入力としたベースラ
イン手法の性能は構造化データの性能よりも大きく劣って
いる．この点から，特に画像エンコーダや構造化データと
の組み合わせ手法に関しては改善の余地があるものと思わ
れる．今後の改善については，7節にて議論する．

6. 議論
表 6に正解発話と各モデルが自動生成した発話を示す．

正解発話では例 1 に示すように，他の車両との相対的な
位置関係に着目する発話がみられる．このような発話を生
成するためには，車同士の細かな位置関係を捉える必要が
あり生成が難しい例である．構造化データ+直前発話モデ

ルでは表に示す例のように，サーキット上での絶対位置に
ついて言及しており，さらに映像データを追加するとより
具体性のない発話へと変化した．正解発話のように詳細な
情報を含む発話を生成するためには，映像データから車の
急激な減速や加速，車両間の細かな位置関係などを正確に
捉える必要がある．しかし，画像分類タスク等で良い性能
を示す最先端の画像エンコーダを用いたとしても，レース
の実況生成のために有益な特徴が捉えるとは限らない．一
方，構造化データは位置関係のような細かな情報を直接的
に与えるため，性能が良いものと思われる．映像データか
ら細かな特徴を捉えるエンコード手法や，構造化データと
映像データの組み合わせ手法については，今後マルチモー
ダルな言語生成研究において汎用的に必要な技術であり，
さらに探求すべきであろう．
さらに，特に映像データを組み合わせたモデルの出力で

は表 6の例 2に示すように，同じような発話を繰り返すエ
ラーが散見された．例 2に示す 3発話のうち後半 2発話の
発話時刻は 3秒しか離れておらず，映像データとしては非
常に似たビデオフレームがが入力されている．そのため，
似ているがわずかに異なるビデオフレーム系列から必要な
特徴を正しく取り出すことは難しく，同一の発話を出力し
たものと思われる．この観点から，細かな差異を捉えるエ
ンコーダの拡張や，発話の多様性を向上させる仕組みの導
入が必要であると考える．
また，「ドイツのニュルンベルクサーキット」を「イタリ

アののニュルンベルクサーキット」と間違えるといったエ
ラーも散見された．このように固有名詞がデータセット中
に多く出現する事例により強く影響される問題は，他の生
成研究でもすでに指摘されており，本タスクでも問題とな
る．サーキットの情報などを外部知識として与え，モデル
に外部知識を参照させるような仕組みなどを考える必要が
あるだろう．

7. 今後の方向
最後に，実況生成タスクに関し今後必要となる技術に

関して議論する．まず，本タスクは評価が非常に難しく，
評価指標の開発は重要な方向の一つである．本稿で用い
た BLEUスコアによる評価は，正解発話と出力発話の表
層的な関係だけに着目し，実況生成において重要である映
像や構造化データも考慮した正しさを測れない．しかしな
がら，BLEUを使わず人間の評価者に映像データ，構造化
データ，実況を提示し評価させるのは大きなコストがかか
る．また，BLEUによる評価の信頼性を向上させるには，
複数の参照発話が正解データに含まれることが望ましい．
しかし，実況生成タスクでは複数の実況者が同じ時刻に発
話することは非常に稀であり，複数の参照発話を用意する
こと自体が難しい．より正確で効率的な自動評価手法およ
び人手評価手法の開発は，実況生成タスクのようなマルチ
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モーダルな設定では特に重要であろう．
前述したように映像のエンコード手法，構造化データと

の組み合わせ手法などの手法開発は主となる研究の方向性
である．また，映像から有用な構造化データを抽出する技
術も有用だろう．しかし，良い実況モデルを作るには，そ
もそも「良い実況とはなにか？」という本質的な問いに対
しその特徴を明らかにする必要がある．本稿では実況文字
起こしの言語的な特徴に着目した分析を行ったが，映像，
音声，言語を組み合わせたさらなる事例分析についても取
り組む価値があるだろう．

8. おわりに
本稿では新たな生成課題としてレーシングゲーム実況の

自動生成タスクを提案し，データセットを作成した．分析
より，実況に含まれる発話は時系列および実況者の視点に
より変化することを示した．いくつかのベースラインモデ
ルを提案し評価したところ，速度，ハンドル角度といった
構造化データの情報は非常に有益である一方，映像データ
のエンコードは最先端の画像エンコーダを用いたとしても
挑戦的な課題であることが分かった．また，構造化データ
と映像データを組み合わせるマルチモーダルな手法は単純
な組み合わせでは大きく性能を向上させず，さらなる手法
開発が必要であることを述べた．マルチモーダルな言語生
成研究を加速させるため，データセットを公開する．
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