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大規模グラフニューラルネットワークにおける
実行性能とモデル精度のトレードオフに関する評価

金刺 宏樹1,a) 鈴村 豊太郎2 劉 欣1 広渕 崇宏1 高野 了成1

概要：グラフデータの大規模化とグラフ構造を用いた機械学習アプリケーションが多様化するにつれて，
グラフニューラルネットワーク（GNN）は他の深層学習モデルと同様，GPUや大容量 DRAMなどより
高性能な計算環境が必要とされている．しかし，グラフデータサイズと比較して GNNの各層のサイズ，
学習率などが適切でない場合，GPUデバイスメモリ容量が不足するか，モデル精度が限界になるなどの問
題が起こる．本研究では，代表的な大規模グラフデータ，GNNモデルおよび学習用ハイパーパラメータに
ついて，学習時間モデル精度の推移を比較することにより，実行性能とモデル精度のトレードオフを明ら
かにしながら最適な実行条件を探索する．評価実験により，GNNモデルとそれぞれのハイパーパラメー
タの違いにより学習開始時から収束するまでの数秒間で顕著な差が見られた．

1. はじめに
近年では，ソーシャルネットワーク，金融取引ネットワー

クなど頂点数，エッジ数が数百万から数億を超えたグラフ
に対し，機械学習によって個々のユーザの嗜好予測，潜在
的な取引不正などの異常検知を効率化する需要が増えてい
る．これらのグラフ処理と機械学習によって実世界のグラ
フデータを処理するアプリケーションでは，様々な実験条
件，限られた計算資源でなるべく多くのグラフデータを捌
かなければならず，モデルを学習させて結果を出すまでの
実行時間も限られている．そのため，最高の精度に達して
いなくても許容できる精度が出れば短時間で学習を打ち切
るといった運用が考えられる．特にグラフ構造自体が頻繁
に更新されるために，学習と予測のプロセスを数秒以内で
完了させる必要のあるソーシャルネットワーク，金融取引
ネットワーク，道路交通ネットワークなどにおいて，限ら
れた時間で高精度を実現するようなより実用的なパラメー
タセットを探索することは重要である．
これらのグラフ構造を考慮した機械学習モデルとして，

深層学習をグラフ構造データ向けに応用したグラフニュー
ラルネットワーク (GNN) がある．近年多くの GNNモデ
ルが論文やソースコードとして提案・公開されており，評
価用の数百万頂点，数千万エッジ以上の大規模なデータ
セットについても， Open Graph Benchmark (OGB) [5]
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などのベンチマークとともに公開されている．これらのモ
デルの優位性に関する検証実験においては，論文引用ネッ
トワークの Planetoid[14]，ウェブ掲示板投稿ネットワーク
の Redditなど頂点数が数千～数十万程度の従来から使わ
れている比較的小規模なデータセットが主に使用されてい
る．また，GNNモデルやベンチマークで採用される評価
指標も，学習結果のラベルの正解率や F1-scoreなど，GNN

モデルの出力に基づく学習精度のみに限定されている場合
が多い．
しかし実社会のアプリケーションでは，上記のように数

百万から数億頂点・エッジのグラフデータに対して機械学
習を行う需要があり，小規模のグラフデータと同様の結果
になるとは限らない．さらに，一般的に GNNの学習時間
とそのモデル精度はトレードオフの関係にあるにもかかわ
らず，公開されている GNNモデルの論文，ベンチマーク
などの性能評価対象となるのは後者のモデル精度のみであ
り，実行時間が考慮されることはほとんどない．
本研究では，論文で提案されている GNNモデルの評価
と実際のアプリケーション，グラフデータとのギャップを
埋めるために，実行時の性能とモデルの精度について議論
する．実世界グラフデータ，GNNモデル，およびGNN学
習のハイパーパラメータそれぞれについて，学習時間とモ
デル精度の推移を評価実験によって比較し，その傾向につ
いて議論する．性能と精度のトレードオフを考慮しつつ，
決められた実行時間と計算資源で最も良いモデル精度を出
すためのグラフデータ，GNNモデル，ハイパーパラメー
タの関係性を実験によって検証する．
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本書の構成は以下の通りである．第 2章では GNNのモ
デルおよびハイパーパラメータ，計算機環境をもとに，現
状の GNNの学習に関する課題について述べ，第 3章では
大規模グラフデータセットを用いた実世界アプリケーショ
ンの動向と需要について，代表的な事例やベンチマークな
どを参照しながら説明する．第 4章では，代表的な GNN

モデルとベンチマークとして用いられる大規模グラフデー
タを使用して，ハイパーパラメータを変えながら性能評価
を行い，実行性能とモデル精度の関係性をそれぞれ比較す
る．第 5章では GNNの性能評価に関する関連研究につい
て説明し，第 6章で本研究のまとめと今後の展望について
述べる．

2. GNNモデル評価に関する問題提起
本章では，実世界で用いられているグラフデータとアプ

リケーションの現状と，このようなグラフデータを GNN

モデルに適用させる際に想定される必要な指標と制約条
件について述べる．具体的なデータセット，機械学習が必
要ないくつかのシナリオについて，それに対処するための
GNNモデル，計算機環境をそれぞれ取り上げながら，ど
のような指標を最適化すれば良いか議論する．
数百万頂点を超える大規模かつ動的に構造が変化する

実世界グラフデータに対応するために，GCN モデルに
LSTM, GRU など時間的変化を考慮したユニットを組み込
んだ動的な GNNモデルや，GCNモデルを簡略化し時間
的・空間的計算量をそれぞれ削減することで大規模グラフ
を一度に扱えるようにした SGC[13]などの派生モデルも数
多く提案されている．
これらの GCN派生モデルを従来のモデルと比較する際

に評価用として使われていたグラフデータは，部分的な論
文引用ネットワークのスナップショットなど比較的小規
模な静的データセットに限定されており，Cora, Citeseer,

Pubmed などの Planetoid [14] に代表される数千～数万頂
点・エッジ規模の固定されたデータセットが主に使われて
いた．しかし実際の運用では数百万から数億頂点・エッジ
以上のグラフデータを一度に扱う必要があり，同様のGNN

モデル，ハイパーパラメータ，ハードウェアの条件で動か
すことは不可能である．仮に同様の条件でさらに大規模な
グラフデータを扱えた場合であっても，実行性能の違いに
より異なるハイパーパラメータセットが最適となる場合も
あり，そもそも学習に要する時間が長くなることで実用に
耐えない恐れもある．
より大規模で実践的なグラフデータを前提として評価で

きることを目的に，最近ではこれらの大規模グラフを想
定した Benchmarking-GNNs [1], Open Graph Benchmark

(OGB)[5]などの GNN用ベンチマーク，および OGB が
主催する OGB-LSC KDD Cup 2021 [4]などのコンペティ
ションが公開されている．しかし，これらのコンペティ

ションでは，基本的に最終的なモデル精度のみが評価の対
象となり，モデルの学習時間に関する制約は少ない．一般
的に学習に要した時間とモデル精度はトレードオフの関係
にあり，モデル精度を向上させるためには GPUなど高性
能なハードウェアを長時間使用する必要がある．ただし，
実世界の動的グラフにおいては，前述のような異常検知ア
プリケーションなどをより精緻にするために，データの更
新と学習の間隔は短いほど好ましいため，限られた時間や
計算資源では GNNモデルが収束する前に学習を打ち切り
データを更新しなければならない場合もある．

3. GNNモデルとハイパーパラメータ
本章では，代表的な GNNモデルの種類と，付随するハ

イパーパラメータごとに性能面での特徴を述べる．特に，
学習に要する計算コストと全体的なモデル精度の双方につ
いて議論する．

3.1 代表的なGNNモデル
深層学習モデルの中で基本的な Convolutional Neural

Network (CNN)をグラフ構造に適用させた Graph Convo-

lutional Network (GCN)[7]をはじめとした，数多くの派生
モデルが提案されている．ここでは，本研究で評価対象とす
る代表的なGNNモデルであるGCN, GraphSAGE[3], SGC

(Simple GCN)[13], GAT (Graph Attention Network)[11]

の概要について説明する．
GCN [7] 近傍のネットワークに畳み込み処理を適用さ
せた GNNモデルであり，各頂点を表現するベクトル
(畳み込みベクトル) の内容を，重み付けを行いながら
隣接頂点に伝播させていく．

GraphSAGE [3] GCNモデルでは各頂点が全ての隣接
頂点に相当する畳み込みベクトルを伝搬させるが，計
算対象とする頂点をサンプリングし周辺の畳み込みベ
クトルを集約させて学習することで，時間的計算量を
削減しつつグラフ構造による表現を効率的に学習する．

SGC [13] GCNモデルの中から，GNN計算で本質的に
不要な非線形関数を除去し，学習対象の重み行列を集
約させることで計算量を軽減する．GNN構造が簡略
化されたことで，後述するハイパーパラメータの隠れ
ユニット数，ドロップアウト率は適用されない．

GAT [11] 各ユニット内のパラメータに加え，Attention

と呼ばれる隣接頂点間の頂点同士を結ぶエッジの重要
度も同時に学習することで，特徴ベクトルの伝搬に重
み付けを加え，より精緻なモデルの学習を可能にして
いる．GCNモデルよりも学習の自由度は高くなるが，
エッジ数に比例した Attentionのパラメータも学習す
るため，時間的・空間的計算量が増大する．

図 1 は GNNモデルの概要である．この図で下線を引い
た学習率 r，隠れ層数 k，隠れユニット数 n，ドロップアウ
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ト率 d が本研究で検証するハイパーパラメータである．

3.2 GNNのハイパーパラメータ
GNNのモデル精度を左右するのはモデルの種類だけで
はなく，学習率，隠れ層のサイズなど GNNの構造を決定
するハイパーパラメータも含まれる．一般的な傾向が次に
述べる通りであるが，実際の実行速度やモデル精度への影
響は使用するハードウェア，グラフデータのサイズや形状
によって異なる．
3.2.1 学習率
学習率（Learning Rate）は，他のニューラルネットワー
クモデルの学習と同様，誤差逆伝播法により予測結果と教
師データとの誤差を GNNモデルにフィードバックする際
の重み付け用ハイパーパラメータである．学習率が大きい
ほどより少ないエポック数で短時間で最適解に達すること
が多いが，大きすぎると学習したモデルが不安定になり，
最適解から遠ざかることもある．
3.2.2 隠れ層・隠れユニット数
隠れ層（中間層）も，一般的なニューラルネットワーク

と同様に，その数が多いほどより精緻なモデルを表現可能
である一方，モデル更新のための行列計算を繰り返す必
要があり，その分時間的，空間的計算量が必要とされる．
GCNモデルにおいては，隠れ層を一つ増やすことにより，
頂点自身が持つ畳み込みベクトルをさらに 1ホップ隣の頂
点へ伝搬させることができ，さらにグラフ構造を考慮した
学習が可能となる．上記の隠れ層と同様に，隠れユニット
数，つまり隠れ層あたりの学習パラメータの個数によって
もニューラルネットワークの表現力は変化する．なお SGC

モデルでは隠れ層に相当する計算を行列積計算に簡略化さ
せたため，隠れユニットに相当するハイパーパラメータは
存在しないが，隠れ層数は隣接頂点のホップ数に相当する
ため，以下の評価実験では同様に扱う．
3.2.3 ドロップアウト率
ニューラルネットワークモデル精度を向上させるための

重要な手法として，ドロップアウト [10]がある．ドロップ
アウトでは，一定割合の隠れユニットを学習時にランダム
に無効にすることで，学習データに特化する過学習を抑制
する．ドロップアウト率が高いほど，学習対象となる隠れ
ユニットの割合が小さくなるが，GNN全体の学習により
多くの学習データと時間を要するトレードオフがある．

4. GNNモデルの学習時間と精度の推移評価
2章で述べた通り，ソーシャルネットワーク，金融取引
ネットワークなど頂点数，エッジ数がそれぞれ数百万，数
億を超えるグラフデータをそのまま GCNモデルで扱うこ
とは困難であり，頂点のサンプリング，グラフクラスタリ
ングによって一度に学習する頂点セットを限定するなどの
近似手法が主流となっている．一方で，近似手法を使用し

たことによるモデル精度が悪化したり，モデルが収束する
まで長時間を要することもある．
本章では，2, 3 章で述べた内容を踏まえ，グラフデータ
セット，GNNモデル，およびハイパーパラメータの組み
合わせの違いにより，学習時間に対するモデル精度の推移
を評価する．評価実験の結果をもとに，実行時間が制限さ
れたと仮定した場合にどのような組み合わせが最適化を考
察する．

4.1 実験環境と条件
4.1.1 ハードウェア・ソフトウェア構成
本実験では，GNNモデルを学習させるハードウェアとし
て計算機サーバ NVIDIA DGX-1 [8]を使用した．DGX-1

に搭載されているプロセッサとメインメモリ の概要は，そ
れぞれ表 1の通りである．それぞれの GNN学習プロセス
に対し，GPUデバイスを一台ずつ使用している．

表 1 DGX-1 の概要
GPU 8X NVIDIA® Tesla® V100, 16GB

CPU Intel® Xeon® CPU E5-2698 v4 2.20GHz, 2 x 20 cores

DRAM 512 GB 2,133 MHz DDR4 RDIMM

また，本実験ではDGX-1 マシンの中にCUDA が利用可
能な NVIDIA Docker コンテナを導入し，その中で性能評
価を行った．CUDAや Pythonパッケージなどソフトウェ
アの概要は以下の表 2の通りである．また，GNNモデル
を設計・実行するためのフレームワークとして，PyTorch

バックエンドのPyTorch Geometric (PyG) [2]を使用した．

表 2 ソフトウェアの概要
Host OS Ubuntu 18.04.4 LTS

Docker 19.03.15, build 99e3ed8919

GPU Driver 418.197.02

CUDA 11.0

GCC 7.5.0

Python 3.6.9

PyTorch 1.7.1+cu110

PyTorch Geometric 1.6.3

4.1.2 比較対象のGNNモデルとハイパーパラメータ
本実験では，GNN モデルとして GCN, GraphSAGE,

SGC, GAT をそれぞれ使用した．また，本実験で評価対
象としたハイパーパラメータの候補は以下の表 3の通り
である．太字はデフォルトのパラメータ値であり，前述の
Open Graph Benchmark [5] で公開されているサンプルプ
ログラムを参考にした．
基本的にニューラルネットワーク学習において，同一の

グラフデータを繰り返し使用する学習回数（エポック数）
を増やすほどモデル精度が上がる傾向にあるが，エポック
数に概ね比例した学習時間がかかり，GNN内部の学習パ
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図 1 GNN の構造とハイパーパラメータ

表 3 ハイパーパラメータの候補

学習率 r
0.001, 0.002, 0.005,

0.01, 0.02, 0.05

隠れ層数 k 1, 2, 3, 4

隠れ層ユニット数 n 16, 32, 64, 128, 256, 512

ドロップアウト率 d 0.00, 0.25, 0.50, 0.75

ラメータの変化がほとんどなくなりモデルが収束するこ
とで，モデル精度が頭打ちになる．モデルの収束を判定し
て学習を途中で打ち切る場合，基本的にニューラルネット
ワーク内部の学習パラメータの変化量を指標としているが，
本研究の実験では，エポック数の上限を 1,000 (SGC モデ
ルでは 2,000) とした上で，加えて ogbn-arxiv データセッ
トでは実行開始から合計 60秒，ogbn-mag, ogbn-products

データセットでは 180秒経過した時点で学習を打ち切るよ
うにした．
4.1.3 グラフデータセット
本実験で使用するグラフデータセットは，Open Graph

Benchmark [5]で公開されている Node Property Predic-

tion カテゴリから，論文引用ネットワーク ogbn-arxiv,

ogbn-mag, 購買ネットワーク ogbn-products データセッ
ト [9] を使用した．それぞれのグラフデータの統計情報は
表 4 の通りである．ogbn-arxiv, ogbn-mag データセット
の頂点の特徴量は，いずれも論文のタイトルとアブストラ
クトに含まれる単語ベクトルを 128 次元に畳み込んだもの
であり，同様に ogbn-products の頂点の特徴量も商品の説
明文のテキストデータを 100次元のベクトルに畳み込んだ
ものである．この特徴量数とラベル数は，それぞれ図 1で
示す左端，右端の特徴量ベクトルの長さ i と頂点ラベルの
種類数 j に相当する．

表 4 使用したグラフデータセット
データセット名 頂点数 エッジ数 特徴量数 ラベル数
ogbn-arxiv 169,343 1,166,243 128 40

ogbn-mag 1,939,743 21,111,007 128 349

ogbn-products 2,449,029 61,859,140 100 47

4.2 GNNモデルによる性能傾向
ogbn-arxiv データセットに対して，GCN, GraphSAGE,

SGC, GAT モデルそれぞれの学習時間とモデル精度の傾
向は図 2 のようになった．なお，GPUメモリ制限の問題
から，GATモデルは ogbn-arxiv データセットのみに対し
て学習できた．
最終的なモデル精度は SGCを除きいずれの GNNモデ

ルも 69 - 70% 前後で推移しているが，学習開始時から 5

秒前後で GCN, GraphSAGE モデルはほぼ最高のモデル
精度に達しているのに対し，SGC, GAT モデルは比較的モ
デルの学習が緩やかであり，学習開始から 20秒近く経過
しないと GCNに並ぶ精度に及ばなかった．それぞれのモ
デルの学習開始時から 1, 2, 5, 10秒経過した時点と，学習
終了時のモデル精度は表 5の通りである．特に学習開始か
ら 1, 2秒経過した時点において，SGC, GAT モデルの精
度向上が著しく低いことが分かる．

図 2 GNN モデル別の学習時間と精度の推移 (ogbn-arxiv)

図 3 の ogbn-mag データセット，図 4 の ogbn-products

の結果では，GraphSAGEと SGC モデルにおいてはほぼ
同様の傾向であったが，GCNでは学習モデルが収束せず，
一貫して不安定な結果となった．ogbn-mag データセット
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GNN モデル 1 s 2 s 5 s 10 s Final

GCN 62.4% 67.2% 68.0% 67.9% 70.3%

GraphSAGE 62.6% 65.4% 67.5% 69.0% 69.8%

SGC 55.4% 61.7% 66.0% 67.7% 68.8%

GAT 27.2% 51.1% 64.2% 67.3% 70.0%

表 5 GNN モデル別の精度の途中経過 (ogbn-arxiv)

では精度が 2% 前後にとどまり，ogbn-products では学習
開始から 10秒でピークの精度 64.5%に達した後精度が下
がり続け，80秒程度で SGCの精度 60.4%を下回る結果に
なった．GCNのモデル精度が向上しない原因については
今後詳細に調査する予定である．
また，SGCモデルは [13]において短時間で GCNに匹

敵するモデル精度を実現するとあるが，SGCモデルの精
度を十分向上させるためには多くのエポック数を要するた
め，学習時間を基準にモデル精度向上の過程を比較した場
合，GraphSAGEと傾向はほぼ同じか，やや低い傾向にあ
ることが分かった．

図 3 GNN モデル別の学習時間と精度の推移 (ogbn-mag)

図 4 GNN モデル別の学習時間と精度の推移 (ogbn-products)

その他のハイパーパラメータセットでもこの４種類の
モデルについて同様の比較実験を行ったが，GAT モデ
ルは GPUメモリの不足により ogbn-mag, ogbn-products

データセットを扱うことができず，また GCN モデルは
GraphSAGE, SGCモデルと比較して上記の通りモデル精

度が向上しなかったため，以下 GraphSAGEと SGCモデ
ルそれぞれについて比較実験を行った．

4.3 学習率による性能傾向
学習率の違いによる，GraphSAGEと SGC モデルそれ

ぞれの実行時間に対するモデル精度の傾向は図 5, 6のよう
になった．GraphSAGEモデルにおいては，1,000 エポッ
クまで学習した場合のモデル精度はいずれもほぼ同じであ
るが，0.002以下 の極端に低い学習率では特に開始 10秒
まではモデルの精度向上が比較的遅いことが分かる．SGC

モデルでは学習率による違いがさらに顕著になっており，
最終的なモデル精度でも学習率 0.001, 0.050 でそれぞれ
62.6%, 69.1%と明確な差が出ている．

図 5 学習率による GraphSAGE モデルの精度推移

図 6 学習率による SGC モデルの精度推移

同様の条件で，ogbn-mag データセットで GraphSAGE,

SGC モデルを学習させた結果は図 7, 8 の通りになった．
GraphSAGEモデルでは学習率が 0.020 の場合に最もモデ
ル精度が高い傾向にあり，1,000エポック学習後は精度が
33.1% に達した．しかし，さらに高い 0.050 では学習開始
から 15秒程度で 28%まで達したものの，それ以降は精度
が不安定となり，最終的に最も学習率の低い 0.001の場合
よりもさらに低い精度となった．一方，SGCモデルでは
一貫して学習率が高いほどモデル精度が上がりやすくなる
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傾向が顕著であり，学習率が 0.050 の場合はわずか 8.1秒
で 29% まで向上した．これは同条件の GraphSAGEモデ
ルでは達成できていない結果である．

図 7 学習率による GraphSAGE モデルの精度推移

図 8 学習率による SGC モデルの精度推移

4.4 隠れ層数による性能傾向
GraphSAGEモデルの隠れ層数，SGCモデルの隣接頂
点ホップ数におけるそれぞれの実行時間に対するモデル精
度の傾向は図 9, 10の通りである．GraphSAGEモデルに
おいては，いずれの隠れ層数でも 20秒以内に精度が 70%

近くまで到達したが，学習の序盤でのモデル精度向上が遅
く，隠れ層数にほぼ比例して全体の学習時間が長くなる結
果になった．SGCモデルでは GraphSAGEと比較してモ
デル精度の推移が安定しており，ホップ数が 2以上ではほ
とんど変化が見られなかった．

4.5 隠れ層ごとのユニット数による性能傾向
GraphSAGEモデルの隠れユニット数（隠れ層サイズ）

におけるそれぞれの実行時間に対するモデル精度の傾向は
図 11の通りである．隠れ層数での傾向と同様，いずれの
隠れユニット数でも 20秒以内に精度が 70%近くまで到達
したが，特に隠れ層数が多い場合に，図 9と同様に序盤の
モデル精度向上が鈍くなっている．いずれも最終的なモデ

図 9 隠れ層数による GraphSAGE モデルの精度推移

図 10 ホップ数による SGC モデルの精度推移

ル精度は 70%とほぼ同じだが，学習しなければならないパ
ラメータが隠れ層数，隠れユニット数に比例して増大する
ため，特に短時間での学習ではこれらのパラメータを小さ
く設定することが有効と言える．

図 11 隠れユニット数による GraphSAGE モデルの精度推移

4.6 ドロップアウト率ごとの性能傾向
図 12, 13, 14は，それぞれ ogbn-arxiv, ogbn-mag, ogbn-

products データセットでドロップアウト率を変化させた
場合のモデル精度の変化を示したものである．なお，SGC
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モデルでは GNNモデルの構造上ドロップアウトを扱わな
いため，GraphSAGEのみの結果を示す．

図 12 ドロップアウト率による GraphSAGE モデルの精度推移
(ogbn-arxiv)

図 13 ドロップアウト率による GraphSAGE モデルの精度推移
(ogbn-mag)

図 14 ドロップアウト率による GraphSAGE モデルの精度推移
(ogbn-products)

比較的データセットの小規模な ogbn-arxivデータセッ
トでは，ドロップアウト率が 0.0，すなわち全くドロップア
ウトを適用しなかった場合にモデル精度が不安定となった
一方，ドロップアウト率を 0.25にすると学習開始から 3.0

秒で 68%の精度に至った．また，ドロップアウト率が高め

の 0.75ではモデル精度の向上が他の条件と比較して緩や
かであり，同じ 68%の精度に達するまでに 8.0秒要した．
ogbn-mag データセットでは，ドロップアウト率が 0.25,

0.5, 0.0 の順にモデル精度が高い傾向にあり，ドロップア
ウト率が 0.75の実際の 4分の１の隠れユニットしか学習し
ない場合では 1,000 エポックで学習を終えた時点で 2.2%

低い制度となった．このデータセットにおいても，ドロッ
プアウトを行わなかった場合に不安定な学習結果が見られ
る．これらの結果から，短時間で学習を打ち切る場合は，
ドロップアウト率を低めに設定し，GNN学習を進めるの
が望ましいと分かった．ogbn-products では，ドロップア
ウトを行う場合と全く行わない場合でタイムアウト時の多
少の差はあるものの，いずれのドロップアウト率でも安定
してモデル精度が向上していた．

5. 関連研究
代表的な GNNモデルとそのハイパーパラメータを網羅
的に評価したサーベイ論文はある一方，その評価指標はモ
デル精度に特化したものが多く，学習時間などランタイム
の性能を考慮した研究は少ない．[6] では，予測した GNN

の実行性能と現実の実行時間の乖離の原因について不規則
なメモリアクセスを考察し，本研究で使用した PyG の他，
Deep Graph Library (DGL) などの既存のフレームワーク
を相対的な実行時間，GCN内部の計算スループット，プロ
セッサのキャッシュヒット率によって比較している．[12]

では，GNNの内部構造に着目し，学習プロセスを頂点ご
とに処理される vertex calculation とエッジごとに処理さ
れる edge calculation に分け，GNNの性能ボトルネック
について学習プロセス別に詳細に考察している．評価指標
としては 1エポックごとの平均学習時間，GNNモデル学
習時の最大メモリ使用量を使用しているが，それぞれミニ
バッチサイズの比較に関してのみ精度を使用しており，実
行時の精度比較は行われていない．
本研究では，GNNの学習時間とモデル精度のトレード
オフを考慮し，エポック数ではなく全体の学習時間に対す
るモデル精度の評価を行い，特に学習開始時から数秒間の
モデル収束前における精度を比較することにより，実世界
アプリケーションで運用する際に有用となる評価実験を
行った．

6. 結論と今後の展望
本研究では，代表的な GNNモデルとそのハイパーパラ

メータについて，実行時間とモデル精度双方の観点から性
能の比較と傾向を評価した．GNNモデルにより最終的な
モデル精度に違いがない場合であっても，モデルが安定す
るために要する時間，学習開始時から数秒後のモデル精
度に明らかな違いが見られた．特に SGCモデルについて
は，我々の実験では十分にモデル精度が向上するまで多
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くのエポック数を要したため，学習時間を基準とすると
GraphSAGEと比較して優位性は見られなかった．また，
学習率，隠れ層数，隠れユニット数においても実行時間に
よるモデル精度向上の過程に違いがみられ，短時間での学
習において最適なハイパーパラメータの指針を示すことが
できた．
今回は代表的な GNNモデルと OGBデータセットの一
部を用いて性能評価を行なったが，実世界データセットと
アプリケーションに対応する評価としてはまだ不十分であ
る．まず，今回使用したグラフデータセットの規模は百万
頂点，一千万エッジを超えるものであるが，実際のソーシャ
ルネットワーク，金融取引ネットワークなどは数億エッジ
規模であるため，さらに大規模なグラフデータによる検証
が必要である．また，グラフサイズだけでなく，構造が時
系列で変化する動的グラフ，異なる属性の頂点，エッジが
混在するヘテロジニアスグラフもこれらの実世界アプリ
ケーションでは用いられるため，同様のグラフデータとサ
ポートする GNNモデルによる性能評価も進める予定であ
る．さらに，GNNモデルを実際に運用することを考慮す
ると，GNNモデルの種類，グラフデータセットに加え，実
行環境の違いによる学習時間とモデル精度の評価も重要で
ある．今回はシングル GPUによる性能評価実験を行った
が，利用可能な GPUメモリ容量の制限により GATモデ
ルが扱えなかったため，さらに大規模なグラフを扱うこと
を鑑みてマルチ GPUかつ分散環境上においても同様の評
価を行う予定である．
謝辞 本研究の一部は，JSPS 科研費 JP21K17749 の助

成を受けたものである．
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