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概要：近年のセンサ技術の発展に伴い，ウェアラブルセンサから得られる加速度データを用いた人間の行
動認識の研究が盛んに行われている．また，ワークアウトなどの応用においては，動作の認識だけではな
く，動作の繰り返し回数をカウントする研究も行われている．既存のカウント手法では，各動作の出現時
刻等の情報を含むラベルあり学習データが大量に必要であり，その取得コストが膨大であるという問題が
ある．そこで本研究では，弱教師あり学習により，与えられた加速度データに含まれる特定の動作をカウ
ントするための手法を提案する．本研究では，加速度データに含まれる動作の数のみをラベルとする学習
データが少量のみ与えられる条件を想定する．このような弱いラベルが付与された少量学習データで効
果的に動作カウントモデルを学習するため，提案手法ではカウントモデルを動作の出現時刻を特定する
Attention機構と，特定された出現の回数をカウントする方策を学習する機構から構成する．出現の回数を
カウントする方策を学習することができれば，学習データのラベル（動作の回数）のバリエーションが少
なくとも，学習データに含まれていない回数のカウントを行うことができる．さらに提案手法では，Data

Augmentationや，他のユーザから得られた学習データを用いたモデルの事前学習により少量学習データ
の問題に対処する．評価実験では，スマートウォッチを右手首に装着した 3人の被験者がワークアウトを
行った際に得られた加速度データを用いて，提案手法の有用性を確認した．
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1. 序論
近年，コンピュータの小型化や軽量化が進み，加速度セ

ンサなどの様々なセンサが搭載されたスマートウォッチ
などのウェアラブルセンサの普及が進んでいる．ウェアラ
ブルセンサは健康管理や，ワークアウトの支援など人々の
生活の質の向上に役立っている．ウェアラブルセンサの普
及に伴い，ウェアラブルセンサから得られる加速度セン
サデータを用いて人間の行動を認識する研究が行われき
た [3]．例えば，スマートウォッチの加速度センサから得ら
れたデータから，機械学習などを用いてユーザの行ってい
るワークアウトの種類を認識するような研究などが行われ
ている [2], [6]．また，行われているワークアウトの種類を
認識するだけでなく，そのワークアウトを何回行ったかを
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カウントするような研究も行われている [1], [9], [10]．
しかし，既存のカウンティング手法では特定の 1種類の
動作のみが含まれる加速度データを入力とするものが多く，
複数の動作や対象とする動作以外の動作が含まれる加速度
データの中から，特定の 1 つの動作のカウントを行うこ
とはできない．実際にワークアウトを行う際，複数の動作
（腕立て伏せ，腹筋，スクワットなど）を連続もしくは，交
互に行うことは多い．また，ワークアウトの途中では，汗
を拭く，水を飲むなどのカウント対象とならないような動
作も行われる．このような加速度データの入力に対して，
それぞれの動作が加速度データのどの部分に対応するかを
認識してから，特定の動作が行われた回数をカウントする
既存手法も存在する．この手法では，動作繰り返しの開始
位置を検出し，動作繰り返しの開始位置をカウントするこ
とで動作回数をカウントしている．この手法の場合，加速
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度データに対して動作認識を行うためのラベリングに加え
て，1回の動作の開始位置のラベリングを行う必要がある．
このようなラベリングには，データ収集時のビデオ録画な
ど多大なコストを必要とし，大量の学習データを用意する
のは困難である．
そこで本研究では，複数の動作が混在している加速度デー

タを入力として，対象の動作が行われた回数の情報のみを
ラベルとする弱教師あり学習を行うことで，end-to-endで
動作のカウントを行うニューラルネットワークモデルを提
案する．提案モデルの学習において，入力データに対する
ラベルはカウント対象となる動作の実行回数のみであるた
め，データ取得の際に対象の動作を行った回数を記録して
おくだけでラベリングができる．そのため，加速度データ
に対する動作が行われた時刻のラベリングが必要なく，既
存手法と比べてラベリングコストを低減できる．また，機
械学習モデルの学習には一般的に大量の学習データが必要
となる．本研究では大量の学習データを用意するコストを
削減するため，少ないデータセットでも学習を行えるよう
な弱教師あり学習モデルを設計する．
少量学習データによる弱教師学習を実現するため，本研

究では人間によるカウント方法のロジックを模してネット
ワークを構成する．人間はカウントの対象の位置を特定し，
特定した回数を数えてカウントを行っている．このような
ロジックを模して，ネットワークをカウント対象動作の出
現位置の特定を行うような特徴抽出ブロックと，特定され
た出現位置をカウントする方策を備えるカウントブロック
の 2つのブロックで構成する．カウントブロックでカウン
トの方策（数を数える行為）を学習できれば，学習データ
に含まれていない動作回数を認識することができると期待
される．
具体的には，特徴抽出ブロックでは，Attention機構を

用いることで，ラベルである対象の動作の実行回数からそ
の対象の動作のセグメントに注目して，その動作の出現位
置で極大値（ピーク）を示すシーケンスを出力する．カウ
ントブロックでは，特徴抽出ブロックの出力シーケンスを
入力とし，対象動作の出現回数をカウントする．動作の出
現位置でピークを示すシーケンスをカウントブロックの入
力とすることで，カウントブロックはピークの数をカウン
トするように学習されると期待されるため，学習データに
含まれていない数のカウントを行うことができるように
なる．そのため，カウントを行いたい回数すべてのラベル
を持つ学習データを集めなくても学習が可能となる．しか
し，学習に用いるデータが極端に少ないと特徴抽出ブロッ
クとカウントブロック双方の学習を行うことが不可能とな
る．そこで，実際の加速度データに対してデータ拡張を行
い，少量の学習データから多様な学習データを生成する．
画像分類などのタスクにおいて，学習データが少ない際に
データ拡張を行う手法はよく用いられている [8]．本研究

では，加速度データに対して振幅を変化させたり，分割し
て順序を入れ替えたりすることで元の加速度データと同じ
ラベルを持つ新たな加速度データを生成し，学習データを
拡張する．また 1つの加速度データをコピーして連結する
ことで，ラベル（動作回数）が 2倍のデータを作成してラ
ベルのバリエーションを増やす．さらに，他のユーザの学
習データを用いてモデルを事前学習しておくことで，対象
とするユーザに必要とされる学習データを削減する．

2. 関連研究
ウェアラブルセンサを用いた動作の繰り返し回数をカウ

ントする既存手法とデータの数を拡張する既存研究につい
て紹介する．

2.1 ウェアラブルセンサを用いた動作カウント手法
Soroらが提案した動作カウンティング手法 [10]では，セ
ンサデータに対してどの部分でどの動作が行われているか
を認識し，カウント対象の動作が行われている部分に対し
て繰り返し回数をカウントする．この手法では，動作の認
識を複数の Convolution層から構成される CNNで行って
いる．動作の認識の結果から得られた 1種類の動作のみが
含まれるデータセグメントをウィンドウに分割し，ウィン
ドウごとに繰り返し動作の開始部分が含まれているかどう
かを判定するようなネットワークを学習する．ウィンドウ
に対して繰り返し動作の開始部分が含まれていれば 1を返
し，含まれていなければ 0を返すことで，最終的に 1と 0

の二値シーケンスを出力として得る．シーケンス中に含ま
れる 1の数が動作繰り返し回数となる．この手法において
は動作を認識するためのラベリングと繰り返し動作の開始
時間のラベリングが必要となる．
他にもウェアラブルセンサを用いた動作カウント手法が

提案されている [5], [9]が，どの手法も入力に対する動作の
種類の認識結果から得られた 1種類の動作のみが含まれる
データセグメントに対してカウントを行っている．動作の
種類を認識する手法には，Soroらの手法と同様に CNNが
採用されているが，カウントにはデータセグメントに対す
るピークの検出を行うことでカウントしている．
Skawinskiらが提案している手法 [9]では入力加速度デー

タに対して繰り返し部分を強調し，ピークを検出すること
でカウントを行なっている．まず，入力に対して主成分分
析（PCA）[7]を行い，第一主成分のみを抽出することで，
3次元の加速度データから 1次元の時系列データに変換す
る．第一主成分のみを抽出することで繰り返しの波形に対
して動作が行われた部分を強調することができる．次に
1次元の主成分から閾値を設定してピークの検出を行う．
ピーク検出には手動で設定したピーク間の最小距離，ピー
クの最小値などのパラメータを実際のデータを参照して手
動で設定する必要がある．
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図 1 提案手法の概要

上記の既存手法はどれも入力データに対してどの部分で
どの動作が行われているかを認識した後に，対象動作のセ
グメントからカウントを行っている．そのため，データを
収集する際に，動作の開始時刻や終了時刻のラベリングを
行う必要があり，多大なラベリングコストを必要とする．
本研究では，ラベリングコストを低減するために，動作の
認識を行わずに与えられた入力データから動作の繰り返し
回数を直接カウントするネットワークを提案する．

2.2 データ拡張
本研究では，学習データの不足を解消するために学習

データの拡張を行う．センサデータを用いた行動認識にお
けるData Augmentationの研究を紹介する [11], [14]．Um

らは，以下に示すようなノイズ付加，切り抜き，次元の入
れ替えなどを用いてデータ拡張を行った [11]．
Jittering センサデータに対してノイズを付加
Scaling ウィンドウごとにランダムな値を掛け，センサ
データの振幅を変化

Rotation センサ配置をランダムに入れ替え（次元の入
れ替え）

Permutation ウィンドウを 1から 5個のセグメントに
スライスし，順序をシャッフル

MagWarp ウィンドウに対して滑らかな曲線で畳み込み
演算を行い振幅を変化

TimeWarp 時間間隔を滑らかに歪ませてセンサデータ
の時間的位置を変化

Cropping センサデータの切り抜き
Umらは上記の手法を多様に組み合わせ，評価実験を行っ
ており，Rotation，Permutation，Timewarp，これらを組
み合わせた手法が最も分類精度の向上に寄与することを明
らかにした．彼らの手法以外にもセンサデータに対してダ
ウンサンプリングを行なったり，データをランダムにスラ
イスしてシャッフルするような手法も提案されている [14]．

本研究ではこれらの手法を参考にして，動作の繰り返し
回数のカウントのタスクに支障を及ぼさないように Data

Augmentationを行う．本研究で用いた Data Augmenta-

tionの詳細な手法については 3章に記す．

3. 提案手法
3.1 想定環境
本研究では，ウェアラブルセンサを装着してワークアウ

トを行うことで 3次元の加速度データを取得し，それを解
析することで動作のカウントを行う．特定の長さを持つ 1

つのセッションに複数の動作（腕立て伏せ，腹筋など）が
含まれており，カウント対象の動作が繰り返し行われてい
ることを想定する．セッションの中にはカウント対象の動
作を切り替える際に発生するカウント対象外の動作（水分
補給など）も含まれる．本研究ではラベリングコストの低
減を目的の 1 つとしているため，学習用のラベルを対象
動作の実行回数のみとする弱教師あり学習を行う．そのた
め，得られた加速度データにはネットワークの学習用ラベ
ルとして，カウント対象動作の実行回数のみを付与する．
また，対象とするユーザから取得する学習データは少量で
あるため，ラベルのバリエーションが不十分であると想定
する．対象ユーザとは異なるユーザからは，対象ユーザと
比べて多量の学習データが得られるものとする．ただし，
人によって同じ動作でも得られる加速度データには差異が
ある．

3.2 提案手法の概要
本研究の弱教師あり学習で問題となるのは，複数の動作

が混在する加速度データの中でカウント対象の動作の出
現位置の情報が無い点である．そのため，カウント対象の
動作の出現位置を捉え，動作の実行回数をカウントできる
ネットワークを作成する必要がある．本研究では，複数の
動作が混在している加速度データから対象とする動作のカ
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ウントを少ない学習データで行うために，特徴抽出ブロッ
クとカウントブロックの 2つのブロックで構成されるネッ
トワークモデルを提案する．図 1 に提案手法の概要を示
す．特徴抽出ブロックは対象動作のセグメントを認識し，
その出現時刻に極大値（ピーク）をもつシーケンスを出力
する．そして，カウントブロックでは特徴抽出ブロックで
出力されたシーケンスを入力としてピークの出現回数をカ
ウントすることで，対象の動作の繰り返し回数をカウント
する．ネットワークを 2つのブロックに分けて構成してい
るのは，カウントブロックに動作の出現位置を示すシーケ
ンスから動作出現回数をカウントするという行為を学習さ
せることで，正解値のバリエーションが少ない学習データ
で学習を行っても，学習データに含まれない出現回数のカ
ウントを行えるようにするためである．
ただし，学習データが少ないとそもそも学習を行うこと

ができないため，Data Augmentationを用いてラベルあり
学習データから学習に十分な量のデータを生成する．提案
手法では，まず他のユーザのラベルありデータを拡張して，
モデルの事前学習を行う．その後，対象とするユーザの少
量のラベルありデータを拡張し，事前学習したモデルの再
学習を行う．

3.3 ネットワーク構成
図 2に提案ネットワークモデルの構成を示す．提案ネッ
トワークを構成する 2 つのブロックの詳細について説明
する．
3.3.1 特徴抽出ブロック
特徴抽出ブロックでは，加速度データを用いた行動認識

でしばしば用いられる CNNを基に特徴抽出を行う．本研
究では入力データが 3 次元加速度データであるため，時
間方向の畳み込みを行うような 1D Convolution層を含む
CNNを用いる．図 2のように 3層の 1D Convolution層と
Max Pooling層を交互に重ねて CNNを構築する．特徴抽
出ブロックでは，カウント対象の動作に注目する必要があ
る．そこで，タスクに重要な部分系列に注目するAttention

機構を用いる．Attention機構は自然言語処理や画像分類
などのタスクにおいて，重要な単語に注目したり，画像の
中で分類する対象のオブジェクトに注目するために用いら
れている [12], [13]．特徴抽出ブロックの出力M は式（1）
のように計算される．

M = F ⊗A (1)

A = σ(F ′) (2)

F ′ = Conv2(F ) (3)

⊗は要素ごとの積を表しており，Attention機構の出力A

と CNNから得られる特徴 F を掛け合わせるような構造と
することで，入力データの重要な部分を注目するように学
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図 2 提案ネットワークの構成

習される．Attention機構Aの出力は式（2）のように求め
られる．σ(·)は Sigmoid関数を表しており，Attention機
構に含まれる Convolution層から得られる特徴 F ′ の各時
刻の値を 0～1の値に変換して出力Aを得る．そうするこ
とでAttention機構の出力Aは時系列入力データに対して
重要な部分には 1に近い値，そして重要でない部分に 0に
近い値となるように学習される．Attention機構が重要な
部分を注目するように学習されることで特徴抽出ブロック
の出力はカウント対象の動作に注目し強調したような時系
列データとなる．また，Conv2(·)は Attention機構を構成
する 2層からなる 1DConvolution層に入力した出力を表
す．CNNの Convolution層のフィルタの数を 8としてい
るため，M は 8次元の時系列データであり，各次元を足
し合わせて 1次元にしたものをカウントブロックへの入力
とする．図 2で示されている時系列データは 1次元化した
特徴抽出ブロックの出力の例である．
3.3.2 カウントブロック
カウントブロックでは与えられた 1次元時系列データか

らピークの出現のカウント回数を出力するため，出力を実
数の値とする必要がある．本研究では出力を実数値とする
ために，活性化関数には入力値に重みを掛け合わせてその
まま出力値とするような linear関数を用いる．図 2のよう
に 3層の 1D Convolution層とMax Pooling層，平滑化を
行う Flatten層，過学習を防ぐための Dropout層，そして
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出力を 1つの値にまとめる全結合層（活性化関数に linear

関数を用いる）でカウントブロックを構成する．

3.4 学習フェーズ
対象および他のユーザから得た学習データに対して，

Data Augmentationを用いて学習用データを拡張する．そ
して，他のユーザの拡張データで事前学習を行い，対象
ユーザの拡張データで再学習を行う．
3.4.1 Data Augmentation

提案ネットワークモデルの学習データを拡張する Data

Augmentationについて説明する．Data Augmentationで
は 1つの加速度データ系列から複数の新しい系列を生成す
る．まず，加速度データ系列を動作の行われてない位置で
スライスして複数のセグメントに分割する．分割したそれ
ぞれのセグメントに対して時間方向の伸縮，振幅の増減，
加速度値のシフトなどの操作を行い，最終的にセグメント
をランダムに並び替える．加速度データ系列をスライスす
る際，カウント対象の動作が途中で途切れてしまうことを
防ぐために，動作の行われていない位置でスライスする必
要がある．動作が行われている位置では加速度の値が大き
く変化する一方，動作が行われていない位置では加速度の
値の変化が小さい．そこで，加速度データ系列のウィンド
ウごとの標準偏差を計算し，標準偏差が小さいウィンドウ
を見つけることで動作の行われていない位置を見つける．
図 3は加速度データ系列に対してスライスを行う位置の例
である．赤く色掛けされている部分はカウント対象の動作
が行われている部分を示しており，黒い太線はスライスを
行う位置を示している．この図からカウント対象の動作が
行われている部分ではスライスが行われないことが分か
る．繰り返される毎回の動作は，そのスピードやフォーム
が若干異なり，得られる加速度データも異なる．そのよう
な多様性を考慮して拡張を行うために，加速度データ系列
のスライスによって得られた各セグメントに以下の処理を
順に行う．
時間方向に伸縮

1回の動作を行う時間に多様性を持たせるために，ダ
ウンサンプリングやアップサンプリングなどを用いて
時間方向の伸縮を行う．線形補間を行いながらランダ
ムにサンプリングレートを変換させることで，各セグ
メントの時間方向における伸縮を行う．

振幅の増減
加速度データ中の 1回の動作によって得られる波形の
振幅に多様性を持たせるために振幅の増減を行う．セ
グメントごとにランダムな値を加速度の値に掛け合わ
せることで振幅の増減を行う．

加速度値のシフト
加速度センサの装着方向のずれにより，得られた加速
度データの値に加速度のシフトが生じる場合がある．

…カウント対象動作部分 …スライス位置

図 3 加速度データを動作が行われていない部分でスライス

表 1 3 人の被験者に関する身体情報および取得加速度データ数
　　　 取得加速度系列数 性別 身長（cm） 体重（kg）
被験者 1 40 男性 182 85

被験者 2 20 男性 176 65

被験者 3 20 男性 164 68

このような値のずれを考慮して学習を行えるように加
速度の値をシフトしたようなデータを生成する．セグ
メントごとに加速度データの値にランダムな値を加算，
もしくは減算を行うことで加速度の値をシフトする．

以上の操作を行ったデータセグメントをランダムに並び
替えることで動作の順番が異なるデータを作成することが
できる．これらの操作を 1つの加速度データ系列に対して
複数回繰り返し，繰り返した回数分のデータを生成する．
上記の手順では，拡張元と同じラベル（動作回数）をも

つ拡張データしか生成できない．提案手法では，さらに，
拡張元の加速度データ系列をコピーして連結して上記の操
作を行い，ラベルが 2倍の拡張データを生成する．
3.4.2 ネットワークの学習
カウントを行う対象の動作ごとにモデルの学習を行う．

カウント対象の動作 1種類の動作回数を正解値として弱教師
あり学習を行う．損失関数には平均絶対誤差MAE（Mean

Absolute Error）を用いる．optimizerには Adam[4]を用
いる．
まず，提案モデルをカウントの対象とするユーザ以外の

複数人のデータで事前に学習を行う．その後，学習済みモ
デルに対して実際に対象ユーザの学習データで学習率を下
げて再学習を行う．これにより，他のユーザで学習された
モデルを対象ユーザに適応させることができる．

4. 評価実験
4.1 データセット
3人の被験者の右手首にスマートウォッチを装着した状

態で，ワークアウトを行ってもらい，100Hzの加速度データ
を取得した．スマートウォッチには ASUSの ZenWatch3

を用いた．
加速度系列には腕立て伏せ，スクワット，腹筋の 3種類
の動作が含まれている．動作の種類を切り替える際は適当
な時間のインターバルを挟んだ．1つの加速度系列にはそ
れぞれの動作に対して動作を行った合計回数をラベルとし
て記録した．図 4に取得した加速度データに対する動作回
数を表すラベルの例を示す．1つの加速度系列における各
動作の実行回数の範囲は 1～20回とした．表 1に各被験者
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腕立て伏せ スクワット 腹筋

ラベル
加速度データ

図 4 加速度データに対する動作回数のラベルの例

の情報，加速度系列の取得数を示す．

4.2 評価方法
評価には交差検証を用いる．本来の k分割交差検証では

k個にデータセットを分割し，1つをテスト用，残りを学
習用とするのだが，本研究では少量の学習データでの動作
カウントを目的とするため 1つを学習用，残りをテスト用
とする交差検証を用いる．少量の学習データを想定するた
め，学習データ数を 5とする．つまり被験者 1ではテスト
用データ数 35 での検証を 8 回，被験者 2，3 ではテスト
データ数が 15での検証を 4回行う．
他のユーザのデータで事前にモデルの学習を行う場合，

カウント対象とならない 2 人の被験者の取得したデータ
セットの 75％，つまり被験者 1では 30，被験者 2，3では
15のデータを用いて事前に学習を行い．その後に上記の交
差検証を行う．
また，学習データは Data Augmentationにより 1つの

加速度系列を 1000個に拡張する．得られたデータセット
の中で最も長い時間の 1/2以下の時間の加速度データ系列
に対してラベルが 2倍となる拡張データを同じく 1000個
生成する．
4.2.1 評価指標
評価指標には予測値と正解値の絶対誤差の平均を示す

MAE（Mean Absolute Error）を用いる．MAEは式（4）
のように求められる．

MAE =
1

n

n∑
k=0

|pk − yk| (4)

pk，yk は k番目のテストデータに対する予測値，正解値
をそれぞれ指す．nはテストデータの数を表す．
4.2.2 比較手法
ネットワークモデルを 6 層の Convolution 層からなる

CNNと比較する．また Data Augmentationの有無による
精度の比較，事前に他のユーザのデータで学習を行わない
場合との比較も行う．これらの比較手法をまとめると以下
のようになる．
• CNN : 6層の Convolution層からなる CNN（他ユー
ザデータでの事前学習あり）

• CNN（w/o DA） : Data Augmentationによるデータ
拡張なし

• CNN（w/o pre-train） : 他ユーザデータでの事前学
習なし
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図 5 動作ごとにカウント誤差を平均した結果

• w/o pre-train : 提案ネットワークモデルで他ユーザ
データでの事前学習なし

• 提案手法 : 提案ネットワークモデルかつ他ユーザデー
タでの事前学習あり

4.3 評価結果
動作ごとに 3人の被験者から得られた結果を平均した結

果と全ての動作でのカウント誤差を平均した結果を図 5に
示す．スクワット以外の動作では提案手法におけるカウン
ト誤差が最も小さいという結果が得られた．また，動作全
体の平均の結果をみると，提案手法は比較手法 CNNより
も 21% カウント誤差を低減していることが分かる．それ
ぞれの手法の結果に対して標準誤差を求めた．その結果，
比較手法 CNNの標準誤差は大きく，カウント誤差のばら
つきが大きいことが分かった．一方で，提案手法における
標準誤差は比較手法 CNNと比較すると小さく，安定して
小さい誤差でカウントが行えた．スクワットの動作におけ
るカウント誤差の平均は比較手法 CNNが 1.495，提案手
法では 1.672と比較手法よりも誤差が大きくなってしまっ
ているが，標準誤差が比較手法 CNNでは 0.412であるの
に対して，提案手法では 0.192と比較手法 CNNよりも安
定してカウントを行えていることが分かる．
また，CNN(w/o DA)，CNN(w/o pre-train)，w/o pre-

trainにおけるカウント誤差は CNNや提案手法におけるカ
ウント誤差と比較すると，かなり大きいことが分かる．こ
の結果により，Data Augmentation，他のユーザによるモ
デルの事前学習の有効性が示された．

4.4 評価結果に対する考察
4.4.1 誤差の妥当性
提案手法におけるすべての動作のカウント誤差は平均約

1.2であった．動作のカウントに関する既存研究における
検証結果と比較して本研究におけるカウント誤差 1.2の妥
当性を確認する．Bianら [1]の研究では，おおよその動作
でのカウント誤差は約 1となっている．Soroら [10]の研究
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図 6 被験者 1 における各動作のカウントモデルにおける特徴抽出
ブロックの出力の可視化を行った例

では，カウント誤差が動作によって大きく異なり，カウン
ト誤差が腕立て伏せでは 1.22，スクワットでは 1.82，腹筋
では 0.02であった．本研究では少量のデータを用いた弱教
師学習を行っているにも関わらず，これらの既存研究にお
けるカウント誤差と近いカウント誤差でカウントを行えた．
しかし，ユーザや動作によってカウント誤差のばらつきが
あるため手法をさらに改善する必要がある．同じユーザで
同じ動作においても，カウント誤差が大きく異なる場合が
あった．例えば，被験者 1の腕立て伏せの動作での交差検
証において，MAEは約 0.7から約 2.5にまでばらついてい
た．このようなばらつきの原因として，学習に用いるラベル
のバリエーションが考えられえる．被験者 1における腕立
て伏せの検証において，MAEが約 0.7となったセットのラ
ベルは [1,3,5,12,20](+[2,10])*1であるのに対して，MAEが
約 2.5 となったセットは [8,9,10,13,16](+[16,18,20,26,32])

だった．今回の検証において動作カウントを行う範囲は 1

～20回となっており，MAEが約 0.7となるセットのラベ
ルはこの範囲に満遍なく分布しているのに対して，MAE

が約 2.5となるセットでは全てのデータにおいてラベルの
バリエーションが 2倍になるデータが生成されているにも
かかわらず，1～7回の範囲のラベルが含まれていない．こ
のようなラベルの分布が学習に大きく影響するため，ラベ
ルのバリエーションを増やす手法を見直す必要がある．
4.4.2 Attentionの可視化
提案ネットワークの特徴抽出ブロックに含まれる Atten-

tion機構によってカウント対象の動作の出現位置に注目で
きていたのかを特徴抽出ブロックの出力を可視化すること
で確認した．被験者 1における各動作のカウントモデルに
おける特徴抽出ブロックの出力を図 6に示す．腕立て伏せ
と腹筋のカウントモデルの特徴抽出ブロックの出力は対象
動作の出現時刻でピークを示すような系列を出力している
ことが分かる．対象動作以外の時刻では値がほぼ 0になっ
*1 括弧内はラベルが 2 倍になることで追加されるラベル
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図 7 3 人の被験者による 3 種類の動作の加速度データの比較

ており，カウントに関係ない要素を無視していることが分
かる．しかし，スクワットのカウントモデルにおいては対
象動作の出現位置において出力値がほぼ 0となっており，
注目に失敗していることが分かる．事前にスクワットのカ
ウントモデルを被験者 2と被験者 3の学習データで事前学
習する際，被験者 1のスクワットと被験者 2，3のスクワッ
トから得られる加速度データの差異が大きいことが原因で
あると考えられる．図 7 に 3 人の被験者の各動作から得
られた加速度データ系列を比較した様子を示す．腕立て伏
せや腹筋に比べてスクワットから得られる加速度は被験者
ごとに差異が大きいことが確認できる．この差異は，被験
者 2と被験者 3におけるスクワットのカウントにも影響す
ると考えられるため，提案手法におけるスクワットのカウ
ント誤差は他の動作に比べて大きくなっていると考えられ
る．しかし，スクワットのカウント誤差は事前学習を用い
ない手法と比較すると，かなり小さい．そこで，被験者 1

のスクワットカウントモデル内の全結合層への入力を可視
化することでネットワークの出力の判断要因を確認した．
図 8はその例を示したものである．この図からスクワット
の動作が行われている時刻に特徴が現れ，スクワット以外
の時刻では特徴が 0となっていることが分かる．つまり，
カウントブロックのみでスクワットのカウントを行うよう
に特徴を学習している．事前学習時にユーザによる動作の
差異を埋められる学習方法の工夫と，ユーザごとの差異が
あっても再学習時に特徴ブロックが正確に対象動作の出現
位置を注目できるようにネットワークの構成を見直すこと
が今後の課題となる．

5. 結論
本研究では，少量かつ低ラベリングコストの学習データ

を用いた弱教師あり学習によって人間の動作のカウントを
行う手法を提案した．動作回数をラベルとした弱教師あり
学習を可能とするために，モデルはカウント対象の動作の
出現位置を特定する特徴抽出ブロックと，特定された出現
位置をカウントする方策を備えるカウントブロックの 2つ
のブロックで構成した．Data Augmentationを用いること
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図 8 被験者 1 のスクワットモデルにおける全結合層に入力される
特徴を可視化した例

で加速度データの拡張を行い，学習データから多様なデー
タを大量に生成したり，カウント対象としないユーザーの
データで事前にモデルを学習しておくことで，カウント対
象ユーザの少量の学習データによるモデルの学習を可能と
した．
評価実験により，提案手法が少量の弱いラベルの学習

データで高精度なカウントを行えることを確認した．しか
し，動作やユーザ，学習データのラベルによってカウント
誤差にばらつきがあったため，今後は安定して小さい誤差
でカウントを行える手法を目指す．またアプリケーション
実用の観点からカウント誤差を 1未満にまで低減すること
を目指す．
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