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水産資源管理に向けた
Mask Keypoint R-CNNによる魚体長認識

長谷川 達人1,a) 田中 基貴1

概要：2018年に本国において 70年ぶりの漁業法の一部改正が決定された．新漁業法の主な目的は，水産
資源の持続的な利用を確保し漁業生産力を発展させることとされている．この目的の達成には，操業や
水揚げ等の情報を用いた資源調査を行い，科学的な知見に基づいた客観的な指標により資源評価を行い，
評価結果に基づく指標に従った資源管理を行うことが重要である．一方，漁獲した尾数や，魚種，魚体長
といった資源評価に必要な基礎情報は，各漁場で手動で計測されていることが多い．本研究では，Mask

Keypoint R-CNN を用いた画像認識により漁獲物の基礎情報を自動で収集するシステムを提案する．特
に，漁獲物認識のための Keypointを新たに定義した点，Copy-Paste Augmentationにより少数のラベル
付きデータのみを用いてモデルを訓練した点が特色である．本稿では，資源管理のための基礎情報として
利用できる精度で自動収集が実現可能かという観点で提案手法を評価した結果を報告する．
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Fish Length Recognition by Mask Keypoint R-CNN
for Fisheries Resource Management

Tatsuhito Hasegawa1,a) Motoki Tanaka1

Abstract: In 2018, the partial revision of the Fisheries Law in 70 years was decided in Japan. The main
purpose of the new Fisheries Act is to ensure sustainable use of fishery resources and to develop fishery pro-
ductivity. In order to achieve this objective, it is important to conduct resource surveys using information
on operations and landings, evaluate resources using objective indicators based on scientific knowledge, and
manage resources according to the indicators based on the evaluation results. However, the basic information
required for resource assessment, such as the number of fish caught, fish species, and fish length, is often
measured manually at each fishing port. In this study, we propose a system that automatically collects basic
information of catches by image recognition using Mask Keypoint R-CNN. In particular, we define a new
keypoint for catch recognition, and train the model using only a small number of labeled data by Copy-Paste
Augmentation. In this paper, we report the results of the evaluation of the proposed method from the
viewpoint of whether it is feasible to collect the data automatically with accuracy that can be used as basic
information for resource management.
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1. はじめに
2018年の水産庁水産白書によると水産業は世界的にも成
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長産業であり，全世界の漁業生産量は年々増加傾向にある．
本国は世界有数の広大な漁場に囲まれており水産業の国際
競争力が高く，水産業は国民に対して安定的長期的な水産
物を供給する立場でも重要な役割を担っている．一方，国
内では近年漁獲量が減少傾向にあり，水産庁では「水産政
策の改革」が進められている．限りある資源を有効かつ効
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率的に利用し持続可能な水産業の実現に向けた業務改革，
及び技術改革が求められている．
安定的長期的な水産資源の確保に向け，本国では 2018

年に 70年ぶりの漁業法改正が決定された．漁業法*1では，
水産資源の保存や管理などに関する基本的制度を定めるこ
とで，水産資源の持続的な利用の確保や水面の総合的な利
用を図り，漁業生産力を発展させることが目的であると定
められている．この目的の達成に向けた改正の要点 [1]の
一つに「新たな資源管理システムの構築」がある．
水産業における資源管理とは，最大持続生産量を実現で

きる資源水準を維持するために，最新の科学的知見に基づ
いて漁獲可能量を設定し，水産資源を管理することである．
そのため，資源管理は以下の実施手順を繰り返すことによ
り構成される．
資源調査 対象の分布や回遊状況に応じて調査船や市場で
漁獲情報や海洋情報，漁獲物の魚体長，体重等の基礎
情報を調査する．

資源評価 資源調査の結果をもとに漁業や資源の現状分析
を行い，資源の診断や生物学的許容漁業量（ABC）の
算定を行う．

資源管理 ABCに基づき漁獲可能量（TAC）を個別漁獲
割当（IQ）方式により漁船ごとに割り当て，漁獲量の
管理を行う．

漁獲 各漁業者は TACに基づいて操業を行う．
上記の資源管理手順には運用上まだまだ課題が残ってい

る．依田ら [2]や平松ら [3]の研究では，資源管理における
ABC算定の時間遅れによる影響を指摘している．例えば
2021年のABCは 2020年度の資源評価に基づいており，資
源評価には 2019年までのデータが用いられる．このよう
にデータの収集から指標の算出までのタイムラグによって
TAC算定に悪影響を及ぼす可能性が指摘されている．ま
た，西田 [4]も資源評価における資源量等の推定精度向上
の必要性を述べており，そのためにはより正確かつ詳細な
漁獲物の基礎情報（漁獲量や魚体長等）が不可欠となる．
また，資源評価の対象魚種も 2018年度 50種であったとこ
ろから，2023年度までに段階的に 200種程度にまで拡大す
ることとなっている．すなわち，資源調査の高速化，高精
度化，詳細化が求められている状況である．
資源調査は国立研究開発法人水産研究・教育機構及び各

都道府県の水産試験場の職員らが手作業で行うことが多い．
例えば市場における漁獲物の体長等調査では図 1に示すよ
うに，水揚げからせりまでの短い時間内において，職員ら
が手作業で魚体長の測定と記録を行っている．限られた時
間内での手作業による測定では，測定できる尾数に限界が

*1 漁業法（昭和二十四年法律第二百六十七号），施行日：令和二年十二
月一日（平成三十年法律第九十五号による改正）https://elaws.

e-gov.go.jp/document?lawid=324AC0000000267 (2021.7.20
Accessed)

図 1 職員らによる資源調査の様子
Fig. 1 State of resource survey by staffs

あるためサンプル数が少なくなり，母集団の推定精度低下
につながる．漁業従事者の人手不足も深刻であり調査のた
めに漁業運用を妨害はできない．すなわち，資源調査の高
度化を進めつつも，労力の削減を行うことも重要となる．
以上を踏まえ，本研究では資源調査の一部である市場で

の漁獲物の詳細情報（魚種，尾数，魚体長，魚体高）を高
速かつ正確に自動収集するシステムを開発する．提案手法
は，ベルトコンベアを用いて漁獲物を運搬，仕分けしてい
る市場を対象として，小型計算機とカメラを搭載した機材
をコンベアをまたぐように設置するだけで，コンベアを流
れる漁獲物 1 尾 1 尾を画像認識により検出する．少量の
ラベル付きデータのみを用いて訓練できるよう工夫された
Mask Keypoint R-CNNモデルを用いて認識機能を実現す
る．最終的に，導入設置の手間やコストが少なく，かつ資
源管理の課題である資源調査の高速化，高精度化，詳細化
を実現することを本研究の目的とする．

2. 関連研究
2.1 漁獲物の自動検出
Tsengらの研究 [5]では，船上を撮影した画像から釣り

上げた大型魚種を検出する手法を提案している．検出には
ResNet101を backboneとし，Feature Pyramid Network

(FPN)[6] を用いて Mask R-CNN[7] により実現されてい
る．訓練データにはブイやその他を含め 3200枚の画像か
ら 3525オブジェクトをラベル付けして用いている．Allken

らの研究 [8]では，海中で撮影した魚画像の魚種を Convo-

lutional Neural Network (CNN)により推定する手法を提
案している．ImageNetで事前訓練された Inception-v3[9]

に Global Average Pooling層と Dropout層をを追加して
過学習を抑止したモデルを採用している．特に画像処理ア
プリケーションを用いて画像中の魚領域を手動で切り出
し，背景のみを撮影した画像にランダムに貼付けを行うこ
とでデータ拡張を行っている点が特徴である．
Álvarez-Ellacuŕıaら [10]は，箱に整列されたヨーロピア

ンヘイクを対象とした魚体長推定手法を提案している．箱
の上部から撮影された画像からMask R-CNNにより魚の
頭部をインスタンスセグメンテーションし，頭部のサイズ
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を推定する．推定した頭部のサイズから統計的手法に基づ
いて魚の全長を推定している．Deep Vision社のトロール
船に向けたプロダクト*2では，トロール網に取り付けた専
用機器で遊泳中の魚を撮影し，魚を引き上げずとも漁獲量
を制限する方法を提供している．Garciaらの研究 [11]では
Deep Visionを用いて撮影したステレオ画像から魚のイン
スタンスセグメンテーションとサイズ推定を行っている．
前処理として照明の調整を行い，Mask R-CNNで魚領域を
検出し，勾配ベースの境界推定手法を用いて重なりのある
魚の検出精度向上も図っている．最終的にモルフォロジー
変換とカーブフィッティングにより魚のサイズを推定して
いる．訓練データには 1805枚の画像から 2629オブジェク
トをラベル付けして用いている．

2.2 本研究の立ち位置
以上を踏まえ，本研究の立ち位置は少量のラベル付き訓

練データを用いて，ベルトコンベア状を流れる漁獲物の基
礎情報を認識するシステムを実現する点である．上述の従
来研究では，いずれも 3000オブジェクト程度のアノテー
ションを要することから，日本各地，世界各地に広がる漁
場に展開するには大変な労力を要する．特に，水産業にお
いては，地域ごと，季節ごとに漁獲物の種や見た目，大き
さが変わることも珍しくないことから，様々な場所や条件
にロバストな画像認識技術が不可欠となる．そこで本研究
では，ごく少量のラベル付き訓練データを用いるだけで実
現可能な画像認識システムの実現により，様々な漁場に容
易に展開可能な認識基盤の実現を目指す．画像認識のベー
スは関連研究と同様に，ResNet50と FPNを backboneと
したMask R-CNNを採用する．これに正確な魚体長検出
のための Keypoint検出を組み込むこと，少量のラベル付
き訓練データで訓練が実現できるような工夫としてコピペ
によるデータ拡張や，新しい損失関数を組み込む手法を開
発する点が技術的な新規性である．

3. 漁獲物の自動検出手法
3.1 システム概要
提案する漁獲物の自動検出手法を搭載した AIモニタの
システム概要を図 2に示す．提案手法はベルトコンベア上
を流れる漁獲物を対象に上部からカメラで動画像を撮影し，
画像中の各漁獲物の尾数，種類，魚体長，魚体高を推定す
る．AIモニタのハードウェアは特に限定されないが，動画
像を撮影するカメラ，一時保存のための記憶装置，データ
転送を行うための通信装置を最低要件とする．撮影環境に
よっては照明機器を要する．現状は撮影した動画像をサー
バに転送しサーバ側で画像認識を行うことを想定している
ため，撮影機材はスマートフォン等でも構わない．
*2 Deep Vision https://deepvision.no/deep-vision/deep-

vision

サーバ側に搭載される画像認識手法は図 3に示すよう
にMask R-CNN[7]をベースに漁獲物のサイズ検出に特化
した 4点の工夫を行ったモデルである．1つ目は魚の検出
に特化したKeypointを定義しKeypoint検出Headを併用
した点である．2つ目は魚という Super Class情報を用い
たセグメンテーションを行うために魚種の推定を度外視し
て 1 Class検出問題とした点である．3つ目は小規模なラ
ベル付きデータのみを用いて訓練するために Copy Paste

Augmentation[12]（以降，CP-Augと呼ぶ）を用いたデー
タ拡張を行った点である．4つ目は CP-Augを用いたこと
による新しい損失関数（Lcp−adv）を提案したという点で
ある．以降の章で，各手法に関して詳細に述べる．

3.2 Model architecture

3.2.1 Mask Keypoint R-CNN

Mask R-CNN[7]は Faster R-CNN[13]をシンプルに拡張
することでインスタンスセグメンテーションを行うモデル
であり，関連研究で示したように多くの研究で活用されて
いる手法である．ピクセル単位でクラスを予測するセマン
ティックセグメンテーションタスクとは異なり，インスタ
ンスセグメンテーションでは同一クラスの中でもインスタ
ンスを区別する必要がある．そこで，U-Net[14]のように
各ピクセルのクラスを予測するような構造ではなく，Mask

R-CNNは Bounding Box（bbox）を予測しつつインスタ
ンスのMaskを予測するアーキテクチャを採用している．
図 3の最上段が Faster R-CNNである．画像を入力とし

て backboneモデルに与え，得られた特徴マップを Region

Proposal Network（RPN）に入力して物体の候補領域を
獲得する．続いて，RoI Align によって，backbone で得
られた特徴マップから RPNで得られた候補領域を切り出
す．切り出された各候補領域の特徴マップは，続くMulti

Layer Perceptron（MLP）を経てクラスと bboxの予測を
行う Headに接続される．クラスは cross-entropy lossで，
bboxは smooth-L1 lossで損失関数が計算されモデル全体
を最適化する．ここで，図 3中の FPN[6]は backboneモ
デルが畳み込みとプーリング処理により段階的に入力画像
を縮めていく際に，各フェーズでの特徴マップをそれぞれ

図 2 提案する漁獲物の自動認識手法
Fig. 2 Our proposed automatic fish caught recognition

method.
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図 3 提案する自動認識手法のモデル構造
Fig. 3 Model architecture of our proposed automatic fish caught recognition method.

出力する機能である．これにより様々なスケールの対象物
の検出をサポートする．
図 3の右中段に示すように，Mask R-CNNは Faster R-

CNNの RoI Align以降にHeadを追加することで，マルチ
タスク学習により各 bboxに対するMaskや Keypointsを
予測する仕組みを実現している．RoI Alignが出力する各候
補領域の特徴マップを更に CNNに入力することによって
bbox内のMaskやKeypointsの予測を実現する．Maskは
クラスごとに各マスク値に関する binary cross-entropy loss

によって損失関数が計算される．KeypointsはK種のKey-

pointに対してOne-hotベクトル形式のMaskを割り当て，
Keypointに該当するセルが 1となるように cross-entropy

lossで損失関数が計算される．
3.2.2 漁獲物のサイズ認識のためのKeypoints定義
これまで深層学習を用いた Keypoints検出は様々な分野
で応用されているが，魚の Keypoints検出を行った事例は
筆者の調べた限りでは見つかっていない．そこで本研究で
は，福井県水産試験場職員の方々との議論の上で，漁獲物
のサイズ認識に向けたKeypointsを図 4のように 9点定義
した．それぞれ，口（Mouth），目（Eye），背びれ（Dorsal

fin），胸びれ（Pectoral fin），腹びれ（Pelvic fin），尾（Tail

root，Tail top，Tail center，Tail bottom）と一般的な魚が
備えている各部位とした．特に資源調査における魚体長は
図中のMouthから Tail rootにかけた標準体長（Standard

length）として定義されることから Keypointsの検出はサ
イズ推定に役立つと考えられる．

3.3 小規模訓練データ対策
3.3.1 1 Class Detection

Mask R-CNNは各クラスが独立であることを仮定して設
計されたモデルである．例えば，犬や机のようにそれぞれ
独立したカテゴリに属する物体を検出するため，Class認識
Headでは cross-entropy lossを用いて最適化がなされる．
したがって，本研究における Class認識 Headを，例えば
ブリ，サバ，アジといった多クラス分類を行うモデルとし
て設計する場合，それぞれが独立して学習されるため共通
する魚という特徴表現の獲得を困難にする可能性がある．
関連研究として，Liら [15]は物体検出タスクにおいて

Super classの情報を併用する手法を提案している．Class

認識 Headを Super classの分類器と実際のクラス分類器
で分岐させマルチタスク学習を行う手法となっている．
上記を踏まえ本研究では，図 3に示す Class認識 Head

を魚か否かのみを分類する 1 Class Detectionモデルとして
扱う．これによって，将来的に様々な漁場をまたいだ運用

図 4 漁獲物のサイズ認識のための Keypoints 定義
Fig. 4 Definition of keypoints for fish length recognition.
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を行う際に，新規魚種であっても追加訓練なしで魚として
検出することが可能となる．また，Maskや Keypointsの
ラベルをすべてのデータにアノテーションすることは非常
に膨大な手間がかかるが，魚種のラベルを付与することは
比較的容易である．したがって魚種の検出は別モデルとし
て分離することで，魚種の検出と魚体長の検出を実現する．
なお，本稿では魚体長の検出に焦点を当てて議論を行う．
3.3.2 Copy Paste Augmentation（CP-Aug）
社会実装を行う際に重要な課題となるのが訓練データ

のアノテーションである．本研究ではMask Keypoint R-

CNNを扱うため，画像内の各魚に対して魚種ラベルを付
与し，魚領域のセグメンテーションMaskを作成し，9点
のKeypointsを設定する必要がある．魚 1尾に対して 3分
程度アノテーションに時間を要すると考えると，関連研究
のように 3000オブジェクトのアノテーションに 150時間
を要することとなる．また，漁場が変わるに伴い訓練デー
タを作り直す手間を考えると，アノテーションはなるべく
手間を少なく抑えたいという背景がある．
前述の Allkenらの研究 [8]では，手動で魚領域を切り出

し背景のみの画像に貼り付けることでデータ拡張を行って
いた．同様にセグメンテーションタスクに対して，Ghiasi

らがコピー＆ペーストによるシンプルなデータ拡張手法
CP-Augを提案している [12]．CP-Augでは図 3左下に示
すように，訓練時のミニバッチ内からランダムに Targetと
Source画像を選択し，Target画像に対して Source画像中
のランダムなオブジェクトをシンプルにコピー＆ペースト
することでデータ拡張を行う．なお，ハイパーパラメータ
として重み αを設定することで，合成時に Source画像を
透過することが可能だが，本稿では α = 1とした．
3.3.3 CP-Adversarial

本研究では CP-Augを採用したことに伴い新たな Head

として，CP-Adversarial Headを提案する．CP-Augを用
いる際，周囲のピクセルとの不調和が発生しうる．これに
よって Mask検出 Headが不調和を判断根拠として Mask

を検出するように，Backboneモデルが特徴表現の獲得を
目指す可能性がある．そこで図 3右下に示すように，Gra-

dient Reversal Layer（GRL）[16]とMLPを経て CP-Aug

によってペーストされたオブジェクトなのか否かを推定す
る CP-Adversarial Headを新たに追加する．GRLは順伝
播時には恒等関数として働くが，逆伝播時には勾配の正負
を反転する Layerである．GRLにより敵対的訓練モデル
をシンプルな最小化問題として表現することが可能とな
る．このとき，CP-Adversarial Headの損失関数 Lcp−adv

は式 (1)で定義される．

Lcp−adv = − 1

N

N∑
i=1

{yi · log zi+(1−yi) · log(1−zi)}(1)

ここで，N はミニバッチのサイズ，yiは CP-Augによって

ペーストされたオブジェクトか否かを示す正解ラベル，ziは
CP-Adversarial HeadのMLPの出力に対し Sigmoid関数
を適用した値である．すなわち，式 (1)は CP-Augによっ
てかさ増しされたオブジェクトか否かを識別する binary

cross-entropy lossである．
CP-Adversarial Headは GRLにより逆伝播時に勾配の

正負が反転する．そのため，MLP部の訓練は CP-Augを
見破るように訓練され，backboneは CP-Augを見破れな
いように訓練される．これによって，CP-Augによる周囲
ピクセルとの不調和を判断材料としないような特徴表現の
獲得を促せると考えられる．

4. 評価実験
4.1 実験設定
本研究で提案する漁獲物の魚体長認識手法に関して，実

験により認識精度評価を行う．本稿では魚種の判別は度外
視し，インスタンスセグメンテーションとしてのMask検
出精度と，魚体長の推定精度に関して検証を行う．
2020年 6月に水産研究・教育機構と佐賀県唐津魚市場

の協力のもと，照明環境の整った屋内で魚を撮影すること
で本研究で使用するデータセットを収集した．三脚で高
さ約 1mに固定したデジタルカメラ（Nikon製 COOLPIX

W300）を用いて，カゴ内に魚を手動でランダムな位置に
配置し，直上からフラッシュ焚きつつ撮影を行った．ベル
トコンベア環境を擬似的に再現したものであるため画角が
変わらぬよう配慮しているが，三脚のずれや日をまたぐこ
とによるずれが多少ある環境である．同一の 1尾につき座
標と角度を変え 5枚～20枚程度撮影している．撮影対象は
アジ，カマス，ムツ，アイゴ，サバの 5種であり，計 1200

枚程度の撮影を行った．基本的には 1 枚に 1 尾が写るよ
うにしているが，複数尾が同時に配置されている画像も一
部含まれている．図 5は撮影した画像例である．撮影は
4K画質で行ったが本実験では 1152:864に縮小して分析を
行った．

図 5 唐津魚市場における撮影画像例
Fig. 5 Sample image taken at the Karatsu fish market.
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図 6 mAP の Ablation study の結果
Fig. 6 Results of ablation study (mAP).
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図 7 AR(max=10) の Ablation study の結果
Fig. 7 Results of ablation study of AR(max=10).

収集したデータセットからランダムサンプリングによ
り訓練データ 25枚（以降 Dtrain），テストデータ 130枚
（Dtest）を抽出しアノテーションを行った．ここで，Dtrain

は全て 1枚に 1尾のみが含まれている画像であり，5魚種 5

枚ずつで構成される．Dtest は全データセットから Dtrain

を除いた画像よりランダムに 130枚が選択され，複数尾が
同時に含まれている画像もある．アノテーションは手作業
で実施され，Dtrainには魚種，Mask，Keypointsが，Dtest

には魚種，Maskのみがラベルとして付与されている．な
お，Dtrain のアノテーションにおおよそ 3分× 25尾＝ 75

分，Dtestのアノテーションにおおよそ 2分× 130尾＝ 260

分として，計 5時間半程度の時間を要している（なお，実
運用時には本来 Dtest は不要なため，各漁場に展開する際
には 75分程度のアノテーションを要することになる）．
実験で使用するモデルは Pytorchの torchvisionを用い
て実装した．torchvision では Mask R-CNN と Keypoint

R-CNNが独立して提供されているため，これをマージし
て Mask Keypoint R-CNN を独自に実装した．その上で
CP-Adversarial Head も追加実装している．backbone は
ResNet50に FPNを併用したモデルとし，ImageNetの事
前訓練による重みを利用している．CP-Augは githubの実
装例*3をもとに CP-Adversarial Head用の拡張を行った．
モデルの訓練は 500 エポック行い，Stochastic Gradient

Descent (SGD)を学習率=0.005，momentum=0.9，weight
decay=0.0005，learning schedulerで訓練の 1/3ごとに学
習率を 0.1倍する設定で最適化した．最適化に用いた各パ
ラメータは探索的に決定した．CP-Aug以外のデータ拡張
は Alubmentationsパッケージより Flipのみを採用した．
評価指標は COCO データセットの物体検知用 Met-

rics*4から，mAPとARmax=10を採用した．APはAverage

Precisionである．Intersection over Union（IoU）が一定
以上を検出成功とみなして，予測確信度を降順に並べた際
*3 conradry/copy-paste-aug https://github.com/conradry/

copy-paste-aug
*4 COCO Detection Evaluation, https://cocodataset.org/

#detection-eval

に Recallが 1.0となるまでの Precisionを積分した値であ
る．特にmAPは 0.5から 0.95まで 0.05刻みで IoU基準値
を変化させた際の平均 APである．ARは Average Recall

であり，予測確信度を降順に並べ上位 n件を採用した際の
Recallである．今回 n=10の指標を採用している．

4.2 セグメンテーション精度の評価
提案手法によるセグメンテーション精度の評価実験を

行った結果を図 6，図 7に示す．各図左は分類クラスを魚
のみ (1 class)とした結果，右は 5魚種を推定した結果であ
る．また，各図は内部で Keypoint検出なし (w/o KP)と
あり (w/ KP)を表示している．各箱ひげは 5試行の結果
の集約であり，凡例は検出手法を意味する．Normalは通
常のMask R-CNNを，その他はデータ拡張に CP-Augを
使用した上で，CP-Advは CP-Adversarial Headを導入し
た場合，CP-ClsはCP-Adversarial HeadからGRLを除い
た場合を意味する．すなわち，CPに対して敵対的に訓練
するか協調的に訓練するかの差を見ている．
4.2.1 Keypoint検出による精度変化
Keypoints による影響を見ると，Class によらず Key-

points検出 Headを追加することで領域検出のスコアが僅
かに低下することがわかる．今回の実験では各 Head の
Lossの比率は全て均一としたことが原因で，Keypoint検
出の精度を維持するためにMask検出精度を低下させたも
のと考えている．したがって，Mask検出と Keypoints検
出は同一の backboneでマルチタスク学習を行うのではな
く各々別のモデルとすることが望ましいと考えられる．
4.2.2 1 Class分類による精度変化
分類Class数による影響を見ると，当然ながら 1 Class分

類を行った方がスコアが高くなる傾向がある．各指標の計
算はクラス単位で行われた上で最終的にクラス間で平均を
算出するため，領域は検出できているがクラス予測を誤っ
た際にスコアが低下することに起因すると考えられる．
そこで，分類 Class数による影響を正確に比較するため

に，訓練時は 5 class分類として訓練し，精度検証時には検
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表 1 検出クラス数による検出精度の比較（Mask R-CNN with

CP-Aug）
Table 1 Detection accuracy comparison on the number of de-

tection classes (Mask R-CNN with CP-Aug).

訓練時 5 class 5 class 1 class

検証時 5 class 1 class 1 class

mAP 0.7143 0.795 0.8055

AR(max=10) 0.8095 0.8385 0.8327

出したクラスを全て魚 (1)として検出するモデルを実装し，
検出精度評価を 4試行した結果を表 1に示す．表より，5

class分類としてモデルを訓練する手法よりも，最初から
1 class分類としてモデルを訓練する手法のほうが，mAP

が 1%程度高いことが確認できる．一方，AR(max=10)は
0.6%程度低下している．したがって，魚という Super class

を有するインスタンスセグメンテーションタスクにおい
て，1 class分類でモデルを訓練し，魚種判別は別モデルで
実現することで魚体長の検出で Precision優位な推定が実
現できる可能性が示唆された．
4.2.3 Copy-Pasteによる精度変化
Copy-Pasteによる影響を見ると，図の結果のいずれに

おいても Normalが最も低い値を示していることから CP-

Augはマスク検出精度に大いに貢献することがわかる．次
に CP-Augと CP-Advを比較すると，ややばらつきはあ
るものの概ね同程度のスコアになっていることがわかる．
一方で，CP-Clsを見ると大部分で CP-Augや CP-Advよ
りもスコアが低下している．すなわち，コピペされたマス
クか否かを弁別する Headを導入し協調的に訓練すること
で，コピペを検出できるような特徴表現を獲得するように
なり，結果としてマスク検出の汎化性能を下げたと考えら
れる．反対に，CP-Advによってスコアは向上しなかった
ものの CP-Aug と同程度となったということは，すなわ
ち，スコア低下を抑制しつつコピペに依存しない特徴表現
の獲得につながった可能性が示唆されたことになる．
なお，CP-Augはセグメンテーションマスクに基づいて

コピー＆ペーストを行う手法であるため，セグメンテー
ションマスクが正確にアノテーションされていることが前
提である．一方，アノテーションは人間が手動で行うため，
領域ラベルには多少のノイズが付与される可能性がある．
そこで，領域ラベルにノイズが付与された環境を擬似的に
再現して影響の調査を行った．今回ノイズの付与は正確に
アノテーションされた領域ラベルに対してモルフォロジー
変換により領域を膨張させることで擬似的に再現する．す
なわち，魚領域のアノテーションがずれて大きめに領域を
選択してしまった場合を再現している．
図 8に 1 class検出を 5試行した際の結果を示す．図中の

x軸はマスクを膨張させた度合い（0 px，5 px，10 px）を，
y軸はスコアである．図よりマスクの膨張に伴い CP-Adv
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図 8 マスク拡張を行った際の各手法の検出精度 (1 class検出，5試
行平均)

Fig. 8 Detection accuracy for each method when the mask is

expanded (average of 5 trials on 1 class detection).

の効果が顕著になる様子が確認できる．アノテーションが
不正確な場合 CP-Augによって背景の合成の違和感が増大
するため，これを緩和するような特徴表現の抽出に貢献で
きた可能性がある．なお，mAPのマスク膨張 0 pxに関し
て，図 6では精度差は確認できなかったが，今回はCP-Adv

の方が高いスコアとなった．これについては，実験の都合
上バッチサイズを 10から 5に変えたことによる影響の可
能性があるが，原因の追求は今後の課題としたい．

4.3 セグメンテーションの定性評価
検出結果を可視化することでインスタンスセグメンテー

ションの定性評価を行う．1 class分類の CP-Augを用い
たMask Keypoint R-CNNモデルの出力事例を用いて議論
するが，予測結果をそのまま利用すると一つのインスタン
スに対して複数の候補領域が出力されてしまうため，後処
理が必要となる．今回，候補として得られた bboxを以下
のルールにより後処理して可視化を行った．
( 1 ) bboxの検出スコアが 0.4以下のものは除外する．
( 2 ) Non-Maximum Suppressionにより，Mask IoUが 0.7

以上の場合は確信度が低い方を除外する．
( 3 ) とあるマスクから，それ以外の残った全マスクの和集
合を減じたマスクが，元のマスクに対して 0.1未満の比
率ならば除外する（複数の魚をまたぐケースの除外）．

図 9にインスタンスセグメンテーションの成功事例と失
敗事例を示す．図上部の成功事例のように，魚と魚の間に
ある程度の間隔が空いている場合は，良好に領域検出がで
きている．また，Keypointsをみても，それぞれ検出でき
ていない Keypointもあるものの，概ね良好に検出ができ
ている．一方，図下部の失敗事例のように，魚が密集して
いる場合は複数魚をまたいで 1尾と検出がされてしまうこ
とで，検出に失敗している様子が確認できる．このような
事例については，本研究のようにシンプルなMask R-CNN

を用いた手法では正確な検出は難しい．したがって，今後
の課題として後処理の強化ないしは，重なりに強いベース
モデルへの改良が必要となる．
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図 9 インスタンスセグメンテーションの成功事例と失敗事例
Fig. 9 Instance Segmentation Successes and Failures.

表 2 各ラベルからの魚体長算出手法
Table 2 Method to calculate fith length from each label.

Mask bbox KP KP(Std.)

Mask から上下左右の頂点を抽
出し交差するように線分を作成
し，長い方を採用する方式

bbox の対角線を採用する方式 Keypoints の口，胸びれ，尾
(root)，尾 (center) をそれぞ
れ線分で結び，合計長を Total

length として採用する方式

Keypoints の口，胸びれ，尾
(root) をそれぞれ線分で結び，
合計長を Standard length と

して採用する方式

4.4 魚体長認識の精度評価
ここまではセグメンテーションマスクの検出精度に関し

て議論を行ってきたが，本節では魚体長の検出精度に関
する議論を行う．前節の結果に引き続き，1 class分類の
CP-Augを用いたMask Keypoint R-CNNモデルの出力を
用いる．なお，全 130枚のDtest に写る全 147オブジェク
トのうち，適切に bboxが検出された 143オブジェクトで
議論する．除外した 4オブジェクトは前述の通り魚の重な
りにより 1尾を適切に切り出せなかった事例である．各オ
ブジェクトには Total lengthと Standard lengthのラベル
を画像から手動で付与した．

提案手法により推定可能なラベルはMask，bbox，Key-

pointsであり，これを用いて魚体長に変換処理を行う必要
がある．本稿では簡易的に表 2に示す 4手法で各ラベルか
ら魚体長 (px)に変換した．Maskでは，4方の bboxに隣
接する接点を 4点算出し交差するように線分を結んだ際に
最長となる線分を採用する．図の例では左右を結ぶ線分の
ほうがやや長い為これを採用している．bboxでは，bbox

の対角線をそのまま採用する．ここで，Maskと bboxは原
理的に Total lengthしか推定ができないことに注意された
い．KPでは，検出したKeypointsのうち，口，胸びれ，尾
(root)，尾 (center)をそれぞれ線分で結び，合計長を Total
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表 3 魚体長の検出誤差 (cm)

Table 3 Detection error of the fish length [cm].

Length Error

Mask bbox KP KP

Total Std. Total Total Total Std.

Mean 26.73 22.67 1.07 1.35 3.35 2.50

S.D. 5.84 5.32 1.13 0.92 4.92 4.89

Min 9.35 7.80 0.01 0.07 0.00 0.00

25% 23.48 19.57 0.33 0.65 0.62 0.24

50% 27.36 23.35 0.68 1.20 1.19 0.76

75% 29.83 25.08 1.42 1.87 4.29 1.28

Max 38.45 34.10 7.17 5.14 24.72 23.80

lengthとして採用する．これを尾 (center)までとしたもの
を Standard lengthとして採用する．各算出値 (px)はハイ
パーパラメータとして与えられたカゴの底辺サイズ (cm)

を用いた比率で cm単位に変換される．
本手法により推定を行った推定誤差を表 3に示す．左中

2列はDtest 中のオブジェクトの体長の基本統計量である．
右 4列は推定値とラベルとの絶対誤差である．平均絶対誤
差 (MAE; Mean行)を見ると，Maskを用いた全長検出が
最も誤差が小さく，MAEでは 1cm程度誤差で，中央値で
は 0.68cmの誤差で魚体長が検出できていることがわかる．
KPはMAEは悪いが，Minや 25%を見ると比較的良好な
検出ができていることがわかる．これは Keypoint検出自
体の精度が甘いことに起因しており，Keypoint検出精度
を向上させることで改善が可能である．特に Keypointは
予測ができなかった際に思いもよらぬ方向に出現するこ
とで，Maxの誤差が非常に大きいことがわかる．Maskや
bboxを併用したルールベースの手法でもこれは改善可能
であると考えている．

5. おわりに
本研究では，水産業における資源管理の改善に向けて，

資源調査における漁獲物の正確な魚体長認識手法の開発を
行った．提案手法はベルトコンベア上を流れる漁獲物を上
部からカメラで撮影し，Mask Keypoint R-CNNベースの
認識手法により漁獲物のサイズを検出する．25枚という少
数のラベル付きデータを用いた訓練手法を提案し精度評価
を行った．実験の結果，1 class分類としたMask Keypoint

R-CNNを CP-Augで訓練することで，25枚という少数の
訓練データでも，概ね良好に魚の領域検出が行えることを
確認した．また，1 class分類として魚種分類を別問題と
することで mAPがやや向上することや，新たに提案した
CP-Adversarial Headの導入により，コピー＆ペーストに
依存しない特徴表現の獲得が行えることを確認した．一方
で，定性評価では密集した魚の切り分けが難しい課題が明
らかとなったことから，今後は密集した魚の検出精度を向
上させるベースモデルや後処理手法の検討を行っていく．
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