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センサベースの人間行動認識における
深層学習アンサンブル手法に関する考察

長谷川 達人1,a) 近藤 和真1

概要：センサを用いた人間行動認識において深層学習を用いた手法が数多く提案されている．中でも，深層
学習とアンサンブル学習を併用する手法は強力な成果を発揮している．一方，アンサンブル学習を行うに
はデータの分割や複数モデルを学習するなどの様々な手続きを要し，手間と計算コストがかかる．本研究
では，行動認識を対象に深層学習のアンサンブル手法を解析することを通じて，単一モデルを End-to-End

で訓練するだけでアンサンブルモデルと同等の推定精度を実現する手法の実現可能性を考察する．
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Consideration of Ensemble Deep Learning Method
for Sensor-based Human Activity Recognition

Tatsuhito Hasegawa1,a) Kazuma Kondo1

Abstract: Many methods based on deep learning have been proposed for sensor-based human activity recog-
nition. Methods that combine deep learning and ensemble learning have especially shown powerful results.
On the other hand, ensemble learning requires various procedures, such as data partitioning and training
multiple models, which are time-consuming and computationally expensive. In this study, we analyze ensem-
ble methods of deep learning for activity recognition, and examine the feasibility of a method that achieves
estimation accuracy equivalent to that of ensemble models by simply training a single model in an end-to-end
manner.

Keywords: Human Activity Recognition, Ensemble Learning, Deep Learning

1. はじめに
スマートフォンやウェアラブルデバイスなどのスマート

デバイスの普及に伴いユーザの動作をセンシングすること
が容易となってきている．多くのデバイスは慣性計測装置
を内蔵しており，加速度や回転を時系列センサデータとし
て計測可能である．センサ情報からユーザの行動を予測す
ることを行動認識と呼び，これが実現できることでライフ
ログ [1]などの様々な応用サービスが展開可能となる．将
来の充実したサービス応用に向け，より詳細な行動情報を，
より正確に認識できる技術開発が求められている．
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行動認識はスマートデバイスの普及以前から活発に研究
されている．Aminianら [2]や Baoら [3]は被験者に小型
の加速度センサを着用させ，計測値から被験者の行動を推
定する手法を提案した．Aminianらの手法では，計測値を
一定のサンプルで切り出し，平均値と平均偏差からルール
ベースの手法で 4種の行動を認識している．Baoらの手法
では，計測値を同様に一定のサンプルで切り出した後に，
FFTを用いて周波数に依存する特徴量を抽出し，機械学習
によって 20種の行動を認識している．井上 [4]の解説記事
でも述べられているように，計測したセンサ波形から前処
理を行い一定のサンブルを切り出して，特徴量を抽出し機
械学習によって行動を推定するという手法は，行動認識に
おいて広く用いられている．2010年代後半ごろから，行動
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認識分野においても深層学習が用いられることが増えてき
ている [5]，従来は人間の経験に基づいて，生データから特
徴量を設計していたが，与えられたデータセットに基づい
て特徴表現自体を学習する表現学習が用いられる点が，深
層学習の特色の一つである．
行動認識モデルの推定精度向上に向けて，様々な特徴抽

出方法やモデル構造が提案されているが，シンプルな手法
ながらも精度向上に大きく寄与する手法としてアンサンブ
ル学習がある．アンサンブル学習は異なる複数のモデルを
併用する機械学習手法の総称である．一つのデータセット
から複数のブートストラップをサンプリングして複数の
モデルを訓練し，各モデルの出力で多数決する Bagging[6]

や，苦手なデータに対する予測を補足するように新たなモ
デルを訓練し多段に重ねる Boosting[7]，複数のモデルの予
測値を入力として新たなモデルを訓練する Stacking[8]が
有名である．深層学習モデルをアンサンブルする手法 [9]

や行動認識において従来の機械学習手法と深層学習の結果
をアンサンブルする手法 [10]なども提案されている．
アンサンブル学習は強力な手法ながらも，訓練時に複数

のモデルを個別に訓練し，推論時に各モデルを結合して動
作させる必要があるため，単一モデルを用いる場合よりも
実装が煩雑になるという課題がある．そこで本研究では，
行動認識の推定精度向上に向けて，訓練及び推論時の煩雑
さを改善するシンプルな深層学習アンサンブル手法の開発
を行う．ベンチマークデータセット HASC[11]を用いて，
深層学習のアンサンブル手法を解析することを通じて，単
一モデルを End-to-Endで訓練するだけでアンサンブルモ
デルと同等の推定精度を実現する手法の実現可能性を考察
する．アンサンブルモデルの持つ精度向上のメリットを維
持しつつ，訓練と推論の煩雑さを軽減した学習手法を実現
することを本研究の目的とする．

2. 関連研究
本章では，行動認識研究領域におけるアンサンブル学習

の適用事例と，深層学習研究におけるアンサンブル手法の
解析に関して調査し，本研究の立ち位置を明確にする．

2.1 行動認識におけるアンサンブル学習
行動認識におけるアンサンブル学習の適用事例として，

人間が設計した特徴量を用いてアンサンブルな分類器を使
用する研究が多数ある．Subasiら [12]は行動認識において
Adaboost Classifierと Random Forestを併用することが
優れていると述べている．Irvineら [13]はNeural Network

(NN)をアンサンブルしてスマートハウス内の行動認識を
行う手法を提案している．Nurulら [14]は，行動認識の問
題設定を活かして被験者の体型情報から類似度ごとにサブ
セットに分割し，推定対象者と類似したサブセットを用い
て訓練したアンサンブル学習モデルで行動を予測する手法

を提案している．Xuら [15]は信号処理に基づく特徴量と
FFTに基づく周波数特徴量を用いて，Cascade Ensemble

Learning (CELearning)により行動認識を行う手法を提案
している．CELearningは，NNを用いずに深層な表現学
習を目指した Deep forest[16]内で Cascade Forestとして
提案されている手法である．CELearningでは複数のモデ
ル集合を一つの層とみなし，複数モデルの出力を結合して
次の層の入力とする．このとき，もとの入力も結合する点
が特徴的である．入力を結合する点は ResNet[17]の Skip

connectionに類似しているが，Skip connectionは和を取
るのに対して，CELearningは特徴量方向に結合している．
深層学習モデルをアンサンブルする手法も提案されてい

る．Zhuら [10]は人間が設計した特徴量を用いた分類器を
複数構築した上で，Convolutional Neural Network (CNN)

を用いた生データからの表現学習を併用し，最終的な出
力をWeighted Voting により決定する手法を提案してい
る．Semwal ら [18] は CNN に Long short-term memory

(LSTM)を接続したモデルを 4つ並列で用いて得られた出
力を結合し，更に全結合層を通して最終的な出力を求める
手法を提案している．深層学習を用いない手法では複数モ
デルの出力から多数決や重み付き和，もしくはルールベー
スの手法により最終的な出力を決定する手法が多かった．
深層学習を用いる場合，Semwalらのように獲得した特徴表
現を結合し新たな全結合層に接続する手法が採用できる．

2.2 深層学習アンサンブル手法の解析
アンサンブル学習はモデルの多様性により推定精度向上

に寄与することが知られているが，一方で，未解明な点も
多く残っている．Wasayらの研究 [19]では，画像認識にお
ける CNNを対象に，比較的少ないパラメータを持つ複数
モデルのアンサンブルと，同等のパラメータ数を持つ単一
モデルではどちらが優れているのかを実験的に解析してい
る．複数の画像認識ベンチマークで比較した結果，アンサ
ンブル学習が有効に働くにはある程度のパラメータ数を有
する必要があることや，データセットが複雑であるほどア
ンサンブル学習が効果的であることなどを明らかにした．
Allen-Zhuら [20]の研究では，深層学習におけるアンサ

ンブル学習と知識蒸留 [21]がテストデータに対する推定精
度を向上させることはMysteryである*1として考察を行っ
ている．CIFAR-100を用いた実験では個別の 10モデルの
テスト精度は 81.51%だが，各モデルの出力を重み付け平
均するアンサンブルによりテスト精度が 84.69%に向上す
る．一方，各モデルの和を最適化して全てのモデルをまと
めて訓練する手法ではこのような精度向上が起こらずテス
*1 Microsoft Research Blog: Three mysteries in deep

learning: Ensemble, knowledge distillation, and self-
distillation https://www.microsoft.com/en-us/research/

blog/three-mysteries-in-deep-learning-ensemble-

knowledge-distillation-and-self-distillation/
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ト精度が 81.83%となる．このように，深層学習アンサン
ブルではモデルを集約して訓練してもアンサンブルの恩
恵は得られず（すなわち，モデルの大規模化による影響で
はなく），個別に学習することが多様性の獲得に寄与して
いることを示している．また，大雑把に捉えれば自己蒸留
（Self-Distillation）はアンサンブル学習と知識蒸留を組み
合わせたものであると述べ，単一モデルにおいてアンサン
ブルと同等の精度向上を目指す仕組みの実現可能性を示し
ている．

2.3 本研究の立ち位置
以上を踏まえ，本研究ではアンサンブル学習の持つメ

リットを維持しつつ，アンサンブル学習の訓練と推論の煩
雑さを軽減した学習手法の実現を目指す．特に，行動認識
という画像認識とは異なるドメイン設定において，深層学
習アンサンブル手法を改めて解析し，煩雑さ軽減に向けた
新たな知見を明らかにした点が本研究の貢献である．

3. 行動認識における深層学習アンサンブル手
法の解析

本章では，行動認識における深層学習アンサンブル手法
を分解して考察し，どの要素が予測精度の向上に特に寄与
するのかを明らかにする．アンサンブル学習の精度向上の
ためには，(1)複数モデルをどのようにしてアンサンブル
するのか，(2)各モデルにどのようにして多様性をもたせ
るのかの 2点に関して議論が必要となる．本章では (1)の
アンサンブル手法に関して議論を行い，次章で (2)の多様
性のもたせ方を含めた議論を行う．

3.1 実験設定
議論を行うに当たって，アンサンブル手法以外の要素を

統一するため，本実験では先行研究 [22]において有効性が
示されている VGG構造を持つ同一の CNNモデル（図 1）
を 5 つアンサンブルする．各モデルに多様性を獲得させ
るため，データセットを人ごとに分割し組み合わせを変え
て複数のサブセットを構築し，モデルごとに訓練データを
変えるようにした．なお，実験の間でサブセットは固定と
する．
3.1.1 データセット
本研究では HASCデータセット [11]を用いてスマート
フォンの加速度センサデータから行動認識を行う．HASC

は基本行動 6種類（停止，歩行，走行，スキップ，階段上
り，階段下り）のラベルがついた加速度，ジャイロ等の
センサデータが提供されている．2011から 2013年までの
BasicActivityよりサンプリング周波数が 100Hzのデータ
を抽出し，加速度センサデータのみを用いた．前処理とし
て，各計測ファイルから前後 5秒を除去し，sliding-window
方式で 256サンプルの windowを stride=256で抽出した．

図 1 実験で使用した VGG ベースのモデル構造．Normalization

層は実験によって変更があるため本文で説明する．
Fig. 1 Model architecture based on VGG that we used in ex-

periments. Because the Normalization layer is changed

in each experiment, we describe in the main text.

前処理後のデータから，ランダムに抽出した 10名分の
データを訓練用データセット（Dtrain），別の 10名分のデー
タを検証用データセット（Dval），更に別の 50名分のデー
タをテスト用データセット（Dtest）として分割した．ま
た，アンサンブル用に今回は被験者単位で Dtrain を 5サ
ブセットに分割した（S1, S2, ...S5）．すなわち，今回はア
ンサンブル数 n = 5とした．各サブセットには交差検証の
ように 8名分のデータが含まれるように設定し，実験内で
被験者は固定とした．言い換えると，本研究では Bagging

に近い形でアンサンブル学習を行う．
3.1.2 モデル構造
実験で用いる VGGモデル（図 1）は 8層のシンプルな

VGG構造を採用した．アンサンブル学習による影響を調
査するため，層数は 8層に減少させ，かつ，特徴抽出器 E

で獲得した特徴マップを Global Average Pooling により
チャネルごとに平均し，直接出力層につなぐ形としてい
る．バッチサイズは 500としている．したがって，入力は
{500, 3, 256}，特徴マップ zは {500, 64}，出力は {500, 6}
となる．図 1中の Normalizationは本章の実験においては
一般的な Batch Normalization を採用している．その他，
予備実験においてチューニングした結果，VGGの第一層
のフィルタ数は 8，最適化手法は Adamを学習率 0.001で
100epochs訓練することとした．

3.2 実験結果
単一の深層学習モデル及びシンプルな深層学習アンサン

ブルモデルの挙動を解析することで，アンサンブル学習の
どの要素が精度向上に寄与するのかを考察する．実験で使
用したモデルは図 2に示すように単一の深層学習モデルを
Dtrain全体，もしくは各サブセット（S1, S2, ...Sn）を用い
て訓練する（それぞれ，Single10，Single8と呼ぶ）．これら
はベースライン兼，以降のアンサンブルモデルのための事
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図 2 アンサンブル前の個別のベースモデルの訓練概要．Single10

は Dtrain 全体を用いて単一モデルを訓練し，Single8 は
S1, S2, ...Sn を用いて各単一モデルを訓練する．

Fig. 2 Training outline of each model before ensembling. Sin-

gle10 is trained using whole of Dtrain, and each Single8

model is trained using each subset (S1, S2, ...Sn).

前訓練モデルである．Single8をベースラインとして使用
する際には 5モデルのうち最高精度のものを採用する．こ
の事前訓練済みモデルを使用して，図 3に示す 3種類のア
ンサンブルモデルを準備する．Voteは各サブセットで個別
に訓練したモデルの出力から，Baggingのように多数決で
最終出力を決定する手法である．E-Ensは各サブセットで
訓練した Encoderの出力を結合し，新たな分類器 Cに接続
する手法である．ここで，新しい分類器 Cは Dtrain 全体
を用いて訓練されるため，エンコーダのみがアンサンブル
性を獲得するモデルとなる．C-Ensは Single10の Encoder

を用いて，新たな分類器（C1, C2, ...Cn）に分岐接続する手
法である．ここで，新しい分類器は各サブセットで追加訓
練されるため，分類器のみがアンサンブル性を獲得するモ
デルとなる．
表 1に乱数シードを変えて 50試行した検証結果を示す．

個別モデルの精度は訓練データの総数やDropout層の有無
によらず検証精度 81.5%，テスト精度 84.5%程度に収束す
る結果となった．検証精度よりもテスト精度のほうが高い
のは選択された被験者の偏りによるものである．検証デー
タは 10人，テストデータは 50人で構成されていることか
ら，検証データのほうが推定が難しい被験者の影響を顕著
に受けるためである．
続いて各アンサンブル手法の精度を見ると，概ねVote≥E-

Ens>C-Ens≃Single10となっていることがわかる．この結
果から，行動認識においてもアンサンブル学習により推定
精度向上が確認された．また，アンサンブル学習により多
様性を獲得するのは Classifierではなく Encoder側の方が

図 3 訓練済みモデルを用いたアンサンブルモデル．Vote はサブ
セットで訓練済みのモデルの出力を加算することで最終的な出
力を決定する．E-Ens はサブセットで訓練済みの各 Encoder

の出力を結合し新たな Classifier を Dtrain 全体で訓練する．
C-Ens は Dtrain で訓練済みの Encoder を新たな Classifier

に分岐させ各サブセットで訓練する．
Fig. 3 Ensemble models using pre-trained models. Vote de-

termines final output by adding each model output

pre-trained using subsets. In E-Ens, a new attached

classifier C with fixed-weights encoders is additionally

trained using Dtrain. In C-Ens, new attached classifiers

with a fixed-weights encoder is additionally trained us-

ing each subset.

重要であることが示唆された．

4. 深層学習アンサンブル手法の単一モデル化
に関する検討

ここまでの実験では，深層学習アンサンブルが行動認識に
おいても有効に働くこと，また，Backboneとなる Encoder

に多様性をもたせることの重要性を明らかにした．これを
踏まえ本章では，深層学習アンサンブルの訓練及び推論時
の煩雑さを解消する手法について検討を行う．
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表 1 乱数シードを変更し基本モデルで 50 試行した検証結果 [%]

Table 1 Verification results of 50 trials with the basic model

by changing the random number seed [%].

Val

acc

Val

std

Test

acc

Test

std

Single10 81.5 1.3 84.7 1.0

Single8 (best) 81.4 1.4 84.8 0.7

Vote 83.3 0.9 86.1 0.6

E-Ens 82.9 0.6 85.9 0.3

C-Ens 81.1 1.4 84.8 0.6

4.1 深層学習アンサンブル手法の煩雑さ
はじめに，深層学習アンサンブル手法の煩雑さとは何か

を定義する．図 2，図 3の Single10と Voteを比較すると，
訓練時と推論時でそれぞれ異なる煩雑さがあることがわか
る．訓練時に着目すると，Voteは Single10に加えて，(1)

複数のサブセットを用意し，(2)n回の順伝播で n個の出力
を算出し，(3)各サブセットで計算した Lossを用いて n回
の逆伝播によりモデルを更新すると言った流れになる．実
装を考慮すると，Lossが複数あることから各パスごとに一
つのモデル（E+C）を準備する必要がある．推論時に着目
すると，(1)入力を複数のパスに分岐させ，最終結果を加
算して出力する必要がある．推論時にはモデルを集約して
一本化することは可能であるが，複雑に分岐するモデルは
転移学習に向いていないため，同一のパラメータ数であれ
ばシングルパスのモデルにできる方が管理の都合上望まし
い．すなわち深層学習アンサンブル手法の煩雑さは，複数
回モデルを訓練しなければならないという訓練上の煩雑さ
と，複数モデルを管理しなければならないという運用上の
煩雑さが内包されている．
訓練時の煩雑さを解決するためには，入出力をそれぞれ 1

つに集約したモデルが実装できることで解決できる．すな
わち，入力はDtrain で統一され，(1)モデル内部でDtrain

を動的にサブセットに分割する．(2)出力は複数個別に実
施せず加算等でひとまとめにして出力する．これにより，
単一のデータセットを入力し，単一の Lossでモデル全体
を訓練できるようになり，Single10等の単一モデルと同等
の訓練手順が実施できる．
推論時の煩雑さを解決するためには，得られた訓練済み

モデルを 1つのシングルパスのモデルに変換できることが
望ましい．Allen-Zhuら [20]の研究では，これを知識蒸留
により実現する手法が検証されているが，知識蒸留を行う
場合，別途 Studentモデルを準備し，Teacher-Studentモ
デル間の出力が同一になるように別途訓練を行う必要があ
る．すなわち推論時の煩雑さを改善するために訓練が煩雑
になってしまう．したがって，訓練で得られた複数モデル
の重みをうまく流用することでこの解決を図ることが望ま
しい．

4.2 入出力の集約とアンサンブルモデル
訓練時の煩雑さ解決に向け，モデルの入出力をそれぞ

れ 1つに集約することを考える．ここで，各個別モデルに
対してサブセットを用いずに，全てのモデルを Dtrain で
訓練するという制約を課すことによって，図 3の Voteや
E-Ensのような単一入力，単一出力のモデルを構成するこ
とが可能となる（ただし，各 E，Cは事前訓練しないもの
とする）．これをそれぞれ Vote(scratch)，E-Ens(scratch)

と呼ぶことにする．
入力されたDtrainをモデル内で動的にサブセット化する

仕組みとして，Instance Masking Layer (IML)を新たに提
案する．IMLは図 4に示すように，通常の入力（Dtrain）
に加えて，Maskを入力する必要がある．Maskはバッチサ
イズ ×アンサンブル数 nの書式で 0, 1の値が格納されて
いるものとする．IMLはこの 2入力を受け取り，sliceま
たは zero mask によってサブセットを生成する．slice は
Maskが 1となるインスタンスのみを残してスライシング
する手法であり，zero maskは 0となるインスタンスの値
をすべて 0とする手法である．sliceはサブセットを完全に
再現できる利点がある一方で，各サブセットのバッチサイ
ズが異なってしまうという欠点がある．すなわち，各モデ
ルの最終的な出力に対して加算や結合によって Lossを一
つに集約することができない．一方で，zero maskはサブ
セットを近似的に再現するが，バッチサイズを変えないた
め最終的な出力に対して加算や結合によって Lossを一つ
に集約できる．
IMLを用いて入力に多様性を持たせつつ，単一の入出

力でモデルを訓練するモデルとして，IML-Vote と IML-

Ensを実装する．IML-Voteは図 3のVoteに対して先頭に
IML(zero mask)を挿入する手法である．IML(zero mask)

はサブセット間でバッチサイズを変更しないため，最終的な
出力を加算によりマージできる．IML-Ensは図 2の Single8

の先頭に IML(slice)を挿入する手法である．IML(slice)は
スライスによりバッチサイズを変更するため，IMLが通常
のアンサンブル学習と同等の学習を実現できているのかを
確認するために実装する．なお，Lossは各出力に対して計
算するが，最終的にすべての Lossを加算してモデル全体
を訓練するため Optimizerは 1つで良い．
また，zero maskを行うことと，将来的に単一モデルに

マージすることを想定し，図 1のベースモデルの以下の点
を変更して以降の実験を行った．
• Normalizationを Layer Normalization (LN) に変更
• LNで学習可能パラメータを不使用に変更
• 全Convolution，Linear層でバイアス項を不使用に変更
この変更によって，zero maskされたインスタンスはモデ
ルを経由しても出力が全て 0になる．なお，Normalization

層の変更に伴い学習の収束に時間を要する挙動が確認され
たため，訓練エポック数を 300に増やした．
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図 4 Instance Masking Layer (IML) の処理概要図
Fig. 4 Process outline of Instance Masking Layer (IML).
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図 5 単一入出力アンサンブル深層学習モデルの事前検証結果（50 試行） [%]

Fig. 5 Verification results for single input and single output ensemble models (50 trials)

[%].

4.3 単一入出力モデルの事前検証
単一入出力としたアンサンブル深層学習手法

Vote(scratch)，E-Ens(scratch) の事前検証の結果，アン
サンブルしない場合と比較して精度向上が僅かであった．
原因を考察した結果，アンサンブル深層学習を実装する際
の実装上の注意点が明らかとなったため説明する．
3章の実験における図 3のVoteは，追加訓練を必要とし

ないためシンプルに各出力を加算するだけで良かった．一
方で，Vote(scratch)や IML-Voteのようにスクラッチから
学習する際には，各出力に 1

n を乗算する必要がある．なぜ
ならば，通常の訓練は出力に対して式 (1)に示す Softmax

関数で正規化された上で，カテゴリカルクロスエントロ
ピー誤差を算出し，モデルの最適化を行う．

Softmax(yi,y) =
e

yi
T∑

y∈y e
y
T

(1)

ここで式 (1)の T は温度パラメータであり，T = 1で一般
的な Softmax関数として，T < 1で高い値を強調するよう
に，T > 1で低い値を強調するように働く．アンサンブル
モデルでは出力を n個加算して出力するため，各出力が n

倍された状態と近似できる．各 yが n倍された状態は，す
なわち温度パラメータ T = 1/nと同義であり，高い出力値
を強調するようにした Softmax関数となる．実験的にこれ

は T = 1のものよりも推定精度を低下させる傾向を確認し
たことから，本研究では T = nとして，すなわち，出力に
1
n を乗ずることとした．なお IML-Voteの際には各モデル
の出力を加算した際に zero maskによって nが変動するた
め，maskから nを算出する必要がある．
E-Ens(scratch)のように各 Backboneの特徴マップを直

接結合し，単一の Classifierを経て Lossを計算するような
ケースでは上記現象は発生しないと思われた．しかしなが
ら，事前検証ではアンサンブルによる精度向上が僅かで
あった結果を受け，温度パラメータとは別に結合された特
徴マップ自体に 1

n を乗じたモデルの検証を行った．
検証結果を図 5に示す．ここで，温度パラメータや特

徴マップへのアンサンブル数 nに関する対応を行わなかっ
たモデルをそれぞれ Vote(scratch)，E-Ens(scratch) と呼
び，対応を行ったモデルを Divided Modelとしてそれぞれ
VoteD(scratch)，E-EnsD(scratch)と呼ぶ．図より対応を
行わなかったモデルはアンサンブル学習しなかった場合の
検証精度（81.5 ± 1.3%）とほぼ変わらなかったが，nの
対応を行うことで 1%程度の精度向上を果たした（82.6 ±
1.2%）．以上を踏まえ，アンサンブル深層学習を行う際に
は各モデルをマージする前に 1

n を乗ずることが重要であ
ることが明らかとなった．また，単一入出力モデルにお
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図 6 Mask 生成手法別の検証結果（50 試行） [%]

Fig. 6 Verification results for each mask generation method (50 trials) [%].
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図 7 各アンサンブルモデルの検証結果（50 試行） [%]

Fig. 7 Verification results for each ensemble model (50 trials) [%].

いては Classifierを 1つに集約してもしなくても同等の精
度に収束することも明らかとなった．興味深い結果とし
て，温度パラメータで説明のつく Vote(scratch)のみでな
く，E-Ens(scratch)に関しても同様の改善が得られた点が
ある．この原因については追って調査することとする．

4.4 IMLモデルの事前検証
IMLを用いたアンサンブルモデルの評価を行うに当た
り，Mask の作成方法（すなわち，3.1.1 節で述べたサブ
セットの分割方法）に関する事前検証を行った．乱数シー
ドを変えて 50試行を行った結果を図 6に示す．各Mask

は HASCに含まれていたメタデータを参照し，交差検証
を行うように適宜設定したものである．例えばメタデータ
の Shoesは行動時の靴ラベルであり，このラベルを基準に
交差検証するようにMaskを設定した．Heightのような量
的変数は一定の間隔で区切って質的変数に変換している．
Random は全インスタンスからランダムに交差検証する
ようにMaskを設定したものであり，AllはMaskを全て
1としたものである．すなわち，All の場合 IML-Vote は
Vote(scratch) と同義であり，IML-Ens は図 3 の Vote で
行った各モデルを事前訓練した上でアンサンブルする手法
と同義である．図 6をみると，Maskの作成方法によって
多少精度が上下するが基本的には誤差の範囲内の変動であ
ると思われる．ただし，全体を通して Allよりも Random

等でMaskを作成した方がやや精度が向上するようにも見
える．

4.5 実験結果
事前検証の結果を踏まえ，IMLの Maskを Randomと
した結果と，Maskを使用しない単一入出力モデルとの比
較を行った結果を図 7に示す．図より興味深い点がいく
つか確認できる．1点目は Instance Maskによる精度向上
が極僅かであるという点である．IMLを挿入した 2手法
はMaskによりサブセットに擬似的な多様性をもたせるア
ンサンブル学習手法であるが，図 6の結果を踏まえてもサ
ブセットを変えるメリットは小さい可能性が示唆された．
2点目は Instance Maskを用いた手法がわずかに試行間の
ばらつきを抑えるという点である．表 2に各モデルの平
均精度と標準偏差を示す．IML-Ensは多出力によって一般
的なアンサンブル深層学習手法と変わらないことから，ア
ンサンブルによるばらつきの抑制効果があったと考えられ
る．一方，VoteD(scratch)と IML-Voteの違いは Instance

Maskにより各 Backboneに多様性を持たせたかという点
である．これが僅かに精度向上とばらつきの抑制に貢献し
たと考えられる．3点目は表 1のVoteと表 2の各結果の差
が僅かである点である．まず，Voteと IML-Ensは実質的
に同義の手法であり精度差もほぼない．興味深い点はVote

とVoteD(scratch)の精度差が検証データで+0.7%，テスト
データで-0.4%である．すなわち，Allen-Zhuら [20]の研究
で述べられていた「各モデルの和を最適化して全てのモデ
ルをまとめて訓練する手法ではこのような精度向上が発生
しない」という説明に反する結果となった．この点につい
ては，行動認識分野独自の結果なのかを今後深く検証する
必要がある．
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表 2 各アンサンブルモデルの検証結果（50 試行） [%]

Table 2 Verification results for each ensemble model (50 trials)

[%].

Val

acc

Val

std

Test

acc

Test

std

Single10 81.4 1.1 85.3 0.7

Single10(drop) 80.7 2.1 85.8 1.6

E-EnsD(scratch) 82.6 1.2 86.3 0.9

VoteD(scratch) 82.6 1.1 86.5 0.7

IML-Vote 83.0 0.9 86.6 0.5

IML-Ens 83.1 0.6 86.7 0.3

なお，zero mask によって学習中にインスタンスを 0

にマスクする手法は，よく知られた正則化手法である
Dropout[23]と類似しているが異なる手法である．図 4に
示したように，IMLはバッチサイズの方向に対してマス
ク処理を行うためインスタンスを drop する動作となる．
一方，Dropoutは図 4でいうWindow（256 samples）や
channel（3 ch）方向に対してランダムにマスク処理を行う
手法であり，かつ epochごとに dropするユニットも異な
る．結果として，図 7に Eの直後に Dropout層を追加し
たモデルの検証結果も載せているが，シンプルな単一モデ
ルと大差ない結果となっている．

4.6 訓練済みモデルのシングルパス化
推論時の煩雑さを軽減するために，訓練済みモデルをシ

ングルパスの単一モデルにする手法を考える．有名なモ
デル圧縮手法として，前述の知識蒸留 [21] がある．知識
蒸留は大規模な単一モデルまたは，アンサンブルモデル
（Teacher）を小規模な単一モデル（Student）に置き換える
手法である．通常，モデルの訓練には one-hotベクトル表
現された教師ラベルとカテゴリカルクロスエントロピー誤
差を用いた最適化が行われる．知識蒸留では Teacherモデ
ルの出力値を正解ラベルとして Studentモデルを訓練する
ことで one-hotベクトル表現よりもリッチな情報を教師と
して与える手法である．一方で，知識蒸留では Studentモ
デルを追加訓練する必要があるという手間が残る．
訓練済みモデルの重みを流用してモデルを合成するこ

とを考えるとき，図 3に示した Voteを E-Ensにするよう
に，複数の Classifierを単一の Classifierにすることは容易
に実現できる．両者は入力及び出力の書式が同一であるた
め，Voteの各 Cの重みを連結し E-Ensの Cにコピーする
ことで同等の動作をする単一の Classifierとなる．一方で
Encoderについては畳み込み演算を行っていることからモ
デルの合成には一工夫が必要である．通常の畳み込み演算
は，入力のチャネルそれぞれに対してカーネルを定義し，
カーネルを畳み込んだ和を次の層の入力とする．したがっ
て，複数の個別に学習された Eをマージするときにはシン
プルに連結するだけでなく，不要な入力チャネルに対して

ゼロマスクを行う，もしくは，Group Convolutionのよう
にチャネル方向に制限のある畳み込みそうで置き換える必
要がある．
他にも，1x1 Convolution層を同等の役割を持つ 3x3 Con-

volution層に re-parameterizationする手法で，VGGの精
度改善を行った RepVGG[24]がある．また，異なる形状と
役割を持つ 2つの CNNモデルを，1つのマルチタスクモ
デルに変換する手法 [25]も提案されている．
本稿では，Voteの各 Cをマージすることで E-Ensのよ

うな単一の Classifierを持つアンサンブル構造において同
等の挙動を示すことを実験的に確認済みである．一方，畳
み込みを含む Encoderをマージする手法に関しては現在未
検証であるため，今後の課題としたい．

5. おわりに
本研究では，センサを用いた人間行動認識における深層

学習アンサンブル手法の有効性検証と解析を行った．実験
の結果，以下のような様々な知見を明らかにした．
• 行動認識においても深層学習アンサンブル手法は有効
に働くこと

• 深層学習アンサンブルは Classifier の多様性よりも
Encoderの多様性が重要であること

• 入力に多様性を与えなければ，単一入力単一出力のモ
デル構造を実現できるが，各モデルの特徴マップを結
合する場合においても 1

n を乗ずることが重要である
こと

• 入力に多様性を与える場合，Instance Masking Layer

により実現ができ，Randomな Instance Maskにより，
同一入力のモデルの精度を上回り，試行間のばらつき
を抑制する可能性を示したこと

本研究により，シンプルな精度向上を求めるのであれ
ば，同一モデルに対して同一入力を渡して出力の重み付き
和を取るラッパーモデルを用いるだけで良いことが明らか
となった．一方，今後の課題として，Instance Mask以外
の手法で各モデルに多様性をもたせる手法に対する検証実
験を行う必要がある．本実験ではメタデータを用いてデー
タセットから複数の基準でサブセットを生成し比較を行っ
た．アンサンブルモデルに多様性を与えるには，他にも，
モデル構造自体を多様にすることや，データ拡張を多様に
すること等の手法があるため，これらの検証を行いたい．
他にも，単一モデルでは同一パラメータ数であっても何故
アンサンブルによる精度向上効果を得られないのかという
点について深く考察していく．また，訓練済みモデルを単
一のシングルパスモデルに圧縮する手法に関しても実装と
評価を行っていく予定である．
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