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複数の補助教師データセットを用いた固有表現抽出
の学習手法

市川　智也1,a) 渡邊　大貴2,b) 田村　晃裕1,c) 岩倉　友哉2,d) 馬　春鵬2,e) 加藤　恒夫1,f)

概要：固有表現抽出（Named Entity Recognition; NER）は，テキストからの知識獲得に用いる要素技術
の一つであり，化学物質や医療の知識抽出に用いられている．NERの精度改善のため，対象タスクの教
師データとは別の教師データを補助教師データとして用いるマルチタスク学習である補助学習が提案され
ている．従来の補助学習では補助教師データとして 1種類の教師データしか用いていない．そこで，本研
究では，複数種類の教師データを補助教師データとして活用する NERの学習手法を提案する．具体的に
は，補助教師データ毎の補助学習を順次行うことで，対象タスクのモデルを補助教師データの種類の数だ
けファインチューニングする方法と，全種類の教師データを一つの補助学習で用いる方法の 2種類の学習
手法を提案する．評価実験では，化学物質名抽出タスクにおいて，7種類の化学/科学技術分野の補助教師
データを用いて提案手法の評価を行った．その結果，提案手法は従来手法よりも精度が高く，複数の補助
教師データを用いることで精度が向上することを確認した．

Learning Method for Named Entity Recognition with Multiple
Auxiliary Training Data

1. はじめに
固有表現抽出（Named Entity Recognition; NER）は，

文中から固有表現（Named Entity; NE）や専門用語を抽出
する自然言語処理技術の一つであり，様々な場面で用いら
れている．たとえば，新材料や新薬の開発，材料を用いた
製品開発には化学物質に関する知識が必要不可欠であり，
NERは，論文や特許で日々報告される化学物質間の相互
関係や化学物質の物性値といった情報を構造化し蓄積する
ための要素技術の一つとして用いられている．
NERに関する研究は古くから盛んに行われている．近

年では，ニューラルネットワーク（Neural Network; NN）
による手法が主流となっており，再帰的ニューラルネッ

1 同志社大学
Kyotanabe, Kyoto 610–0394, Japan

2 富士通株式会社
Minato, Tokyo 105–7123, Japan

a) ctwg0109@mail4.doshisha.ac.jp
b) watanabe-taiki@fujitsu.com
c) aktamura@mail.doshisha.ac.jp
d) iwakura.tomoya@fujitsu.com
e) ma.chunpeng@fujitsu.com
f) tsukato@mail.doshisha.ac.jp

トワーク（Recurrent Neural Network; RNN）と条件付確
率場（Conditional Random Fields; CRF）を組み合わせた
BiLSTM-CRFモデルによる手法 [1] や Transformer[2] に
よる手法が，NERにおいて高い精度を実現している．ま
た，近年では，対象タスクの教師データとは別の教師デー
タも用いるマルチタスク学習により，複数の NERデータ
セットから特徴量を同時に学習することでモデルの精度が
改善することが報告されている [3], [4], [5], [6], [7]．
特に，バイオ分野の NER（BioNER）においては，複数
のタスクを同時に学習するマルチタスク学習と比較し，対
象タスク以外のタスクを補助タスクとして用いるマルチタ
スク学習である補助学習を行うことで目的タスクにおいて
高い精度を示すことが報告されている [3]．
本研究では，先行研究の補助学習が１種類の補助教師

データしか用いなかったのに対し，複数のNERデータセッ
トを補助教師データとして用いる手法を提案する．具体的
には，補助教師データ毎の補助学習を順次行うことで，対
象タスクのモデルを補助教師データの種類の数だけファ
インチューニングする方法と，全種類の教師データを一つ
の補助学習で用いる方法の 2種類の学習手法を提案する．
BioCreative IV’s CHEMDNERタスクで評価した結果，7

1ⓒ 2021 Information Processing Society of Japan

Vol.2021-NL-249 No.4
2021/7/27



情報処理学会研究報告
IPSJ SIG Technical Report

種類の補助教師データを用いることで，提案手法は従来手
法に比べて，F値が向上することを確認した．また，提案
手法において複数の補助教師データを利用する際，対象タ
スクの性能改善に寄与する度合いの小さい補助教師データ
から順に用いることで精度が向上することを確認した．

2. 従来手法
本節では，対象タスクの教師データ以外の教師データも

用いる従来のマルチタスク学習手法を説明する．2.1節で
は，本研究で用いる NERモデルを概説する．そして，そ
の NERモデルを複数のタスクで同時に学習するマルチタ
スク学習に拡張したモデルについて述べる．このマルチタ
スク学習では，対象タスクとその他のタスクは同等に扱わ
れる．2.2節では，対象タスクではないタスクの教師デー
タを補助教師データとして用いる補助学習を説明する．

2.1 マルチタスクモデル
本研究では，Huangら [1]により提案された BiLSTM-

CRFモデルをNERモデルとして使用する．BiLSTM-CRF

モデルは，双方向 LSTMと CRFを用いた系列ラベリング
モデルである．
BiLSTM-CRFモデルは，まず，双方向 LSTMにより，

入力文中の各単語の中間表現を算出する．入力文を
w = w1, w2, · · · , wN，各単語 wi を埋め込み層でベクト
ル化した結果を x = x1,x2, · · · ,xN とすると，単語 wi の
中間表現 ei を以下のように算出する．
−→
hi = LSTM (f)(xi,

−−→
hi−1) (1)

←−
hi = LSTM (b)(xi,

←−−
hi+1) (2)

hi = [
−→
hi;
←−
hi] (3)

ei = Wehi (4)

ここで，→ と ← は，それぞれ，順方向と逆方向を表
し，LSTM (f) と LSTM (b) は，それぞれ，順方向と逆方
向の LSTM を表す．また，; はベクトルの結合を表す．
We ∈ Rk×d は重み行列であり，dは隠れ状態ベクトル hi

の次元数，kは識別対象のラベルの数である．
その後，双方向 LSTMにより算出された ei を CRFに
入力し，ラベル系列を求める．まず，双方向 LSTM の
出力系列 e = (e1, e2, · · · , eN ) をスコア行列に変換した
P = (e1, e2, · · · eN)

T と，遷移スコア行列Aを用いて，ラ
ベル系列 y = (y1, y2, · · · , yN )に対するスコア関数を次の
ように定義する．

s(e,y) =

N∑
i=0

Ayi,yi+1 +

N∑
i=1

Pi,yi (5)

ここで，Ai,j は i番目のラベルから j 番目のラベルに遷移
するスコアを表す．このスコア関数を用いてラベル系列 y

図 1 マルチタスクモデル

の出力確率を次のように sotmax関数により計算する．

p(y|e) = es(e,y)∑
ỹ∈Yw

es(e,ỹ)
(6)

ここで，Yw は入力文wに対するすべての可能なラベル系
列である．そして，次式のようにスコアを最大化する yを
求めることで出力ラベル系列 y∗ を獲得する．

y∗ = arg max
ỹ∈Yw

s(e, ỹ) (7)

このように，BiLSTM-CRFモデルは，ラベリング問題を
各単語に対して独立にモデル化するのではなく，系列全体
で同時にモデル化する．
学習時には正解ラベル系列を用いて次式を最大化するパ

ラメータを求める．

log(p(y|e)) = s(e,y)− log(
∑

ỹ∈Yw

es(e,ỹ)) (8)

図 1にマルチタスク学習用に拡張した BiLSTM-CRFモ
デルを示す．単語埋め込み層と BiLSTM層は全ての教師
データで共有し，共通の重みを用いる．一方で，CRF層は
データセットごとに用意し，CRF層の重みは共有しない．各
データセットのCRF層における損失を Li (i = 1, 2, · · ·M)

とすると，このマルチタスク学習の目的関数は次式のよう
に定義される．

Loss =
1

M

M∑
i=1

Li (9)

ただし，M は教師データセットの種類数である．
このマルチタスクモデルの学習では，対象タスクの教師
データとそれ以外のタスクの教師データを同等に扱うこと
で，全てのタスクで共通の一つのモデルを学習する．推論
時には，学習したモデルにおいて目的のタスクに該当する
CRF層を用いて NERを行う．

2.2 補助モデル
Wangら [3]は，対象タスクの教師データ（メイン教師
データ）とそれ以外の教師データ（補助教師データ）を区
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図 2 補助モデル

Algorithm 1: 補助モデルのアルゴリズム
Data: メイン教師データ Dmain，補助教師データ Daux

1 begin

2 for i = 1, 2, · · · , Epoch do

3 for j = 1, 2, · · · , Iteration do

4 Batchmain = extract(Dmain, BatchSize)

5 Batchaux = extract(Daux, BatchSize)

6 train(Model, Batchaux)

7 train(Model, Batchmain)

8 is converge(Model)

別するマルチタスク学習である補助学習を行うことで，対
象タスクに対する NERの性能改善を行った．この補助モ
デルの概要を図 2に示す．補助モデルでは，メイン教師
データから作成したメインバッチと補助教師データから作
成した補助バッチを用いて学習を行う．イテレーション毎
に，補助バッチでモデルのパラメータを更新し，その後で
メインバッチでモデルのパラメータを更新する．このメイ
ン教師データと補助教師データの交互の学習を，メイン教
師データに対する損失が収束するまで繰り返す．
補助学習のアルゴリズムをアルゴリズム 1に示す．アル
ゴリズム 1において，添え字は対象タスク（main）と補助タ
スク（aux）を表す．Epoch，Iterationは，それぞれ，メイ
ン教師データに対するエポック数とイテレーション数であ
り，BatchSizeはバッチサイズを表す．各エポックのイテ
レーション回数は，メイン教師データの総数をバッチサイ
ズで割った値である（Iteration = |Dmain|/BatchSize）．
4,5行目の extractは教師データセットからバッチサイズ
の数だけデータを抽出することでバッチを作成する関数で
あり，6,7行目の trainはバッチデータに基づき NERモデ
ルModelのパラメータを更新する関数である．また，8行
目の is convergeは対象タスクに対する損失に基づき学習
の終了判定を行う関数である．

3. 提案手法：複数の補助教師データを用いる
補助学習

2.2節で説明した従来の補助学習では，補助教師データ
として 1種類の教師データしか用いていない．本節では，
複数種類の教師データを補助教師データとして活用する手
法を提案する．3.1節と 3.2節では複数の補助教師データ
を一つの補助学習で用いる手法を提案し，3.3節では補助
教師データの種類の数だけ補助学習を順次行い，メインモ

Algorithm 2: 補助結合モデルのアルゴリズム
Data: メイン教師データ Dmain，M 種類の補助教師データ

D
(1)
aux, D

(2)
aux, · · · , D(M)

aux

1 begin

2 Daux = [D
(1)
aux;D

(2)
aux; · · · ;D(M)

aux ]

3 for i = 1, 2, · · · , Epoch do

4 for j = 1, 2, · · · , Iteration do

5 Batchmain = extract(Dmain, BatchSize)

6 Batchaux = extract(Daux, BatchSize)

7 train(Model, Batchaux)

8 train(Model, Batchmain)

9 is converge(Model)

図 3 補助結合モデル

デルをファインチューニングする手法を提案する．

3.1 補助結合モデル
補助結合モデルは，複数の補助教師データを結合した

データセットを一つの補助教師データとみなし，2.2節で説
明した補助学習を行うモデルである．補助結合モデルの概
要を図 3，アルゴリズムをアルゴリズム 2に示す．補助結
合モデルは，2.2節の補助モデルと同様，メイン教師データ
から作成したメインバッチと補助教師データから作成した
補助バッチを用意する．そして，メイン教師データに対す
る損失が収束するまで，補助バッチを用いた学習とメイン
バッチを用いた学習を交互に繰り返す．補助モデルとの違
いは，複数の補助教師データを結合したデータセットから
データを抽出することで補助バッチを作成する点である．
一つの補助バッチには複数種類の補助教師データが混在し
得る．

3.2 補助反復モデル
補助反復モデルは，エポック毎に補助教師データとして

使用する教師データの種類を変える補助学習である．補助
反復モデルの概要を図 4，アルゴリズムをアルゴリズム 3

に示す．補助反復モデルにおいても，メイン教師データか
ら作成したメインバッチを用いた学習と補助教師データか
ら作成した補助バッチを用いた学習を，メイン教師データ
に対する損失が収束するまで交互に繰り返す．補助結合モ
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図 4 補助反復モデル

Algorithm 3: 補助反復モデルのアルゴリズム
Data: メイン教師データ Dmain，M 種類の補助教師データ

D
(1)
aux, D

(2)
aux, · · · , D(M)

aux

1 begin

2 for i = 1, 2, · · · , Epoch do

3 for k = 1, 2, · · · ,M do

4 for j = 1, 2, · · · , Iteration do

5 Batchmain = extract(Dmain, BatchSize)

6 Batchaux = extract(D
(k)
aux, BatchSize)

7 train(Model, Batchaux)

8 train(Model, Batchmain)

9 is converge(Model)

図 5 補助スタックモデル

デルとの違いは，補助バッチは特定の補助教師データセッ
トから作成し，補助バッチの作成元とする補助教師データ
セットはエポック単位で切り替える点である．

3.3 補助スタックモデル
補助スタックモデルは，補助教師データ毎の補助学習を

順次行うことで，補助教師データの種類の数だけメインモ
デルのファインチューニングを行う方法である．補助ス
タックモデルの概要を図 5，アルゴリズムをアルゴリズム
4示す．補助スタックモデルでは，特定の補助教師データ
を用いた補助学習を行う．そして，メイン教師データに対
する損失が収束したときに，新しい補助教師データに切

Algorithm 4: 補助スタックモデルのアルゴリズム
Data: メイン教師データ Dmain，M 種類の補助教師データ

D
(1)
aux, D

(2)
aux, · · · , D(M)

aux

1 begin

2 for k = 1, 2, · · · ,M do

3 for i = 1, 2, · · · , Epoch do

4 for j = 1, 2, · · · , Iteration do

5 Batchmain = extract(Dmain, BatchSize)

6 Batchaux = extract(D
(k)
aux, BatchSize)

7 train(Model, Batchaux)

8 train(Model, Batchmain)

9 is converge(Model)

表 1 NER データセット
データセット名 固有表現の種類 アノテーション数
NCBI Disease[8] Disease 6,881

BC5CDR[9] Disease 19,665

BC5CDR[9] Drug/Chem 15,411

CHEMDNER[10] Drug/Chem 79,842

BC2GM[11] Gene/Protein 20,703

JNLPBA[12] Gene/Protein 35,460

LINNAEUS[13] Species 4,077

s800[14] Species 3,708

り替え，新しい補助教師データを用いて，メインモデルの
ファインチューニングを行う．補助結合モデルと補助反復
モデルでは，メインモデルの学習は一度だけ（収束は一度
だけ）だが，補助スタックモデルでは，補助教師データの
種類の数だけモデルを学習する．

4. 実験
4.1 実験設定
評価実験では，BioCreative IV の CHEMDNERデータ

セット [10]を使用して各モデルの評価を行う．CHEMD-

NERデータセット以外の教師データとして表 1に示す 7種
類の NERデータセットを使用する．本実験で評価するモ
デルは，2節及び 3節で説明したモデルである．1種類の補
助教師データを使用する従来の補助学習モデルでは，7種類
の NERデータセットをそれぞれ補助教師データとして用
いたモデルの中で，開発データで最も性能が良かったモデ
ルを評価データで評価した．従来の複数の教師データを用
いるマルチタスク学習及び複数の補助教師データを用いる
提案の補助学習では，8種類全てのデータセットを用いる．
補助反復モデル及び補助スタックモデルでは，メインモデ
ルの学習終了時点に近い補助教師データほど影響が大きく，
これら提案手法の性能は，補助教師データの使用順に影響
を受けると考えられる．そこで，CHEMDNERタスクの性
能改善に寄与する度合いの小さい補助教師データから順に
補助教師データとして用いる．具体的には，CHEMDNER
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表 2 実験結果
モデル F-score (%)

シングルモデル 92.25

マルチタスクモデル 92.20

補助モデル 92.29

補助結合モデル 92.36

補助反復モデル（ソート） 92.39

補助スタックモデル（ソート） 92.35

以外の 7種類の NERデータセットを，各データセット単
体で補助教師データとした補助モデルの開発データに対す
る性能の昇順で，アルゴリズム 3及び 4のD

(1)
aux, D

(2)
aux, · · ·

として用いた．ただし，補助スタックモデルの最後の補助
教師データは CHEMDNERと同じ種類の固有表現である
BC5CDR-chemとした．補助教師データの入力順に関する
考察は 4.3節で行う．
各 NERモデルはオープンフレームワーク FLAIR[15]を

拡張して実装した．単語埋め込みは FLAIRで提供されて
いる Contextual String Embeddings（CSE）[16]と Fast-

Text[17]を使用した．CSEと FastTextの各モデルはとも
に，医学文献コーパス Pubmed abstractsより学習したモ
デルを使用した．BiLSTM層の次元数は 256とした．オプ
ティマイザーは SGDを使用し，スケジューリングにより
学習率を調整した．具体的には，エポックごとの損失が 4

回連続して，これまで損失の最低値より小さくならなかっ
たときに，学習率を 2分の 1倍にした．そして，学習率が
1e-4以下になったときに学習を終了した．評価時は，学習
を終えたときのモデルを使用した．ハイパーパラメータの
チューニングでは，学習率の初期値として 0.1，0.05の 2通
り，バッチサイズとして 16，32の 2通りを試した．これら
の学習率とバッチサイズを組み合わせた 4つのモデルを開
発データで評価し，一番性能が良いハイパーパラメータの
組み合わせを選択した．モデルを評価する際は，教師デー
タと開発データを合わせたデータからモデルを学習し，テ
ストデータに対する性能を比較，評価した．評価指標は以
下の F値を用いた．

F -score =
2× Precision×Recall

Precision+Recall
(10)

4.2 実験結果
実験結果を表 2に示す．表 2の「シングルモデル」は

CHEMDNERデータセットのみを用いたモデルである．
表 2より，マルチタスクモデルはシングルモデルに比べ
て 0.05ポイント F値が低い．これより，対象タスク以外の
教師データを複数種類利用しても必ずしも NERの性能が
改善するとは限らないのが分かる．一方で，各補助モデル
はシングルモデルよりも性能が高い．このことから，対象
タスクに着目した補助学習の方が全てのタスクの教師デー
タを同等に扱うマルチタスク学習よりも性能改善に寄与す

ると考えられる．
また，複数の補助教師データセットを用いた補助学習モ

デルは，いずれも，補助教師データを 1種類しか用いない
従来の補助学習モデルよりも性能が高い．具体的には，補
助結合モデル，補助反復モデル（ソート），補助スタック
モデル（ソート）は，補助モデルに比べて，F値がそれぞ
れ 0.07ポイント，0.1ポイント，0.06ポイント高い．これ
より，教師データセットが複数ある場合，提案手法のよう
に補助学習において複数の補助教師データを用いることで
NER性能が改善できることが分かり，提案手法の有効性
を実験的に確認できる．特に，提案モデルの中で補助反復
モデルが最も高い性能を達成し，有効であった．補助反復
モデルではメインモデルの学習は一度だけですむのに対し
て，補助スタックモデルでは用いる補助教師データの種類
数だけファインチューニングが必要であるため，学習時間
は補助スタックモデルの方が長い．今回の実験設定では，
そのような長い学習時間を伴う補助スタックモデルをあえ
て選択する必要がないことが分かった．

4.3 補助教師データの入力順に関する考察
補助スタックモデルと補助反復モデルの性能は，補助教

師データの使用順に影響を受けると考えられる．表 2の
実験では，4.1節で述べた通り，各データセット単体を補
助教師データとした補助モデルの開発データに対する性能
に基づいて，補助スタックモデル及び補助反復モデルで用
いる補助教師データの使用順を定めた．表 3に各データ
セット単体を補助教師データとして用いた補助モデルの性
能及びハイパーパラメータ毎の補助スタックモデル（ソー
ト）と補助反復モデル（ソート）の性能を示す．ただし，
学習時は教師データのみを用いて，開発データに対する
性能を評価している．表 3 より，補助反復モデル（ソー
ト）では，バッチサイズは 32，学習率は 0.1 とし，補助
教師データは「JNLPBA → BC2GM → BC5CDR-disease

→ s800 → BC5CDR-chem → linnaeus → NCBI-disease」
の順で用いた．また，補助スタックモデル（ソート）で
は，バッチサイズは 16，学習率は 0.05とし，補助教師デー
タは「s800 → JNLPBA → BC5CDR-disease → BC2GM

→ NCBI-disease → linnaeus → BC5CDR-chem」の順で
用いた．
この補助教師データの使用順の有効性を確認するために，

「BC2GM→ BC5CDR-disease→ JNLPBA→ linnaeus→
NCBI-disease → s800 → BC5CDR-chem」の順で補助教
師データを用いた補助反復モデルと補助スタックモデル
の性能を評価し，補助反復モデル（ソート）と補助スタッ
クモデル（ソート）と比較する．この順は，最後の補助
教師データは CHEMDNERと同じ種類の固有表現である
BC5CDR-chemとし，その他の補助教師データは，固有表
現の種類が同じ補助教師データが連続しないようにランダ
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表 3 補助モデル，補助反復モデル（ソート），補助スタックモデル（ソート）の開発データに
おける性能（F-score(%)）

バッチサイズ 16 32

学習率 0.05 0.1 0.05 0.1

BC2GM 89.95 89.92 89.88 89.91

BC5CDR-chem 90.05 90.16 90.00 90.03

BC5CDR-disease 89.95 90.08 89.87 89.93

補助モデル JNLPBA 89.90 89.93 89.88 89.89

linnaeus 90.15 90.02 89.90 90.04

NCBI-disease 89.98 90.03 89.69 90.08

s800 89.88 90.01 89.89 89.94

補助反復モデル（ソート） 90.04 90.11 90.03 90.14

補助スタックモデル（ソート） 90.24 90.07 89.75 90.14

表 4 補助教師データの入力順の違いによる性能差
モデル F-score (%)

補助反復モデル（ソートなし） 92.18

補助反復モデル（ソート） 92.39

補助スタックモデル（ソートなし） 92.32

補助スタックモデル（ソート） 92.35

ムに並び替えたものである．結果を表 4に示す．表 4よ
り，補助反復モデル（ソート）は補助反復モデルに比べ，F
値が 0.21ポイント上回っている．また，補助スタックモデ
ル（ソート）は補助スタックモデルに比べて，F値が 0.03

ポイント上回っている．この結果より，メイン対象タスク
の性能改善に寄与する度合いの小さい順に補助教師データ
を並び替えて学習することで，提案手法の精度が改善する
ことを確認した．

5. おわりに
本研究では，7種類の化学/科学技術分野の NERデータ
セットを補助教師データとして活用する NERの補助学習
手法を提案した．学習方法として，(i)複数の補助教師デー
タを結合したデータセットを一つの補助教師データとしみ
なして補助学習を行う補助結合モデル，(ii)エポック毎に
補助教師データとして使用する教師データの種類を変える
補助学習を行う補助反復モデル，(iii)補助教師データ毎の
補助学習を順次行い補助教師データの種類の数だけメイン
モデルのファインチューニングを行う補助スタックモデル
を提案した．BioCreative IV の CHEMDNER データセッ
トを用いた評価実験を通じて，全ての提案手法は，補助教
師データとして 1種類の教師データしか用いない従来の補
助学習よりも高い性能を実現でき，提案手法の中で補助反
復モデルが最も性能が高いことを確認した．そして，補助
反復モデルや補助スタックモデルでは，対象タスクの性能
改善に寄与する度合いの昇順で補助教師データを用いるこ
とで性能が改善できることを確認した．
今後は，他の NERデータセットでも提案手法が有効か

どうかを確認したい．また，補助教師データとして 7種類

より多くの補助教師データを用いた実験を行いたい．
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