
情報処理学会論文誌 Vol.62 No.6 1373–1381 (June 2021)

咽喉マイクを用いた大語彙音声認識のための
特徴マッピングによるデータ拡張と知識蒸留
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概要：咽喉マイクは接話マイクのような一般的なマイクよりも外部雑音に頑健であるが，一般的なマイク
との音響ミスマッチが大きく，通常の音声認識システムでは認識精度が低下する．また，大量の音声デー
タが利用可能という状況にもない．本研究では接話マイクと咽喉マイクで同時収録した小規模パラレル
データを活用した咽喉マイク音声認識のための学習手法を提案する．提案手法では，まず既存の大規模音
声データベースから抽出した接話マイク特徴量を咽喉マイクの特徴量空間にマッピングし，咽喉マイク用
音響モデル（DNN-HMM）の学習データを拡張する．このとき特徴マッピングはパラレルデータを用いて
LSTMによって学習する．続いて，特徴マッピングによって得た特徴量で DNN-HMMを初期学習し，こ
れを生徒モデルとする．そして，大量の接話マイク特徴量で学習した DNN-HMMを教師モデルとし，知
識蒸留に基づき生徒モデルの再学習を行う．読み上げ音声を用いた評価の結果，提案法は咽喉マイク音声
のみで学習した DNN-HMMと比べて約 36.5%の文字誤り率の削減を達成した．
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Abstract: Throat microphones are more robust against external noise than conventional acoustic micro-
phones such as close-talk. However, automatic speech recognition (ASR) performance is degraded when
throat microphone speech signals are simply input to a general (clean) ASR system due to large acoustic
mismatches. Moreover, the amount of throat microphone speech data is not enough to train accurate ASR
systems. In this study, we propose a training approach for throat microphone ASR utilizing a small paral-
lel corpus simultaneously recorded by close-talk and throat microphones. As a data-augmentation process,
existing large-amount close-talk microphone features are transformed to a throat microphone feature space
with the LSTM-based feature mapping which is trained from the parallel corpus. The DNN-HMM is then
pre-trained with the mapped features, and fine-tuned by knowledge distillation from a DNN-HMM trained
with a large amount of close-talk microphone speech data. Experimental results using read speech data
showed that the proposed approach achieved 36.5% relative improvement of character error rate compared
to the DNN-HMM trained only with throat microphone speech data.
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1. はじめに

近年，スマートスピーカやスマートフォンのような通信

機能とマイクを備えたデバイスが普及し，日常生活のなか

でも気軽に音声認識を利用できるようになった．今後も認
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識性能の向上によって，より多くの場面で活用されること

が期待される．一部の音声認識タスクでは，クラウドベー

スの潤沢な計算資源の活用と深層学習技術に基づくモデル

の改良により，すでに人間と同等以上の認識精度を達成し

たと報告されている [1]．一方，高騒音などの状況下で認識

精度を高く維持することはいまだに困難であり，引き続き

多くの研究が行われている [2]．

外部雑音の影響を抑制した音声の収録方法の 1 つとし

て咽喉マイクを用いる方法がある．咽喉付近の皮膚振動を

とらえる咽喉マイクは接話マイクのような一般的な気導

マイクよりも外部雑音に頑健である．それゆえに高騒音

環境下での音声認識 [3], [4], [5], [6], [7], [8], [9]や話者認

識 [10], [11]，発話区間検出 [12], [13]において咽喉マイクの

利用が検討されている．しかしながら，咽喉マイクは気導

マイクとは特性が大きく異なる音が収録されるため，咽喉

マイク音声をそのまま通常の音声認識システムに入力した

場合，認識精度は著しく低下する．また，これまでに大規

模な咽喉マイクの音声データベースは公開されておらず，

利用可能な咽喉マイク音声が少量であるため，咽喉マイク

音声のみで高精度な音響モデルを学習するのは困難な状況

である．

本研究では特徴マッピングによるデータ拡張と知識蒸留

を組み合わせた咽喉マイク用Deep Neural Network-Hidden

Markov Model（DNN-HMM）の学習手法を提案する．具

体的にはまず，接話マイクの特徴量空間から咽喉マイク

の特徴量空間へのマッピングを既存の大規模音声データ

ベースに適用することで咽喉マイク用 DNN-HMMの学習

データを拡張する．特徴マッピングは接話マイクと咽喉マ

イクで同時収録した小規模パラレルデータを用いて Long

Short-Term Memory（LSTM）によって学習する．さらに，

特徴マッピングによって得た大量の特徴量で初期学習した

DNN-HMMをパラレルデータを用いた知識蒸留によって

再学習することで DNNのパラメータを実際の咽喉マイク

特徴量の入力に適応させる．

2. 関連研究

Deblinらの研究 [14]では音声強調モデル（Spectral Map-

per）の学習に主眼を置いているのに対して，本研究では

音響モデルの学習に主眼を置いている．Deblinらは Clean

音声と De-noised音声，初期学習した Spectral Mapperに

Noisy音声を入力したときの出力の誤差だけでなく，Clean

音声と De-noised音声をそれぞれ学習済みの音素分類モデ

ルに入力したときの誤差を導入して音声強調の精度を改

善している．音声認識時は学習した Spectral Mapper の

出力を通常の音響モデルに入力する．一方，本研究では

マッピングモデルは拡張データを得るためのモデルであ

り，マッピングによって拡張したデータを使って初期学習

した DNN-HMMを知識蒸留によって再学習するという音

図 1 接話マイクで収録した音声のスペクトログラム（上）と咽喉マ

イクで収録した音声のスペクトログラム（下）

Fig. 1 Spectrogram of Close-talk microphone (upper plot) and

spectrogram of throat microphone (lower plot).

響モデルの学習方法である提案手法が Deblinらの研究と

の違いである．本研究でもマッピング手法を改善すること

でさらなる精度の改善が期待できるが，これらは今後の課

題である．

2.1 咽喉マイクを用いた音声認識

皮膚から振動をとらえる咽喉マイクは音声スペクトルに

+6 dB/oct程度の傾斜を与えるとされる口唇からの放射特

性が欠落する．また，咽喉マイクがとらえる振動を伝搬す

る脂肪や骨といった生体組織にはそれぞれ振動吸収に周

波数特性があり，気導マイクで収録した音声とはフォルマ

ントが異なる [15]．実際，図 1 に示すように咽喉マイク

で収録した音声は接話マイクよりも高域が減衰しており，

不明瞭である．我々はこれまで咽喉マイクの特性について

詳しく分析を行った [16]．その結果，接話マイクと咽喉マ

イクで音声を同時録音し，2つの音声の LPCケプストラ

ム距離を算出したところ，7.14であった．また，周波数特

性については，接話マイクと咽喉マイクで収録した音声の

スペクトルを比較すると，500 Hz以下の低周波領域では

約 5～30 dBのずれ，500 Hz以上の高周波領域では約 5～

20 dBのずれが見受けられた．さらに，接話マイクと咽喉

マイクで収録した単語の音声を聴きとる実験を行ったとこ

ろ，接話マイクでは誤り率 4.9%に対して，咽喉マイクで
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は誤り率 27.5%という結果が得られた．以上の結果から，

咽喉マイクが接話マイクと比べて特性が異なる点が明らか

になった．それゆえに咽喉マイクだけではなく気導マイク

と併用し，気導マイクの明瞭な音声とともに雑音環境下で

は咽喉マイクの音声情報を活用することで音声強調の性能

や音響モデルの頑健性を向上しようとする研究が行われて

いる [3], [4], [5], [6]．しかしながら，2つのマイクそれぞれ

の音響モデルから算出した確率を統合する手法 [3], [4]で

は，咽喉マイク用音響モデルが高精度であることが求めら

れる．そこで本研究では咽喉マイクの音響モデルの精度改

善に着目する．

咽喉マイク音声をそのまま通常の音声認識システムに

入力すると，気導マイクとの音響ミスマッチのために認

識精度は著しく低下する．さらに，利用可能な咽喉マイク

音声のデータ量が限られているため，咽喉マイク音声の

みで高精度な音響モデルを学習するのも困難な状況であ

る．そこで咽喉マイク音声の特徴量を気導マイク音声の特

徴量へマッピングすることであらかじめミスマッチを抑

制してから，通常の音声認識システムを用いて認識を行う

手法が提案されている [7], [8]．マッピングの方法として

は，Gaussian Mixture Model（GMM）で区分化した領域

で線形変換を行う Stereo Piecewise Linear Compensation

for Environment（SPLICE）[17]による手法，Feed-Forward

Neural Network（FFNN）[7], [18]や LSTM [8]に基づく非

線形変換による手法が提案されている．これらの特徴マッ

ピングは咽喉マイクと接話マイクで同時収録したパラレル

データによって学習される．特徴マッピングによって音響

ミスマッチが抑制され，認識精度が改善することが報告さ

れている．しかしながら，骨伝導マイクの研究 [19]でも報

告されているとおり，咽喉マイク音声においてもその高域

減衰の度合いは人によって異なり，同一話者でも咽喉マイ

クの装着位置によって収録できる音の特徴が変化する [20]

こともあり，気導マイクよりも情報が欠落している咽喉マ

イク特徴量から気導マイク特徴量へのマッピングを完全に

行うことはきわめて難しく，クリーンな環境下では気導マ

イクと同等の認識精度を達成することはできていない．

2.2 知識蒸留

知識蒸留では one-hotベクトルで表現される正解ラベル

（hard target）を教師信号とする通常の学習とは異なり，学

習済みの高精度なDNN（教師モデル）の出力（soft target）

を教師信号として DNN（生徒モデル）の学習が行われる．

教師モデルは生徒モデルよりも大規模で表現力の高いネッ

トワーク構造であることが多い．教師モデルを 1つだけで

はなく複数用いる [21]方法や，soft targetだけでなく hard

targetも組み合わせて損失を計算する [22], [23]方法もあ

り，具体的な学習方法にはいくつかのバリエーションが存

在する．知識蒸留はモデル圧縮の手法として知られてお

り，小規模な DNNを生徒モデルとして知識蒸留に基づき

学習したところ，hard targetで学習した場合よりも教師モ

デルに近い精度になることが報告されている [24], [25]．ま

た，少量の学習データを用いて hard targetによる学習と

soft targetによる学習を比較した結果，前者では過学習を

引き起こしたのに対し，後者では学習が収束して前者より

も高い精度が得られたとHintonらは報告しており [26]，知

識蒸留は通常の学習よりも強い正則化効果が期待できる．

知識蒸留をドメイン適応に適用する手法も提案されて

いる [27], [28], [29]．具体的には適応元データで学習した

DNNを教師モデルとして適応元と適応先のパラレルデー

タをそれぞれ教師モデルと生徒モデルに入力して得た出力

間の損失を計算し，生徒モデルを学習する．我々も大規模

な接話マイクの音声データベースで学習した DNNを教師

モデルとして，接話マイクと咽喉マイクのパラレルデータ

を用いて知識蒸留により咽喉マイク用の DNN（生徒モデ

ル）を学習したところ，hard targetによって学習したDNN

よりも高い認識精度が得られることを確認している [9]．

3. 提案手法

提案する咽喉マイク用 DNN-HMMの学習方法の全体図

を図 2 に示す．提案手法は大きく 2段階に分けることが

でき，本章ではまず，特徴マッピングに基づくデータ拡張

手法により生成した擬似咽喉マイク特徴量を用いた初期学

習に関して述べ，その次節でパラレルデータを用いた知識

蒸留による再学習に関して述べる．

3.1 特徴マッピングによる咽喉マイクのデータ拡張

音声データの拡張手法としてVocal Tract Length Pertur-

bation [30]や Speed Perturbation [31]，SpecAugment [32]

などが提案されている．しかしながら，オリジナルデー

タを加工・変形してデータの拡張を行うため，オリジナル

データ量が少ない場合はデータ拡張によって得られるデー

タ量も限られる．そこで，既存のデータ拡張手法よりも多

量でかつ多様性に富んだ拡張データを得るため，特徴マッ

ピングによって咽喉マイク用 DNN-HMMの学習データを

拡張する．具体的には，先行研究 [7], [8], [17], [18]で行わ

れていた特徴マッピング（咽喉マイク→接話マイク）と
は逆方向の特徴マッピング（接話マイク→ 咽喉マイク）
を接話マイクで収録された既存の大規模音声データベース

に適用し，大量の擬似咽喉マイク特徴量を生成する．特徴

マッピングのモデルは接話マイクと咽喉マイクで同時収録

したパラレルデータからそれぞれ特徴量を抽出し，接話マ

イク側の特徴量を入力信号，咽喉マイク側の特徴量を教師

信号としてそれらの平均絶対誤差を最小化するように学習

する．すなわち，咽喉マイク音声から抽出した音響特徴量

を xtm = (xtm
1 , . . . , xtm

n )，対応する接話マイク音声から抽

出した音響特徴量を xcm = (xcm
1 , . . . , xcm

n )とすると，特徴
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図 2 咽喉マイク用 DNN-HMM のための特徴マッピングによるデータ拡張および知識蒸留

Fig. 2 Feature mapping-based data augmentation and knowledge distillation for

training DNN-HMM of throat microphone.

マッピングの誤差 LMAE は以下のように定義される．

LMAE =
1
n

n∑

k=1

|xtm
k − σ(xcm

k )| (1)

ここで σは DNNに基づく特徴マッピングを表す．擬似咽

喉マイク特徴量 x′は学習済みのDNNに接話マイク音声か

ら抽出した音響特徴量 xcmを入力して以下の式に従って計

算される．

x′ = σ(xcm) (2)

咽喉マイクから接話マイクへの特徴マッピングでは FFNN

よりも LSTMが有効に働いたと報告されており [8]，本研

究でも特徴マッピング用モデルとして LSTMを用いる．

続いて，生成した擬似咽喉マイク特徴量を用いて咽喉マ

イク用 DNN-HMMの初期学習を行う．特徴マッピングに

よって生成した擬似咽喉マイク特徴量を入力信号，対応する

正解ラベルを教師信号としてクロスエントロピーを最小化

するように DNNを学習する．正解ラベルは one-hotベク

トルになっており，入力特徴量に対応する HMM状態を表

すクラスは 1，それ以外のクラスは 0となっている．HMM

の状態数を N として，HMM の状態を s = (s1, . . . , sN )，

正解ラベルを d = (d1, . . . , dN )とすると，以下の式で表さ

れる誤差 LCE を最小化するように学習する．

LCE = −
∑

i

(di log(P (si|x′))) (3)

ここで P (si|x′)は擬似咽喉マイク特徴量 x′をDNNに入力

して算出した i番目の HMMの状態 si の事後確率を表す．

なお，正解ラベルは擬似咽喉マイク特徴量ではなくマッピ

ング前の接話マイク特徴量に対してGMM-HMMで強制ア

ライメントを行った結果に基づいて推定する．

本研究では，咽喉から気導へのマッピングは欠落した情

報を生成・補完することに相当する困難な変換問題である

のに対して，気導から咽喉へのマッピングは情報を欠落・

変質させる一種のフィルタリングであり，気導から咽喉へ

のマッピングのほうがより現実的な問題と考えて検討を

行った．しかし，LSTMによるマッピングだけでは正確な

マッピングが難しいと考えられるので，マッピングによる

歪みのない咽喉マイク特徴量を用いた知識蒸留による再調

整を行うことで特徴量の多様性の確保を試みた．

3.2 知識蒸留による再学習

特徴マッピングによって咽喉マイクの特徴量を完全に模

倣した特徴量を生成することは困難であり，実際の咽喉マ

イク特徴量との間にはミスマッチ部分が残っていると考え

られる．そこで初期学習済み DNNのパラメータをパラレ

ルデータと知識蒸留を用いて咽喉マイクの特徴量に適応さ

せる．生徒モデルの初期パラメータは擬似咽喉マイク特徴

量で学習した DNNとし，教師モデルはマッピング前の大

規模な接話マイク特徴量とそのアライメント結果に基づい

て推定した正解ラベルで事前に学習しておく．

本研究では教師モデルが出力した事後確率分布と生徒モ

デルが出力した事後確率分布間のKL Divergenceを最小化

するように生徒モデルの学習を行う．すなわち，パラレル

データの接話マイク音声から抽出した特徴量 xcを教師モデ

ルに入力したときの HMM状態 si の事後確率を P (si|xc)，

対応する咽喉マイク音声から抽出した特徴量 xt を生徒モ

デルに入力したときの si の事後確率を Q(si|xt)としたと

き，損失関数は以下のように定義される．

DKL(P ||Q) =
∑

i

P (si|xc) log
P (si|xc)
Q(si|xt)

=
∑

i

P (si|xc) log P (si|xc)

−
∑

i

P (si|xc) log Q(si|xt) (4)

なお，式 (4)の第一項は生徒モデルのパラメータの最適化

に関係しないため無視できる．それゆえにパラメータの最

適化では第二項のみを用いて損失を計算する．なお，第二

項はクロスエントロピーの式と同等である．
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認識時はまず咽喉マイク音声から抽出した特徴量 xtを再

学習済みの生徒モデルに入力しQ(si|xt)を得た後，ベイズ

の定理により事前確率Q(si)を用いて HMMの各状態の出

力確率 Q(xt|si)を計算し，デコードを行う．ここで Q(si)

は教師モデルの学習時に使用したアライメント結果から各

HMM状態 si の出現回数を数えてそれを総フレーム数で

割ることであらかじめ計算しておく．デコードに使用する

HMMはその強制アライメントに使用したものと同一のも

のを使用する．

なお，知識蒸留での逆温度パラメータは 1とした．

4. 認識実験

4.1 データセット

本研究で使用した咽喉マイク（図 3）はネックバンドの

先に小型のコンデンサマイクユニットが取り付けられてお

り，装着すると咽喉付近の皮膚振動に由来する音をとらえ

ることができる．この咽喉マイクは首元の血流によく反応

して低周波信号が混入するため，事前にハイパスフィルタ

を適用しておく．咽喉マイクの装着位置に関して調査した

ところ，個人差はあるものの，咽頭寄りでやや上方にコン

デンサマイクユニットを密着させることで良好な音声信号

が得られる可能性が高いことが分かっており [20]，本研究

で使用する咽喉マイク音声はすべてその位置で収録されて

いる．

評価データとしては咽喉マイクと接話マイクで同時収

録した男性話者 10名による新聞記事読み上げ音声（約 40

分）を使用した．なお，評価の際はどちらか 1 chのみを用

いる．学習用の咽喉マイクと接話マイクのパラレルデータ

としては男性話者 11名から収集した音素バランス文読み

上げ音声（約 6時間）を用いた．いずれのデータも静かな

環境で収録されている．接話マイクで収録された既存の大

規模な音声データベースとしては日本語話し言葉コーパス

（CSJ）から約 240時間の音声を使用した．評価データに

は学習データの話者は含まれていない．なお，評価データ

中に出現する単語のうち，約 2.8%が未知語であった．

接話マイクの学習データには，データ量の問題で JNAS

図 3 咽喉マイク

Fig. 3 Throat microphone.

ではなく CSJを用いた．また，知識蒸留における教師デー

タは高精度なモデルが必要であると考えたため，多種多様

な音声を含む CSJの学会講演を学習データに用いた．

本研究で用いた音声は，サンプリング周波数 16 kHz，フ

レーム長 25 ms，フレームシフト幅 10 msで特徴量抽出を

行った．

4.2 実験方法

特徴量抽出やモデルの学習，評価にはKaldiツールキット

を用いた．教師モデルの学習と生徒モデルの初期学習用正解

ラベルの推定には CSJで学習したGMM-HMMを用いた．

その HMM 状態数は約 9,300 である．GMM-HMM は 13

次元のMel-Frequency Cepstral Coefficient（MFCC）を前

後 4フレームずつ結合して線形判別分析によって 40次元に

圧縮し，Maximum Likelihood Linear Transform（MLLT）

および feature-space Maximum Likelihood Linear Regres-

sion (fMLLR）を適用したものを用いた．特徴マッピング

や生徒モデルの入力特徴量には 40次元の FBANKに対し

てMFCCと同様の処理を通して fMLLRを適用した 40次

元の特徴量を用いた．特徴マッピング用 LSTMのユニット

数は 512とし，LSTMの後に 40ユニットの出力層を持つ

構造とした．生徒モデルの DNNの入力特徴量に関しては

fMLLRを適用した 40次元の特徴量を前後 5フレーム結合

した 440次元の特徴量を用いた．生徒モデルの隠れ層は 6

層の全結合層（1,024ユニット）を持ち，出力層のユニット

数は CSJで学習した GMM-HMMの状態数に等しい．擬

似咽喉マイク特徴量を用いた学習では Stacked Denoising

Autoencoder [33]による教師なし事前学習を行い，その後

に正解ラベルを用いた Fine-tuningを行った．

教師モデルにはユニット数が 1024のTime Delay Neural

Network（TDNN）[34]を重ねたネットワークを用いた．そ

の構造の詳細を表 1 に示す．なお，表 1 中の [−n,m]は前

nフレームから後ろmフレームまでの全フレームを結合す

ること，{−n, m}は前 nフレームと後ろ mフレームのみ

を結合すること，{0}は前後の結合を行わないことを表す．
入力特徴量は 40 次元の high-resolution MFCC と 100 次

元の i-vectorを結合したものである．教師モデルの学習に

は CSJの約 240時間の音声に対して Speed Perturbation

表 1 教師モデルの構造

Table 1 Structure of teacher model.

Layer 活性化関数 結合フレーム数

第 1 層 ReLU [−2, 2]

第 2 層 ReLU {−1, 2}
第 3 層 ReLU {−3, 3}
第 4 層 ReLU {−3, 3}
第 5 層 ReLU {−7, 2}
第 6 層 ReLU {0}
出力層 Softmax {0}
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表 2 従来手法と提案手法の文字誤り率

Table 2 Character error rates (CER) of conventional and proposed approaches.

Model Training data CER

TM GMM-HMM 咽喉マイク音声（約 6 時間） 14.4%

TM DNN-HMM 咽喉マイク音声（約 6 時間） 9.6%

TM DNN-HMM + Speed Perturbation 咽喉マイク音声 + Speed Perturbation（約 18 時間） 9.4%

CM DNN-HMM + Feature Mapping 接話マイク音声（約 240 時間） 8.8%

Map-aug DNN-HMM 擬似咽喉マイク特徴量（約 240 時間） 9.0%

Map-aug DNN-HMM + KD 擬似咽喉マイク特徴量（約 240 時間）+ パラレルデータ（約 6 時間） 6.1%

（α = 0.9, 1.0, 1.1）を適用して拡張したデータを用いた．

比較対象とする従来手法として咽喉マイク音声（約 6時

間）のみで学習した GMM-HMMと DNN-HMMを音響モ

デルとするシステムを用いた．このGMM-HMMは前述の

学習方法と同様に fMLLRを適用したMFCCによって学

習され，そのHMM状態数は約 4,000である．DNN-HMM

の入力次元数や隠れ層の構造は生徒モデルと同じである

が，咽喉マイクのみで学習したGMM-HMMによる強制ア

ライメント結果に基づいて推定した正解ラベルを利用して

学習を行うため，出力層のユニット数は咽喉マイクのみで

学習した GMM-HMMの状態数に等しい．

加えて，咽喉マイクから接話マイクへの特徴マッピング

を適用する従来手法との比較も行った．音響モデルには

CSJで学習した DNN-HMMを用いた．この DNNは生徒

モデルと同じ構造を持つ．また，この特徴マッピング（咽

喉マイク→接話マイク）は提案手法の特徴マッピング（接
話マイク→咽喉マイク）用 LSTMと同じ構造を持ち，同

じパラレルデータを用いて学習した．

すべての認識実験において，3-gram言語モデルを使用し

たデコードによって得た 100の認識仮説に対して TDNN-

LSTM言語モデルによるリスコアリングを行い，最終的

な認識結果を推定した．リスコアリング時には 3-gram言

語モデルの重みを 0.2，TDNN-LSTM言語モデルの重みを

0.8とした．TDNN-LSTMはユニット数が 2,048のTDNN

と LSTM-projection（LSTMP）を交互に 5層重ねた構造

とした．3-gramおよび TDNN-LSTM言語モデルは CSJ

の書き起こしを使用して学習した．

4.3 実験結果

4.3.1 従来法との比較

まず，従来手法と提案手法との認識精度を評価し，比

較を行った．各モデルの文字誤り率（CER）を表 2 に示

す．表 2 の各手法間での認識精度に対して有意水準 5%に

て t 検定を行った結果，各手法間での認識精度に有意差

があることが明らかになった．表中の TM GMM-HMM

と TM DNN-HMM はそれぞれ咽喉マイク音声のみで学

習した音響モデルを用いたシステム，TM DNN-HMM +

Speed Perturbationは咽喉マイク音声に対して Speed Per-

turbation（α = 0.9, 1.0, 1.1）を適用して拡張したデータで

学習した音響モデルを用いたシステム，CM DNN-HMM +

Feature Mappingは，咽喉マイク特徴量を接話マイク特徴

量に変換し，接話マイクで学習した音響モデルに入力す

るシステム，Map-aug DNN-HMMは擬似咽喉マイク特徴

量で学習した DNN-HMMを音響モデルとしたシステム，

Map-aug DNN-HMM + KD は Map-aug DNN-HMM の

DNNのパラメータを知識蒸留によって咽喉マイク特徴量

に適応させたシステムである．咽喉マイク音声のみで学習

した DNN-HMMはGMM-HMMよりも高精度であり，加

えて Speed Perturbationを適用することで認識精度が改

善したが，提案法の特徴マッピングによるデータ拡張手法

で生成した擬似咽喉マイク特徴量で学習した DNN-HMM

はさらに高い認識精度を示した．咽喉マイク音声に対して

変形・加工を行う拡張手法に比べて提案した拡張手法はよ

り多様な特徴量を生成することができ，それが認識精度の

改善に寄与したと考えられる．なお，Speed Perturbation

の係数を 5種類（α = 0.9, 0.95, 1.0, 1.05, 1.1）とした場合

の認識実験も行ったが，その文字誤り率は 10.2%と係数を

3種類とした場合よりも認識精度が低かった．さらに，知

識蒸留による再学習によって実際の咽喉マイク特徴量に適

応したことでさらなる認識精度の改善が得られ，従来の咽

喉マイクから接話マイクへの特徴マッピングを用いる手法

よりも高い性能が得られた．

約 6 時間のみの音声を使用した TM DNN-HMM や

+Speed Perturbation と，変換データとはいえ CSJ の約

240 時間を使用している Map-aug DNN-HMM との間の

認識精度の差が小さくなっている．これは，Map-augは

DNN-HMMの学習データ量が多いものの不完全なマッピ

ングのため，咽喉マイク特徴量との間にミスマッチが残っ

ているため，大きな改善が得られていないと考えられる．

それに対して，不完全なマッピングでできた疑似咽喉マイ

ク特徴量で初期学習したモデルを知識蒸留で再調整するこ

とが有効であると考えられる．

4.3.2 生徒モデルの初期化方法と再学習方法の比較

次に，再学習時の生徒モデルのパラメータの初期化方法

と学習方法ごとの性能を評価した．活性化関数が sigmoid

である生徒モデルの初期化方法として Glorotの一様分布
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表 3 生徒モデルの初期化方法と再学習方法ごとの文字誤り率

Table 3 Character error rates (CER) of student model fine-

tuned by hard target or soft target in each initializa-

tion approach.

Initialization Fine-tuning approach

approach hard target soft target

Random 17.4% 98.1%

CM DNN 8.7% 7.2%

Map-aug DNN 8.1% 6.1%

による初期化（Random）[35]，CSJで学習した DNNを初

期パラメータとする方法（CM DNN），そして提案手法の

擬似咽喉マイク特徴量で学習した DNNを初期パラメータ

とする方法（Map-aug DNN）の 3種類を比較した．一方，

再学習方法として正解ラベルを教師信号とする方法（hard

target）と提案手法の知識蒸留による方法（soft target）を

比較した．なお，hard targetによる学習ではパラレルデー

タの接話マイク音声に対してCSJで学習したGMM-HMM

で強制アライメントした結果に基づいて推定した正解ラベ

ルを教師信号として用いた．各手法の文字誤り率を表 3 に

示す．乱数によって初期化した場合，知識蒸留ではうまく

学習が進まなかったが，学習済みの DNNのパラメータで

初期化されている場合，hard targetで学習するよりも高い

精度が得られ，知識蒸留の有効性を確認した．また，初期

パラメータを接話マイクで学習した DNNとするよりも提

案法である擬似咽喉マイク特徴量で学習した DNNとする

方法が高い認識精度を示した．咽喉マイク音声は接話マイ

ク音声と比べて音素識別に必要な情報が欠落しており，擬

似咽喉マイク特徴量もこのような咽喉マイクの特徴をある

程度再現できていると考えられる．したがって，接話マイ

ク音声で学習した DNNよりも擬似咽喉マイク特徴量で学

習した DNNは情報が欠落している特徴量から音素を識別

する点で優れ，その知識を再学習で活用できたことがより

高い識別性能を獲得できた要因の 1つだと考えられる．

4.3.3 接話マイクの認識精度との比較

最後に，評価データの咽喉マイク音声と接話マイク音声

それぞれの認識精度の比較を行った．評価にはクリーンな

環境で収録した音声だけでなく，それに雑音を人工的に重

畳して特定の騒音レベルの環境をシミュレートした音声

も用いた．騒音環境をシミュレートするため，騒音レベル

が約 60 dBと約 80 dBのときの接話マイクと咽喉マイクの

Signal-to-Noise Ratio（SNR）を調査した．SNRの調査結

果を表 4 に示す．この調査結果に従って 60 dBと 80 dB程

度の騒音環境をシミュレートするように重畳する雑音のレ

ベルを調整した．重畳雑音には接話マイクと咽喉マイクを

装着して収録したレストラン内の騒音を使用した．なお，

暗騒音のレベルは約 35 dBであった．

咽喉マイク用音響モデルとしては提案手法モデル（Map-

aug DNN-HMM + KD）を用いた．一方，接話マイク用音

表 4 各騒音レベルでの接話マイクと咽喉マイクの SNR

Table 4 SNR of close-talk and throat microphones per noise

level.

Noise level Close-talk mic Throat mic

60 dB 26.7 dB 39.2 dB

80 dB 13.9 dB 30.3 dB

表 5 各騒音レベルでの接話マイク音声と咽喉マイク音声の文字誤

り率

Table 5 Character error rates (CER) of close-talk and throat

microphones per noise level.

Noise level Close-talk mic Throat mic

clean 4.8% 6.1%

60 dB 6.4% 7.6%

80 dB 18.0% 13.4%

響モデルとしては提案手法の再学習時に利用した教師モデ

ルを用いた．各騒音レベルでの接話マイクと咽喉マイクそ

れぞれの文字誤り率を表 5 に示す．咽喉マイク音声の認

識精度は提案手法モデルを用いることでクリーンな接話マ

イク音声の認識精度に迫る結果が得られた．また，60 dB

程度の騒音環境をシミュレートした評価データでは咽喉マ

イク音声の認識精度が接話マイク音声に劣る結果となった

が，80 dB程度の評価データでは接話マイク音声よりも高

い認識精度を示した．

5. おわりに

本研究では既存の大規模接話マイク音声データと特徴

マッピングによるデータ拡張手法と咽喉マイクと接話マイ

クの小規模パラレルデータを用いた知識蒸留を組み合わせ

た咽喉マイク用 DNN-HMMの学習方法を提案した．新聞

記事読み上げ音声を用いた認識実験の結果，DNN-HMM

を咽喉マイク音声のみで学習する従来手法と比較して約

36.5%の文字誤り率の削減を達成した．

今後は特徴マッピングの高精度化や複数の教師モデルか

らの知識蒸留，既存の雑音抑圧技術との比較実験，8 kHz

サンプリングでモデルを構成する方法などについて検討を

行う予定である．
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