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機械学習を用いた患者の痛み推定に関する研究

渡邉 一規1,a) 小林 直也2 吉川 憧3 山内 正憲2

受付日 2020年8月6日,採録日 2021年2月2日

概要：集中治療室に入室する患者は，安静時でも強い痛みを経験している．痛みに対しより早期の介入を
行うためには，痛みを連続的かつ均一な方法で評価する方法が必要である．本研究では，5,548名の患者を
対象に，連続取得されるバイタルサインデータと性別，年齢層，鎮静度スコアを入力データ，痛みの評価
スケールである CPOTをターゲット変数としランダムフォレストにより学習モデルを作成した．作成し
た学習モデルをテストデータに対して用い，AUC0.82，感度 60.8%，特異度 89.1%の精度を得た．学習モ
デルの推定結果と実際の痛みの記録の比較を行い，記録されている痛みに加え，記録されていない（見落
とされていた）痛みの傾向を示すことができた．本知見は，機械学習による痛みの推定が医師の判断の補
助として有用であり，機械学習の医療における利用領域を広げることができる．
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Abstract: Patients entering the intensive care unit experience severe pain even at rest. Early intervention
for pain requires a method for evaluating pain in a continuous and uniform manner. In this study, for 5,548
patients, the learning model was made making vital sign data and gender, age group, sedation scale acquired
continuously to be input data, CPOT which is evaluation scale of the pain to be a target variable. As the re-
sult, the learning model of AUC 0.82, sensitivity 60.8%, specificity 89.1% was obtained. And, the estimation
result of the learning model was compared with the record of the actual pain, and it was possible to show
the tendency of the pain which is not in the record. It is considered that this knowledge is useful as an aid
of the judgment of the doctor.
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1. はじめに

集中治療室（Intensive Care Unit; ICU）に入室する患

者は，安静時でも強い痛みを経験しており [1], [2], [3]，す

べての患者で痛みを評価すべきであるとされている．集中
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治療分野においては，患者が痛みを自己申告できる場合は

Numerical rating score（NRS）[4]やVisual analogue scale

（VAS）[5]が使用できるが，鎮静薬の使用や挿管中，そし

て気管切開などの理由で意思を表出できない場合は痛みを

他覚的に評価するために，CPOT（The Critical-Care Pain

Observation Tool）[6]や BPS（Behavioral Pain Scale）[7]

などの評価法が推奨されている [8], [9]．痛みの評価スケー

ルの定期的な使用は，ICU患者の臨床的アウトカムが改善

すると報告されているが [10], [11], [12]，これらの方法は煩

雑であり，連続的なモニタリングは困難である．より早期

の介入を行うためには，患者の痛みを連続的かつ均一な方

法で評価する方法が必要である．
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連続的な痛みの指標としてはバイタルサインがあげら

れるが，過去の研究ではバイタルサインの変化は痛みの

程度を示す信頼できる指標にはならないと報告されてい

る [7], [13], [14], [15], [23]．しかし，これらの研究は特定の

時点におけるバイタルサインデータのみを用いているため，

患者の痛みの変化を連続的に評価しているとはいえない．

一方，近年の機械学習技術の進歩により，バイタルサイン

データのような大量の連続データを用いて新たな知見を得

ることが可能となってきている．機械学習を基にした評価

手法は，疼痛評価スケールのような属人的な決定方法に起因

する不確実性の影響を解決できるため [16], [17], [18], [19]，

連続的な痛みの評価に有用である可能性がある．また，機

械学習が医療分野の連続データから有用な知見を得ること

が示せれば，機械学習の医療における利用領域を広げるこ

とができる．

本研究では，バイタルサインデータの変動を，痛み記録

をターゲット変数とした教師あり学習でモデル化すること

で，意思を表出できない患者の痛みを，連続的かつ自動的

に評価できることを明らかにする．

2. 手法

本研究では，2016年 10月から 2019年 10月に東北大学

病院の ICUに入室した成人患者（N = 11,527，男性 58%，

女性 42%）を対象とし，各患者で 1日に 3回以上記録され

た CPOT（記録数：104,904回）をターゲット変数とした

教師あり機械学習を実施した．CPOTは，評価者が患者の

様子を確認し，「表情」「身体の動き」「人工呼吸器との同調

性または挿管していない患者では発声」「筋緊張」の 4項

目を客観的にスコア化し，痛みを点数化したものである．

各項目は 0から 2点で得点され，最終的な痛みは 0から 8

点で評価される．3点以上は強い痛みと評価され，早期対

応が必要とされる．入力データは，バイタルサインデータ

として 1分ごとの拡張期血圧，収縮期血圧，脈拍数，呼吸

数と，患者背景として性別（男性：1，女性：0），年齢層

（20～44歳：青壮年層，45～64歳：中年層，65歳以上：高

齢層），直近 3時間における最新の鎮静スコア（Richmond

Agitation-Sedation Scale; RASS）を用いることとした．抽

出プロセスを図 1 に示す．初めに，バイタルサインデータ

が記録されていない 4,244名を除外した．次に，全患者の

CPOTの記録時刻から 1時間前までの間に 54件以上のバ

イタルサインデータが存在しない記録を除外し，除外後に

CPOTおよびRASSの記録が 1件も存在しない 1,755名を

除外した．最後に残った患者（N = 5,548）の CPOTの記

録をターゲット変数とし，それに紐づくバイタルサインデー

タから図 2 の手順で教師データを作成した（N = 41,560）．

初めに，表 1 のノイズ要件に従い，バイタルサインデー

タからノイズを除去する．その後，看護師がCPOTを判定

した時刻から前 1時間のバイタルサインデータを抽出し，

図 1 データ抽出フロー

Fig. 1 Data extraction flow.

図 2 教師データの作成手順

Fig. 2 Procedure for creating teacher data.

表 1 ノイズ要件

Table 1 Noise Requirement.

90%（レコード数 54件）以上のバイタルサインデータが

存在する区間において，両側方向の線形補間をかけ，プラ

スの変化量（上昇変動量）・マイナスの変化量（下降変動

量）を計算し積算する．このとき，ICU入室 30分以内の

データは，患者への計測機器の装着などでノイズデータが

取得されるため，計算対象から除外する．患者の個人差の

影響を緩和するため，ICU入室 1時間後から 2時間後まで

の上昇変動量・下降変動量の積算値を 1分ごとに計算（60

レコード分）し，各患者における上昇変動量・下降変動量
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図 3 学習モデルの作成方法

Fig. 3 Process for creating a Learning Model.

の積算値における最大値および最小値をもとに正規化を行

う．これにより，各患者のバイタルサインデータの上下変

動の大きさを示す数値を得る．最後に，年齢層，性別，鎮

静スコアを付与して教師データとする．

痛みの判定は，ICUの麻酔科医と検討し，早急な介入が

必要な CPOT3以上を「痛みあり」，CPOT 0～2を「痛み

なし」の 2値分類を行うこととした（痛みあり：919件，

痛みなし：40,641件）．目標精度は，ICUの麻酔科医と検

討し，ICUで医師が実用上必要と考える感度 60%，特異度

80%とした．ここで，感度は，痛みが実際にある場合に痛

みありと判定する確率，特異度は，痛みがない場合に痛み

なしと判定する確率と定義する．機械学習のモデルでは，

scikit-learn [20]のランダムフォレスト（RF），サポートベ

クタマシン（SVM），ロジスティック回帰（LR）の 3つを

用いて比較して，より精度の高い学習モデルを検討した．

評価指標には，受信者動作特性曲線（Receiver operating

characteristic（ROC）curve）の曲線下面積（Area under

the curve; AUC）を利用した．学習モデルの作成方法を

図 3 に示す．

初めにデータを，ランダムサンプリングを用いて 9 : 1の

割合で分割し，学習データとテストデータとした．次に，

学習データをさらに 7 : 3の割合で分割し，学習データと

評価データとした．この学習データをグリッドサーチにか

け，作成したモデルに評価データを入力し，最も AUCの

高い学習モデルを選択した．今回取り扱うデータは不均

衡データであるため，学習データの「痛みあり」の群につ

いて，ADASYN [21]によるオーバサンプリングを行って

いる．モデルの汎化性能を確認するため，モデルにテスト

データを入力し，精度を確認した．この流れを 10回繰り

返し，それぞれの学習モデルにおけるAUC，感度，特異度

の調和平均を計算した．調和平均の計算式は以下のとおり

である．

H =
n

1
x1

+
1
x2

+
1
x3

· · · 1
xn

H：調和平均，n：試行回数，x1···n：確率

表 2 各学習モデルによるテストデータの判定精度

Table 2 Assessment accuracy of test data by each Learning

Model.

図 4 各学習モデルで最も AUC が高い ROC 曲線の比較

Fig. 4 Comparison of the highest AUC ROC curves for each

Learning Model.

なお，今回の分析では，OSに Ubuntu 16.04，CPUに

Intel Xeon E-2136，メモリ 32 GB（4 × 8 GB）2,666MHz

のマシンを利用して検証した．

3. 結果と検証

初めに，グリッドサーチを実施して各機械学習モデルのハ

イパーパラメータを決定した．その結果，SVMではC = 10，

gamma = 10，kernel = rbf，RF では max depth = 14，

estimators = 17，criterion = gini，LR では C = 1.0，

tol = 0.0001 が学習モデルの中で最も精度が良い結果

となった．また，分析対象とするタイムレンジについては，

疼痛判定時刻から 15分刻みで網羅的に解析し，最も精度

が高い前 1時間を採用した．このハイパーパラメータを用

いて作成した学習モデルに，テストデータを入力した際の

精度を表 2 に示す．目標精度（感度 60%，特異度 80%）を

達成したのは SVMと RFの 2つであった．また，AUCは

RFによる学習モデルが最も高い結果となった．10回繰り

返した検証のうち，各学習モデルにおける最も精度の高い

モデルの比較を図 4 に示す．RFが AUC0.853と最も高い

結果となった．本結果から，以後の検証では RFによるモ

デルを採用することとした．

4. 実記録との時系列比較による考察

看護師による疼痛判定（CPOT）と学習モデルによる判

定を，実際の電子カルテ上の記録（実記録）を参照しな
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図 5 患者 A における 24 時間の痛み判定推移

Fig. 5 Time transition of 24 hour pain assessment in patient

A.

がら比較し，患者の痛み推移の予測性を確認した．学習

モデルによる疼痛判定は，判定する時刻 Δt の前 1 時間

（Δt− 1 h）分のバイタルサインデータと直近の鎮静度スコ

アを学習モデルに入力して Δtにおける痛みの有無を判定

することとした．これを 1分ずつずらしながら判定し，24

時間の痛みの推移を予測した．なお，直近の鎮静度スコア

で，CPOT判定時刻から 3時間前までの記録が存在しない

場合，Δt − 3 h以前の鎮静度スコアの中から Δtに最も近

いスコアを入力値として利用した．

本研究結果の実効性を確認するため，以下の基準に従っ

て症例を解消，遷延，安定の 3つに分類し，各分類におい

て代表的な 3例を実記録から抜粋し検討した．

1) CPOT3以上の痛みが解消された患者（A）

2) CPOT3以上の痛みが遷延した患者（B）

3) CPOT3以上の痛みがなく安定していた患者（C）

24 時間の推移を可視化した患者 A，B，C の例をそれ

ぞれ図 5，図 6，図 7 に示す．各図の aは看護師が記録

した CPOTの結果，bは学習モデルにより導き出された，

CPOT3以上で介入が必要な痛み有無の結果，cは痛みの存

在した確率をそれぞれ示している．図 5 の患者Aにおける

aのグラフでは，観察 4時間後に強い痛み（CPOT = 5），

観察 6–7時間後に弱い痛み（CPOT = 2，1）があり，その

後は安定したと評価されており，学習モデルの b，cのグ

ラフでも同様の評価ができていた．一方 bのグラフでは，

観察 10–13時間後および 17–22時間後にも看護師評価にな

い痛みがあると判定しており，cのグラフでも痛みの存在

確率が 80%を超えている．実記録によると，観察 10時間

図 6 患者 B における 24 時間の痛み判定推移

Fig. 6 Time transition of 24 hour pain assessment in patient

B.

図 7 患者 C における 24 時間の痛み判定推移

Fig. 7 Time transition of 24 hour pain assessment in patient

C.

後に覚醒し，血圧が急上昇していた．また，観察 15時間

後から鎮痛剤を減量していたが，観察 19時間後の記録で

突然覚醒し，換気量が上昇していた．これらは医学的に痛

みを示唆する所見であり，学習モデルの結果は看護師が判

定していない時間帯の痛みの推移をとらえていたことが示

唆される．
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図 6 の患者 Bについて，aのグラフによると観察 10時

間後まで強い痛みを訴えていたがその後は落ち着いたと看

護師が評価しており，学習モデルの b，cのグラフでも一致

している．実記録を参照すると，観察 8時間後頃の鎮静・

鎮痛剤の投与，および観察 10時間後頃の抗精神病薬の投

与が行われており，抗精神病薬が有効であったことが観察

できる．一方，aのグラフによると観察 18時間後から痛み

が再発しており，学習モデルの b，cのグラフでも評価で

も一致している．実記録でも覚醒し体動したことが記載さ

れており，学習モデルの結果は，その推移を表現できてい

たことが示唆される．

図 7 の患者 Cについて，aのグラフによると，観察 1時

間以内に看護師は CPOT0と判断しているが，学習モデル

の b，cでは CPOT3以上の痛みがあると判定し，異なる

判断となっている．実記録を基にその原因を調べると，観

察 1時間以内に「呼吸苦の訴えがあり，CPOTも上昇して

いる」との記載があるにもかかわらず CPOTが 0と評価

されていた．CPOT記録と看護記録との不整合であり，電

子カルテへの誤記が原因と考えられる．学習モデルは属人

的であることに起因する誤った判断（ヒューマンエラー）

を解消できる可能性を示唆している．

また，観察 4時間後から 30分間シバリング（ふるえ）の

記録が認められ，実記録の看護師評価も痛みありと判定し

ている．一方，学習モデルでは看護師評価よりも 30分程

度前から強い痛みを示唆しており，実際の評価よりも早く

判定できていたことになる．集中治療分野におけるシバリ

ングは，低体温よりも痛みによるものが一般的であり，痛

みが一定の閾値を超えた状況で出現する．シバリングは心

臓の酸素需要を 10倍程度に増加させるため，前もって予

測できることは合併症を防ぐ観点から大きな利点がある．

本症例では学習モデルの評価を参照して治療を行うことが

できれば，シバリングが防げた可能性がある．

cのグラフの推移を見ると，患者 A，Bと比較して高い

値で推移している．一般的に呼吸苦を原因とする苦痛は治

療を行わない限り長期的に継続するものであり，学習モデ

ルはこれを示唆している可能性がある．呼吸苦に対する苦

痛は医療用麻薬の投与により改善し，前述のシバリングに

至るような苦痛を防ぐことができるが，看護師評価では 1

日を通じて痛みなしと判定しているため，治療機会を逸し

ている可能性がある．

5. 実用化に向けて

本研究では，集中治療室に入室した患者の年齢層，自動的

に取得されているバイタルサインデータ，および鎮静スコ

アを予測因子として用い，機械学習で解析することによっ

て，意思を表出できない患者の痛みを他覚的，連続的かつ

自動的に予測できることが示された．また，本研究で得ら

れたアルゴリズムでは，看護師が実際に CPOTを評価し

ていない時点でも，機械学習により「痛みあり」と予測さ

れる時間帯があるため，医療従事者が覚知していない痛み

をも今回提案するシステムが指摘できる可能性がある．な

お，今回利用したバイタルサインデータは，単位時間あた

りの上昇変動量および下降変動量に変換して学習に利用し

ている．バイタルサインデータは時系列性を持つ連続デー

タであり，スペクトル解析などを用いることで自律神経に

起因する変動などの情報が取得できることが報告されてい

る [22]．バイタルサインデータの時系列解析を行い特徴量

とすることで，さらに精度が向上する可能性がある．

痛みによって引き起こされるストレス反応は，患者に

とって様々な有害事象を引き起こす．たとえば，増加した

カテコラミンが細動脈血管収縮を引き起こし，組織灌流不

全から組織酸素分圧を低下させたり [23]，異化作用の亢進

や蛋白基質を提供するための脂肪分解，筋肉の衰退など

が惹起されたりする [24]．異化作用の亢進や組織低酸素症

は，創傷治癒を損なって，創傷感染症の危険性を増す．痛

みはナチュラルキラー細胞活動を抑制し [25], [26]，細胞傷

害性 T細胞数の減少と好中球の貪食活動の低下を引き起こ

す [27]．急性期痛は，その後の慢性的に神経障害性疼痛を

引き起こす最も大きな危険因子である [28]．実際の臨床現

場では，痛みの治療は優先度が高く，医療従事者が多忙で

あっても対処はすぐに行われる．しかし現状の課題として

患者の痛みを把握すること自体が困難であるため，今回提

案するシステムによるアラートは従来得られなかった痛み

の治療契機を提供できる可能性があるためきわめて有用で

ある．

現在，集中治療における意思を発出できない患者の痛み

の治療は，1) 看護師が数時間おきの定時，または患者の

他覚的症状を契機として患者の痛みを他覚的評価基準で評

価，2) 医師があらかじめ入力した予測指示に従って初期治

療，3) コントロール困難な場合は医師に連絡，4) 医師が直

近の電子カルテ情報と患者の現況から最適な治療を選択，

という手順を経る必要がある．しかし，これらの手順は 1

つ 1つの手順の実行に時間を要し，判断基準が看護師の技

術や経験に依存するうえ，連続的評価でないがゆえに痛み

の見逃しが相当数存在することが推定される．判断に要す

る時間の長さや痛みの見逃しは，患者の痛みの遷延に直結

し，有害事象や痛みの慢性化にもつながりかねない．

本研究において得られた知見は，意思を表出できない患

者の痛みを他覚的，連続的かつ自動的に予測できるため，

上述した 1)の段階に至る前に警報を発出することにより

診断契機を迅速に与えることができる．また，4)の手順で

医師が痛みを判断する際にもデータを参照することにより

迅速かつ正確な意思決定ができる．これらの判断を補助す

るため，機械学習の判断を経時的に可視化することが有効

である．さらに，判断の均一化が可能という点では，昨今

の深刻な医師不足によって要請されている医師以外へのタ
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スクシフトの観点からも，誰が見ても同一の判断基準を提

示できることは有意義である．

この知見を医療現場で利用するには，機械学習による即

時予測アルゴリズムを搭載したアプリケーションが必要で

ある．このアプリケーションの入力になるバイタルサイン

データ，患者情報データ，鎮静度情報は，医療モニタシス

テムからバイタルサインデータを自動的に取得する方法が

すでに確立されている．また，患者情報や鎮静度情報など

のデータは電子カルテシステムからの取り込みにより実施

することが可能である．RASSは，看護師が診断，記録す

るパラメータであり，RASSが定期的に測定されなければ

ならない．このデータの入力が実用上，最も大きな課題で

ある．しかし，RASSは，先行研究で心拍数を用いた機械

的な推定の可能性が示唆されており [29]，これが確認でき

れば課題を解決し，属人的要素を完全に回避できる．

今回抜粋した代表的な 3例のほか，解消，遷延，安定の

3分類における全症例の傾向を鑑みると，おおむね痛みを

自動的に予測できているものと考えられる．しかし，実用

化を考えた場合，より多くの母数で，かつ患者を数種のタ

イプに分類（年齢層の分類，性別による分類，疾患による

分類など）して同様の方法にて検証し，妥当性の評価を行

う必要がある．また，図 7 の患者 Cの結果では，CPOT

記録と看護記録の不整合が指摘されている．CPOTによ

る痛み評価は属人的であるがゆえに評価者間で差が出るこ

とがあるが，現在使用できる最も客観的な痛みの評価指標

として医療分野で用いられている．意思の発出できない患

者の痛みの教師データ（=実際にその患者に痛みがあるか

否か）として用いることができる基準は現時点で CPOT

以外にはなく，その結果として痛みを正確に評価・予測で

きていない可能性は否定できない．本研究で新たに開発し

た連続的評価を考慮したツールを医療現場に提供すること

で，痛みの評価法そのものを転換することができる可能性

がある．

6. おわりに

本研究では，バイタルサインデータと RASS，年齢層，

性別を機械学習にかけ，AUC0.82，感度 60.8%，特異度

89.1%の学習モデルを得た．また，本学習モデルを用いて

患者の痛みを 1 分ごとに推定し実際の記録と比較したこ

とで，本手法による痛み判断が人間の専門家と同等以上の

判断ができ，医師判断の補助となる可能性を示した．今後

は，バイタルサインデータの時系列解析を行うことで，精

度向上が可能かを検証する．また，自動入力されるデータ

のみで判定可能な学習モデルとするため，RASSを機械的

に判定しその結果を用いて学習を行う手法や，RASSを利

用せずバイタルサインデータのみで判断可能な手法につい

て研究を進める．さらに，テストデータを数種類のタイプ

に分類し精度比較を行うことによる学習モデルの汎用性確

認と，多施設研究による環境依存性の検証を行う．
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