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スポーツ選手のマーカレスモーションキャプチャーのための
効率的なOpenpose再学習

北村　卓弥1 トマ　ディエゴ1 川崎 洋1

概要：モーションキャプチャを行う際、2次元の姿勢推定後、三角測量を用いてスケルトンの合成を行うこ
とで、マーカレスでモーションキャプチャを行うことができる。モーションキャプチャにより得られる 3

次元のスケルトンの解析や可視化により、スポーツ分野における運動動作の最適化などへの応用が期待さ
れる。2次元の姿勢推定手法として OpenPoseと呼ばれる手法が存在し、画像から高精度で 2次元のスケ
ルトンを生成可能である。一方で、OpenPoseには倒立等の複雑な姿勢においては姿勢推定に失敗が生じ
る問題が存在する。そこで、本研究では、このような複雑な姿勢における姿勢推定精度を向上するために、
複雑な姿勢を多く含むスポーツデータセットを作成し、それを用いてネットワークを再学習することで、
精度の向上を図る手法について研究を行った。

1. はじめに
近年、最先端のテクノロジーがスポーツの分野に取り入

れられる場面が増えている。サッカーにおけるハイスピー
ドカメラや磁場センサーを用いたゴール判定システム等の
判定への活用、ドローンによる選手の追跡、多人数スポー
ツにおける戦術の AIを用いた解析など、活用分野は多岐
に渡る。トレーニングにおいても活用が見られ、様々なセ
ンサーや機器を用いて選手の動きや力の強さなどを測定、
解析することにより、選手の動きの最適化や、体の状態の
管理が行われている。特に姿勢推定を行い、人体のスケル
トンを生成することができれば、スケルトンの角度を用い
て運動の解析を行うことができる。
　現在、姿勢推定を行う手法は複数存在し、モーションセ
ンサーや画像から検出を行う手法が存在する。モーション
センサーを用いる手法は人体にマーカーを付けることで、
人間の骨格の動作の検出などを行うことができる。一方で、
モーションセンサーなどの専用機材は高価な場合が多く、
測定する環境も限られてしまう。また、人体にマーカーが
必要になり、運動の妨げになる可能性も存在する。そこで、
複数の RGBカメラで撮影を行い、各画像ごとに 2次元の
姿勢推定を行った後、三角測量により 2次元スケルトンの
合成を行い、3次元のスケルトンを作ることで、マーカー
レスで場所を選ばない、安価なシステムを構築することが
できる。
　三角測量を用いて 3次元のスケルトンを合成するにあた
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り、まず 2次元のスケルトンを生成することが必要となる。
OpenPose[1]は 1枚の RGB画像から 2次元のスケルトン
を推定可能な畳み込みニューラルネットワークであり、今
日幅広く用いられている。OpenPoseは複数人が含まれる
画像においても高い精度を発揮する。しかし、スポーツの
分野においては、倒立のような通常の生活では見られない
姿勢が多く存在しており、OpenPoseはこのような画像を
入力とした姿勢推定においての失敗が見られる。原因とし
ては、OpenPoseの学習に使われている COCOデータセッ
トには倒立のような姿勢が希少であるためだと考えられ
る。そこで、本研究ではこのような推定困難な画像を多数
含むスポーツデータセットを作成し、このデータセットを
用いて OpenPoseの再学習を行うことで、複雑な姿勢に対
しての精度の向上を図り、スポーツ分野での活用を目的と
した。
　また、再学習によるネットワークの更新を行う際、スポー
ツデータセットの情報に過学習してしまい、元のOpenPose

の精度が低下してしまう問題が生じた。そこで、Augmen-

tationや COCOデータセットを混ぜて再学習を行うこと
により、従来姿勢、複雑な姿勢の両方のデータでの精度の改
善及び、それらの効果の検証を行った。さらに、OpenPose

の推論時に回転させた画像を入力させた場合の精度との比
較も行った。
　本研究での貢献は以下である。(1)本研究では 2次元の
姿勢推定手法である OpenPoseの再学習及び事前回転手法
を行い、評価を行った。(2)再学習した OpenPoseから生
成されるアノテーションを用いて,通常のデータセットに
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稀有な複雑な姿勢を多く含む、スポーツデータセットを
作成した。(3) 過学習対策及び推定精度の向上のために、
Augmentationや COCO データセットを混ぜる手法につ
いての検証、比較を行った。

2. 関連研究
2.1 3次元姿勢推定
近年、3次元の姿勢推定を行う研究はさかんに行われてい

る。3次元の関節座標に関するアノテーションは主にモー
ションキャプチャを用いて行われており、大規模なデータ
セットが用意できないという問題が存在する。[9]は畳み込
みニューラルネットワーク (CNN)を用いる手法であり、自
動エンコーダーを使った潜在表現の学習を行い、姿勢の構
造を考慮することで性能の向上を図っている。[10]は人体
の周囲の 3次元空間を細かく離散化し、各ボクセルにおけ
る各関節の尤度を示す 3次元ヒートマップを採用し、CNN

を用いて学習を行うことで、2次元のみでなく、3次元に
おいてもヒートマップが活用できることを示した。[11]で
は 2次元の姿勢推定とデプス推定のタスクを 2次元、3次
元それぞれのアノテーションを用いて同時に学習するこ
とで、3次元データセットに不足している屋外画像の 3次
元姿勢推定の性能を向上させている。[12]は 3次元の姿勢
データとそれに対応する複数方向からの 2次元姿勢をセッ
トで学習に用いており、2次元の姿勢推定を行った後、3

次元に復元する際、デプスを 3次元の姿勢ライブラリの中
で 2 次元推定結果にマッチングするものから選択してお
り、オクルージョン領域の部位についても正確な姿勢推定
を行っている。[8]は複数の 2次元画像から三角測量を行
うことで 3次元のスケルトンを生成している。Algebraic

Triangulation、Volumetric Triangulationの 2種類の方法
を用いて 3次元ポーズを生成しており、既存手法の性能を
大きく上回っている。本研究では [8]のように三角測量に
より、2次元のスケルトンを合成することで、3次元のス
ケルトンを生成し、スポーツ分野での活用が可能であると
考えている。

2.2 2次元姿勢推定
2次元の姿勢推定手法として、[3]は人物の姿勢推定に初
めてディープラーニングを用いた手法である。人間検出器
で人間を検出した後、人物ごとに姿勢推定を行うトップダ
ウン型の手法であり、ディープラーニングが姿勢推定に有
効であること、及び、カスケードが有効であることも示し
た。同じくトップダウン型の手法である [5]は第 1ステー
ジで各部位についての信頼度マップを作成し、その後のス
テージでは一つ前のステージの信頼度マップを参考に部位
間の関連性を学習しつつ、関連性の受容野を広げることで
信頼度マップを洗練している。一方で、人数の増加に比例
して人物ごとに行う姿勢推定のタスクが増えるので、人数

図 1 OpenPose から出力される 2 次元スケルトンのフォーマット

が多い場合には不向きである。OpenPose[1]は画像上に存
在するキーポイントを抽出した後、キーポイントをマッチ
ングさせるボトムアップ型の手法を採用しており、複数人
の姿勢推定の精度を向上した。ボトムアップ型は人数の増
加によって、計算量が増加しにくいが、マッチングには時
間がかかってしまう問題が存在する。そこで OpenPoseは
PAF(Part Affinity Field)と呼ばれる関節間ベクトルを採
用することでマッチングの問題を解決し、リアルタイムで
高性能な姿勢推定を行うことに成功した。

3. スポーツ動画でのOpenPoseの利用
3.1 OpenPoseの問題点
OpenPoseはリアルタイムで複数人の姿勢検出を高精度

で行うことができる (図 2)。一方で、人物が倒立しているよ
うな動作に対しては、手と足が逆転して推定されるなど、姿
勢推定に失敗する。これは、学習に用いられたCOCOデー
タセット [2]には倒立のような非日常的なポーズが少ない
ためだと考えられる。OpenPoseは部位を示す信頼度マッ
プと部位間のベクトルである PAF(Part Affinity Field)を
学習する手法であり、直立のポーズと逆立ちのポーズでは
関節の位置と関節間の関連性などが大きく異なっているた
め、倒立等のポーズが持つ関節の位置と関節間の関連性に
ついての情報を改めて OpenPoseの学習に取り込む必要が
あると考えられる。本研究では倒立等のポーズが持つ情報
を OpenPoseに学習させ、推定可能にすることを目的とし
て研究を行った。図 3に OpenPoseの失敗例を示す。図 1

に示すように、スケルトンの赤色は左足部分、薄緑は右足
部分、濃緑は左手部分、青色は右手部分を示すが、図 3で
は手と足の色が入れ替わっており、姿勢推定が失敗してい
ることが分かる。

3.2 スポーツ動画用の学習データ作成
OpenPoseの学習には、人物を含む画像 64115枚とアノ

テーションからなるトレーニングデータセットと 2693枚
の画像とアノテーションからなるバリデーションデータ
セットで構成されたバリデーションデータセットから構成
される COCOデータセット [2]が用いられている。これ
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図 2 OpenPose の成功例

図 3 OpenPose の失敗例

らのデータセットには倒立のような複雑な姿勢とそのアノ
テーションが希少である。本研究では体操選手の一連のス
ポーツシーンの映像を用いて、そのような希少なシーンが
多く含まれるトレーニングデータセットを作成した。映像
は選手が倒立や後方転回 (バク転、バク宙)を複数回行う
25秒間のものである。これらの動画は複数方向から同時に
撮影されている。正面と背後からの動画をそれぞれ 750フ
レーム (計 1500フレーム)に分割し,各フレームに対して
作成したアノテーションツール (図 4)を用いて 18個キー
ポイントについてアノテーション付けを行った。アノテー
ションツールは OpenPoseの出力などにより得られるアノ
テーションと画像を入力とし、GUI上でキーポイントの位

図 4 手動アノテーションツールを用いた正しいアノテーション付け

置を修正することが可能である。OpenPoseが必要とする
アノテーションが首を除いた 17個であったため、GUIで
の修正後に変換を行った。アノテーションを修正した 1500

枚のうち、1200枚をトレーニング用として、300枚をバリ
デーション用とした。

重み
パラメータ
ファイル

OpenPose
再トレーニング

重み
パラメータ
ファイル

作成した
データセット

図 5 スポーツデータセットと学習済みの重みを用いた再学習手法

3.3 OpenPoseの再学習
図 5に示すように OpenPoseの既存の重みファイルと、
前節で作成したスポーツデータセットを入力として再学
習を行った。出力として、再学習されたネットワークの重
みパラメータファイルが生成される。出力される Loss情
報,heatmap(図 6),PAF(Part Affinity Field)(図 7)、推論結
果を元に、学習のハイパーパラメータを調整することで、
ネットワークの最適化を行った。

3.4 過学習対策
上記の手法を用いて、OpenPoseの再学習を行うことで、

倒立等に対する推定精度の向上が見られたが、一方で、過
学習により従来の推定精度が低下してしまう問題が生じ
た。図 8に示すように通常の姿勢が上下反転してしまう。
この問題に対処するために、本研究では２つの手法、及び
その両方を組み合わせた。
　１つ目は作成したデータセットに COCOデータセット
を混ぜて再学習を行う手法 (Mixと呼ぶこととする)であ
る。COCOデータセットは OpenPoseの学習に使われた
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図 6 heatmap の例

図 7 PAF(Part Affinity Fields) の例

データセットであるため、このデータセットを混ぜて学習
を行うことで、従来の推定精度を維持しつつ再学習をすす
めることができないか検証を行った。
　 2つ目に Augmentationを行った。従来のデータセット
(約 65000データ)に比べ、作成されたスポーツデータセッ
ト (1500枚)は大幅に数が少ない。そこで、スポーツデー
タセットを Augmentationにより、データ数を増加させる
ことで、OpenPoseの精度向上を図った。Augmentationと
しては 8方向 (45°,90°,135°,,,)の回転と、水平方向の反
転、スケールの調整を行っており、様々な角度のポーズを
学習させることで、姿勢の方向についてのロバスト性の確
保についても検証を行った。また、上記の手法を組み合わ
せる手法についても検証を行った。

3.5 事前回転手法
OpenPoseが倒立等に失敗する原因は、OpenPoseの学習

に使われたCOCOデータセットが、倒立等の画像を含んで
いないためである。そこで再学習手法とは別に、OpenPose

の推論時に入力画像を予め回転させ、画像上向きに頭部が
位置するように、画像下部に足が位置するようすること

図 8 過学習による失敗例

Openpose
推論

⋮⋮

Best
Score

事
前
回
転

図 9 事前回転手法

で、OpenPoseが十分な推定を行うことができると考え、
実行した。手法としては、予め 8 方向に回転させた画像
を OpenPoseの推論の入力とし、8枚の出力結果を得た。
OpenPoseの出力の一つであるキーポイントの信頼度スコ
アの合計値を用いて、8枚の中で最も適当なものを最終的
な出力とした。

4. 実験
4.1 検証方法
検証に用いるテストデータセットとして 2 つのデータ
セットを用いた。１つ目は COCO データセットのバリ
デーションデータセットを用いた。このデータセットは
OpenPoseの従来の学習のバリデーションに用いられてお
り、このデータセットを用いて検証を行うことで、再学習後
も倒立等のポーズに過学習を起こさず、従来の OpenPose

の精度を維持しているかの確認を行った。2つ目のデータ
セットとして、スポーツテストデータセットを作成した。
トレーニングのために作成したスポーツデータセットと同
様の手法で作成を行い、トレーニングに用いた動画とは別
の動画から抽出した 81枚の画像とアノテーションで構成
されている。このデータセットを用いることで、OpenPose

が倒立のような複雑な姿勢に対してどの程度推定できるよ
うになったかの確認を行った。
　評価の指標として、COCOデータセットより用意されて
いるAPスコアを用いた。COCOデータセットで用意され
ているAPスコアは、キーポイントの推定値と真値の関連度
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COCOバリデーションデータ
セット

Kanoyaテスト
データセット

AP AP50 AP75 AP AP50 AP75

オリジナル 0.457 0.712 0.475 0.194 0.427 0.081

①：再学習 0.245 0.478 0.225 0.461 0.828 0.446

②：①+Augmentation 0.143 0.304 0.116 0.521 0.903 0.545

③：
①+Mix
(COCO+スポーツデータ
セット)

0.378 0.645 0.37 0.29 0.725 0.165

④：②+③ 0.413 0.675 0.419 0.483 0.892 0.412

事前回転 0.374 0.639 0.37 0.221 0.627 0.061

図 10 OpenPose の結果

を示す値であるOksを複数の閾値を用いて真偽を判定し、そ
の真偽による Precisionと Recallの積分値を APスコアと
している。閾値ごとに、一般的に 3つの指標での比較が行わ
れており、AP50は閾値 0.5の場合のAPスコアを、AP75は
閾値 0.75の場合を、APはAP50,AP55,AP60,・・・,AP95

の平均値である。AP スコアをそれぞれのテストデータ
セットに対して計算し、比較を行うことで検証を行った。
Oksの計算において、人物部分の領域面積が必要となるが、
COCOバリデーションデータセットは領域面積のアノテー
ション情報も保持しているのに対し、スポーツデータセッ
トでは保持していない。そのため、代わりにBounding box

の 1/2の値を領域面積として用いることで Oksの計算を
行った。そのため、2つのテストデータセット間の APス
コアを単純に比較することは困難である。

4.2 結果
オリジナルの OpenPose、スポーツデータセットを用い

た再学習、Augmentationを用いた手法、スポーツデータ
セットに COCOデータセットを混ぜる手法 (Mix)、Aug-

mentation+Mix(スポーツデータセットの Augmentation

後に COCOデータセットを混ぜる)、事前回転手法の 6つ
を比較し、2つのテストデータセット (スポーツデータセッ
ト、COCOデータセット)での AP,AP50,AP75での結果
を図 10に示す。2つのデータセットはデータ数の規模が異
なり、APスコアの算出に必要となる人物領域の面積の算
出方法も異なるため、2つのデータセット間の値の比較は
困難である。
　結果からスポーツデータセットを用いて再学習を行

うことで、スポーツテストデータセットの値が 0.194から
0.461と大幅に改善しており、倒立等に対する推定精度が
向上していることが分かる。一方で COCOテストデータ
セットに対する結果としては 0.475から 0.225と下がって
しまっている。これは、OpenPoseが倒立等のデータに対
して過学習を起こした結果だと考えられる。2つの過学習
対策を行った結果、Augmentationを行うことで倒立等に
対しての精度がますます向上することが分かった。また、
Mixの手法には従来の OpenPoseの精度を保つ効果が見ら
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図 11 COCO のデータ数による結果の推移
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図 12 Augmentation 後のデータ数による結果の推移

れ、2つの過学習対策を組み合わせることで、スポーツテ
ストデータセットに対して 0.483,COCOテストデータセッ
トに対して 0.413という結果を出しており、従来の精度を
十分保ったまま、逆立ちのような複雑の姿勢を推定するこ
とができるようになった。事前回転手法の精度は再学習を
用いた手法よりも劣っている。原因として、回転時の姿勢
は足が 180°開いているなどの回転時のみ可能なポーズが
存在し、単純に回転させ画像上部に上半身が位置するよう
にするだけでは、地面に足がついていないなど不自然なも
のとなってしまい、推定精度が低下してしまうと考えられ
る。また、推定にかかる時間も 8倍になってしまう。その
ため、スポーツのようなリアルタイムでの活用を考えた場
合、事前回転手法よりも再学習を用いる手法が有効だと考
えられる。　 　
また、スポーツデータセットに COCOデータセットを
混ぜる手法 (Mix)について、混ぜる COCOデータ数によ
る過学習抑制効果の変化を図 11 に示す。横軸を混ぜた
COCOデータセットの数 (ただし、オリジナルは従来の学
習時に用いた COCOデータセットの数)、縦軸を APスコ
アとして、様々な条件下で実験を行った。オレンジの線は
スポーツテストデータセットに対する結果を示し、青の線
は COCOテストデータセットに対する結果を示す。混ぜ
る COCOデータセットの数が増えるほど、COCOテスト
データセットに対する結果が向上していることが分かる。
また、Augmentationと組み合わせることで、学習に用い
るスポーツデータセットのデータを増加させ、混ぜること
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オリジナル スポーツデータセットによる再学習
(Augmentation+Mix)

図 13 オリジナルと再学習の比較結果 (スポーツテストデータセット)

のできる COCOデータセットのデータ数も増やすことが
できるため、両方の結果を向上することが分かった。
本研究では Augmentationで増やす量についても検証を
行った。図 12 に示すように、Augmentation を行うこと
で、再学習に用いるデータのバリエーションが増え、倒立
等の複雑な姿勢の推定精度が向上した。COCOテストデー
タセットに対する精度は低下する傾向が見られる。本研究
で用いたスポーツデータセットは、画像中の人物が一人で
あり、COCOテストデータセットでは複数の人物が画像中
に存在する。そのため、COCOテストデータセットに対す
る精度が低下したのではないかと見られる。
また、図 13,14,に、実際に画像上での結果を示す。オリ

ジナルの OpenPoseと図 10で 2つのデータセットに対し
て高い精度を示したAugmentation + Mixの手法の比較を
行った。図 13に示すように倒立等のポーズにおいて、従
来の OpenPoseは失敗しているが、本研究の手法を用いる
ことで推定が可能となった (オリジナルも成功しているよ
うに見えるが、スケルトンの色を図 1と比較すると間違っ
ていることが分かる)。また、図 14に示すように、Mixの
手法により過学習を抑制し、従来の OpenPoseの精度を十
分維持できていることが分かる。

5. まとめ
本研究では OpenPose の再学習を行うことで、従来の

OpenPoseが推定できない倒立等の複雑な姿勢を推定する

オリジナル スポーツデータセットによる再学習
(Augmentation+Mix)

図 14 オリジナルと再学習の比較結果 (cocoバリデーションデータ
セット)

手法を提案した。また、単純に倒立等のデータを混ぜて学
習を行うだけでは、過学習による推定精度の低下が生じて
しまうため、Augmentation及び COCOのデータを一定の
割合を混ぜて学習を行うことで、従来の OpenPoseの精度
を維持しつつ、倒立等の姿勢を推定可能であることを示し
た。　提案手法を用いることで、スポーツの分野などで登
場する複雑な姿勢を推定することが可能となる。本手法を
用いたスポーツ選手の測定データは、マーカーや特別な機
材を使わずないため、より手軽に運動動作の改善を行うこ
とが期待できる。
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