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ReLUニューラルネットワークにおける
Integrated GradientのVanilla Gradientへの帰着

三浦 尭之1,a) 権 英哲2 長谷川 聡1

概要：近年，深層学習をはじめとした機械学習の社会への浸透を背景に説明可能な AIに対する期待が高

まっている．画像分類などでは，分類結果に対して重要だったピクセルをハイライトする勾配ベースの説明

が盛んに研究されており，Sundararajanらによって提案された Integrated Gradientは Google Cloudな

どでサービスとして実装されている．一方で，最もシンプルな勾配ベースの説明である Vanilla Gradient

は，訓練済みモデル保護の観点から脆弱性になりうるという報告がなされている．具体的には，入出力の

情報から訓練済みモデルを盗み出す Model Extraction攻撃が，出力に Vanilla Gradientによる説明が加

わることで効率的にできるという研究結果が報告されている．本研究では，活性化関数に ReLUが用いら

れているニューラルネットワークが Integrated Gradientによる説明も出力する際，その情報から Vanilla

Gradientの情報を復元できることを示した．これは，Integrated Gradeintによる説明がついたモデルに対

しても，説明が脆弱性になりうることを意味し，機械学習モデルのオープンな利活用を推進するにあたっ

て検討しなければならない問題である．

1. はじめに

1.1 背景

近年，深層学習の発展や計算機の性能向上により，人

工知能（Artificial Intelligence, AI）の処理能力が大きく

向上した．その中でも，正規化線形関数（rectified linear

function, ReLU [1]）は単純で計算量も小さく，それまでの

スタンダードであったシグモイドなどと比べて学習が早く

進む活性化関数で，深層学習の発展に大きく寄与し，現在，

広く用いられている（VGGやResNetなど）．また，機械学

習の開発インフラも整備が進んでおり，MLaaS（Machine

Learning as a Service）などクラウド上で機械学習を行い，

訓練済みモデルを展開する機会が増加している．

加えて，推論結果にその根拠となる情報も提示できる説

明可能な AI （Explainable AI）にも注目が集まっており，

診断補助や融資審査など幅広い分野での活用が期待されて

いる [2]．特に深層学習が高い推論精度を発揮する画像分類

では，勾配系の説明が主要な説明手法として用いられてい

る（cf. 図 1）．勾配系の説明とは，モデルの入力に対する

偏微分値などを用いて，「分類結果に対して重要だったピ
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クセルをハイライトする」説明手法のことである．その中

でも Integrated Gradient [3] という手法は Google Cloud

のサービスでも主要な説明手法として用いられている [4]．

一方，機械学習を用いたAIにはそれ特有のセキュリティ

脅威が提唱されており [5]，特に，訓練済み機械学習モデル

を盗んでしまうModel Extraction攻撃は，AIの社会展開

を考える上で対策が求められる重要な課題である．Model

Extraction攻撃とは，訓練済み機械学習モデルに対して，

その入出力の情報からそのモデルを復元する攻撃である．

モデルが盗めることは，知的財産保護上の問題であり，ま

たモデルをクラウド上展開しクエリ当たりの使用料金をと

るビジネスにとって大きな脅威となる [6]．加えて，盗ん

だモデルを分析することで，モデルをだます Adversarial

Examplesを用いた攻撃や訓練データの情報を盗むModel

Inversion攻撃を効率的に行えるという報告もある [7]．

特に，近年期待が高まる説明可能な AIは，推論結果に

加えて説明を出力する分だけ，Model Extraction攻撃に脆

弱な可能性があることが指摘されており，説明という利便

性と盗みの脆弱性というトレードオフに注目が集まってい

る．実際，Vanilla Gradientという最もシンプルな勾配系

の説明がついた深層学習モデルは，説明がないものと比べ

てModel Extraction攻撃が効率的になってしまうことが

報告されている [8], [9]．
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1.2 本稿の結果と貢献

本稿では，特に活性化関数が ReLUのニューラルネット

ワークにおいて，Integrated Gradientから Vanilla Gradi-

entの情報を復元する手法を提案した．また，その手法を

実装し実験することにより，実際に復元ができることを明

らかにした．この手法により，Integrated Gradientつきの

モデルに対しても，Vanilla Gradientつきのモデルと同様

のModel Extraction攻撃が行えることが明らかになった．

Integrated Gradientつきのモデルは今後多くのサービスで

用いられると考えられるため，本研究の結果より，AIの

社会実装を考えてゆくうえで，より一層Model Extraction

攻撃の対策が求められることが示された．

2. 準備

本稿の提案手法の記述・説明に必要な概念を紹介する．

2.1 深層学習

深層学習は，深いニューラルネットワーク（DNN）を確

率的勾配降下法などを用いて学習させる機械学習の一手法

である．

定義 2.1 (ニューラルネットワーク). ニューラルネット

ワークとは，層状に並んだノード（ユニット）間を一方向

に情報が伝わっていくような処理をするモデルであり，ア

フィン変換 g1, . . . , gl と活性化関数 σ1, . . . , σl を用いて

f = σl ◦ gl ◦ · · · ◦ σ1 ◦ g1 : Rd → Rc

と表せる．ここで，アフィン変換 g : Rn → Rmとは，m×n

行列 Aとベクトル b ∈ Rm で，

g(x) = Ax+ b

と表せるような関数である．特にこの b をバイアス項と

いう．

定義 2.2 (ReLU). 関数 ReLU : R → Rを

ReLU(x) := max(x, 0)

と定める．この関数を正規化線形ユニット（Rectified Lin-

ear Unit，以下 ReLU）と呼ぶ．また，入力がベクトル値

の場合は，各成分にこの関数をかませた結果を並べたベク

トルを出力するとする．活性化関数がすべて ReLUである

DNNを本稿では ReLUニューラルネットワークと呼ぶ．

2.2 説明可能なAI

深層学習モデルは，画像分類などのタスクで高い推論精

度を持つ一方で，特徴量抽出まで自動で行われるため，モ

デルの推論根拠が見えにくいという課題があった．こう

いった課題をうけて，そのモデルの推論根拠を人間にとっ

て理解しやすくする説明可能な AIという技術に注目が集

図 1 勾配系の説明

左から元データ，VG による説明画像，IG による説明画像
値が小さければ黒くなり，大きければ白くなるようになっている．

まっている．特に画像分類については，分類結果にとって

重要だった画像のピクセルをハイライトする手法が主要な

説明として用いられている（図 1）．

2.2.1 Vanilla Gradient

最もシンプルな勾配ベースの説明は次の Vanilla Gradi-

ent[10]である．

定義 2.3 (Vanilla Gradient). 機械学習モデル f : Rd → R
がほとんど至るところ*1で微分可能とする．Vanilla Gra-

dientでは，x ∈ Rd に対して，

VGf (x) := ∇f(x)

の値を説明として出力する．

2.2.2 Integrated Gradient

Vanilla Gradientは，与えられた入力 x ∈ Rd に対して，

その点での勾配しか考えていない．そのため，分類結果に

重要な影響を与えるピクセル xi の貢献度がそこの近傍で

“重要なまま変化しない”場合は ∂f
∂xi

= 0（貢献度が低いこ

とを意味する）となってしまう問題があった．Integrated

Gradient [3]はこの問題をうけて，Sundararajanranらに

よって提案された説明手法であり，Google Cloudでは実

際にサービスとして実装されている [4]．

定義 2.4 (Integrated Gradeint(統合された勾配)). 機械学

習モデル f : Rd → Rがほとんど至るところで微分可能と
する．ベースラインと呼ばれる点 x′ ∈ Rdを一つ固定する．

Integrated Gradientでは，x ∈ Rd に対して，

IGf (x, x
′) := (x− x′)⊙

∫ 1

0

∇f(x′ + t(x− x′))dt

の値を説明として出力する．ただし，ここで⊙は各成分の
要素ごとの積を表す記号とする．

特に，実装上はステップ数mを定めて，

IGapprox
f,m (x, x′) = (x− x′)⊙ 1

m

m∑
i=1

∇f(x′ +
i

m
(x− x′))

(1)

という数値で代替している．

ただし，画像分類ではベースラインを x′ = 0 ∈ Rd と

選ぶことが多いため，本稿でも x′ = 0 とすることとし，

IGf (x, x
′) = IGf (x)と略記する．

*1 全体集合に対してそうでないところのルベーグ測度（体積的なイ
メージ）が 0 であるという意味で使っている．
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図 2 Model Extraction 攻撃の概略

2.3 Model Extraction攻撃

訓練済み機械学習モデルに対して，その入出力の情報

だけからそのモデルを復元してしまう攻撃をModel Ex-

traction攻撃と呼ぶ [6]．Model Extraction攻撃は図 2の

ような状況において，(1)～(3)のような手順で行われる．

ここで盗まれるモデルを被害モデル，攻撃者が復元したモ

デルをクローンモデルという．

( 1 ) モデル開発者は独自に収集した訓練データを用いて，

被害モデルを学習させ，クラウド上に展開する．

( 2 ) 攻撃者は大量のラベルなしデータを収集し，被害モデ

ルにクエリを投げラベルつきデータ（訓練データ）を

作成する．

( 3 ) 攻撃者は作成した訓練データで，自分の手元にクロー

ンモデルを作成する*2．

2.3.1 説明可能なAIに対するModel Extraction攻撃

盗みの対象となる被害モデルが説明可能な AIである場

合，1 クエリ当たりの出力の情報が説明の分だけ多いた

め，盗みやすい可能性がある．実際，Milliら [9]は Vanilla

Gradientがついたモデルが盗みやすいことを実験で示し，

三浦ら [8]は Vanilla Gradientの説明を生成モデルの学習

に活かし，データフリーな Model Extraction攻撃を効率

的にできることを示した．また，勾配系の説明に限らず，

Ulrich ら [11] は Counterfactual Explanation という事例

ベースの説明を使って盗みの効率が上がることを示した．

著者らの知る範囲では Integrated Gradientによる説明つ

きのモデルへの攻撃の先行研究は存在しないが，本稿の提案

手法を応用すれば，Vanilla Gradientつきの ReLUニュー

ラルネットワークに対する攻撃を Integrated Gradientつ

きのReLUニューラルネットワークにも行うことができる．

3. 提案手法

本稿では，「Integrated GradientによるReLUニューラル

ネットワーク fの出力の説明 IGf (x)から，Vanilla Gradient

による説明 VGf (x)を復元する手法」を提案する．

3.1 提案手法の概要

提案手法は図 3のように用いることを想定している．具

体的な手順は以下のとおりである；

*2 ここで (2)と (3)は暫定版クローンモデルの様子を見て適応的に
クエリを選ぶ場合もある．

図 3 提案手法

( 1 ) Integrated Gradientつきのモデルによるクラウド上の

サービスに，利用者（攻撃者）はクエリとして x ∈ Rd

を送る．

( 2 ) サービスは推論結果 f(x)と説明 IGf (x)を返す．

( 3 ) 利用者（攻撃者）は提案手法により，手元で IGf (x)を

VGf (x)へと変換する．

3.2 ReLUニューラルネットワークに関する既存結果

本項では提案手法の重要な前提となる「ReLUニューラ

ルネットワークの関数としての性質」を紹介する．具体

例を可視化したものを付録 A.2に記した．Rolnickらの研

究 [12]から次の命題が成り立つ．

命題 3.1 (Rolnick). f : Rd → Rを ReLUニューラルネッ

トワークとする．このとき，有限個の超平面の和集合 Hf

が存在し，f |Rd\Hf
は各連結成分上で線形関数である*3．

この連結成分１つ１つを f の（Hf に関する）モデル線形

領域と呼ぶこととする．モデル線形領域は凸集合である．

系 3.2. 特に，f の各層のバイアス項が 0であるならば，

Hf を作る各超平面はすべて原点を通るようにできる．つ

まり各モデル線形領域の境界は原点を含むようにできる．

3.3 主定理

本稿の主定理を紹介する．関数 f : Rd → Rを Integrated

Gradientによる説明がついたReLUニューラルネットワー

クとする．特に，バイアス項がない場合は fnobiasと書くこ

ととする．

定理 3.3. 入力 x ∈ Rdが，任意のピクセルに対して xi ̸= 0

を満たすとする．このとき，ある 0 < α < 1が取れて，αx

が xと同じ f のモデル線形領域にあるとする．このとき，

IGf (x), IGf (αx)とから VGf (x)を復元することができる．

証明. まず変数変換より次の式が成り立つ．

IGf (αx) = αx⊙
∫ 1

0

∇f(tαx)dt

= x⊙
∫ α

0

∇f(tx)dt

*3 この Hf の記述は本稿の議論に支障がない程度に簡略化してあ
る．より正確な Hf の形を記述するにはいくつかの概念の整理が
必要であり，詳しい情報は [12]を参照されたい．また，本稿の記
述では Hf にあたる集合は一意に定まらないが，適宜一つ固定し
て議論を行うものとする
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これより，次が成り立つ．

IGf (x)− IGf (αx) = x⊙
∫ 1

α

∇f(tx)dt

いま，xと αxを結ぶ線分は一つのモデル線形領域の中に

あるので，その中では ∇f = VGf は定数．ゆえに，

IGf (x)− IGf (αx) = (1− α)x⊙VGf (x)

が成り立つ．いま，xの各成分は 0ではないので，各成分

の乗法的逆元を並べたベクトルを x−1 と置くと，

VGf (x) =
1

1− α
x−1 ⊙ (IGf (x)− IGf (αx))

というように復元できる．

これは，2クエリがあれば，IGf (x)を VGf (x)に変換で

きることを意味するが，特にバイアス項がない fnobiasにつ

いては次が成り立つ．

系 3.4. 入力 x ∈ Rd が，任意のピクセルに対して xi ̸= 0

を満たすならば，IGfnobias
(x)からVGfnobias(x)を復元する

ことができる．

証明. バイアス項がない場合は，系 3.2より，任意の α > 0

に対して，xと αxは同じモデル線形領域に入っている．

そのため特に定理 3.3の証明と同様に次の式が得られる；

VGfnobias
(x) = x−1 ⊙ IGfnobias(x)

さらに，実装に注目すると次の定理を示せる．この定理

は，ステップ数 mを指定して説明を受け取ることができ

るならば，2クエリで IGの情報から VGの情報が復元で

きることを意味する．

定理 3.5. 入力x ∈ Rdが，任意のピクセルに対してxi ̸= 0を

満たすとする．Integrated Gradientによる説明が，式 1に基

づいて実装されているならば，IGapprox
f,m (x), IGapprox

f,m−1 (
m−1
m x)

から，VGf (x)を復元することができる．

証明. α = m−1
m とおく．定義より，次の 2式が成り立つ

IGapprox
f,m (x) = x⊙ 1

m

m∑
i=1

∇f(
i

m
x)

IGapprox
f,m−1 (αx) = αx⊙ 1

m− 1

m−1∑
i=1

∇f(
i

m− 1
αx)

= x⊙ 1

m

m−1∑
i=1

∇f(
i

m
x)

各辺を引くと，

IGapprox
f,m (x)− IGapprox

f,m−1 (αx) = x⊙ 1

m
∇f(x)

が得られるので

VGf (x) = mx−1 ⊙ (IGapprox
f,m (x)− IGapprox

f,m−1 (αx))

が成り立つ．

この復元方法は，m = 1
1−α から，定理 3.3のインテグラ

ルをシグマに変換しただけのように思えるが，「定理 3.5は

関数 f に対してほとんど仮定をしていない」という点が特

筆すべき点である．

以上をまとめると，

• バイアス項がない場合

VGfnobias(x) = x−1 ⊙ IGfnobias(x) (2)

• バイアス項がある場合
– 理論的には

VGf (x) =
1

1− α
x−1 ⊙ (IGf (x)− IGf (αx)) (3)

– 実装的には

VGf (x) = mx−1 ⊙ (IGapprox
f,m (x)− IGapprox

f,m−1 (αx))

(4)

という計算で復元できることがわかる．

4. 実験・評価

本節では，3 節にて提案した手法を実装し，計算機上

でどの程度正確に Integrated Gradientの情報から Vanilla

Gradientの情報が復元できるのかを確かめる．

4.1 目的

目的別に下記の 3つの実験を行う；

• 実験A：系 3.4の正当性の検証

バイアス項なしのモデルに対して，式 2 で復元した

VGf (x)が真のVGf (x)とどれくらい近いか評価する．

• 実験 B：定理 3.5の正当性の検証

バイアス項があるモデルに対して，式 4 で復元した

VGf (x)が真のVGf (x)とどれくらい近いか評価する．

• 実験 C：定理 3.3における αの値の観察

バイアス項があるモデルに対して，式 3 で復元した

VGf (x) が真の VGf (x) とどれくらい近いか評価す

る（実験 Bにおいて，二つのクエリのステップ数を

m = 50とそろえた場合）．

4.2 設定

実験の基本的な設定は以下のとおりである．実装は py-

torchを用いて行った．
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4.2.1 データセット

データセットには０～９の手書き文字のデータセット

MNIST[13]を使用した．データの形式は 28× 28でグレー

スケールの画像で，X = {0, . . . , 255}28×28 の元とみなせ

る．ここで黒が 0，白が 255である．手書き文字のデータ

なので多くの入力画像はその輪郭側などの値が 0である．

しかし，データを読み込むとき正規化（0.1307を引いて，

0.3081で割る）をしているので，入力データには xi = 0と

なるピクセルはないとみなせる．説明画像も入力データと

同じ形式なので，R784 の元とみなせる．

4.2.2 モデル

実験に使用した ReLUニューラルネットワークは 3種

類ある．いずれも関数としては f : R784 → R10 である．

本稿では f : Rd → Rのモデルを理論的に考察しているた
め，入力の正解ラベルにあたる成分の出力のみに注目して，

f : R784 → Rとみなすこととする*4．各モデルの構造や各

層の説明は付録 A.1に記した．

• TwoLayerNet（表 A·1）
2層の全結合層からなるモデル．バイアス項なしのモ

デル TwoLayerNetnobiasはテスト精度 95.77%，バイア

ス項あり TwoLayerNetは 95.69%である．

• LeNet（表 A·2）[14]

前半 2層が畳み込み層で後半 2層が畳み込み層になっ

ているモデル．バイアス項なしのモデル LeNetnobiasは

テスト精度 98.81%，バイアス項あり LeNetは 98.92%

である．

• ResNet18（表 A·3）[15]

最初に 1層の畳み込み層，Basic-Blockという 2層の

畳み込み層からなる塊を 8 個，最後に全結合層をつ

なげた 18層のモデル．途中に入るバッチノーマライ

ゼーションの層 [16]は，フォワード計算の際はバイア

ス項ありアフィン変換に相当するので，ResNetはバ

イアス項ありのみを考えることとする．テスト精度は

99.42%である．

4.2.3 説明手法の実装

Vanilla Gradient VGf は pytorchの autograd機能を用

いて実装した．また，Integrated Gradient IGapprox
f,m は au-

togradと式 1により実装した．近似のステップ数は特に断

りがない場合はm = 50とする．

4.2.4 評価方法

MNISTのテスト用データ 10000件それぞれに対して，真

のVGf (x)と，IG
approx
f,m (x)から復元したVanilla Gradient

VGf (x)を，それぞれベクトルとして長さを 1に正規化し

て二乗距離を測り，その平均値で評価する．距離は 0～2の

*4 この考察をするために，実験では最後の出力の層の softmax 関
数を省略している．sotfmaxをかませる出力間の相互作用が起き
てしまうからである．また，そのため用いたモデルは通常より多
少テスト精度が落ちている．

表 1 各モデルの正規化した VGf (x) と IGf (x) の平均距離

モデル 平均誤差 誤差の分散

TwoLayerNetnobias 1.682 1.427× 10−1

TwoLayerNet 1.618 1.468× 10−1

LeNetnobias 1.454 9.211× 10−2

LeNet 1.339 8.050× 10−2

ResNet18 1.238 9.749× 10−2

表 2 実験 A 結果
モデル 平均誤差 誤差分散

TwoLayerNetnobias 3.708× 10−7 2.058× 10−7

LeNetnobias 2.028× 10−3 1.245× 10−2

表 3 実験 B 結果
モデル 平均誤差 誤差分散

TwoLayerNet 2.028× 10−4 1.414× 10−2

LeNet 1.175× 10−2 3.504× 10−2

ResNet 1.198 4.926× 10−1

表 4 実験 C 結果
モデル 平均誤差 誤差分散

TwoLayerNet 2.478× 10−2 4.666× 10−2

LeNet 8.368× 10−1 9.391× 10−2

ResNet 1.392 2.587× 10−1

間をとりうるということがわかり，また，2つのベクトル

がランダムにとられた場合の距離の期待値は
√
2 ≈ 1.414

であることもわかる．

4.3 結果

4.3.1 比較用

各実験で得る二乗距離がどの程度のものなのか比較す

るために，各モデルに対して，VGf (x)と，IGapprox
f,m (x)を

それぞれ正規化したものの二乗距離の平均（平均誤差）を

とった．結果は表 1である．

4.3.2 実験結果

実験結果は表 2, 3, 4のとおりである．ここで実験 Bで

はステップ数は入力画像を m = 50 として式 4 の通りに

行った．つまり摂動させた画像のクエリはm − 1 = 49と

して行った．実験 Cについては，m = 50，α = 0.98とし

たときの結果である．また，各実験での画像の例は表 4に

記した．

4.4 考察

4.4.1 TwoLayerNet, LeNetについて

実験 A，B，Cを見るとニューラルネットワークが 2層，

4層の場合は，どちらも誤差が小さく，理論通り正確に復

元できているといえる．実際，図 4を見てもかなり正確に

説明画像が復元できていることが眼でも確認できる．

4.4.2 RenNet18について

実験 B，Cにおいて，RenNet18があまり正確に復元で

きなかったという結果の原因として，桁落ちが考えられ

る．Integrated Gradientでは，ステップ数 mを定め，入
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図 4 実験 A，B，C の一例
実験 A TwoLayerNetnobias

実験 A LeNetnobias

実験 B TwoLayerNet

実験 B LeNet

実験 B ResNet18

実験 C TwoLayer

実験 C LeNet

実験 C ResNet18

左から VGf (x)，IGf (x)，IGf (x) から復元された VGf (x)

図 5 ||∇f(x)|| の値

力画像 xに対して，y = 1
mx, 2

mx, 3
mx, . . . , xの各点での勾

配∇f(y)を計算し， 1
m ⊙ x∇f(y)を足し合わせている．そ

のうち，特に今回取り出したいのは y = xの場合の勾配

∇f(x)であるが，ResNet18に関しては，∇f(x)がそれ以

前（特に前半の）∇f( i
mx)と比べて小さいことが図 5から

わかる．縦軸を対数目盛に取っているが，特に i = 10前後

に対して，i = 50の時はその 10−10 倍になっていることが

確認できる．

この現象を回避するためには計算機上で使える有効桁数

を大きくする必要がある．しかし，モデル推論の説明には，

そこまで詳細な桁数は必要ないと考えられるため，本稿の

提案手法の単純な適用では ResNet18に対しては，そこま

で正確に情報が復元できないことを意味する．

この現象とモデルの層が深いことの関係は今後考察が

求められる．モデルの深さ以外にも入力 xの種類と勾配

∇f(x)の大きさの関係なども同様に考察が求められる．

5. まとめ

本研究では，ReLUニューラルネットワークにおいて，

Integrated Gradientによる説明の情報から Vanilla Gradi-

entによる説明の情報を復元する手法を提案した．この事

実により，Integrated Gradientによる説明がついたモデル

にも，Vanilla Gradientによる説明がついたモデルと同様

のModel Extraction攻撃の脅威があることが明らかになっ

た．これは多くの実装されている深層学習モデルが ReLU

ニューラルネットワークであり，Integrated Gradientの実

際のサービスも展開されていることから，説明可能な AI

に対するModel Extraction攻撃の脅威がより大きいもの

であることを表し，その早急な対策がもとめられる．

また，本手法に関する技術的な残された課題としては，

「softmaxがある場合のモデルに対しての適用手法の考案」，

「深い層のモデルと勾配の関係の観察」「モデル固定下での

入力と勾配の関係の観察」などがあげられる．
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付 録

A.1 実験モデルの構造

本稿の実験で用いたニューラルネットワークのモデル構

造の説明をする．基本的なアフィン変換はすべてのノード

がつながっていると考えて「全結合層（fc）」と呼ばれる．

DNNは基本的には，全結合層と活性化関数の繰り返しで

あるが，実際のモデルでは他の処理も行われる．本稿で用

いた TwoLayerNet，LeNet，ResNetの中に入っている層を

紹介する．各層入力データの形式を n = Win ×Win ×Cin，

出力データの形式をm = Wout ×Wout × Cout とする．

定義 A.1.1 (畳み込み層, conv). カーネルサイズKer ∈ N，
ストライド s ∈ N の畳み込み層 conv : Rn → Rm とは，

y = conv(x) に対して，各 0 ≤ i, j ≤ Wout − 1, 0 ≤ c ≤
Cin − 1, 0 ≤ m ≤ Cout − 1が，

yijm =
Ker−1∑
p,q=0

xsi+p,sj+q,chpqcm

となる処理を行う層である．これはアフィン変換とみなせ

る．ここで，モデルのパラメータは {hpqcm}である．
また，本稿では入出力の形式を適宜合わせるため，余白

を拡張する paddingは適宜行われているものとする．

定義 A.1.2 (最大プーリング層, pool). カーネルサイズ

Ker ∈ N，ストライド s ∈ Nとする．ここで，最大プーリ
ング層 pool : Rn → Rm とは，y = pool(x)に対して，各

0 ≤ i, j ≤ Wout − 1, 0 ≤ c ≤ Cin − 1, 0 ≤ m ≤ Cout − 1が，

yijm = max
0≤p,q≤Ker−1

xsi+p,sj+q,c

となる処理を行う層である．これは広義の ReLUのように

解釈できるため，本稿の考察には支障がない．

定義 A.1.3 (バッチノーマライゼーション層，bn). 深層学

習では，入力データ一つ一つに対して勾配を計算していく

わけではなく，64個や 128個などを一塊とし（これをバッ

チと呼ぶ）これを並列で各層の処理を行う．バッチノーマ

ライゼーション層ではバッチ間のデータの平均 µ，分散 σ

を計算し，各データを x → (x− µ)/σと変換する．学習時

は µと σをパラメータとみなし学習によって更新していく

が，推論時は固定されるためアフィン変換とみなせる．

定義 A.1.4 (ショートカットコネクション). ResNet は

Basic-Blockと呼ばれる二回畳み込みを行う層 BB : Rn →
Rm を複数つなげたモデルである．この Basic-Blockでは

畳み込みとバッチノーマライゼーションを行うが，その出

力に対して，元データ（を適宜そのまま変形したもの）を

加えたものを用いて

y = BB(x) + x

という処理を行う．この仕組みをショートカットコネク

ションと呼ぶ．

TwoLayerNetは 2層，LeNetは 4層，ResNetは 18層の

DNNであるが，ここで層としてカウントされているのは，

全結合層 fc, 畳み込み層 convである．
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表 A·1 TwoLayerNet

名称 stride kernel 出力形式 活性化関数

data – – 28× 28× 1 –

fc1 – – 100× 1× 1 ReLU

fc2 – – 10× 1× 1 –

表 A·2 LeNet

名称 stride kernel 出力形式 活性化関数

data – – 28× 28× 1 –

conv1 1 3× 3 26× 26× 32 ReLU

conv2 1 3× 3 24× 24× 64 ReLU

pool1 2 2× 2 12× 12× 64 –

fc1 – – 1× 1× 128 ReLU

fc2 – – 1× 1× 10 –

表 A·3 ResNet18

名称 stride kernel 出力形式 活性化関数

data – – 28× 28× 1 –

conv1 2 7× 7 14× 14× 64

bn1 – – – ReLU

pool1 2 3× 3 7× 7× 64 –

bb1 s = 1 – 7× 7× 64 –

bb2 s = 1 – 7× 7× 64 –

bb3 s = 2 – 4× 4× 128 –

bb4 s = 1 – 4× 4× 128 –

bb5 s = 2 – 2× 2× 256 –

bb6 s = 1 – 2× 2× 256 –

bb7 s = 2 – 1× 1× 512 –

bb8 s = 1 – 1× 1× 512 –

fc – – 1× 1× 10 –

表 A·4 Basic-Block (s, cout)

名称 stride kernel 出力形式 活性化関数

data – – w × w × cin –

conv1 s 3× 3 ⌈w
s ⌉ × ⌈w

s ⌉ × cout –

bn1 – – – ReLU

conv2 1 3× 3 ⌈w
s ⌉ × ⌈w

s ⌉ × cout –

bn1 – – – ReLU

ここで，⌈x⌉ は x 以上の最小の整数．

A.2 ReLUニューラルネットワークの幾何学
的解釈

2層でバイアス項なしの ReLUニューラルネットワーク

を例に既存定理 3.1，3.2のイメージを紹介する．2層の場

合ニューラルネットワークは f : Rd → Rh → Rで特に，

f(x) =

h∑
i=1

wi max(tAix, 0) (A.1)

と表せる．ここで，A1, . . . , Ah ∈ Rd, w ∈ Rh である．次

のような特性関数 g : Rd → {0, 1}h を用意する；

gA(x)i =

1 (tAix > 0)

0 (otherwise).

すると式 A.1は

f(x) =

h∑
i=1

wigA(x)i
tAix

と書き直せるが，ここで，各 s ∈ {0, 1}h に対して

As :=

h∑
i=1

wisiAi ∈ Rh

とおく．すると，2層の ReLUニューラルネットワークは

f(x) = tAgA(x)x

と表せる．

各Aiについて，直交補空間はA⊥
i := {x ∈ Rd | tAix = 0}

であり，原点を通る超平面になっている．A1, . . . , Ah が一

次独立ならば，この h個の超平面によって入力空間 Rd は

2h 個の部屋に分割され，その部屋ごとに As が対応してい

る．そのため，ReLUニューラルネットワークはこの部屋

の中ではただのベクトル As による線形写像になっている

ことがわかり，この部屋がモデル線形領域である．3層以

上のモデルでは，この超平面が所々で折り曲げられている

形になっており，バイアス項がある場合はこの折れ曲がっ

た超平面は原点を通らない．

例 A.2.1. f : R3 → R2 → Rで考える．すると，

f(x) =



tA(1,1)x = t(w1A1 + w2A2)x (gA(x) = (1, 1))

tA(1,0)x = t(w1A1)x (gA(x) = (1, 0))

tA(0,1)x = t(w2A2)x (gA(x) = (0, 1))

tA(0,0)x = 0 (gA(x) = (0, 0)).

と表現できる．

図 A·1 例 A.2.1 の入力空間の幾何的なイメージ
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