
プレイヤパフォーマンス低下を抑制する
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概要：有線ネットワークおよび無線ネットワークのブロードバンド化にともなって，ネットワークを介し
て複数のプレイヤと共通のオンラインゲームを協力プレイ・対戦プレイする需要が高まっている．一方で，

複数プレイヤが共通のオンラインゲームを協力プレイ・対戦プレイする場合，パケット損失や輻輳などに

起因するネットワーク遅延の増加が各プレイヤのパフォーマンスに悪影響をもたらす．特に，シューティ

ングゲームに代表される非同期型ゲームでは，ネットワーク遅延に起因してプレイヤ端末間で発生する

ゲーム情報の差異がプレイヤによる攻撃行動・回避行動に影響を及ぼす．ネットワーク遅延に起因するプ

レイヤパフォーマンスへの悪影響を軽減することを目的として，本稿では各プレイヤ端末上で動作するオ

ンラインシューティングゲーム向け遅延補償手法を提案する．提案手法では過去のゲーム情報を用いてプ

レイヤ端末間で生じるゲーム情報の差異を補償する．具体的には，過去のキャラクタ位置情報を元にした

線形補間に基づく遅延補償手法，過去のゲーム画面を元にした深層強化学習に基づく遅延補償手法をそれ

ぞれ提案してプレイヤ端末上で欠落した相手プレイヤの位置情報・操作情報を補償する．ネットワーク遅

延，人間による操作を考慮した実験評価から，線形補間および深層強化学習を用いた提案手法それぞれが

ネットワーク遅延に起因するプレイヤパフォーマンスへの悪影響を低減できることを確認した．

1. はじめに

ブロードバンドネットワークの普及にともなって，ネッ

トワークを介して複数のプレイヤが共通のゲームをリアル

タイムで協力・対戦プレイするオンラインゲームへの需要

が増加している．例えば，近年では e-sports として Tom

Clancy’s Rainbow Six Siege や スプラトゥーンなどのオン

ラインシューティングゲームの大会が数日・数ヶ月ごとに

開催され，新たなエンターテイメント・プロスポーツとし

て世界中で脚光を浴びている．

一般的にオンラインゲームはネットワークを介してサー

バに複数プレイヤが接続するクライアント・サーバ型と，

サーバを介さずにプレイヤ同士が接続するピアツーピア

型に分けられる [1]．クライアント・サーバ型のオンライ

ンゲームでは，各プレイヤ端末から受信したゲーム情報を

元にサーバが各種処理を実施するとともに，他プレイヤの

ゲーム情報をサーバから各プレイヤ端末に伝送する．例え

ば，クライアント・サーバ型のオンラインシューティング

ゲームでは，各プレイヤ端末から受信した自身のキャラク

タ位置，キャラクタが発射した銃弾位置を元にしてサーバ

が命中判定を実施するとともに，他プレイヤのキャラクタ
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位置と銃弾の位置をサーバから各プレイヤ端末に伝送する．

このとき，サーバと各プレイヤ端末間のネットワークで

は，パケット損失や輻輳などにともなって遅延がたびたび

増大する [2]．ネットワーク遅延の増大はキャラクタ位置

情報や銃弾の位置情報などを含んだゲーム情報をサーバや

他プレイヤ端末に伝送する際の遅れにつながるため，自身

が保持するゲーム情報とサーバ・他プレイヤ端末が保持す

る自身のゲーム情報との間で差異を招く．ネットワーク遅

延に起因するゲーム情報の差異を軽減する一方法として，

ネットワーク遅延が大きいプレイヤ端末からのゲーム情報

を受信するまでゲームの進行を停止する方法が挙げられる．

プレイヤのターンが順番に回ってくるゲームなど，ゲーム

情報を端末間で同期するためにゲーム進行を一時停止で

きるゲーム (同期型ゲーム) では本手法を用いてゲーム情

報の差異を補償することができる．しかしながら，シュー

ティングゲームなど，リアルタイム性が高くゲーム情報の

同期のためにゲーム進行を停止できないゲーム (非同期型

ゲーム) では，サーバは各プレイヤのゲーム情報を同期し

ないまま，決まった周期で各種処理を実施する．このとき，

サーバ上に残されたゲーム情報の差異はプレイヤが意図し

ない攻撃行動・回避行動の失敗を招く [3]．

クライアント・サーバ型のオンラインシューティング

ゲームにおいてネットワーク遅延に起因する影響を軽減す
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るために，サーバ側でゲーム情報の差異を補償する方法が

提案されている [4], [5]．本手法では，サーバが各プレイ

ヤのキャラクタに対して銃弾が命中したか判定するとき，

最新のキャラクタ位置情報ではなく，ネットワーク遅延量

に相当する過去のキャラクタ位置を命中判定に利用する．

サーバ側での遅延補償手法はサーバ上で生じるゲーム情報

の差異を補償してプレイヤパフォーマンスの低下を抑制す

ることができる．一方で，各プレイヤ端末が保持する相手

プレイヤのゲーム情報と相手プレイヤの実際のゲーム情報

との間には差異が含まれたままとなる．この差異は “shot

behind corners”などの問題を招く．具体的には，実際の

相手プレイヤはキャラクタを操作しているにも関わらず，

ネットワーク遅延の影響でプレイヤ端末上ではキャラクタ

が停止しているかのように表示され，命中判定にも停止時

のキャラクタ位置をサーバが参照する．このとき，双方の

プレイヤは本来のパフォーマンスを発揮することはでき

ない．

本稿では，クライアント・サーバ型のオンラインシュー

ティングゲームにおいてネットワーク遅延に起因するプレ

イヤパフォーマンスへの影響を軽減するため，各プレイヤ

端末上で動作する遅延補償手法を提案する．提案手法では

過去のゲーム情報を利用することで，ネットワーク遅延に

よって欠落した相手プレイヤのゲーム情報を補償する．具

体的には，過去に受信した相手プレイヤのキャラクタ位置

情報を入力とした線形補間から現在のキャラクタ位置情報

を推定する遅延補償手法，プレイヤ端末上に表示された過

去のゲーム画面を入力とした深層強化学習から相手プレイ

ヤによる次の操作を推定する遅延補償手法を提案する．各

提案手法を用いて補償した相手プレイヤのゲーム情報を

ゲーム画面に反映するとともに，各プレイヤはゲーム画面

上の相手プレイヤのキャラクタに対して攻撃することで

ネットワーク遅延によるパフォーマンスへの影響を低減

する．

提案手法による効果を評価するために，本研究ではクラ

イアント・サーバ型の対戦型シューティングゲームシミュ

レータを開発した．各プレイヤがランダムにキャラクタを

操作する場合，各プレイヤが銃弾を避けるようにキャラク

タを操作する場合を想定したシミュレーション評価から，

線形補間を用いた遅延補償手法，深層強化学習に用いた遅

延補償手法がプレイヤの操作方法に応じてパフォーマンス

低下を抑制できることがわかった．また，ネットワーク遅

延を与えた実験評価および人間による操作ログを用いた実

験評価から，提案手法がネットワーク遅延によるパフォー

マンスへの影響を軽減可能であることがわかった．

本稿の構成は以下の通りである．2節では本研究で想定

するオンラインシューティングゲームモデルおよび提案す

る遅延補償手法について述べる．3節で各提案手法がオン

ラインシューティングゲームにおけるプレイヤパフォーマ

ンス低下を抑制できるかシミュレーション評価を通して議

論する．4節ではネットワーク遅延を与えた実験評価およ

びユーザによる操作ログを用いた実験評価を通して提案手

法の効果をさらに議論する．5節では関連研究について述

べ，6節においてまとめとする．

2. オンラインシューティングゲームを対象と
した遅延補償手法

本稿では，クライアント・サーバ型のオンラインシュー

ティングゲームを対象としてネットワーク遅延に起因する

プレイヤパフォーマンスへの悪影響を軽減する 2 つの遅

延補償手法を提案する．各提案手法では過去のゲーム情報

から相手プレイヤのゲーム情報を推定することで，ネット

ワーク遅延下にある各プレイヤが本来のパフォーマンスを

発揮できることを目指す．

2.1 想定するオンラインシューティングゲームモデル

図 1に本稿で想定するシューティングゲームモデルを示

す．ゲームの種類はクライアント・サーバ型で非同期型の

対戦型シューティングゲーム，プレイヤ数は 2人である．

図 1 (a)に各プレイヤ端末・サーバ間で情報を同期する流

れの全体像を示す．各プレイヤ端末はゲームフィールド上

の自身のキャラクタの位置情報と発射した銃弾の位置情報

を 1秒に 60回サーバに送信する．サーバは 1秒に 60回，

受信した各プレイヤ端末の位置情報と銃弾の位置情報を元

にして各プレイヤに対する銃弾の命中を判定したあと，各

プレイヤ端末に命中判定結果とすべてのプレイヤの位置情

報を送信する．各プレイヤ端末は自身が保持する各プレイ

ヤのキャラクタ位置にしたがってゲームフィールドを 1/f

秒ごとに更新して表示する．ここで，f (フレーム/秒)は

ゲームフィールドの更新頻度とする．各プレイヤ端末 iは

プレイヤ端末上に表示された t番目のゲームフィールド ft

の状況を元にして操作 ati を入力してキャラクタを操作す

る．各プレイヤ端末・サーバ間のネットワークには上り方

向・下り方向の遅延が発生する．各プレイヤ端末はサーバ

からデータを受信した際，現在の時間と受信したデータに

含まれる送信時間との差を計算することで自身とサーバ間

に発生している下り方向のネットワーク遅延を計測する．

図 1 (b)に本稿で想定するシューティングゲームフィー

ルドを示す．ゲームフィールドは x× y画素の四角形で各

プレイヤ端末の画面上に表示される．プレイヤ iが操作す

るキャラクタは t番目のゲームフィールド表示時に端末が

保持する各キャラクタ位置 pt
i = {xti, yti}を中心点とした

半径 ri の円でフィールド上に表示される．自身のキャラ

クタは t番目のゲームフィールドを元にした操作 ati にし

たがって中心点 pt
i = {xti, yti} から角度 θti，速度 vi (画素/

秒)でフィールド内を移動する．このとき，操作可能な角

度の粒度は 2π/ψ で定まるものとする．なお，ψは操作階
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(a) サーバとプレイヤ端末間でやり取りする情報
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(b) 想定するゲームフィールド

図 1: 想定するシューティングゲームモデル

調を意味する．相手プレイヤのキャラクタはサーバから受

信した最新位置情報あるいは提案手法を元に推定した位置

情報・相手プレイヤの操作にしたがってフィールド内を移

動する．各キャラクタは相手プレイヤのキャラクタに向け

て銃弾を発射する．プレイヤ iから発射された j 番目の銃

弾は中心点 bij = {xij , yij}，半径 r̂j の円でフィールド内に

表示されるとともに，角度 θ̂ij，速度 v̂ij (画素/秒)にした

がってフィールド内を移動する．

2.2 過去のプレイヤ位置情報を用いた遅延補償手法

本手法では，各プレイヤ端末は自身が保持する相手プレ

イヤの過去のキャラクタ位置情報を用いて線形補間から相

手プレイヤの現在のキャラクタ位置を推定する．具体的に

は，過去M 個の相手プレイヤのキャラクタ位置情報を元

にして回帰直線を算出する．回帰直線は pythonライブラ

リである scikit-learnに含まれる LinearRegressionクラス

を用いて算出する．得られた回帰直線，プレイヤ端末上で

の相手プレイヤのキャラクタ位置情報，サーバからプレイ

ヤ端末へのネットワーク遅延の大きさにしたがって，遅延

時間経過後に相手プレイヤのキャラクタがいる位置を推定

してプレイヤ端末上に表示する．なお，本方式では遅延時

間の間，相手プレイヤのキャラクタが回帰直線にしたがっ

てフィールドを移動し続けているものと仮定する．このと

き，相手プレイヤのキャラクタは得られた回帰直線と，現

在の位置から遅延時間後に移動可能な位置との交点にいる

と予想できる．相手キャラクタが 1 フレームあたりに移

動できるピクセル数を v (画素/秒)，ネットワーク遅延に

よってプレイヤ端末上に表示されている相手プレイヤの

キャラクタ位置が N フレーム前の位置であると仮定する

と，相手プレイヤのキャラクタがN フレーム後にいる位置

は，現在の相手プレイヤのキャラクタ位置を中心とする半

径 Nvの円上に相当する．半径 Nvの円が得られた後，プ

レイヤ端末は回帰直線と半径 Nvの円との交点を相手プレ

イヤのキャラクタ位置と推定してゲームフィールド上に反

映する．その後，各プレイヤ端末は推定した相手プレイヤ

のキャラクタ位置に照準を合わせて射撃する．このとき，

推定した相手プレイヤのキャラクタ位置とサーバが保持す

る相手プレイヤのキャラクタ位置との間でずれが小さけれ

ば，プレイヤは相手プレイヤに対して銃弾を命中させるこ

とができる．

本手法では，ネットワーク遅延の大きさに応じて，相手

キャラクタの位置情報を推定するパラメータ N を適切に

定める必要がある．ネットワーク遅延に対して設定したN

が小さすぎる，あるいは，大きすぎる場合，相手プレイヤ

のキャラクタ位置を正確に推定できず，命中率低下に起因

するプレイヤのパフォーマンス低下を招く．一方で，ネッ

トワーク遅延に対して設定した N 次第では，「偏差撃ち」

と同じ現象がプレイヤの実力に関係なく発生してしまうた

め，プレイヤが持つ本来のパフォーマンス以上の命中率を

招く可能性もある．偏差撃ちとは，オンラインシューティ

ングゲームに長けたプレイヤが相手プレイヤのキャラクタ

に攻撃するとき，キャラクタの移動方向・移動速度・銃弾

速度を元に，あえて相手プレイヤのキャラクタ位置から少

しずれた位置に射撃して銃弾を命中させる技術である．

提案手法では，ネットワーク遅延に応じて，プレイヤが

本来のパフォーマンスを発揮できる N を適切かつ適応的

に設定することを考える．具体的には，ネットワーク遅延

がない場合と同等のパフォーマンスが得られ，位置推定精

度が高いN を算出する．ここで，サーバ上での時刻 tにお

ける相手プレイヤのキャラクタ位置を pt，ネットワーク

遅延 lを体感した場合の時刻 t時にN フレーム先を推定し

て得られた相手プレイヤのキャラクタ位置を pt
l,N とする．

また，ネットワーク遅延がないときに相手プレイヤのキャ

ラクタに命中した総銃弾数を h，ネットワーク遅延 lを体

感してN フレーム先を推定したとき，相手プレイヤのキャ

ラクタに命中した総銃弾数を hl,N とする．ここで，提案

手法ではネットワーク遅延 lにおける最適なN を式 (1)に

基づいて定める．
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表 1: ゲームフィールドのスナップショットを入力，相手

プレイヤによる操作を出力とするネットワーク構造
Input((4, 84, 84))

Convolution(filters=32, kernel size=8, stride=4)

Activation(”ReLU”)

Convolution(filters=64, kernel size=4, stride=2)

Activation(”ReLU”)

Convolution(filters=64, kernel size=3, stride=1)

Reshape((1, 1, 3136))

Activation(”ReLU”)

LSTM(out size=512)

Linear(out size=9)

arg min
N

(
f(l, N)−minF

maxF −minF
+
g(l, N)−minG

maxG−minG

)
, (1)

f(l, N) ∈ F , g(l, N) ∈ G

f(l, N) =
1

|T |
∑
t∈T

||pt − pt
l,N ||,

g(l, N) =

{
h− hl,N , h− hl,N > 0

∅, else

第 1項はネットワーク遅延 l下においてパラメータN で推

定した相手プレイヤのキャラクタ位置とネットワーク遅延

がない場合のキャラクタ位置とを比較したときの誤差量を

示している．ここで，第 1項が取りうる値の範囲は 0–1 で

ある． なお，異なる N を設定したときの誤差量の集合を

F としている．第 2項は，同様に，ネットワーク遅延 l下

においてパラメータ N で相手プレイヤのキャラクタ位置

を推定したときの銃弾命中数とネットワーク遅延がない場

合の銃弾命中数とを比較したときの誤差量を示している．

ここで，第 2項が取りうる値の範囲も 0–1 である．同様

に，異なる N を設定したときの誤差量の集合をGとして

いる．提案手法では，ネットワーク遅延 l下において，双

方の指標の和が最小になる N を使用して相手プレイヤの

キャラクタ位置を推定する．

2.3 過去のゲーム画面を用いた遅延補償手法

本手法では，Deep Q Network (DQN) [6]と Long Short-

Term Memory (LSTM) を組み合わせて相手プレイヤによ

るキャラクタ操作を推定する．表 1に提案手法のネット

ワーク構造を示す．本手法では，プレイヤ iによる t番目

のゲームフィールドに対応する操作 ati を推定するために，

直近 4フレーム分のゲームフィールド {ft−4, ..., ft−1}のス
ナップショットを入力として与える．各スナップショット

は 84×84画素のグレースケール画像とした．入力したゲー

ムフィールドのスナップショットに対して畳み込み層と活性

化関数である ReLU (Rectified Linear Unit) を 3回用いて

ゲームフィールド内・ゲームフィールド間の特徴を捉える．

ReLUは負の値を 0とする活性化関数 f(x) = max(0, x)で

ある．Reshape層では畳み込み層が出力した 3次元テンソ

ルを 1次元テンソルに変換する．1次元テンソルは LSTM

層を設けて長期にわたるゲームフィールド間の傾向から相

手プレイヤの傾向を学習する．最後に Linear層を用いて

相手プレイヤによる操作 âti を推定する．推定した相手プ

レイヤの操作にしたがってゲームフィールド ft を生成し

てプレイヤ端末上に表示する．

相手プレイヤと同じ操作を推定できる学習済モデルを取

得するため，報酬関数は下記の式にしたがうものとした．

l(âti, a
t
i) =

{
1, âti = ati

0, else

具体的には，相手プレイヤの操作と提案手法が推定した操

作が一致したら報酬を 1，一致しなければ報酬を 0とする

関数である．

ネットワーク遅延が大きくなるにつれて，提案手法は複

数手先の相手プレイヤの操作を先読みする必要がある．し

かしながら，従来の深層強化学習では，1手先の相手プレ

イヤの操作を推定することを前提としているため，ネット

ワーク遅延の増大に対処できない．本研究では，相手プレ

イヤによる複数手先の操作を推定するために 2種類の推定

方法を提案する．

Single DRL Prediction: Single DRL Prediction では

学習済モデルが一度推定した操作を相手プレイヤが実行

し続けると仮定して相手プレイヤの操作を先読みする．

例えば，t番目および t + 1番目のゲームフィールドに対

する相手プレイヤの操作を推定することを考える．まず，

{ft−4, ..., ft−1}を入力として学習済モデルが t番目のゲー

ムフィールドに対する相手プレイヤの操作 âti を推定する．

推定した相手プレイヤの操作を元にして相手プレイヤの

キャラクタ位置を更新したゲームフィールド画像 ft を生

成する．その後，ât+1
i = âti であると仮定して，相手プレイ

ヤのキャラクタ位置を更新した t + 1番目のゲームフィー

ルド ft+1を生成する．Single DQNでは提案手法による推

定が 1 度だけで済むため，推定に要する計算時間を削減

できる．一方で，推定した操作に含まれる誤差が後続のフ

レームに伝搬する．

Successive DRL Prediction: Successive DRL Predic-

tionでは学習済モデルによる推定を繰り返すことで相手プ

レイヤの操作を先読みする．同様に，t番目および t+1番

目のゲームフィールドに対する相手プレイヤの操作を先読

みすることを考える．{ft−4, ..., ft−1}を入力として学習済
モデルが t番目のゲームフィールドに対する相手プレイヤ

の操作を推定するとともに相手プレイヤのキャラクタ位置

を更新したゲームフィールド画像 ft を生成する．その後，

過去のゲームフィールド画像 {ft−3, ..., ft−1}および生成し
たゲームフィールド画像 ft を入力として学習済みモデル
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図 2: 開発した対戦型シューティングゲームシミュレータ

が t + 1番目のゲームフィールドに対する相手プレイヤの

操作 ât+1
i を推定する．Successive DQNでは，相手プレイ

ヤによる操作の特徴を学習済モデルがうまく捉えている場

合，相手プレイヤが操作を変更するタイミングを推定でき

ると考えられる．

3. シミュレーション評価

3.1 評価環境

シミュレータ: ネットワーク遅延がプレイヤのパフォーマ

ンスにもたらす影響を評価するために，図 2に示すシュー

ティングゲームシミュレータを開発した．ゲームの種類は

クライアント・サーバ型で非同期型の対戦型シューティン

グゲーム，プレイヤ数は 2人とした．対戦時間は特に指定

しない場合 60秒とした．フィールドは 300 × 300画素の

正方形とした．各プレイヤのキャラクタは 240 画素/秒で

ゲームフィールド内を移動し，各キャラクタが発射する

銃弾は 2400 画素/秒でゲームフィールド内を進むものと

した．

想定するネットワーク遅延: プレイヤ 1端末はネットワー

ク遅延の影響を受けず，サーバとプレイヤ 2端末間にはN

フレーム分に相当する下り遅延が生じているものと仮定し

た．このとき，プレイヤ 2端末が提案手法を用いてプレイ

ヤ 1端末のゲーム情報を補償する．

キャラクタ操作方法: 各プレイヤによるキャラクタ操作方

法として，キーボードとマウスを用いた人間による操作，

事前に定義した移動モデルによる自動操作の 2 種類を可

能とした．人間がキャラクタを操作する場合は，キーボー

ドの wキー, sキー, aキー, dキーを用いてゲームフィー

ルド内のキャラクタを上下左右斜めに移動できる．このと

き，キャラクタの位置がゲームフィールドの端に到達する

とゲームフィールドの反対側の端に移動する．相手プレイ

ヤのキャラクタを攻撃するときはマウスカーソルを使用し

て射撃の照準を定め，自身のキャラクタの位置からマウス

のカーソルがある方向に向かって左クリックで射撃する．

事前定義した移動モデルにしたがってキャラクタを自動

操作する場合は，2つの移動モデルを選択することができ

る．なお，両モデルにおける操作階調 ψ は 8とした．移動

モデル 1は，各プレイヤのキャラクタが上，下，左，右に

動く確率をそれぞれ 1/8，左上，右上，左下，右下に動く確

率をそれぞれ 1/12，静止する確率を 1/6 として，各動作

を平均 0.5 秒・標準偏差 0.125 秒のガウス分布にしたがっ

て継続するものとした．移動モデル 2は，相手プレイヤの

キャラクタがいる方向に対して時計回りに 90度回転した

方向，すなわち相手の攻撃を避ける方向に移動する．この

とき，各方向への移動は平均 0.17 秒・標準偏差 0.03 秒の

ガウス分布にしたがって継続するものとした．各プレイヤ

のキャラクタは相手プレイヤのキャラクタ位置を参照して

その中心を狙って 0.1秒に 1回射撃する．

深層強化学習パラメータ: DQNおよび LSTMの実装に

は深層学習フレームワーク Chainer [7]を元にした深層強

化学習ライブラリ ChainerRL[8]を利用した．ハイパーパ

ラメータとして，Prioritized Experience Replayに利用す

るバッファサイズを 320,000，割引率は 0とした．その他

のパラメータは ChainerRLのデフォルトパラメータにし

たがった．

2プレイヤが 60秒間対戦するゲームを 1エピソードとす

る．両プレイヤが移動モデル 1にしたがってキャラクタを

操作する 200エピソード，両プレイヤが移動モデル 2にし

たがってキャラクタを操作する 300エピソードをそれぞれ

トレーニングデータとして与え，各移動モデルに対する学

習済モデルを生成した．

比較手法: 比較手法として遅延補償手法を利用しない場合，

線形補間を用いた遅延補償手法，Single DRL Prediction

を用いた遅延補償手法，Successive DRL Predictionを用

いた遅延補償手法を用意した．

評価指標: 各提案手法による効果を示す指標として，対戦

時間中にプレイヤ 2のキャラクタが発射した全銃弾に対し

てプレイヤ 1のキャラクタに命中した銃弾数の割合を示す

命中率，プレイヤ 1のキャラクタ位置とプレイヤ 2が推定

したプレイヤ 1のキャラクタ位置とのユークリッド距離を

利用する．

3.2 評価結果

図 3 (a)および図 3 (b)に，サーバとプレイヤ 2端末間

に与えた下り遅延に対するプレイヤ 2の命中率およびプレ

イヤ 1のキャラクタ位置とプレイヤ 2が推定したプレイ

ヤ 1 のキャラクタ位置とのユークリッド距離をそれぞれ

示す．ここで，各プレイヤのキャラクタは移動モデル 1に

したがって移動するものとした．同様に，図 4 (a)および

図 4 (b)に，サーバとプレイヤ 2端末間に与えた下り遅延

に対するプレイヤ 2の命中率およびプレイヤ 1のキャラク

タ位置とプレイヤ 2が推定したプレイヤ 1のキャラクタ位

置とのユークリッド距離をそれぞれ示す．図 4 (a)および

図 4 (b)においては，各プレイヤのキャラクタが移動モデ
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(a) 銃弾命中率

(b) 位置推定精度

図 3: 移動モデル１に対する各遅延補償手法の性能

ル 2にしたがって移動するものとした．なお，図 3 (a)お

よび図 4 (a)における赤の実線は，ネットワーク遅延がな

い場合にプレイヤ 2が達成した命中率である．

図 3 (a) から図 4 (b) を通して以下の 3 つのことが分

かる．

• 相手プレイヤのキャラクタが移動モデル 1にしたがっ

て移動する場合，線形補間による遅延補償が命中率を

高く維持できる．

• 相手プレイヤのキャラクタが移動モデル 2にしたがっ

て移動する場合，ネットワーク遅延が増大するにつれ

て Single DRL Predictionによる遅延補償が高命中率

を達成できる．

• 相手プレイヤのキャラクタが移動モデル 2にしたがっ

て移動する場合，低遅延時においては Successive DRL

Predictionが命中率を高く維持できる．一方で，ネッ

トワーク遅延が増大するにつれて命中率が低下してい

る．推定を繰り返すごとに生成したゲームフィールド

(a) 銃弾命中率

(b) 位置推定精度

図 4: 移動モデル 2に対する各遅延補償手法の性能

画像内に含まれる誤差が次の推定に伝搬していくこと

が 1要因として考えられる．

4. 実験評価

4.1 実験環境

3節では，相手プレイヤがキャラクタをランダムに操作

する場合，攻撃を避けるように操作する場合，線形補間に

よる遅延補償，深層強化学習による遅延補償がそれぞれ命

中率低下を抑制できることを明らかにした．本節では，プ

レイヤ端末がネットワークを介して対戦する場合，人間が

キャラクタを操作して対戦する場合における提案手法の

効果を実験評価する．具体的には，3 節で開発した対戦型

シューティングゲームシミュレータを用いて，下り遅延が

発生したネットワークを経由してプレイヤ端末同士が対戦

するとき，プレイヤがキーボードとマウスを使用してキャ

ラクタを操作するとき，提案手法がどの程度命中率の低下

および位置推定誤差を抑制できるか評価する．
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図 5: 移動モデル 1における下り遅延と適切な N の関係

図 6: 移動モデル 2における下り遅延と適切な N の関係

(a) 銃弾命中率

(b) 位置推定精度

図 7: 各プレイヤのキャラクタが移動モデル 1にしたがっ

て移動するとき，下りネットワーク遅延に対する各遅延補

償手法の性能

4.2 ネットワーク遅延を考慮した実験評価

本評価では，サーバに接続する 2プレイヤ端末に異なる

ネットワーク遅延を与える．具体的には，プレイヤ 1 と

サーバ間にはネットワーク遅延を与えず，プレイヤ 2 と

(a) 銃弾命中率

(b) 位置推定精度

図 8: 各プレイヤのキャラクタが移動モデル 2にしたがっ

て移動するとき，下りネットワーク遅延に対する各遅延補

償手法の性能

サーバ間には下り方向に 0 msから 100 msまでのネット

ワーク遅延を与えるものとした．プレイヤ 2とサーバ間の

下り方向の遅延が大きくなるにつれて，プレイヤ 2が保持

するプレイヤ 1のゲーム情報とプレイヤ 1の実際のゲーム

情報とのずれが大きくなる．

比較手法としてプレイヤ１のゲーム情報を補償しない手

法，サーバでゲーム情報を補償する既存手法 [4]，線形補間

を用いた遅延補償手法，Single DRL Predictionによる遅

延補償手法を用いた．既存手法 [4]では，サーバでの命中

判定時にプレイヤ 1のキャラクタ位置情報をネットワーク

遅延分遡って利用する．

本研究における遅延補償手法では，プレイヤ 2 端末が

式 (1)を満たす N を用いて，プレイヤ 1のキャラクタ位

置を推定することで，ネットワーク遅延に起因するプレイ

ヤ 2のパフォーマンス低下を抑制する．プレイヤ 2端末が

ネットワーク遅延を観測したとき，ネットワーク遅延に応

じて最適な N を適応的に決定するために，ネットワーク

遅延に対して式 (1)を満たす N を評価した．図 5および
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図 6に，各プレイヤが移動モデル 1および移動モデル 2に

したがってキャラクタを操作するとき，サーバとプレイヤ

2間の下り遅延に対する最適なN を示す．横軸は下り遅延

の大きさ，縦軸はそれぞれの下り遅延における式 (1)を満

たすN を示す．下り遅延が大きくなるにつれて，先読みす

る必要があるフレーム数 N が線形的に大きくなることが

分かる．また，それぞれの下り遅延に対する最適な N の

値を元にして，次式のとおり，下り遅延を変数とする 1次

関数から N を求めることができる．

Nmodel1 = −1.2 + 0.090× ldownlink (2)

Nmodel2 = 0.8 + 0.084× ldownlink (3)

ここで，サーバとプレイヤ 2間の下り遅延は ldownlinkとし

ている．各遅延補償手法では，プレイヤ 2が式 (2),および

式 (3)に基づいて決定した N を用いてプレイヤ 1のキャ

ラクタ位置を推定する．ただし，上式から得られたN が 0

を下回る場合には，下り遅延が十分に小さいと考えられる

ため，プレイヤ 2はプレイヤ 1の位置情報を推定しないも

のとした．

各手法によるプレイヤパフォーマンスへの影響を明らか

にするため，サーバとプレイヤ 2間に下り遅延を与えたと

きの命中率および位置推定精度を評価した．図 7 (a)およ

び図 7 (b)に，各比較手法におけるサーバとプレイヤ 2端

末間に与えた下り遅延に対するプレイヤ 2の命中率および

プレイヤ 1のキャラクタ位置とプレイヤ 2が推定したプ

レイヤ 1のキャラクタ位置とのユークリッド距離をそれぞ

れ示す．ここで，各プレイヤは移動モデル 1にしたがって

キャラクタを操作するものとした．同様に，図 8 (a)およ

び図 8 (b)に，各比較手法におけるサーバとプレイヤ 2端

末間に与えた下り遅延に対するプレイヤ 2の命中率および

プレイヤ 1のキャラクタ位置とプレイヤ 2が推定したプ

レイヤ 1のキャラクタ位置とのユークリッド距離をそれぞ

れ示す．ここで，各プレイヤは移動モデル 2にしたがって

キャラクタを操作するものとした．なお，図 7 (a)および

図 8 (a)における赤の実線は，ネットワーク遅延がない場

合のプレイヤ 2の命中率，図 7 (a)および図 8 (a)における

赤の実線は，ネットワーク遅延がない場合のプレイヤ 1の

キャラクタ位置とプレイヤ 2が推定したプレイヤ 1のキャ

ラクタ位置とのユークリッド距離である．

図 7 (a)から図 8 (b)に示した評価結果から，以下の 4

つのことがわかる．

• 下り遅延の大きさに関わらず，遅延補償手法はネット
ワーク遅延がない場合と同等の命中率と位置推定精度

を得ることができる．

• サーバによる遅延補償手法は命中率の低減を抑制でき
る一方，プレイヤ 2端末上に表示されるプレイヤ 1の

キャラクタ位置情報が実際のキャラクタ位置情報と比

(a) 銃弾命中率

(b) 位置推定精度

図 9: 人間による操作に対する各遅延補償手法の性能

較して大きく外れる．

• 遅延補償手法を利用しない場合，下り遅延が増加する
にしたがって命中率と位置推定精度がともに悪くなる．

• 各プレイヤが移動モデル 2にしたがってキャラクタを

操作する場合，Single DRL Predictionを用いた遅延

補償手法は線形補間を用いた遅延補償手法と同等の性

能を達成できる．

4.3 人間による操作を考慮した実験評価

本評価では，移動モデル 2にしたがって行動する相手プ

レイヤのキャラクタと 1プレイヤがキーボードとマウスを

使用して 60 秒間対戦した操作ログを元にして，人間によ

る操作に対して提案手法がどの程度パフォーマンス低下を

抑制できるか評価した．なお，各プレイヤによる操作ログ

を取得するとき，各プレイヤとサーバ間のネットワーク遅

延は与えないものとした．操作ログを元にして，移動モデ

ル 2にしたがってキャラクタを操作したプレイヤ端末 (以

下，プレイヤ 2) に任意の下り遅延を与えたとき，キーボー

ドとマウスを使用してキャラクタを操作したプレイヤ (以

下，プレイヤ 1) のキャラクタ位置がサーバからどのよう
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に得られるかシミュレートした．このとき，線形補間を用

いた遅延補償手法あるいは Single DRL Predictionを用い

た遅延補償手法をプレイヤ 2端末上で用いてプレイヤ 1が

操作するキャラクタ位置を推定する．

図 9 (a) に，サーバとプレイヤ 2 端末との間の下り遅

延に対する各遅延補償手法利用時の命中率を示す．また，

図 9 (b)に，サーバとプレイヤ 2端末との間の下り遅延に

対する各遅延補償手法利用時のプレイヤ 1のキャラクタ位

置とプレイヤ 2が推定したプレイヤ 1のキャラクタ位置と

のユークリッド距離を示す．線形補間を用いた遅延補償手

法では下り遅延が 50msのときまで命中率の低減を抑制で

きることがわかった．一方で，Single DRL Predictionを用

いた遅延補償手法では下り遅延が 25msのときまで命中率

を維持できることがわかった．下り遅延が増大するにつれ

て深層強化学習で推定した行動と実際の行動との誤差が累

積するためだと考えられる．ただし，プレイヤ 1のキャラ

クタ位置を推定しない手法と比べると命中率が改善できて

いることから，提案手法は事前定義した移動モデルだけで

はなく人間による操作にも適用可能であることがわかった．

5. 関連研究

本研究はネットワーク遅延抑制技術，模倣学習に関する

研究と関連する．

5.1 ネットワーク上での遅延抑制技術

ネットワークにおける遅延増大の要因には，データ送

受信に要する処理遅延の増大，データ損失や輻輳に起因

するネットワーク伝送遅延の増大が挙げられる．例えば，

データ送受信時に要する処理遅延を削減する方法として

Remote Direct Memory Access (RDMA)が設計されてい

る．RDMAは高性能コンピューティング分野でノード間

でメモリからメモリへ OSや CPUの介在なくネットワー

クを通してデータ転送できるため，データ転送にかかる

CPU負荷の関与が最小限に抑えられることから低遅延通信

が可能となる．近年では，RDMAを Ethernetに適用した

RDMA over Converged Ethernet (RoCE) [9]や既存のプ

ロトコルスタックを利用可能とする RDMA for Proxying

TCP connections (RoPT)が提案されている．また，輻輳

やデータ損失に起因するネットワーク伝送遅延を抑制する

手法として [10], [11]が提案されている．例えば，[10]に

おいては，ネットワーク中で保持しているキャッシュデー

タを元にして高速にパケット再送を実現することでネット

ワーク伝送遅延の低下を図る．

上述したネットワーク遅延抑制技術を用いることでノー

ド間のネットワークで生じる遅延量を低減することが可

能となる．一方で，ノード間のネットワーク遅延をなくす

ことは伝搬遅延等に挙げられる要因から困難であるため，

ネットワークを介して複数のプレイヤが対戦プレイ・協力

プレイする非同期型のオンラインゲームにおいては，ネッ

トワーク遅延に起因するプレイヤパフォーマンスへの影響

を軽減する補償技術が必要である．本稿で提案する各遅延

補償手法は過去のゲーム情報を元にしてプレイヤ端末間で

生じるオンラインシューティングゲーム情報の差異を補償

する．性能評価から線形補間および深層強化学習を用いた

遅延補償手法がプレイヤ同士の対戦プレイにおいてネット

ワーク遅延を体感したプレイヤのパフォーマンス低下を抑

制できることを明らかにした．

5.2 模倣学習

模倣学習とは教示者の行動と設定した報酬関数を元にし

て，報酬の期待値が最大化するように教示者の行動を模倣

する技術である．模倣学習を実現する方法として大きく 2

通りの方法が提案されている．1つ目は教師あり学習を用

いて模倣対象の行動を学習する Behavioral Cloning であ

る [12]．Behavioral Cloningでは教示者の行動を教師デー

タとして与えて学習したモデルにしたがって各状態から

教示者の行動を模倣する次の行動を推定する．2つ目は模

倣対象の行動を入力として報酬関数を推定する逆強化学

習 [13]と強化学習を組み合わせて教示者の行動を推定す

る方法である．本手法は教師データを必要としない一方

で，逆強化学習で得られた報酬関数を用いた強化学習が

必要となる．逆強化学習と強化学習の組み合わせによる

学習時間の増大を抑制するために Generative Adversarial

Imitation Learning (GAIL) [14]が提案されている．GAIL

では，Generative Adversarial Network(GAN)を元にして

模倣対象である教示者の行動から報酬関数を介せず教示者

の行動と類似した行動を推定する．

本稿では，オンラインシューティングゲームにおける相

手プレイヤの行動を模倣するために Behavioral Cloningに

基づく深層強化学習を用いる．具体的には，相手プレイヤ

の行動と類似する行動を推定したときは高い報酬，異なる

行動を推定したときは低い報酬を与えて相手プレイヤの行

動を模倣するモデルを生成することでネットワーク遅延時

における相手プレイヤのゲーム情報を補間する．教師あり

学習を元にした Behavioral Cloningとは異なり，ゲーム画

像を入力として相手プレイヤの行動を深層強化学習で学習

することで，多様なゲーム局面における相手プレイヤの行

動を推定できる．

6. おわりに

本稿では，オンラインシューティングゲームにおいて，

ネットワーク遅延に起因するプレイヤのパフォーマンス低

下を軽減する遅延補償手法を提案した．具体的には，相手

プレイヤのキャラクタ位置を入力とする情報線形補間を用

いた位置推定，ゲーム画面を入力とする深層強化学習を用

いた行動推定を用いてネットワーク遅延によって生じた
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端末間でのゲーム情報の差異を補償する．実験評価から，

ネットワーク遅延がプレイヤのパフォーマンスに与える影

響を提案手法によって軽減できること，画面上に表示され

る相手プレイヤのキャラクタ位置を提案手法を用いてより

正確にできることがわかった．
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