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概要：近年のクラウドサービスにおいて，サーバを仮想化することで使用率を向上させ，サーバ数を削減
する取り組みが行われている．この取り組みでは，サーバが自身の CPU資源を超えた CPUを割り当てら

れるオーバーコミット状態に陥ることで，仮想サーバの性能が低下する可能性があるため，制御対象のす

べての仮想サーバの CPU使用率を予測し制御を行う必要がある．本研究では，仮想サーバの CPU使用率

の汎用的な深層学習予測モデルの生成に向けて，時系列データの回帰モデル化手法についての検討を行う．

方法を模索した結果，時系列データを学習に必要な長さごとに抽出を行い，細分化した後のデータをラン

ダムに使用することで，再学習時に使用するデータ数の削減が可能であることを確認した．
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1. はじめに

近年のクラウドサービスにおいて物理サーバ (Physical

Machine: PM)のCPU使用率は低く，そのパフォーマンス

を十分に発揮できない状態が続いている．これを改善すべ

く，事業者では，サーバを仮想化することで使用率を向上

させ，PM数を削減する取り組みが行われている．この取

り組みでは，PMが自身の CPU資源を超えた CPUを割り

当てられるオーバコミット状態に陥ることで，仮想サーバ

(Virtual Machine: VM)の性能が低下する可能性がある．

そのため，図 1のように制御対象のすべての VMの CPU

使用率を予測し，値が上昇する前にVMを別の PMへマイ

グレーションする等の制御を行う必要がある [1]．しかし，

現状の CPU使用率の予測モデルは汎用性が低く，特定の

VMに対しては高い精度で予測できる一方，その他の VM

に対する予測精度は低くなるという課題がある [2]．

本研究では，VMの CPU使用率の汎用的な深層学習予
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図 1 VM 制御のイメージ

測モデルの生成に向けて，時系列データの回帰モデル化手

法の検討を行う．深層学習モデルは学習時間が長いため，

少量の再学習での精度向上が求められる．そこで，データ

を適切に選定することで，再学習で使用するデータ数を削

減する方法を検討した．その結果，時系列データを学習に

必要な長さごとに抽出を行い，細分化した後のデータをラ
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ンダムに使用することで，再学習時に使用するデータ数の

削減が可能であることを確認した．

2. 関連研究

クラウドサービスにおける VMの CPU使用率の予測や

制御に関する研究は，以前から多く行われている．

[3]では，実際のデータセンターから取得したデータト

レースを使用し，VMのワークロードの特徴付けを行い，

隠れマルコフモデルをベースとした手法でワークロード

パターンの変動を予測する機能を開発している．[4]では，

サービスレベル契約 (SLA)違反と電力コストの削減を目的

として，線形回帰手法に基づいて PMの CPU使用率の短

期的な予測を行っている．PMが過負荷になった場合，一

部の VMを他の PMに移行することで，エネルギー消費

量と SLA違反率の大幅な削減に成功している．[5]では，

VMの CPU使用率などののバースト性があり，中には明

確な周期性を持たない時系列データに対しても，将来の負

荷やピーク負荷，タイミングを正確に予測できるニューラ

ルネットワーククベースのフレームワークの開発を行って

いる．このフレームワークにより，ARIMAモデルや基本

的なニューラルネットワークモデルと比較して予測誤差は

最大 3倍，予測タイミングは 2～9倍の改善に成功してい

る．[6]では，エネルギー消費量に基づいて，リアルタイム

に VMを統合するフレームワークの提案を行っている．提

案されたフレームワークを使用することで，フレームワー

クを使用していないデータセンターと比較して最大 80%の

改善が示され，PMの高使用率と省エネルギーの実現に成

功している．

3. 関連技術

3.1 Recurrent Neural Network (RNN)

RNNとは，再帰型構造を持つニューラルネットワーク

であり，過去の計算情報を保持することができるため，時

系列データの学習に用いられている．しかし，長期間の情

報を保持できないという欠点がある．そこで，セルの内部

に入力ゲート，出力ゲート，忘却ゲートを導入すること

で，RNNを長期依存を扱うことができるように改良した

ものが Long Short-Term Memory (LSTM)である．そし

て，LSTM の忘却ゲートと入力ゲートを単一の更新ゲー

トとして一つに統合することで，計算量が比較的少なくな

るよう改良したものが Gated Recurrent Unit (GRU)であ

る．本研究では，計算量を軽微にする目的で GRUを使用

し，GRUを 2層繋げた深層学習ネットワークを構築した．

GRUの構造を図 2に示す．

3.2 TFLearn

TFLearn[7]とは，Tensorflow[8]の上に構築された透過

的かつ互換性のある深層学習ライブラリである．これを使

図 2 GRU の構造

用することで簡潔なコードで深層学習モデルを記述するこ

とでき，実験を迅速に行うことが可能になる．本研究では，

TFLearnを使用して深層学習を行った．

3.3 fine tuning

fine tuning とは，転移学習の手法の 1 つである．ネッ

トワークの上位層のみを一部を再学習することで，少量の

データの再学習で既存のモデルを別のターゲットに応用す

ることが可能となる．

3.4 Root Mean Squared Error (RMSE)

RMSEは，二乗平均平方根誤差と呼ばれる回帰モデルの

誤差を評価する指標の 1つである．この数値が小さく 0に

近いほど，乖離が少なく精度が良いということになる．ま

た，この数値は予測対象の波形の形状に依存する．長さ n

の時系列データの正解値を yt，予測値を ỹt とすると，以

下のような式で計算される．

RMSE =

√√√√ 1

n

n∑
t=1

(yt − ỹt)2

4. アプローチ

時系列データの学習を行う場合は通常，学習元データ数

(以下，lh とする)と正解データ数を設定し，開始点を 1点

ずつずらしながら長さ lh の学習元データとそれに対応す

る直後の長さ正解データ数の正解データのペアを作成し，

学習に使用する．lh を 10，正解データ数を 1とした場合

のイメージが図 3である．この時系列データにおいて，グ

ラフ下赤色の範囲が最初の学習元データ，グラフ中赤色の

丸で囲ったデータが最初の正解データとなる．次の学習元

データと正解データは 1 点ずらした黄色の部分，その次

のデータはさらに 1点ずらした緑色の部分，青色部分，紫

色部分…となる．つまり，学習には長い波形をそのまま使

うのではなく，細かい波形を多数使っているということに

なる．

そこで本研究では，この特徴を踏まえ，長い時系列デー

タから細かい時系列データを事前に抽出し，細分化後に

データを選択することで，適切なデータ選定が可能になる

のではないかと考えた．
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図 3 時系列データ学習のイメージ

5. 実験準備

5.1 実験に使用するデータ

本実験では，データセットとして Bitbrains IT Services

Inc.[9][10]が公開しているデータセンタにおける VM時系

列データセットの ”CPU usage[%]”の項目を使用した．前

処理として，時間間隔 300ミリ秒，長さ約 43分間のデー

タセットを，10点ごとの平均値を取る平滑化処理と，最小

値を 0，最大値を 1に揃える正規化処理を行った．

その後，実験で使用するデータセットを選択するため

に，2000個のデータセットに対し，クラスタ数を 20とし

て階層型クラスタリングを行った．デンドログラムは図 4

のようになった．縦軸はクラスタ間のユークリッド距離，

括弧内の数字はそのクラスタに分類されたデータの個数で

ある．この結果から，学習元データセット (以下 Aとする)

と Aと似ているデータセット (以下 Bとする)を赤色部分

右側の山からそれぞれ 103個，Aと似ていないターゲット

データセット (以下 Cとする)として赤色部分左側の山か

ら 103個のデータを選択した．A,Bは同じ範囲からデータ

を取得しているが，データの重複はしていない．緑色部分

のデータを使用しない理由は，全体的な動きが小さく，予

測が容易であると考えられる波形が多く分類されていため

である．

図 4 データセット全体の階層型クラスタリング結果と A,B,C の

範囲

実際に使用したデータを以下に示す．図 5が Aの一例，

図 6がBの一例，図 7がCの一例である．このように，A,B

の概形は似ている一方，A,Cの概形は似ておらず，A,B,C

全体の傾向としては，同じような挙動を繰り返すようもの

が多数であった．

図 5 A の一例

図 6 B の一例

図 7 C の一例

5.2 データ粒度最適化

データを抽出する最適な長さを見つけるための lh 比較

実験を行った．代表として選んだ 10個のデータのそれぞ

れで，正解データ数を 1に固定し，前半 7割を学習データ

として lh を変えて学習させ，後半 3割をテストデータと

して予測し，それらの結果 10個の RMSEの平均値を比較

した．実験結果は，図 8のようになった．lh が 24のとき，

RMSEの平均値が最も小さくなっている．

図 8 lh 比較実験結果
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この結果を受け，本実験の深層学習では，直前の 24個

のデータをもとに 1個先のデータを予測するネットワーク

を構築することにした．また，データを抽出する長さは，

学習元データ 24点と正解データ 1点を繋ぎ合わせた，合

計 25点とした．

5.3 データセット細分化

A,B,Cに該当する合計 309個のデータを，開始点を 1点

ずつずらしながら 25点ごとに抽出し，細分化を行った．細

分化後のデータセットの一部を図 9に示す．同じ値の部分

は同じ色で表している．

図 9 細分化後のデータセットの一部

上記で抽出したデータを，k-means法クラスタリングに

より 30個のクラスタに分類することで，3種類のデータ

セット間の特徴を分析した．結果は図 10のようになった．

縦軸が分類された個数，横軸がクラスタ番号である．Aと

Bは似ているデータセットのため同じような分布になって

いる一方，Aと Cは似ていないのデータセットのため異な

る分布になっていることが分かる．

6. 実験

以下の 2つの実験を行った．すべての実験において，学

習および fine tuningを行う際のエポック数はいずれも 100

に統一しており，モデルの回帰精度の評価指標には，RMSE

の平均値を用いている．

6.1 実験 1

実験 1では，既存予測モデルは学習元データセットと似

ているデータセットに対してどの程度の回帰精度を発揮す

るかを調査した．Aで学習したモデルと Bで学習したモデ

ルのそれぞれでBを予測し，それらの回帰精度を比較した．

結果は表 1のようになった．

表 1 実験 1 結果
学習元 予測対象 RMSE の平均値

A B 0.1399

B B 0.1381

6.2 実験 2

実験 2では，既存予測モデルに対して fine tuningを行う

ことで別のターゲットに応用する適切な方法を検討した．

Aで事前学習したモデル (これを既存予測モデルとする)に

Cを使用した fine tuningを以下の 3種類の方法で行い，そ

の後，Aで事前学習した fine tuningを行う前のモデル，方

法 1,2,3で fine tuning行った後のモデル，および Cそのも

ので学習したモデルのそれぞれで Cを予測し，それらの回

帰精度の比較を行った．

6.2.1 方法 1

方法 1は，細分化後のCを k-means法クラスタリングに

より 30個のクラスタに分類した結果 (図 11)を活用し，各

クラスタ内から同一割合のデータを取得し，使用して fine

tuningを行うというもので，5%，10%，15%，20%，40%，

60%，80%の 7パターンの実験を行った．データ取得前に

クラスタ内でのデータのシャッフルは行っていない．各ク

ラスタから取得したデータが均一に混ざるよう，データの

順番のシャッフルを行い，各パターン試行回数 4回の平均

値を取得した．

図 11 細分化後 C 内の k-means 法クラスタリング結果

図 10 細分化後 A,B,C の k-means 法クラスタリング結果

― 1254 ―
© 2020 Information Processing Society of Japan



6.2.2 方法 2

方法 2は，細分化後のデータセットをランダムにシャッ

フル後，上から一定数のデータを使用して fine tuningを行

うというもので，方法 1と同様に 5%，10%，15%，20%，

40%，60%，80%の 7パターンの実験を行った．試行回数

4回の平均値を取得した．

6.2.3 方法 3

方法 3は，細分化を行わずに 103個のデータからランダ

ムにデータを選択，使用して fine tuningを行うというもの

で，方法 1,2と同様に 5%，10%，15%，20%，40%，60%，

80%の 7パターンの実験を行った．試行回数 4回の平均値

を取得した．この方法では，細分化前の大きな単位での

データ選択となるため，方法 1,2の同一割合のパターンと

学習に使用するデータ数は正確には一致していない．

6.2.4 結果

結果は図 12のようになった．縦軸は RMSEの平均値，

横軸は fine tuning時に使用したデータの割合であり，左端

の使用データ 0%の点がAで事前学習した fine tuningを行

う前のモデルの結果，右端の使用データ 100%の点が Cそ

のもので学習したモデルの結果である．

図 12 実験 2 結果

7. 考察

7.1 実験 1,2の結果について

実験 1の結果 (表 1)から，既存予測モデルは学習元デー

タセットと似ているターゲットデータセットに対して，ター

ゲットデータセットで学習したモデルとほぼ同等の回帰精

度を発揮することができるということが読み取れる．

実験 2の結果 (図 12)において，各方法の同一割合パター

ンの結果を比較すると，細分化後のデータをランダムに使

用する方法 2のモデルが，細分化後のクラスタリング結果

を活用する方法 1のモデル，および細分化前の状態でラン

ダムにデータを選定する方法 3のモデルよりも精度が良く

なることが読み取れる．また，0.069の精度を達成するた

めには，方法 3では約 80%のデータが必要だが，方法 2で

は約 40%のデータで実現可能であることが読み取れる．こ

のことから，データセットの細分化を行うことで，細分化

を行わない通常のデータ選定よりも適切なデータ選定が可

能になり，再学習時に使用するデータ数の削減が可能であ

ることが分かる．

7.2 実験 2・方法 2で使用したデータについて

実験 2で，方法 2の精度が最も良くなったことを受け，

方法 2で使用したデータのクラスタ番号分布の確認を行っ

た．5%のパターンで使用された 4種類のデータの分布を確

認した結果が，図 13，図 14，図 15，図 16である．これら

の分布はいずれも，C内でのクラスタリング結果である図

11の分布と非常に似ており，5%以外のパターンについて

も同様の分布になっていることが判明した．各クラスタ内

から同一割合のデータを取得する方法 1よりも，ランダム

にシャッフルする方法 2の方が多種多様なデータが適切に

混ざり，図 12のような実験結果に繋がったと考えられる．

図 13 分布 1(5%)

図 14 分布 2(5%)

図 15 分布 3(5%)
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図 16 分布 4(5%)

8. まとめと今後の予定

VMの CPU使用率の汎用的な深層学習予測モデルの生

成に向けて，ターゲットデータセット内のデータを適切に

選定し，再学習で使用するデータ数を削減する方法の検討

を行った．実験の結果，似ているターゲットに対しては既

存予測モデルをそのまま使用することができることを確認

した．また，似ていないターゲットに対しては，学習に必

要な長さごとに細分化を行った後のデータセットをランダ

ムに使用して再学習を行うことで，細分化を行わない通常

のデータ選定よりも適切なデータ選定が可能になり，再学

習時に使用するデータ数の削減が可能であることを確認

した．

今後は，予測モデルの長期運用を可能にする，コンセプ

トドリフト技術の検討を進めていきたいと考えている．
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