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概要：IoTデバイスが生成するデータを活用した課題解決の手法として，人工知能（AI）を用いてデバイス

上で知的なタスクを実行するエッジ AIが注目されている．エッジ AIに実装する AI技術として，画像・

文章生成や異常検知等の幅広い応用が可能な生成モデルが期待されている．生成モデルの学習には，一般

に計算コストが高い確率分布のサンプリングが必要であり，学習速度や精度に強く影響を与える．新たな

学習手法として，量子アニーリングを実装した D-Waveマシンを用いて生成モデルの一つであるボルツマ

ンマシンの学習効率化に成功している．一方，この学習手法をエッジ AIに適用する場合，D-Waveマシン

は費用や動作環境等の理由からエッジ領域への配置は困難であり，クラウドサービスとしての利用となる

ため，デバイスとクラウド間の距離に起因した通信遅延が発生し，学習・推論のボトルネックとなる．ま

た，一般にエンドデバイスは処理能力が低いため，サンプリングをデバイス上で実行することは難しい．

本研究では，生成モデルの学習アクセラレータとして，D-Waveマシンに比べ小型かつ低コストのアニー

リングマシンをデバイスの近傍に配置することで，エッジ AIにおいて生成モデルの学習をクラウドを介

さずに効率化するアーキテクチャを提案する．提案手法により，学習・推論への通信遅延の影響を抑えつ

つ，汎用的かつ低スペックなデバイス上で高い応用性をもつ生成モデルの活用を可能にする．評価の結果

から，アニーリングマシンを用いてボルツマンマシンの学習を効率化できること，およびアニーリングマ

シンをデバイスの近傍に配置することで，クラウド経由で D-Waveマシンを用いる場合と比べて，学習・

推論時間の高速化が期待できることを示した．
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1. はじめに

IoTデバイスの普及により，多様性に富んだ大量のデー

タが日々生成され，データの蓄積や分析等をクラウドと連

携しながら実現するサービスが増えている [1]．これらの

データを活用した新たな課題解決・価値創造を実現するた

めに，データを深層学習に代表される人工知能（AI）技術

を用いて学習し，エンドデバイス上で認識や予測等の知的

なタスクを実行するエッジ AI[2]が注目されている．エッ

ジ AIの実現には計算コストが高い AIの学習や推論の処
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理が必要であり，一般にエンドデバイスは処理能力が低い

ため，より潤沢な処理能力を有するクラウド上で実行する

形態が取られることがある．一方で，クラウドを介する場

合，デバイスとクラウド間の距離に起因した通信遅延が発

生し，その遅延は概ね数百msオーダー [3]である．そのた

め，デバイス上で数十 msまたはそれ以下の応答性が求め

られる場合において，AIの学習や推論をクラウドを介さ

ずにエンドデバイス上，あるいはデバイスに物理的に近い

ネットワーク上の計算資源で行うことが求められる．そこ

で，処理能力が高い小型デバイスの開発 [4]や，処理能力が

低いデバイス上で実現可能な学習モデルの圧縮技術 [5]が

研究されている．

エッジ AIに実装する AI技術の一つとして，大量のデー
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タの構造を解析して，データ生成の仕組みそのものを学習

する生成モデル [6]が注目されている．生成モデルは，学習

後のモデルから新たなデータを生成することができるため，

エンドデバイス上で画像・会話文生成等の創造的なタスク

や異常検知，欠損値補完・ノイズ除去など幅広い応用がで

きる．多くの生成モデルの学習・推論には，確率分布から

のサンプリングが必要であり，この処理が学習速度や精度

に大きく影響を与えるため，効率的なサンプリングが可能

なモデルや学習アルゴリズムの研究が進んでいる [7], [8]．

生成モデルの学習に対する新たなアプローチとして，

量子アニーリング [9]を活用した手法が提案されている．

D-Wave Systems 社が開発する量子アニーリングマシン

（以下，D-Waveマシン）は，確率分布からのサンプリング

を高速に実行可能であり，生成モデルの枠組みの一つであ

るボルツマンマシンの学習の高速化・高精度化に成功して

いる [10], [11]．一方，量子アニーリングを活用した生成モ

デルの学習の仕組みをエッジ AIに適用する場合，D-Wave

マシンは費用や極低温の動作環境を要するなどの理由から

エッジ領域への配置は困難であり，ネットワークを経由し

たクラウドサービスとしての利用となる．すなわち，クラ

ウドを介さずエッジ側で学習を行うことができないため，

デバイスとクラウド間の物理的な距離に起因した通信遅延

が発生する．D-Waveマシンのサンプリングにかかる時間

が概ね µsオーダー [11]であること，およびクラウドとの通

信遅延が概ね数百 msオーダー [3]であることを考えると，

生成モデルの学習や推論において通信遅延がボトルネック

になる．また，例えば，デバイス上で実行するアプリケー

ションが会話文生成などの人間とのインターフェースを担

うものであれば，人間が遅延を感じない数十 msオーダー

の応答性が要求されるため [12]，クラウドとの通信遅延が

大きな問題となる．一方，計算コストが高いサンプリング

は，処理能力が低いデバイス上では膨大な計算時間を要す

るため，サンプリングの処理を必要とする生成モデルをク

ラウドを介さずにエンドデバイスで活用することは困難で

ある．

本研究では，生成モデルの学習・推論に必要なサンプリ

ング処理のアクセラレータとして，D-Waveマシンに比べ

小型かつ低コストのアニーリングマシンをデバイスの近傍

に配置することで，エッジ AIにおいて生成モデルの学習

をクラウドを介さずに効率化し，かつ推論時のデバイスの

応答性を向上させるアーキテクチャを提案する．ここで，

アニーリングマシンとは，量子現象に着想を得たデジタル

回路上で動作するアニーリング専用機のことであり，例

として CMOSアニーリングマシン [13]やデジタルアニー

ラ [14]，Graphics Processing Unit（GPU）マシン上で動

作するソフトウェア実装 [15], [16]などを指している．提

案するアーキテクチャにより，デバイスは汎用的かつ低ス

ペックでありながら，計算コストが高いサンプリングの処

理をアニーリングマシンが担うことで，画像・会話文生成

等の創造的なタスクや収集データのノイズ除去等の高い応

用性を持つ生成モデルをデバイス上で活用することを可能

にする．さらに，提案手法ではデバイスとアニーリングマ

シン間の通信遅延を数 ms程度に抑えつつ，アニーリング

マシンがサンプリング処理を高速化することで，クラウド

経由で D-Waveマシンを用いる場合と比べて，生成モデル

の学習・推論時間の高速化が期待できる．

本稿の構成を述べる．2章では，エッジ AIにおいて生

成モデルを活用するための関連技術を整理し，課題につい

て述べる．3章では，本論文での提案を述べる．4章では，

提案手法の評価の結果を述べる．最後に，5章でまとめと

する．

2. エッジAIにおける生成モデルの活用と課題

画像・会話文生成等の創造的なタスクや異常検知などの

幅広い応用性を持つ生成モデルの多くは，一般に計算コス

トが高い確率分布からのサンプリングが必要であるため，

クラウドを介さずに処理能力が低いデバイス上で効率的に

学習・推論を行うことは困難である．一方で，生成モデル

の学習・推論をクラウドを介して行う場合，デバイスとク

ラウド間の距離に起因した通信遅延が学習や推論のボトル

ネックになる．本章では，エッジ AIにおいて生成モデル

を活用するための関連技術を整理し，課題について述べる．

2.1 エッジAI

IoTデバイスが生成する多種多様なデータを深層学習に

代表されるAI技術を用いて学習し，エンドデバイス上で認

識や予測等の知的なタスクを実行するエッジ AI[2]が注目

されている．エッジ AIはデータが発生する現場において，

データを活用した新たな課題解決・価値創造のアプローチ

として，自動運転車や産業ロボット，監視カメラ，ヘルスケ

アデバイスなど幅広い分野への適用が進められている [17]．

エッジ AIの実現方法は，AIの学習と推論の二つのプロセ

スをどの計算資源上で実行するかにより多岐に渡っている

ため [2]，目的や要求に応じて適切に選択する必要がある．

一般にエンドデバイスは処理能力が低いため，計算コス

トが高い学習や推論の一部の処理を，より潤沢な処理能力

を有するクラウド上で実行する形態が取られることが多い．

この場合，デバイスに要求される処理能力が低いため，汎

用的かつ低スペックなデバイスを活用できる利点がある．

一方で，クラウドを介する場合，デバイスとクラウド間の

距離に起因した通信遅延が発生し，その遅延は概ね数百ms

オーダー [3]である．例えば，デバイス上で実行するアプ

リケーションが会話文生成などの人間とのインターフェー

スを担うものを想定した場合，人間が遅延を感じない数十

msオーダーの応答性が要求されるため [12]，デバイスとク

ラウド間の通信遅延のみで要求される応答時間を超える．
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このような場合，AIの学習や推論をクラウドを介さずに

エンドデバイス上，あるいはデバイスに物理的に近いネッ

トワーク上の計算資源で行うことが求められる．

2.2 エッジAIにおける生成モデル

エッジ AIに実装する AI技術の一つとして，データ生

成の仕組みそのものを学習する生成モデル [6]が注目され

ている．生成モデルは，観測データの背後にあるデータの

生成過程をモデル化するため，学習後のモデルから新たな

データが生成できる．この特徴を活かして，生成モデルは

デバイス上で画像・会話文生成等の創造的なタスクや異常

検知，収集データの欠損値補完・ノイズ除去など幅広い応

用が可能である．

生成モデルの多くは学習・推論のプロセスにおいて，高

次元確率分布からのサンプリングが必要であり，この処理

が学習速度や精度に大きく影響を与える．一般に，このサ

ンプリングの処理は計算コストが高いため，クラウドを介

さずに処理能力が低いデバイス上で効率的に学習や推論を

行うことは難しい．一方で，クラウドを介する場合，2.1節

で述べた通り，デバイスとクラウド間の距離に起因した通

信遅延がデバイスの応答性を低下させ，問題となるケース

が存在する．

2.3 ボルツマンマシンと量子アニーリング

生成モデルの学習に対する新たなアプローチとして，量

子アニーリングを実装した D-Waveマシンを活用した手法

が提案され，ボルツマンマシンの学習において，従来の学

習手法と比較してより少ないパラメータ更新回数で高い精

度が得られることが示されている [10], [11]．D-Waveマシ

ンで学習に成功したボルツマンマシン [18]は，Hintonら

に提案された生成モデルの有力な枠組みの一つである．ボ

ルツマンマシンは，高次元の複雑な確率分布を学習できる

という特徴を活かして，これまでに会話や人体モーション

のモデリング [19], [20]，異常検知 [21]など，幅広い分野に

応用されている．

量子アニーリングを活用したボルツマンマシンの学習

の仕組みをエッジ AIに適用する場合，D-Waveマシンは

費用や極低温の動作環境を要するなどの理由からエッジ

領域への配置は困難である．D-Waveマシンを利用する際

は，D-Wave Systems社が提供するクラウドサービス [22]

をWeb API経由で利用する．すなわち，クラウドを介さ

ずエッジ側で学習を行うことができないため，デバイスと

クラウド間の物理的な距離に起因した通信遅延が発生す

る．D-Waveマシンのサンプリングにかかる時間が概ね µs

オーダー [11]であること，およびクラウドとの通信遅延が

概ね数百msオーダー [3]であることを考えると，ボルツマ

ンマシンの学習や推論において通信遅延がボトルネックに

なる．

2.4 D-Waveマシンとアニーリングマシン

D-Wave マシンは，量子アニーリングを動作原理とし

て実装したハードウェアである．D-Waveマシンは，量子

力学的なゆらぎを利用してイジングモデルの基底状態を

探索することにより組合せ最適化問題を解く．これまで

に，D-Waveマシンは組合せ最適化問題の一般的な解法と

して様々な分野の問題への適用が進んでいる [23]．一方，

D-Waveマシンは動作温度が極低温であるものの絶対零度

でないことや，製造技術上の問題などから厳密な最適解

ではない状態を解候補として出力することが知られてい

る [24]．この性質を利用して，D-Waveマシンを確率分布

からのサンプリングに活用する試みが進められており，そ

の一つが前節で述べたボルツマンマシンへの応用である．

D-Waveマシンのような量子ビットの振る舞いをデジタ

ル回路上でシミュレートするものとして，アニーリングマ

シンがある．ここでのアニーリングマシンとは，例として

CMOSアニーリングマシン [13]やデジタルアニーラ [14]，

GPUマシン上で動作するソフトウェア実装 [15], [16]など

を指している．アニーリングマシンは，D-Waveマシンと

は異なり量子力学の原理に基づくものではないが，イジン

グモデルの基底状態探索を高速に実行することができる．

上記で挙げたアニーリングマシンは，大規模かつ NP困難

な組合せ最適化問題の解法として，その有効性が示されて

いる．例えば，CMOSアニーリングマシンは，10万ビッ

トの組合せ最適化問題を従来手法であるシミュレーテッド

アニーリングを CPU上で実行するよりも約 150倍速い 10

ms程度で解くことができる [13]．さらに，アニーリング

マシンは，D-Waveマシンと比べて小型かつ低コストであ

り，常温で動作するなど特殊な動作環境を要しないという

特徴を有している．

3. 提案するエッジAIにおける生成モデルの
活用のためのアーキテクチャ

2章で述べた通り，生成モデルの一つであるボルツマン

マシンの学習における新たなアプローチとして，D-Wave

マシンを活用し，ボルツマンマシンの学習・推論のプロセ

スに必要な確率分布からのサンプリングを効率化する手法

が提案され，既存の学習手法よりも少ないパラメータ更新

回数で高い精度が得られることが示されている．この学習

の仕組みをエッジ AIに適用する場合，D-Waveマシンは

ネットワークを経由したクラウドサービスとしての利用と

なるため，デバイスとクラウド間の物理的な距離に起因し

た通信遅延が学習・推論のボトルネックとなる．一方，一

般に確率分布からのサンプリングは計算コストが高いた

め，処理能力が低いデバイス上で効率的に学習・推論を行

うことは困難である．これらの課題を解決するために，生

成モデルの学習・推論に必要なサンプリング処理のアクセ

ラレータとして，D-Waveマシンに比べ小型かつ低コスト
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図 1 提案するアーキテクチャの概要図

のアニーリングマシンをデバイスの近傍に配置すること

で，エッジ AIにおいて生成モデルの学習をクラウドを介

さずに効率化し，かつ推論時のデバイスの応答性を向上さ

せるアーキテクチャを提案する．

3.1 アーキテクチャ概要

図 1は提案するアーキテクチャの概要図である．エンド

デバイスはデータを生成し，デバイス上で生成モデルを活

用して知的なタスクを実行する．エッジ領域に配置したア

ニーリングマシンは，サンプリング処理のアクセラレータ

として複数台のデバイスに共有される．デバイスにおい

て，生成モデルの学習や推論の過程でサンプリング処理が

必要な際に，デバイスはアニーリングマシンに計算を要求

する．アニーリングマシンはデバイスからの要求を受け，

サンプリングを実行し，計算結果をデバイスに返す．

3.2 エッジAIにおける生成モデルの学習および推論

2.2節で述べた通り，多くの生成モデルは学習や推論のプ

ロセスにおいて，計算コストが高い確率分布からのサンプ

リングが必要であるため，処理能力が低いデバイス上で効

率的に学習・推論を行うことは困難である．提案手法では，

生成モデルの学習や推論に必要なサンプリング処理のアク

セラレータとしてアニーリングマシンを活用する．2.3節

で述べた通り，D-Waveマシンは生成モデルの一つである

ボルツマンマシンの学習・推論に必要な確率分布からのサ

ンプリングを高速に実行できる．アニーリングマシンは，

量子力学的なゆらぎを利用しないなど動作原理は D-Wave

マシンと異なるが，イジングモデルの基底状態を探索する

という目的や対象とする問題は D-Waveマシンと同様であ

る．そのため，アニーリングマシンを D-Waveマシンと同

様に生成モデルの学習や推論に必要な確率分布からのサン

プリングに活用できると考えられる．

アニーリングマシンを活用することで，生成モデルの学

習・推論に必要なサンプリング処理の高速化が期待できる．

2.4節で述べた通り，例えば CMOSアニーリングマシンで

は，大規模な組合せ最適化問題を CPUマシンよりも 100

倍以上高速かつ数十 msオーダーで解く．サンプリングで

は，最適化問題を解く操作を多数回繰り返し，得られた分

布をもつ解候補の平均値を計算する．したがって，これま

で示されているアニーリングマシンの組合せ最適化問題に

対する高速性は，生成モデルの学習・推論に必要なサンプ

リング処理においても同様に得られると考えられる．これ

により，デバイスは汎用的かつ低スペックでありながら，

計算コストが高いサンプリングの処理をアニーリングマシ

ンが担うことで，幅広い応用性を持つ生成モデルをデバイ

ス上で活用することを可能にする．また，D-Waveマシン

を用いた学習手法では，高速なサンプリング処理によりモ

デルの期待値を直接推定するというアプローチをとり，生

成モデルの一つであるボルツマンマシンの学習効率化に

成功している．提案手法においても，アニーリングマシン

を用いて同様のアプローチにより学習を行うため，既存の

学習手法よりも学習を効率化することが期待できる．一方

で，D-Waveマシンによるボルツマンマシンの学習効率化

には量子効果が寄与していることが示唆されており [10]，

アニーリングマシンでは量子効果を利用していない．その

ため，アニーリングマシンにおいても同様にボルツマンマ

シンの学習を効率化できるかは検証が必要である．この点

については，4章で評価し，議論する．

3.3 デバイスの応答性と通信遅延

デバイス上で数十 msオーダーあるいはそれ以下の応答

性が求められる場合，デバイスとクラウド間の通信遅延

が問題になる．例えば，デバイス上で実行するアプリケー

ションが会話文生成などの人間とのインターフェースを担

うものであれば，人間が遅延を感じない数十 msオーダー

の応答性が要求されるため [12]，クラウドとの通信遅延の

みで要求される応答時間を超える．提案手法では，デバイ

スの近傍にアニーリングマシンを配置することで，推論時

のデバイスの応答性に対する通信遅延の影響を抑えるアー

キテクチャをとる．アニーリングマシンは，D-Waveマシ

ンと比べて小型かつ低コストであり，常温で動作するなど

特殊な動作環境を要しないため，デバイスに近いエッジ領

域に配置することに適している．

生成モデルの学習・推論に必要なサンプリング処理に

D-Waveマシンを用いる場合，D-Waveマシンはサンプリ

ング時間が概ね µsオーダー [11]の非常に高速であるが，

ネットワークを経由したクラウドサービスとしての利用と

なるため，数百msオーダー [3]の通信遅延が発生する．こ

の場合，サンプリング時間が高速であっても，デバイスの

応答時間は数百 msオーダー以上となる．一方，提案手法

では，アニーリングマシンをエッジ領域に配置することで

通信遅延は数 msオーダーに抑えられる．そのため，デバ

イスの応答時間に対する通信遅延の影響が小さく，アニー

リングマシンのサンプリング時間を高速化できれば，それ

に伴いデバイスの応答時間も高速化できる．サンプリング

時間や通信遅延がデバイスの応答性に与える影響や，提案
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表 1 実験環境
項目 仕様

Device CPU Intel Xeon CPU E5-2650 v3 2.30GHz 1core

Memory 1 GBytes

Software bmpy v0.1.0

Annealing CPU Intel Xeon CPU E5-2650 v3 2.30GHz 8core

machine Memory 32 GBytes

Software Sqaod v1.0.2

手法により期待できるデバイスの応答時間は，4章で評価

し，議論する．

4. 評価

提案するアーキテクチャは，デバイス近傍に配置したア

ニーリングマシンを活用することで，ボルツマンマシンの

学習を効率化し，かつ推論における通信遅延の影響を抑え

てデバイスの応答性を向上させる．本章では，まずアニー

リングマシンを用いてボルツマンマシンを効率的に学習で

きるかについて評価する．評価においては，ボルツマンマ

シンの従来の学習手法と学習速度や精度について比較を行

う．次に，アニーリングマシンを通信遅延が小さいデバイ

ス近傍に配置することで推論時のデバイスの応答性を高速

化できるかについて評価する．特に，クラウドを利用する

場合，すなわち数百 msオーダーの通信遅延が発生するも

のの潤沢な計算資源を利用して処理速度を高められる場合

と比較して，提案するアーキテクチャがデバイスの応答性

の観点で有効性を示すかを議論する．

4.1 実験条件

表 1は，各ロールの性能と用いたソフトウェアのバージョ

ンを示している．各ロールの OS は全て Ubuntu 18.04.4

Kernel 4.15.0である．ここで，表 1で挙げた二つのロール

の役割と用いるソフトウェアについて述べる．デバイスの

ロールは，学習データを保持し，ボルツマンマシンの学習・

推論を行う役割を担い，学習・推論の過程でアニーリング

マシンにサンプリングを要求するクライアントとして動作

する．ボルツマンマシンの学習・推論には，その過程で必

要なサンプリングの処理を独自に組み込めるように実装し

た bmpy[25]を用いる．

アニーリングマシンのロールは，デバイスからのサンプ

リング要求を受け，計算結果を返す．サンプリングの処理

には，経路積分量子モンテカルロ法を用いて量子アニーリ

ングをシミュレートする Simulated Quantum Annealing

（SQA）[26] を用いる．評価においては，SQA をソフト

ウェアとして実装したものを CPUマシン上で動作させる．

SQAの計算処理をなるべく高速に実行するために，マルチ

コア上で SQAの並列処理が可能な Sqaod[27]を採用した．

アニーリングマシンでは，デバイスからのサンプリング要

求を受けるため，Sqaodを用いてWeb APIを構築した．

図 2 RBM のグラフ構造

学習データには，手書き数字画像のデータセットであ

るMNIST[28]を用いた．MNISTには，60000枚の訓練用

の画像データと，10000枚の検証用の画像データが含まれ

ている．１つの画像は，0から 9までの数字を表現するグ

レースケールの 784ピクセルで構成される．学習には，グ

レースケールの画像をバイナリ化したものを用いる．

4.2 制限ボルツマンマシン

評価に用いる生成モデルとして，ボルツマンマシンの

一種である制限ボルツマンマシン（Restricted Boltzmann

Machine; RBM）[29]を用いた．図 2は，RBMのグラフ

構造を示している．RBMは，図 2のように可視層と隠れ

層から構成される 2部グラフであり，ユニット間の結合が

異層間のみに制限された構造をもつ．データに対応する n

次元の二値の可視変数 v ∈ {0, 1}n と m 次元の隠れ変数

h ∈ {0, 1}m において，同時確率分布関数はエネルギー関
数 E(v,h)を用いて以下のように定義する．

p(v,h) =
1

Z
exp(−E(v,h)) (1)

E(v,h) = −
∑
i

bivi −
∑
j

cjhj −
∑
i,j

vihjwij (2)

ここで，Z は分配関数，bi および cj はそれぞれ可視ユ

ニットおよび隠れユニットに対応したバイアス，wij はユ

ニット間の相互作用を表現する重みである．

RBMの学習では，観測データ群に対する対数尤度関数

の最大化により，観測データ群を最も高い確率で生成する

ようにモデルのパラメータを調整する．対数尤度関数の最

大化は，以下の式のように対数尤度 logP のパラメータに

対する勾配を利用した勾配上昇法で反復的に解かれる．

∂ logP

∂wij
= ⟨vihj⟩data − ⟨vihj⟩model (3)

ここで，右辺第 1項 ⟨vihj⟩data は観測データの期待値で
あり，データと RBMの条件付き独立性から計算できる．

一方，第 2項 ⟨vihj⟩modelは式 (1)で定義される同時確率分

布の期待値であり，可視および隠れユニットの全ての可能

な実現値の組み合わせの総和であるため，ユニット数の増

加とともに厳密に計算することが困難になる．このような

問題は組み合わせ爆発と呼ばれ，ボルツマンマシンの学習

を困難にする根本的な要因である．RBMの学習は，式 (3)

の右辺第 2項の期待値の推定をいかにして行うかが，学習

速度や学習後の精度に大きく影響を与える．
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4.3 アニーリングマシンを用いた学習の評価

RBMの学習は，厳密には計算困難な期待値計算が必要

であるため，様々な近似学習アルゴリズムが提案されてい

る．現在，RBMの学習手法として，コントラスティブ・

ダイバージェンス（Contrastive Divergence; CD）法 [30]

が最も広く利用されている．CD法は，サンプリングの初

期値にデータを用いるという発想と RBMの条件付き独立

性により，サンプリングの計算コストを大幅に軽減してい

る．CD法は，理論的には式 (3)に基づく厳密な勾配に従

わない近似した学習手法であるが，CD法を用いて RBM

の学習に成功することが経験的に知られている．一方，ア

ニーリングマシンを用いた学習手法では，アニーリングマ

シンのイジングモデルの基底状態探索に対する高速性を活

用することで，近似を介さず確率分布のサンプリングを通

して式 (3)を直接推定するアプローチである．

アニーリングマシンを用いて RBMを効率的に学習可能

であるか評価するために，RBMを CD法および SQAを用

いて学習し，比較を行った．RBMの学習の処理は主に，サ

ンプリングと行列演算から構成される．前者は，式 (3)右

辺第 2項の期待値を推定するための処理である．後者は，

推定した期待値を用いたパラメータ更新等の処理である．

CD法を用いた学習では，全ての処理をデバイス上で実行

する．一方，SQAを用いた学習では，行列演算はデバイス

上で実行し，サンプリングの処理のみをWeb API経由し

てアニーリングマシンで実行する．いずれの学習手法にお

いても，60000枚の訓練用画像を 100枚ずつのミニバッチ

に分割し，ミニバッチ単位でパラメータ更新を行う．ミニ

バッチ単位での学習の繰り返し回数をイテレーションと呼

び，全学習データを用いた学習の繰り返し回数をエポック

と呼ぶ．今回の条件では，1エポックあたり 600イテレー

ションが含まれおり，1イテレーションの中でサンプリン

グの処理が 1回実行される．RBMはエポックを繰り返す

ことで学習を進めていく．

それぞれの学習手法の評価の指標として，再構成誤差 [29]

を用いた．MNISTの 10000枚の検証用の画像それぞれに

ついて，RBMの条件付き独立性に基づき画像を再構成す

る．再構成誤差は，得られた再構成画像が元の画像をどれ

だけ再現できたかを以下の式から評価する．

error =

∑
i(image(i) ̸= reconstructedImage(i))

total pixels
(4)

再構成誤差は，学習後のモデルが学習データの生成過程

をどれだけうまく学習できているかの指標となり，低い値

ほど良いモデルと言える．

表 2は，SQAによる RBMの学習に用いたパラメータを

示している．いずれの学習手法においても，RBMの隠れ

層のユニット数は 100を，学習率には 0.01を用いた．図 3

は，CD法および SQAを用いて RBMを学習した際のエ

ポック数に対する再構成誤差を示している．どちらの学習

表 2 SQA による学習に用いたパラメータ

パラメータ 設定値

トロッター数 200

アニーリングステップ数 100

温度 0.005

初期の横磁場の強さ 5

最終の横磁場の強さ 0.001

図 3 エポック数に対する再構成誤差

手法においても，エポック数が大きくなる，すなわち学習

が進むにつれて，再構成誤差が小さくなっている．また，

SQAは CD法に比べて，少ないエポック数で低い再構成

誤差に到達しており，収束後の再構成誤差も低い値を示し

ている．したがって，今回の条件において，SQAは CD法

よりも RBMを効率的に学習できていると言える．CD法

は多くの性能改善をした派生アルゴリズム [31], [32]が提

案されているため，今回のような SQAによる学習効率化

が広範な問題や条件においても期待できるかを判断するに

は，更なる検証が必要である．

図 3 では，学習の進行をエポックで表現した．このエ

ポックあたりに要する時間は学習手法に強く依存する．CD

法および SQAのエポックあたりの平均学習時間は，CD法

が 5.21 s，SQAが 282 sであった．CD法は SQAに比べ

てエポックあたりの学習時間が短い．これは，CD法は近

似によりサンプリングの計算コストを大幅に軽減している

のに対し，SQAでは近似を介さず計算コストが高い同時

確率分布のサンプリングを通して式 (3)を直接推定するこ

とに起因する．SQAを用いた学習では，サンプリングにか

かる時間がエポックあたりの学習時間に大きく影響を与え

るため，より処理能力が高いアニーリングマシンを用いる

ことで学習時間の短縮が期待できる．

4.4 通信遅延の影響の評価

デバイスとアニーリングマシン間の通信遅延が RBMの

推論時間に与える影響を評価するために，提案手法である

アニーリングマシンをエッジ領域に配置した環境およびア

ニーリングマシンをクラウドに配置した環境のそれぞれに

ついて，推論時間を評価した．評価においては，アニーリ
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表 3 RBM の推論時間の計測結果
計測項目 提案手法 クラウド環境

推論時間/ms 351 701

サンプリング時間/ms 291 286

サンプリング時間が占める割合/% 82.9 40.8

ングマシンの位置を北海道石狩市のデータセンターに固定

し，通信遅延が小さいエッジ環境としてデバイスを同デー

タセンター内に配置した場合，通信遅延が大きいクラウド

環境としてデバイスをアメリカ合衆国バージニア州のデー

タセンター内に配置した場合で比較を行う．提案手法およ

びクラウド環境のそれぞれにて，pingコマンドを用いてラ

ウンドトリップタイムを測定したところ，0.612 msおよび

176 msであった．

ここでの RBMの推論は，デバイス上で学習後のモデル

から画像を 1枚生成することに相当する．推論の処理は，

デバイスがアニーリングマシンに対して RBMからのサン

プリングを要求し，アニーリングマシン上でサンプリング

を実行され，その結果をデバイスが受け取るという流れで

実行される．すなわち，推論時間には，アニーリングマシ

ンとの通信遅延および，アニーリングマシン上でのサンプ

リング時間が含まれている．表 3は，RBMの推論時間お

よびサンプリング時間の計測結果を示している．アニーリ

ングマシン上でのサンプリング時間が推論時間に対して占

める割合も併せて示している．提案手法およびクラウド環

境の推論時間はそれぞれ，351 msおよび 701 msであり，

クラウド環境が提案手法に比べて 350 ms遅い結果となっ

た．両環境において，サンプリング時間は同等であること

や同性能のデバイスを用いていることを考慮すると，この

差分は，クラウド環境が提案手法に比べてデバイスとア

ニーリングマシン間の物理的な距離が遠くなることで生じ

る通信遅延に起因していると考えられる．

デバイスがサンプリングの処理をアニーリングマシンに

要求する際には，表 2に示した SQAのパラメータに加え

て，RBMのバイアスおよび重みパラメータの情報を渡す

必要がある．実験では，これらの情報を HTTPリクエス

トのリクエストボディに JSON形式で記述しており，リク

エストボディのサイズは 0.56 MBであった．より複雑な

データを取り扱う場合，RBMのユニット数がさらに大き

くなることでリクエストボディのサイズが大きくなり，通

信遅延の影響はより顕著になると考えられる．また，RBM

の学習においては，4.3節で述べた通り，1エポックあたり

600回のサンプリングが実行されるため，学習時間に対す

る通信遅延の影響は推論時間よりも顕著に大きくなる．

ここで，サンプリングの処理に D-Waveマシンを用いた

場合との比較について議論する．前提として，論文執筆時

に現行の D-Wave 2000Q[33]では，ビット数およびビット

同士の結合の制約から実用的なユニット数を持つ RBMを

学習できない．今回用いた RBMも同様に D-Waveマシン

では学習できないため，D-Waveマシンを用いた場合との

比較を直接行うことはできない．一方，D-Waveマシンを

ネットワークを経由したクラウドサービスとして利用し

た場合の通信遅延の影響は，今回の評価のクラウド環境の

結果と同程度と考えられる．もし，D-Waveマシンで今回

用いた RBMの学習が可能な場合，サンプリング時間はア

ニーリングマシンより高速であり，概ね µsオーダーである

ことが予想される．しかしながら，表 3の結果から，例え

サンプリング時間が µsオーダーであっても，通信遅延がボ

トルネックとなり，推論時間は提案手法よりも遅い 400 ms

程度であることが予想される．一方，アニーリングマシン

をエッジ領域に配置した提案手法では，推論時間に対して

サンプリング時間が支配的であるため，よりサンプリング

時間が短い高性能なアニーリングマシンを用いることで推

論時間を大幅に短縮できる．例えば，アニーリングマシン

のサンプリング時間が 30 ms程度まで高速化できれば，推

論時間が 100 msを下回る．以上の結果から，アニーリン

グマシンをデバイス近傍に配置した提案アーキテクチャに

より，クラウド経由で D-Waveマシンを用いる場合と比べ

て通信遅延の影響を抑えることで，推論時のデバイスの応

答性を向上させることが期待できる．

5. まとめ

本研究では，生成モデルの学習・推論に必要なサンプリ

ング処理のアクセラレータとして，D-Waveマシンに比べ

小型かつ低コストのアニーリングマシンをデバイスの近傍

に配置することで，エッジ AIにおいて生成モデルの学習

をクラウドを介さずに効率化し，かつ推論時のデバイスの

応答性を向上させるアーキテクチャを提案する．このアー

キテクチャにより，デバイスは汎用的かつ低スペックであ

りながら，計算コストが高いサンプリングの処理をアニー

リングマシンが担うことで，高い応用性を持つ生成モデル

をデバイス上で活用することを可能にする．さらに，評価

の結果から，アニーリングマシンを用いて生成モデルの一

つである RBMの学習を効率化できること，およびアニー

リングマシンをデバイスの近傍に配置することで，クラウ

ド経由で D-Waveマシンを用いる場合と比べて，学習・推

論時間の高速化が期待できることを示した．特に，アニー

リングマシンのサンプリング時間が 30 ms程度まで高速化

できれば，推論時のデバイスの応答性を 100 ms以下まで

向上できることを示した．

今後の展望として，提案するアーキテクチャを採用した

実用的なシステムの構築を通して，その有用性を評価して

いきたい．特に，デバイス上で数十 msオーダーの応答性

が要求されるような環境に対して，提案するアーキテク

チャが実用に耐えうるかを評価したい．そのために，より

処理能力が高いアニーリングマシンの採用や，アニーリン
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グマシンとデバイス間の通信プロトコルの変更など，高い

応答性を実現するためのシステムの検討を進めていく．

さらに，提案アーキテクチャのようなクラウドを介さな

いエッジ AIの仕組みは，本論文で示した通信遅延が小さ

いことのみでなく，データのプライバシー保護やネット

ワーク帯域の節約，運用コストの削減などの利点が考えら

れる．今後は，これらの利点においても，提案するアーキ

テクチャが有効性を示すことを評価していきたい．
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