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概要：スマートフォン等を用いたセンシングによりユーザの身体活動の自動認識を行う行動認識という研
究分野がある．日常行動をセンシングする場合，デバイスの種類や所持方法，装着方法，計測アプリケー

ション等の様々な計測条件がユーザや計測日によって異なる事が多い．センサ値から行動を予測するモデ

ルは機械学習で実現されることが多く，計測環境が不統一なデータは機械学習の予測精度を低下させる可

能性がある．本研究では，計測環境の中でもサンプリング周波数の相違に頑健な行動認識手法を提案する．

提案手法は通常の行動認識モデルに対して敵対的訓練を適用し，サンプリング周波数を特定できなくする

特徴表現の獲得を実現している．基本行動認識の HASCデータセットを用いて，サンプリング周波数が混

在するデータが計測された環境をシミュレートし評価実験を行った．その結果，従来手法では推定精度が

低下すること，提案手法ではそれを改善できることを明らかにした．
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1. はじめに

スマートデバイスや IoT機器が普及した現在，周囲の環

境や人間の行動などをコンピュータに認識させるコンテキ

ストアウェアネスに関する研究が盛んに行われている．中

でも，スマートフォン等に搭載されているセンサを用いて，

ユーザの身体活動の自動認識を行う行動認識は多くの研究

がなされている [1], [2], [3], [4]．行動認識が実現できるこ

とで，ライフログや，行動に応じたスマートフォンの機能

変更，大規模なユーザデータを集めれば，マーケティング

や集団行動の解析など，様々な分野への応用が可能となる．

行動認識は，設置型のカメラを用いて画像ベースに行う

手法もあるが，本研究では，ユーザが常日頃から持ち歩く

機器で計測したセンサデータを用いた行動認識に焦点を当

てる．設置型と比べ，時間や場所を問わずデータが取得で

きる点や，特定のユーザに特化した情報を獲得しやすいと

いうメリットがある．各ユーザが独自にデバイスを所持し

1 福井大学大学院工学研究科
Graduate School of Engineering, University of Fukui

a) t-hase@u-fukui.ac.jp

なければならない手間がデメリットだが，近年急激に普及

したスマートフォンやスマートウォッチを利用することで

回避できる．しかし，デバイスの種類，所持方法，装着方

法，計測アプリケーション等の様々な計測条件が，ユーザ

によって，計測日によって異なるという問題点が残る．

センサデータを機械学習で自動分類する手法が一般的な

行動認識の原理である [5], [6], [7], [8]．一方，機械学習で

は一貫性のないデータを用いてモデルを訓練すると推定精

度が低下する恐れがあるため，計測環境は統一されている

ことが望ましい．深層学習では訓練時に大量のデータが必

要となるが，計測環境を統一しつつ大量のデータを収集す

ることは容易ではない．すなわち，一貫性の無いデータに

対しても高い認識精度を達成できる手法が望まれる．

以上を踏まえ，本研究ではセンサを用いた行動認識にお

いて，様々な計測環境に対して頑健な行動認識手法を開発

することを目的とする．本稿では特に，サンプリング周波

数に焦点をあてる．サンプリング周波数はデバイスの種類

や計測アプリケーションによって変動し行動認識精度に影

響を与える要因の一つである．例えば Androidスマート
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フォンの場合，API*1でサンプリング間隔を変更すること

ができる．機種やスペックによってもサンプリング間隔が

多少変動する．ウェアラブルデバイスを併用する場合など

も変動する．そこで，本研究ではサンプリング周波数の相

違に対して頑健な行動認識手法を開発する．深層学習によ

る敵対的訓練を応用することで，様々なサンプリング周波

数で計測されたセンサデータが混在する環境（以降，SF混

在環境とする）における，行動認識精度の向上を実現する．

2. 関連研究

2.1 従来の行動認識研究とサンプリング周波数

1章で述べた行動認識研究でも，サンプリング周波数に

ついて全く議論していないものが多い [1], [3], [4], [5], [6]．

サンプリング周波数に関する記述がある研究 [2], [7]でも一

定のサンプリング周波数で計測された，統一のとれた計測

データを用いている．Liらの研究 [9]では，センサベースの

行動認識のベンチマークデータセットを複数用いて，表現学

習による行動認識手法を複数比較検証している．使用され

たデータセットは OPPOTUNITY[10] と UniMiB-SHAR

（University of Milano Bicocca Smartphone-based HAR）

[11]であり，それぞれデータセット内で統一のサンプリン

グ周波数（30Hz，50Hz）で計測されたデータを用いている．

サンプリング周波数が混在するものとしては，基本行動

認識のベンチマークデータセット HASC[12]がある．主に

iPhone3Gs 等のスマートフォンで計測されているが，セ

ンサデバイスWAA-001*2等の幅広い機器でも計測されて

おり，サンプリング周波数は 25Hz～100Hz等様々な計測

条件で記録されている．我々の先行研究 [13]では，HASC

データセットに対して複数の CNN モデルの比較検証を

行っているが，サンプリング周波数は 100Hzのデータに限

定して評価している．Wangのサーベイ [8]より，サンプ

リング周波数が異なる環境で計測されたデータセットが 2

つ（ActiveMiles[14], Heterogeneous[15]）紹介されている．

Raviらの研究 [14]では SF混在環境を意識してデータ収集

を行い ActiveMilesデータセットとして公開しているが，

SF混在環境を改善する工夫等は実施していない．

サンプリング周波数の相違に焦点を当てた研究として

は，Heterogeneousデータセットを作成した Allanらの研

究 [15]がある．彼らはデバイスごとにセンサの特性が異な

ることを実験的に示した上で，様々なデバイスで日常行動

のセンシングを行ったデータセットを公開している．また，

SF混在環境による悪影響を指摘し，機種ごとにクラスタ

リングを行った上で，クラスタ毎に分類機を学習させる手

法を提案している．本研究と同様に SF混在環境に着目し

*1 Android developers SensorManager: https://developer.

android.com/reference/android/hardware/SensorManager
*2 ATR-Promotions Inc. WAA-001: https://www.atr-p.com/

support/support-sensor01.html

た研究であるが，事前に多くのデバイスのセンサ特性を計

測した上でクラスタリングを行う手法であり，計測時の情

報のみを用いる本研究とは対象としている条件が異なる．

中島ら [16]はサンプリング周波数を意図的に制御するこ

とで，行動認識の省電力化を図る手法を提案している．サ

ンプリング周波数を低下させ，それを補間する手法を開発

し，行動認識精度の低下を抑制しつつ省電力化を実現して

いる．低サンプリングレートのデータを補間するという点

では，本研究に類する部分はあるが，この研究は SF混在環

境は対象としていないことから立ち位置が異なる．また，

本研究の提案手法はアップサンプリングにより一度サンプ

リング周波数を揃える処理を内包しており，その処理を中

島らの手法に置き換えることも可能である．すなわち，提

案手法は様々な補間手法と共存可能である．

2.2 敵対的訓練

本研究では，深層学習の敵対的訓練を応用し，サンプリ

ング周波数の相違に頑健な行動認識モデルを提案する．こ

こで，敵対的訓練の関連研究について述べる．

敵対的訓練を用いた代表的な研究として Goodfellowら

の提案した Generative Adversarial Network（GAN）[17]

がある．GANでは，ノイズから画像を生成するGenerator

と，画像から本物か自動生成したものかを弁別する Dis-

criminatorを敵対させて訓練を行うことで，Generatorが

Discriminatorを騙すような本物に近い画像を生成できる

ように，モデルを訓練する．

敵対的訓練をドメイン適応の文脈で応用した，DANN

（Domain-Adversarial training of Neural Networks）[18]や

ADDA（Adversarial Discriminative Domain Adaptation）

[19]が提案されている．ラベルありのソースドメインデー

タセットを用いてラベルなしのターゲットドメインデータ

セットの推定を行うドメイン適応問題を対象としている．

基本原理は，ソースドメインとターゲットドメインそれぞ

れのデータを潜在空間に写像するネットワークを訓練し，

このときの特徴表現がどちらのドメインからきたものかを

弁別する Discriminatorを敵対させる手法である．

行動認識の分野に敵対的訓練を応用した事例としては，

岩澤らの研究 [20]がある．この研究では行動認識時にユー

ザを特定するプライバシー情報を含む可能性を指摘し，行

動認識精度を低下させずに，センサデータから個人を特定

する特徴を取り除くように表現学習を行うモデルである．

これは行動認識精度を向上させるためでなく，個人を特定

できないような特徴表現を獲得することを目的としている．

2.3 本研究の貢献

以上を踏まえ，以下の 4点が本研究の主要な貢献である．

SF混在環境の影響調査 従来研究では，独自計測のデー

タセットを用いた場合でも，ベンチマークデータセッ
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トを用いた場合でも，実験内でサンプリング周波数を

統一して研究が行われていた．それに対して本研究で

は，SF混在環境が行動認識精度に与える影響を実験

により明らかにした．

敵対的訓練手法の提案 深層学習を用いた行動認識の識別

器に対して、サンプリング周波数の弁別器を敵対させ

る行動認識手法を提案し，定式化を行った上で実装し

た．深層学習を用いた行動認識モデルに SF混在環境

のデータセットを入力した際，モデルの表現力の高さ

からサンプリング周波数ごとに特徴表現を獲得する可

能性がある．そこで，あえてサンプリング周波数が弁

別できないような特徴表現を獲得させることで，SF混

在環境における頑健性を高められると考え，本手法の

着想に至った．

有効性検証実験 複数のベースラインモデルと提案手法を

実装し，SF混在環境における行動認識精度を比較検証

した．その結果，提案手法が推定精度を向上させるこ

とを明らかにした．最終的に，ダウンサンプリングし

たデータを併用した提案手法で最高精度を達成した．

計測条件の偏りによる影響 サンプリング周波数毎にデー

タ数の偏り方が異なるケースについても検証を行い，

どの条件下においても提案手法が有効に働くこと，及

びその偏りごとの特徴を明らかにした．

3. 提案手法

3.1 モデル構造

Liらの研究 [9]のように，従来の研究で採用されている

深層学習を用いた行動認識モデルは，入力データをシン

プルにネットワークに通し，行動を分類するモデルであ

る．ネットワークはMulti Layer Perceptron（MLP）ベー

スのもの，Convolutional Neural Network（CNN）ベース

のもの，Recurrent Neural Network（RNN）ベースのもの

等様々だが，本稿では CNNベースで議論を行う．前述の

通り関連研究ではこのモデルを特定のサンプリング周波数

に限定して訓練を行っていた．従って，SF混在環境にシ

ンプルに応用する場合，図 1のようにサンプリング周波数

X100Hz E100Hz z100Hz C100Hz ŷ y

LCE
Walk

Jog

... etc.

Classifier for 100Hz

X50Hz E50Hz z50Hz C50Hz ŷ y

LCE
Walk

Jog

... etc.

Classifier for 50Hz

... Need Classifiers for each sampling frequency.

図 1 従来手法：CNN を用いた一般的な行動認識

Fig. 1 Conventional method: common method of human ac-

tivity recognition using CNN.

ごとにモデルを訓練することになる．ここで，X100Hz は

サンプリング周波数 100Hzで計測されたセンサデータであ

り，ネットワークへの入力を意味する．E100Hzは同 100Hz

用に訓練される特徴抽出器，z100Hz は E100Hz から出力さ

れる特徴マップ，C100Hz は行動を分類する分類器，ŷは分

類器の予測結果である．予測結果 ŷと真の行動ラベル yか

ら，クロスエントロピー誤差 LCE を算出し，ネットワー

クの損失関数としている．従来手法は，サンプリング周波

数ごとにモデルを訓練，管理しなければならない点がデメ

リットとなる．また，サンプリング周波数ごとにモデルを

訓練することから訓練データの量が限定的となり，深層学

習モデルを訓練しきれない可能性もある．

これに対し，提案手法は以下の 3点で従来手法と異なる．

• SF混在環境において全てのデータを同一のモデルで

訓練する点

• 行動ラベルだけでなくサンプリング周波数ラベルを併
用する点

• サンプリング周波数ラベルは敵対的に訓練に利用す
る点

以上を踏まえた，提案手法のモデル構造を図 2に示す．特

徴抽出器 E は全てのサンプリング周波数の計測データを

一手に入力として受け入れる．この時，入力長を統一する

ため，X50Hz 等のデータは全て 100Hzになるように線形

補間を用いてアップサンプリング処理を行っている．すな

わち，入力データの時間長，サンプル長は前処理として揃

えている．次に，図 2の上部では従来手法と同様に行動認

識を行い，LCE を最小化するように E と C を訓練する．

図 2の下部では，z を D にも同時に入力し，z からサン

プリング周波数 f̂ を予測する．これはドメイン適応手法

DANN[18]におけるドメイン検出部と同様の働きをする．

本モデルでは入力長は線形補間により統一されているが，

X100Hz と線形補間済みのX25Hz では波形の滑らかさに差

がある．Dはこの差を検出することでサンプリング周波数

を推定する．予測結果 f̂ と真のサンプリング周波数 f か

ら，Discriminator誤差 LD を算出し，ネットワークの損

失関数としている．本提案手法のメリットは，サンプリン

f

X100Hz

E z

C ŷ y

LCE

Walk

Jog

... etc.

Adversarial Model

X50Hz

X25Hz...

^ fD

LD

MaximizeMinimize

100Hz

50Hz

... etc.

図 2 提案手法：サンプリング周波数に頑健な行動認識

Fig. 2 Proposed method: human activity recognition robust

to the difference of sampling frequency.
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グ周波数ごとに分割せず唯一のモデルとして訓練ができる

点，サンプリング周波数が混在するデータ全てを利用する

ことによる精度向上が見込める点，そして敵対的訓練によ

りサンプリング周波数の相違に頑健な特徴表現が獲得でき

る点である．

3.2 定式化

LCE は従来手法でも用いられている，一般的なニューラ

ルネットワークの損失関数であり，下式 (1)で定義される．

LCE = − 1

N

N∑
n=1

M∑
m=1

{ynm logC(E(xn))} (1)

ここで，Nはミニバッチサイズ，Mは行動ラベルのカテゴ

リ数，xn は入力X100Hz のミニバッチのうち n番目の入力

系列，ynmは同 n番目の出力を one-hot表現した際のm番

目の値 {0, 1}である．C 及び E は従来手法であれば各周

波数に対応したものである必要がある（例：C100Hz）．

LD はサンプリング周波数を弁別する Discriminatorか

ら得られる損失関数であり，本研究ではこれを下式 (2)で

定義する．

LD = − 1

N

N∑
n=1

K∑
k=1

{fnk logD(E(xn))} (2)

ここで，Kはサンプリング周波数の種類数である．すなわ

ち LD はサンプリング周波数を分類するDのクロスエント

ロピー誤差である．DANN[18]では，ソースとターゲット

ドメインを弁別するためバイナリクロスエントロピー誤差

が採用されていた．一方，本研究ではいくつかの限定され

た種類のサンプリング周波数が混在する環境を想定し，こ

れをカテゴリ分類問題として取り扱うこととした．なお，

今後の拡張として，これをMean Squared Error等に置き

換えることでサンプリング周波数を限定しない手法も実現

できると考えている．

以上を踏まえ，提案手法のネットワーク全体の損失関数

Lを下式 (3)で定義する．

L = LCE − λLD (3)

岩澤らの研究 [20]では，LD をカテゴリ分類問題として取

り扱うことでバイナリ分類問題よりも D の認識能力が低

下し，C と D の敵対のバランスを取ることが難しくなる

ことを指摘している．これに対し，岩澤らは λを徐々に大

きくするアニーリングを行っている．一方，本研究では予

備実験的に試した結果，この現象が発生しなかったことか

ら λ = 1としている．

3.3 最適化

提案手法は，特徴抽出器 E，行動分類器 C，サンプリン

グ周波数弁別器 D の 3つのモデルで構成される．それぞ

れのネットワークのパラメータを θE，θC，θD とすると，

探索対象の各パラメータ θ̂E，θ̂C，θ̂D は下式 (4, 5)で算出

される．

(θ̂E , θ̂C) = argmin
θE ,θC

L(θE , θC , θ̂D) (4)

θ̂D = argmax
θD

L(θ̂E , θ̂C , θD) (5)

本研究では，上記の最小化，最大化問題を交互最適化に

より実装する．式 (4)では，θD を固定した状態で算出さ

れた Lを最小化するように θE，θC を探索する．これは，

LCE の最小化と，LD の最大化を行うようなパラメータを

探索しており，行動認識精度を上げるように E，C を訓練

し，サンプリング周波数の弁別精度を下げるように E を

訓練することと同義である．式 (5)では，同様に θE，θC

を固定した状態で算出された Lを最大化するように θD を

探索する．この時，パラメータが固定されているため LCE

は変動しないことから，Lの最大化は LD の最小化を意味

している．したがって，サンプリング周波数の弁別精度を

上げるように D を訓練することと同義である．ミニバッ

チ単位でこれらを交互に最適化する．

4. 実験環境

4.1 データセット

スマートフォンの加速度センサを用いて人間の基本行動

認識を行う HASCデータセット [12]を用いる．HASCは

人間行動理解のための装着型センサによる大規模データ

ベースの構築*3を目的とした非営利任意団体が提供する行

動認識データセットである．基本行動 6種類（停止，歩行，

走行，スキップ，階段上り，階段下り）のラベルがついた

加速度，ジャイロ等のセンサデータがコーパスとして提供

されている．

2011から 2013年までのコーパスの BasicActivityより

サンプリング周波数が 100Hzのデータを抽出し，加速度セ

ンサの生データのみを用いることとした．前処理として，

各計測ファイルから前後 5 秒を除去し，フレームサイズ

256サンプル，ストライド 256サンプルで時系列分割を行

う．計測開始から端末の格納動作等の影響を取り除くため

前後 5秒でトリミングしている．計測機種や性別等のメタ

情報は用いない．トリミング後に 1フレーム以上データが

取得できた 176名のデータを採用した．

4.2 データセットの分割

モデルの訓練及び検証に使用するデータセットの分割方

法について説明する．行動認識研究では，評価対象者自身

のデータを訓練時に使用することで推定精度が向上するこ

とが知られている．したがって本研究では，訓練と検証用

のデータセットを人単位で分ける Hold-out法により分割
*3 HASC: http://hasc.jp/
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図 3 データセットの分割方法

Fig. 3 How to separate the dataset.

する．分割の概要図を図 3に示す．前節で述べた 176名の

データセットから，ランダムに 100名を抽出し訓練用デー

タセット Dtrain とし，同様に別途ランダム抽出した 50名

を検証用データセット Dtest とする．

Dtest は評価対象が様々なサンプリング周波数であるこ

とを考慮し，ダウンサンプリングによって 100Hzのもの

（D100
test）から 50Hzのもの（D50

test），25Hz，12.5Hz，6.25Hz

と複数種類準備し，それぞれで精度検証を行う．サンプリ

ング周波数間で同一の被験者 50名を用いる．具体的なダ

ウンサンプリング手順については次節で述べる．

訓練用データセットはDtrainからダウンサンプリングに

より SF混在環境を疑似的に再現する．はじめに，Dtrain

を特定の人数で分割する（図の A，B，C，D，E名）．次

に，A名のデータはサンプリング周波数 100Hzで計測され

たものとし D
100(100)
train とする．B名のデータはサンプリン

グ周波数 50Hzで計測されたものとし D
50(50)
train とする．こ

の時，B名の 100Hzデータは Dtrain 自体には含まれてい

るが，ダウンサンプリング後の D
50(50)
train に変換するためだ

けに使用しており，100Hzの状態では実験に使用しない．

同様に C名は 25Hzで，D名は 12.5Hzで，E名は 6.25Hz

で計測されたデータとし，それぞれ D
25(25)
train ，D

12.5(12.5)
train ，

D
6.25(6.25)
train とした．これらを総称して，SF混在環境におけ

る訓練用データセット D
(mixed)
train とした．

D
(mixed)
train は更にダウンサンプリングを行うことにより，

自身より低サンプリングレートのデータセットを擬似的に

再現することが可能となる．例えば，D
100(100)
train はダウン

サンプリングにより D
50(100)
train や D

25(100)
train 等を再現できる．

これを全パターン実施した内，6.25Hzに全て統一したデー

タセットを D
6.25(unified)
train とする．

4.3 ダウンサンプリング

エリアジング誤差を防止するため，間引きによるダウン

サンプリングを行う前に，ローパスフィルタ（LPF）を適

用する．時系列波形データはサンプリング定理に基づき，

計測したい信号に含まれる最高周波数の 2倍以上の周波数

でサンプリングを行う必要がある．したがって，100Hzで

計測されたデータを 50Hzにダウンサンプリングする際に

は，信号に含まれる情報を 50Hz/2 = 25Hz以下にする必

要がある．これを実現するために LPFを用いて信号から

高周波成分を除去する．例えば，100Hzで計測されたセン

サデータが図 4の originalのように高周波数情報を含む場

合，単純に間引き処理のみを行うと only thinningのよう

になる．一方，LPF適用後間引きを行うと thinning with

LPFのようになる．

� ��� ���
��

��

�

�

�
�
�
���

� ��� ���
��

��

�

�

�
�����	
��
��

� ��� ���
��

��

�

�

�
�	
��
����
�	����

図 4 オリジナルのセンサデータ例と間引きのみを行った例，LPF

と間引きを行った例

Fig. 4 A sample of the original sensor data, performed only

thinning, and performed thinning after LPF.
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更に，本研究ではモデルへの入力長を揃えるために，間

引き後のデータを線形補間により同一サンプル数となる

ように変換している．したがって，図 4の thinning with

LPFは見た目上は変わらないが，モデル入力時にサンプル

数 256となっている．

ダウンサンプリング処理は，実験用データを整形するだ

けでなく，D
100(100)
train から D

50(100)
train 等を生成する際にも使

用する．

4.4 深層学習のモデル構造

提案手法は E，C，Dの 3つのモデルで構成され，各モ

デル内のアーキテクチャについては本研究の範囲外であ

る．それぞれを最適な構造とすることで精度向上が見込め

る可能性はあるが，本研究では VGG16をベースにしたモ

デルを採用した．CNNのアーキテクチャを比較した先行

研究 [13]より，VGG16は実装が容易ながら行動認識に対

して高い推定精度を実現するアーキテクチャであることか

ら採用した．Eは VGG16の Flattenまでとし，C とDは

シンプルに全結合層（ユニット数 1024）に，活性化関数

ReLU，ドロップアウト 0.5を適用したものとした（図 5）．

ただし，C の出力層は 6ユニット（行動 6種類の分類），D

は 5ユニット（サンプリング周波数 5種類の分類）である．

5. 予備実験

5.1 予備実験の目的

これまで SF混在環境における深層学習モデルの行動認

識精度に関する議論が行われていなかったことから，本実

験の前に以下の点を検証するための予備実験を行った．

( 1 ) データセット内に複数のサンプリング周波数が混在す

Conv (c, k, s)
c: Number of channels
k: Size of kernel
s: Strides

MaxPool (k, s)
k: Size of kernel
s: Strides

ConvBlock (n, c)
n: Number of repeat
c: Number of channels

MaxPool (2, 2)

ReLU

Conv (c, 3, 1)

n �mes repeat..
.

Input(256, 3)

Fla�en

Output (6 or 5)

Model E

ConvBlock (2, 32)

ConvBlock (2, 64)

ConvBlock (3, 128)

ConvBlock (3, 256)

ConvBlock (3, 256)

Dense (1024)

Dropout (0.5)

ReLU

Model C and D

図 5 実験で使用した VGG16 ベースのモデル構造

Fig. 5 Model architecture based on VGG16 that we used in

experiments.

ることが行動認識精度の低下につながるのかを検証す

る．一般に，機械学習では不統一な環境で計測された

データは統一されたデータに比べて推定精度が低下す

る．これが本課題でも発生するのか，及び，深層学習

を用いた際でも発生するのかを検証する．

( 2 ) 動作検証として，従来手法におけるサンプリング周波

数の検出精度と，提案手法における検出精度を比較し，

提案手法が適切に学習できていることを確認する．

( 3 ) 本実験で使用する評価指標や，訓練エポック数の妥当

性の検証を行う．

5.2 予備実験設定

4章で述べた実験環境において，Dtrain の分割を均等に

20名ずつ（A:B:C:D:E = 20:20:20:20:20）とした．比較に

用いるモデルは図 1で示した従来の一般的な CNNモデル

（以降，Morg とする）と，図 2で示した提案手法の敵対

的訓練モデル（Madv）の 2種類である．従来手法では同

一のサンプリング周波数データに限定してモデルを訓練す

ることが一般的である．本研究では SF混在環境による影

響を調査するため，従来手法同様 D
6.25(6.25)
train の 20名分の

みを訓練に使用するケース（Morg(D
6.25(6.25)
train )：Ref と呼

ぶ），SF混在環境のデータ 100名分を訓練に使用するケー

ス（Morg(D
(mixed)
train )：Mixinと呼ぶ），検証対象のサンプ

リング周波数にダウンサンプリングで統一した 100名分を

訓練に使用するケース（Morg(D
6.25(unified)
train )：Idealと呼

ぶ）で比較を行う．これを Idealと呼ぶのは，100名分全て

のデータを同一サンプリング周波数 6.25Hzで計測できた

理想環境を擬似的に再現しているためである．実運用でも

実現可能ではあるが，最も低いサンプリング周波数 6.25Hz

を推定するときだけであり，100Hzを推定するときにはこ

の手法は実現できない．そのため，理想環境として 6.25Hz

のみで評価する．同様にMadv(D
(mixed)
train )をAdvと呼ぶ．

なお，MorgのアーキテクチャはMadvと同等であり，E，

C は同一で，D のみが存在しないものである．本研究で

は，Adam[21]を学習率 0.0001，β1 = 0.9，beta2 = 0.999

で用いて最適化を実施し，全モデル 150エポック訓練を行

う．なお，訓練時に 10エポックごとに検証用データに対

する予測精度を計測し記録している．

5.3 予備実験結果

予備実験におけるエポック毎の推定精度変化を示した

図 6を用いて，予備実験の目的 (1)を考察する．train act

は訓練用データの行動認識精度，test actは検証用データ

の行動認識精度，train freqは訓練用データのサンプリン

グ周波数弁別精度を示している．まず，Ref とMixinの

行動認識の最高検証精度に着目すると，それぞれ 66.4%，

77.0%となり，同一サンプリング周波数 20名で訓練するよ

りは，SF混在環境でも 100名で訓練するほうが精度が高
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図 6 予備実験における各モデルの訓練時と検証時の推定精度変化

Fig. 6 Changes in estimation accuracy during training and validation of each model in

preliminary experiments.

くなることがわかった．これは，訓練データが少ないこと

でモデルが汎用的な特徴表現を獲得しきれていないことが

原因と考えられる．一方，理想環境 Idealの最高検証精度

は 83.9%であり，SF混在環境のMixinと比べて高精度で

あることから，深層学習モデルでも SF混在環境により精

度低下が起こることを明らかにした．なお，Adv の最高

検証精度は 77.0%となり，Mixinと同等で Idealより低い

結果であったが，Adv の行動認識精度については次章の

本実験で詳細に議論する．

次に，図 6のサンプリング周波数弁別精度（train freq）

に着目し，予備実験の目的 (2)を考察する．Mixinでは通

常サンプリング周波数弁別を行わないが，図 2から LD の

最大化による E の訓練を行わないようにすることで，E

と C は通常のMixinのまま，Dでサンプリング周波数弁

別性能を検証することが可能となる．Mixinの train freq

を見ると訓練が進むにつれてサンプリング周波数の弁別精

度が大幅に向上し，最大で 96.1%となっていることが確認

できる．これは行動認識モデルを訓練するに当たり，サン

プリング周波数ごとに異なる傾向を持つ特徴マップ zが抽

出されていることを意味する．一方，Advに着目すると，

弁別精度は 2割程度で安定している．今回はサンプリング

周波数 5種類を対象としているため精度 2割とはランダム

に予測を行った場合と同じ精度を意味する．したがって，

LD の最大化によってサンプリング周波数の弁別精度を抑

制できており，サンプリング周波数の敵対的訓練が適切に

実現できている事が確認できた．

最後に，図 6の収束具合に着目し，予備実験の目的 (3)

を考察する．まず，Morg の 3種類はどれも行動認識精度が

50エポック付近で頭打ちとなっており，150エポックの訓

練は十分である事がわかる．一方，Madv は 100エポック

付近まで学習がつついており，今後もやや精度が向上する

可能性はあるものの，概ね 150エポックで収束しているこ

とが確認できた．したがって以降の実験は 150エポックで

実施する．また，検証用データの推定精度は，最終エポッ

クの精度で議論することが多いが，本研究では最大となっ

た検証用精度で議論を行うこととする．図 6を見ると訓練

精度が大幅に上に振れることは起こらず基本安定している

ことから，この指標が評価を恣意的に歪めることはない．

一方，Madv を用いた場合，80エポックや 95エポック付

近で計測されるように急激に訓練精度が低下する減少が起

こりうる．最終エポックで評価すると，偶然この現象が最

終エポック付近で発生した際に精度を大幅に下げることに

繋がり，一律的な比較が困難となる．したがって，本研究

では最大となった検証用精度で議論を行うこととした．な

お，最終エポックでの精度でも確認を行っているが，概ね

同じ結果であり，以降の考察を覆すことはなかった．

6. 本実験

6.1 実験環境

予備実験の実験環境から以下の 4点の変更を行った．

• 実環境では計測データが偏ることを踏まえ，偏りのあ
る状態を含む複数パターンで Dtrain を分割する．

• Dtrain，Dtestのランダム抽出，及び，その先のDtrain

の分割は選択される人によって検証精度が異なる．し

たがって，人を変えて全てのパターンを 20試行ずつ

実施し，20試行の平均精度で比較検討を行う．

• 評価用データはサンプリング周波数 5種全て使用する．

• 考慮できうる複数のベースラインを定義し比較するこ
とで提案手法の有効性を示す．

Dtrain の分割パターンは，低サンプリング周波数が充実し

ているケースとしてLow1 (A:B:C:D:E = 5:5:5:5:80)，Low2

(10:10:10:10:60)の 2パターン，均一なケースとして Even

(20:20:20:20:20)，高サンプリング周波数が充実している

ケースとして High1 (60:10:10:10:10)，High2 (80:5:5:5:5)

の 2パターンで，計 5パターン検証する．

6.2 ベースラインと提案手法

ベースラインとして訓練用データの扱い方を工夫し以下

の 5種類を定義する．各名称のカッコ内の数字は，訓練が

必要なモデル数を意味している．
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表 1 20 試行を行った際の各手法の平均推定精度 [%]

Table 1 Average of estimation accuracy for each method over 20 trials [%].

Low1 (5:5:5:5:80) Low2 (10:10:10:10:60) Even (20:20:20:20:20) High1 (60:10:10:10:10) High2 (80:5:5:5:5)

100Hz50Hz 25Hz 12Hz 6Hz 100Hz50Hz 25Hz 12Hz 6Hz 100Hz50Hz 25Hz 12Hz 6Hz 100Hz50Hz 25Hz 12Hz 6Hz 100Hz50Hz 25Hz 12Hz 6Hz

Ref 55.2 56.3 54.3 56.8 81.7 64.9 65.6 65.8 65.9 80.3 74.9 75.5 73.6 75.4 68.9 84.4 64.5 67.4 66.8 59.2 86.0 53.5 53.8 55.9 48.0

Mixin 80.6 81.1 81.9 82.9 82.0 83.9 84.1 84.5 84.7 81.4 85.6 85.9 85.9 85.1 75.9 86.8 86.7 86.2 84.3 71.5 87.0 86.8 86.3 83.7 65.8

DS-Mixin 80.5 81.3 82.2 82.9 83.1 83.9 84.1 84.6 84.9 83.7 85.5 85.8 86.1 86.3 83.0 86.6 86.5 86.6 86.5 83.0 86.8 87.1 87.0 86.9 83.0

F-Mixin 81.2 81.6 82.4 83.5 82.5 83.6 83.9 84.3 84.9 82.5 86.2 86.4 86.5 86.3 82.7 86.9 86.9 86.9 86.5 82.8 87.4 87.5 87.4 86.8 82.7

Multi 76.3 77.1 77.8 77.5 80.4 78.7 79.4 79.6 78.9 77.3 83.6 84.0 84.1 82.0 72.1 85.0 84.9 84.0 80.5 65.9 85.4 85.3 84.1 79.5 61.0

Adv 82.2 82.5 83.0 83.7 82.4 85.0 85.3 85.4 85.4 81.9 86.3 86.5 86.4 85.4 76.0 87.6 87.5 87.0 85.1 72.2 87.7 87.6 86.8 84.5 67.8

F-Adv 82.5 82.8 83.4 84.2 83.0 85.6 85.8 86.0 86.1 83.5 86.8 86.9 87.0 86.6 82.5 88.2 88.2 88.0 87.3 83.0 88.3 88.4 88.2 87.6 82.9

Ref (5) 従来手法と同様に，訓練用データD
(mixed)
train の内，

検証用データのサンプリング周波数と一致するデータ

のみを使用しMorg を訓練する手法である．D100
test を

評価する際にはMorg(D
100(100)
train )を用い，D50

testを評価

する際にはMorg(D
50(50)
train )を用いるというように，5

つのモデルを使い分ける手法である．

Mixin (1) 訓練用データD
(mixed)
train を用いてMorg を訓練

する手法である．岩澤ら [22]により，ユーザ適応時に

Fine-tuning等の転移学習手法を用いるよりも，シン

プルに適応用データを混在させるMixinで高精度を達

成することが示されていることから，ベースラインと

して採用した．

DS-Mixin (5) Down Sampling Mixinを意味する．図 3

で示したように訓練用データはダウンサンプリングに

よって，低サンプリング周波数側にのみデータを増や

すことができる．そこで，予備実験の Idealのように

D6.25
test を評価する際は D

6.25(unified)
train を，D12.5

test を評価

する際は D
12.5(unified)
train に D

6.25(6.25)
train を併せたデータ

を用いるというように，なるべくサンプリング周波数

を統一した 100名を訓練に用いて，5つのモデルを使

い分ける手法である．

F-Mixin (1) Full Mixinを意味する．図 3で示した全て

の訓練データをまとめてMixinする手法である．シン

プルにデータ拡張による精度向上が見込める観点から

採用した．

Multi (1) 行動認識とサンプリング周波数弁別を同時に

実施するマルチタスク学習を行う手法である．Madv

の LD 最大化による θE の更新を，最小化で行うこと

で実現できる．サンプリング周波数の学習をモデル内

で行う手法のベースラインとして採用した．

これに対して，Madv を用いた提案手法も，訓練用デー

タの扱い方を工夫し以下の 2種類定義する．

Adv (1) 与えられた訓練データ D
(mixed)
train を用いてシン

プルにMadv を訓練する手法である．

F-Adv (1) Full Adversarialを意味する．F-Mixinのよ

うに図 3で示した全ての訓練データをまとめて用いて

Madv を訓練する手法である．

6.3 本実験結果

20試行実施した平均推定精度を表 1に示す．1行目は

Dtrain の分割人数の比率，2行目は検証対象の Dtest のサ

ンプリング周波数である．各検証に対して，最大精度を達

成できた手法を太字かつ下線で，2番目に精度が高かった

手法を下線で示している．

表 1より，Dtrain の分割比率によらず，検証用データ

が 100Hz から 12.5Hz は F-Adv が最高精度，6.25Hz は

DS-Mixinが最高精度を記録した．また，検証用データ

が 6.25Hzであっても，F-AdvはDS-Mixinとほぼ同等

の精度を記録している．2番目に精度が高かった手法に着

目すると，検証用データのサンプリング周波数が高いとき

はAdvが，低いときはDS-Mixinや F-Mixinが高精度

を達成した．考えてみると当然ではあるが，検証用データ

が 6.25Hzの際にはダウンサンプリングにより 100名分の

訓練データが揃った状態となるため，DS-Mixinが十分

な特徴表現を獲得し最高精度を達成できた．一方で，高サ

ンプリング周波数側にデータ拡張を行うことができないた

め，DS-Mixinや F-MixinはMixinと変わらない推定

精度となった．一方，提案手法では低サンプリング周波数

にデータが偏っている Low1 や Low2 の状況でも高サンプ

リング周波数の検証精度向上に成功している．特に，Low2

では 100Hzの訓練用データが 10名しか揃っていないにも

かかわらず，100Hzの検証精度は 85.6%である．これは従

来のシンプルな手法（Ref）で 100Hzのデータが 80名分

揃っているときの検証精度 86.0%とほぼ同等である．

検証用データの分割比率のごとに平均精度を算出したも

のを表 2に示す．検証用データのサンプリング周波数の

偏りが一律と仮定すると，全ての分割比率において提案手

法の F-Advが最高精度を達成している．提案手法の推定

精度は，一般的な従来手法 Ref よりも平均約 20%精度が

向上しており，シンプルにサンプリング周波数に適応する

Mixinよりも平均約 3%精度が向上している．さらに，ダ

ウンサンプリングによるデータ拡張を行った F-Mixinと

比較しても平均約 1%精度が向上している．分割パターン

間の特性を見ると，基本的には低サンプリング周波数に

データが偏った際に提案手法が特に有効に働くことが確

認できる（F-Mixinとの比較）．Ref やMixinとの比較
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表 2 訓練用データの分割パターンごとの平均推定精度の比較 [%]

Table 2 Comparison of the average of estimation accuracy for

each separation pattern of training data [%].

Low1 Low2 Even High1 High2 Avg

Ref 60.9 68.5 73.6 68.5 59.5 66.2

Mixin 81.7 83.7 83.7 83.1 81.9 82.8

F-Mixin 82.2 83.9 85.6 86.0 86.4 84.8

DS-Mixin 82.0 84.2 85.3 85.8 86.2 84.7

Multi 77.8 78.8 81.2 80.1 79.1 79.4

Adv 82.8 84.6 84.1 83.9 82.9 83.6

F-Adv 83.2 85.4 86.0 86.9 87.1 85.7

F-Adv - Ref 22.3 16.9 12.3 18.5 27.6 19.5

F-Adv - Mixin 1.5 1.7 2.3 3.8 5.2 2.9

F-Adv - F-Mixin 1.0 1.6 0.4 0.9 0.7 0.9

では Highの方が精度向上が顕著であるが，これはRef や

Mixinが低サンプリング周波数に対してデータ拡張を行っ

ていないためである．

ここで，Multiに着目すると，どれもMixinにすら劣

る結果となっている．サンプリング周波数ラベルを弁別す

る損失関数をモデルに組み込んだことで，マルチタスク学

習により精度向上が見込めるかと思われたが，逆に制約と

なり精度低下につながった．一方で，サンプリング周波数

を弁別できなくする制約が，結果として行動認識精度を向

上させたことは興味深い結果である．ユーザに対して敵対

的訓練を行った岩澤らの研究 [20] では，データセットに

よって行動認識精度が同程度ないしはやや低下する結果

となっている．一方，本研究ではサンプリング周波数の敵

対的訓練が行動認識精度を約 3%向上させる結果となった

（[20]に合わせ F-Adv - Mixin）．ダウンサンプリングに

よるデータ拡張の効果も大きいが，サンプリング周波数を

弁別させないことでこれに依存しない頑健な特徴表現の獲

得に貢献できたと考えられる．

以上を踏まえ，本研究では 7種のモデル，訓練データの

分割パターン 5種類，各 20試行の 700回を超える深層学

習モデルの訓練と検証を行った結果，SF混在環境では提案

手法の F-Advを用いることで高精度が実現できることを

明らかにした．検証用データがサンプリング周波数 6.25Hz

の場合のみ DS-Mixinの精度の方が高いが，差は僅かで

あり，DS-Mixinのように複数モデルを訓練しなくて済む

観点からも F-Advの方が優れていると結論づける．

6.4 リミテーションと有用性

本研究のリミテーションである 3点について議論する．

スマホの行動認識 本研究では HASC[12]データセットを

用いて実験を行った．そのため，提案手法の有効性は

今の所スマホの行動認識の範囲にとどまる．表 1 の

EvenのRef を見ると，12.5Hzから 6.25Hz間で推定

精度が約 7%と大幅に低下している．HASCの特徴と

して基本行動認識は特に低周波数成分の特徴が重要で

ある（12.5Hz程度あれば十分である）ことを意味して

いる．したがって，特に高周波成分が推定に重要とな

るような行動認識タスクにおいても提案手法が有効に

働くかどうかは議論の余地が残る．

ダウンサンプリングによる擬似再現 本研究では各サンプ

リング周波数のデータセットをダウンサンプリングに

より擬似生成して実験を行った．これは実環境におけ

る計測値とは異なる可能性があるため，実計測データ

を用いた場合の効果については議論の余地が残る．

対象サンプリング周波数 本研究では計測対象のサンプリ

ング周波数を 5種類としたが，実環境ではより多岐に

わたる．サンプリング周波数が多岐にわたった場合に

おける効果については議論の余地が残る．

リミテーションを踏まえ，本研究の有用性について議論

する．本研究では HASCデータセットを用いて提案手法

の有効性を示したが，基本行動認識は 12.5Hz程度のサン

プリング周波数でデータが計測されていれば十分であるこ

と，及び，HASCデータセットの大部分は 100Hzで計測さ

れていることから，有用性に疑問が残るかもしれない．し

かし，今後行動認識を実運用することを考えると，スマー

トフォンのバックグラウンド動作で 100Hzのセンサデー

タを継続的に計測することは，バッテリーや CPU消費の

観点からも現実的ではない．すなわち，提案手法は今後行

動認識を実運用していく際にこそ有用な手法であると考え

られる．また，本実験を通じて SF混在環境でも多くの被

験者からデータを計測できることで精度が向上できること

を示した．すなわち，単一のサンプリング周波数で少人数

からデータを収集するよりは，混在していても多人数から

データを収集し，敵対的訓練を行うことで精度を向上させ

ることを示した．これは今後の行動認識研究の精度向上の

一助となると考えている．

7. おわりに

本研究では，センシングによる行動認識を対象に，計測

データのサンプリング周波数が混在する環境に頑健な行動

認識手法の開発を行った．提案手法は，行動認識を行うモ

デルと，サンプリング周波数の弁別を行うモデルに分岐し

ており，それぞれが敵対的に学習を行うことによって，サ

ンプリング周波数に依存しない行動認識の特徴表現の獲得

を行うモデルである．基本行動認識の HASCデータセッ

トを用いて提案手法の有効性評価を行った結果，敵対的訓

練とダウンサンプリングによるデータ拡張を併用した方法

で，従来手法と比べ高精度に行動認識が実現できることを

明らかにした．今後の課題として，リミテーションに示し

た 3点を，別のデータセットを用いた評価実験により検証

していく予定である．
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