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概要：世界で最も深刻な被害をもたらす自然災害の 1つが洪水であり，例えば 2019年の台風第 19号によ

り発生した豪雨では約 8千棟の建物が水没している．こういった洪水災害時には，道路や家屋，車両の水

害状況，特に水没度を正確・迅速かつ広範囲に把握し，適切な復旧支援計画を立てる必要がある．これに

対し，設置型の水位計は河川の水位計測を想定しており，道路や住宅地の水没は考慮されていない．また，

SNSやクラウドソーシングにより水没画像や映像を収集する手法では，協力者や住民が接近困難な地域の

情報収集は困難である．本論文では，ドローンにより撮影された俯瞰画像から，画像内の各住宅や車両の

水没の水位を推定する手法を提案する．提案手法では，オブジェクト認識用深層ニューラルネットワー

ク Mask R-CNNに転移学習を適用し，限られた数の水害地俯瞰画像から浸水している家屋ならびに車両

を認識する．また，検出した浸水家屋ならびに車両の画像に対し，事前に準備した水没度参照モデルを元

にして推定した水没度をラベル付けし，VGG-16ネットワークを適用して水没度を推定する．これらによ

り，上空から撮影された広範囲の画像に映り込む各家屋や車両の水没度を迅速に推定することを目標とす

る．実際の俯瞰画像を用いた評価の結果，浸水家屋ならびに車両の検出精度は 73.42%，水位推定誤差は

21.43cmであることを確認した．
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1. はじめに

世界中で台風と集中豪雨による洪水被害が深刻化してい

る．2020年 1月，ブラジル南東部豪雨では 44人が死亡し，

13,000人が洪水の影響を受けている [1]．また，ハリケー

ンHarveyは 2017年にテキサス南東部とルイジアナ州南西

部を襲い，水害による家屋の損失は 250億ドルを超えてい

る [2]．自然災害による被害からの迅速な回復を支援する

ためには，情報技術により災害発生後の被害状況を即座に

把握・分析し，人命救助や物資支援，道路や河川修復の緊

急度判断等に活用することが望まれる．

そのような要求に対し，画像解析に基づくアプローチが

いくつか提案されている．Witherowらは [3]において，ス

マートフォンなどのモバイルデバイスにより撮影された

画像から，道路の浸水レベルを検出するための画像処理パ

イプラインを提案しており，Chaudharyetらは [4]におい

て，ソーシャルメディアに投稿された画像から水位を推定
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する技術を提案している．Vitryらは既存の監視カメラシ

ステムからの広域での浸水傾向を推定する手法を提案し

ている [5]．これらのアプローチのほとんどは浸水の前後

を撮影した画像の組が利用可能であることを仮定したり，

人間あるいは既設カメラによる撮影を前提としている．し

かし，特に台風や豪雨による洪水被害はその影響が広範囲

にわたることが多く，かつ地上の道路交通網は遮断される

ことも多いため，適用可能領域が限定されるといった課題

がある．また，カメラを搭載したドローンで上空から現場

映像を撮影し，災害状況把握に活用する実事例が増えつつ

あるものの，撮影した多数の画像や映像を人員が逐一確認

し，その被害状況を判断・記録していくことは，救助人員

が不足しがちな災害発生直後においては現実的でない．し

たがって，洪水災害の俯瞰画像から被災状況を表す意味あ

る情報を自動抽出し，人間を支援する技術が望まれる．

本論文では，ドローンにより撮影された俯瞰画像から，

画像内で浸水している家屋や車両を検出し，それらの水

没の水位を推定する手法を提案する．提案手法では，オブ

ジェクト認識用深層ニューラルネットワークであるMask
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R-CNN [6]を用い，限られた水没画像数から効率よく学習

を行うため，転移学習を適用してネットワークを訓練する．

また，典型的な住宅や車両の標準的な高さ情報を活用して

画像内における住宅と車両の水位レベルを 50cm毎でラベ

リングし，それらの水位を推定するニューラルネットワー

ク VGG-16 [7]に学習させ，Mask R-CNNで切り出した対

象オブジェクトの水位レベルを推定するアプローチを採用

している．実際の俯瞰画像を用いた評価の結果，水害を受

けた家屋ならびに車両の検出精度 73.42％，検出されたオ

ブジェクトに対する水位推定誤差 21.43cmを達成できた．

2. 関連研究

災害復旧支援や被害状況把握における情報通信技術の活

用事例は数多いが，本章では主に洪水被害の定量計測と自

動理解の既存研究について述べる．

2.1 設置型センサーによる水位計測

水位測定専用センサーでは，主に圧力や気泡，浮力によ

る測定や非接触ではレーダーを用いた測定が行われる．文

献 [8]で提案されている自己較正型の水位計はミリメート

ルレベルの誤差で最大 150mの範囲での測定が可能である．

また，Marin-Perezらは，Bluetooth等の無線通信を介し

た水位情報を基地局に転送するための長寿命専用デバイス

を開発している [9]．こういったデバイスは主に河川付近

など洪水災害の危険性が高い領域を対象としており，住宅

地や道路の水没度状況把握用途には向かない．また，ハー

ドウェアコストが軽減された場合も，広域への設置コスト

や維持管理の課題が残る．

2.2 既設監視カメラによる水位推定

Shi-Weiらは既存の河川監視カメラシステムを活用し，

オブジェクト分離技術であるセマンティックセグメンテー

ションを適用して洪水災害を推定するアプローチを述べ

ている [10]．同手法では，領域ベースのセグメンテーショ

ンを採用し，監視カメラでキャプチャされた観測エリアの

洪水の危険性を自律的に推定する．Vitryら [5]は，一般

的な監視カメラによって取得されたビデオストリームか

ら水位の変化を検出する方法を提案している．この手法で

は，各フレームにおいて水で覆われた領域のピクセルを検

出し，連続するフレーム間でのそれらの変化から水位の変

化を推定する．各フレームの浸水ピクセルを認識するため

に，深層畳み込みニューラルネットワーク（DCNN）であ

る U-net [11]を利用したセグメンテーションを行う．スピ

アマン順位相関において，DCNNから得られる浸水ピクセ

ルと水位との相関は最大で 0.75であることが示されてい

るものの，相対変化のみを扱うために水位の絶対値は取得

できない．

2.3 クラウドソーシングに基づく画像集約と洪水被害評価

Witherowら [3]は，ユーザーが洪水時にモバイルデバイ

ス（スマートフォンやドライブレコーダーなど）で撮影し

た道路画像から浸水領域を推定する手法を提案している．

この手法では，浸水前後の差異を用いて浸水領域を抽出す

るため，各地点において，乾燥状態と浸水状態の両方の画

像を必要とする．また，オクルージョンを生じるオブジェ

クトを自動で除去する方法も考案している．Chaudharyら

は，Mask R-CNN [6]を用いて，地上から撮影された画像

から浸水した人物，車，バス，自転車などのオブジェクト

数を推定する方法を提案している [4]．この手法では，オブ

ジェクト認識用の COCOデータセット [12]を用いて水没

したオブジェクトをセグメント化して認識し，水位推定の

ためのアノテーション手法を述べている．このモデルでは

水位を 11段階に分類することができ，実験では 10cm未満

の誤差を達成している．一方で，地上からの近接撮影映像

であることから，被写体が明瞭かつ一定以上の大きさで撮

影された高解像度画像を前提としているため，本論文で対

象としている広域俯瞰画像に直接適用することは難しい．

なお，水位測定の観点では，[4]の既存のモデルは測定可能

水位が 170cmに制限されているが，日本で記録されている

最大水位は約 350cm（2倍）である．

2.4 空中からの洪水被害評価

前述のように，既存のシステムの多くは地上からの撮影

画像を対象としているが，衛星からの空撮画像で洪水状況

を分析するアプローチもある [13–15]．しかし，得られる

情報はマクロスケールであり，かつリアルタイム性に関し

ては限界がある．本論文で提案するシステムは，災害復旧

のための被害状況把握を目的としており，マイクロスケー

ルの状況把握を目標とする．ドローンや UAV（無人航空

機）により得られる広域カバレッジとデータの取得容易性

から，範囲の限られた地上レベルの情報に比べて上空から

の情報は有用である [16]．無人航空機で撮影した画像から

オブジェクトを検出・追跡する研究は [17–19]をはじめ多

数行われているが，水没オブジェクトを検出する手法は

我々の知る限りまだ開発されていない．

3. ドローンを用いた洪水被害推定システム

3.1 システム概要

図 1にシステム概要図を示す．提案システムは，オフラ

インでの学習ステージとオンラインでの判定ステージか

らなる．学習ステージで用いる画像は，水没度が異なるも

のや，洪水発生前の画像も収集するが，深層学習に十分な

数量の洪水災害の俯瞰画像は一般に入手困難である．した

がって，深層学習の訓練画像はデータ拡張により増加させ

る．このデータセットを用い，既存の訓練済の R-CNNオ

ブジェクト認識モデルを再学習させることで，家屋と車両
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オブジェクト検出
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図 1 システム構成図

の物体検出モデルを構築する．次に，水没度決定モデルを

用いて，マニュアルでアノテーションされたオブジェクト

画像群を用い，VGG-16ネットワークによる水没度分類モ

デルを構築する．判定ステージでは，ドローンによって撮

影された画像に対し，オブジェクト検出モデルを適用し，

画像内のオブジェクトを識別して位置を特定する．また，

識別されたオブジェクトに対し，水没度分類モデルを適用

してその水没度を判定する．

3.2 データセットの作成

3.2.1 訓練用空撮画像の選定

教師データとしては，撮影した高度，画像サイズ，および

解像度の点で様々なデータを用いることで，多様な状況に

対応可能なモデル構築を目指す．であるため．あわせて，

適切な高さで取得された通常時（水没度 0）の空撮画像を

Google Earth等で取得するものとする．次に，高度から撮

影されたことにより解像度が低い画像，および不鮮明な画

像はあらかじめ除外し，一定の解像度でかつ適切な高度か

ら撮影された画像のみを選別する．また，広域の撮影画像

には一般的に学校，病院など住宅でない建物が多く含まれ

るが，これらは本システムでの検出対象とはしない．した

がって，不要なオブジェクトを除外するために画像をトリ

ミングし，データセット画像として家と車のみを含む画像

を用意する．

3.2.2 アノテーション

本論文ではアノテーションおよびデータ管理プラット

フォーム supervisely でアノテーションを行った．対象と

する各オブジェクトに対し，ラベルとしてバウンディング

ボックス，オブジェクトクラス（家または車），ならびに

オブジェクトのピクセルを覆うマスク，の 3つを与える．

なお，オブジェクトのマスクはMask R-CNNモデルを訓

練するために必要であるが，提案手法においてはアノテー

ションの簡単のため，精度に影響を与えない範囲でバウン

ディングボックスの内部全体をマスクとした．図 2にマス

クの例を示す．

次に，各オブジェクトの水没度を 0mから 3mまで 0.5m

図 2 オブジェクトに対するマスクの指定例

家 車 水没度 (m)

2 階の最下部 – 3

1 階の天井 – 2.5

1 階の窓の上部 – 2

1 階の窓の半分 窓の上部 1.5

1 階の窓の下部 窓の下部 1

家の基礎の上部 タイヤのホイール上部 0.5

地面 地面 0

図 3 家と車の標準サイズと水没度モデル

幅でアノテーションする．ただし，水没度の真値を取得す

ることは一般に困難であることから，本研究では画像内の

家屋や車の標準的な大きさから詳細な水没度の真値を推定

する．具体的には，図 3に示すように，標準的な住宅なら

びに車両の大きさを指標として水没度の判断基準を定義す

る．アノテーション例を図 4に示す．

なお，他の建物による遮蔽やカメラの撮影角によっては

水没度の目測が難しい場合がある．したがって，遮蔽され

たオブジェクトの水没度は，(1) 屋根のレベルが同じ住宅・

車は，同じ標高にあり，(2) 同じ標高の家・車は同じ水没

度である，という前提で推測する．

3.2.3 データ拡張

画像データにおけるデータ拡張は，データセット内の画

像を変換したものを生成することで，学習セットのサイズ

を恣意的に増加させる技術であり [20]，生成には画像のシ
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図 4 アノテーション例

図 5 データ拡張結果の例

フト，反転，ランダム回転，ノイズ付加，明るさ調整，色付

け，ズームなどの操作を適用する．本研究では，機械学習

用の Pythonライブラリ imgaug [21]を利用し，反転，ノイ

ズの追加，明るさや色の調整などによるデータ拡張を行っ

ている．図 5に，データ拡張の結果の一例を示す．

3.3 Mask R-CNNの転移学習によるオブジェクト検出

オブジェクト検出モジュールは，画像から車や家を検出

し，認識する役割を担う．このモジュールは，畳み込み層

を介して与えられた画像から特徴抽出と物体検出をするた

めに深層ニューラルネットワークを利用する．深層ニュー

ラルネットワークでは，ブロブ，エッジなどの低レベルの

特徴を低レベルの層で抽出し，車や家などの高レベルのオ

ブジェクトを高レベルの層で認識する．一般性を失うこ

となく，本論文では物体検出の目的で最も使用されてい

るネットワークであるMask Region-based Convolutional

Network (Mask R-CNN) [6]を採用した．Mask R-CNNか

らの出力は，検出および分類された車や家などのオブジェ

クトとそのバウンディングボックスである．

3.3.1 既存の学習済モデル

matterport社 [22]では，COCOデータセット [12]を用

いた学習済のMask R-CNNモデルを提供している．学習

された COCOデータセットは車オブジェクトのクラスを

含むため，提供されたモデルは，図 7(a)に示すように，水

没した車の一部を認識できる．一方，学習に使われたデー

タセットに含まれていない家のオブジェクトは，図 7(b)に

図 6 Mask R-CNN の構成図

(a) 車

(b) 家

図 7 [22] のモデルによる認識例

示すように，傘やボートのような他のオブジェクトとして

認識され，そうでなければ検出もされない．また，COCO

データセットに含まれる画像は，一般的に地上から撮影さ

れたものであるため，学習済モデルは，本研究が対象とす

る空撮画像には対応しておらず，誤認識を多く生じる．し

たがって学習済のMask R-CNNモデルはそのままでは利

用できない．本論文ではこの学習済モデルを我々のデータ

セットで再学習させることでこの問題を解決している．

3.3.2 転移学習

Mask R-CNN を用いた転移学習プロセスの実装には，

Matterport社のMask R-CNNライブラリ [6]を利用した．

データセットは 3.2節でで述べたものを用いるが，すべて

の画像は同じサイズにリサイズしておく．また，データ

セットは学習用とテスト用に分割しておく．

Mask R-CNNは，特徴ピラミッドネットワーク (FPN)

[23]と ResNet [24]をベースに構築されている．入力画像

から線や角などの単純な特徴を抽出するために，いくつ

かの畳み込み層で構成される ResNetを Backbone層とし

て採用している．その後，特徴ピラミッドネットワーク

(FPN)を経由し，より具体的で複雑な特徴を抽出する．こ

こで抽出された結果は特徴マップと呼ばれる．次に，領域

提案ネットワーク (RPN) [25]を適用し，対象オブジェク

トが含まれている可能性の高い領域を示す関心領域 (RoI)

を記録する．出力層では，記録した RoI上の特徴マップの
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みを参照し，オブジェクトの位置を特定して認識する．

学習では，入力画像サイズ，RoI数，学習層，学習率，エ

ポック数の 5つのパラメータを主に定義する．表 1に提案

システムのパラメータを示す．これらのパラメータは以下

の戦略に従って設定される．

すべての入力画像は，モデルネットワークの入力層に対

応する同一次元にリサイズする必要がある．このため，入

力画像のサイズが大きい場合は計算量が多くなり，小さい

場合は元々の高解像度画像に含まれる意味のある情報が失

われてしまう可能性がある．そのため，画像サイズを最高

解像度の半分程度の 512 × 512ピクセルに設定している．

また，RoIの数を決定するために，対象となるオブジェク

トの候補を１つの RoIとする．空中画像では，1つのオブ

ジェクトの最小 Bounding boxサイズは 4x4ピクセル程度

であったため，これに対応し，１枚の画像に現れる可能性

のある物体の最大数である 128を RoI数とした．

なお，転移学習を実行する際は，他の学習法と同様に，学

習率やエポック数を調整し，過学習を回避しながら最適な

精度を得る必要がある．経験的に学習率は 0.001，エポッ

ク数は 100に設定した．

3.4 水没度推定

水没度分類モジュールでは，学習に用いる入力画像は，

3.3章で説明した物体検出モジュールの結果を基にクロッ

プされたオブジェクトである．入力画像の生成方法，学習

モデルの構成，およびそれに対応する学習方法については，

以下で詳細に説明する．

3.4.1 入力画像の生成

オブジェクト検出モジュールから，データセットの各画

像上に検出したオブジェクトと配置されたバウンディング

ボックスが得られる．水没度分類モデルの入力画像を生成

するため，このバウンディングボックスを参照して，画像

からオブジェクトをクロップする．クロップする範囲は，

水没度推定結果に重要な影響を与える可能性のある周囲の

情報を含めるために，バウンディングボックスよりもわず

かに大きくしている．また，各オブジェクトは水没度を前

述の方法でアノテーションする．

次に，情報量が不十分な入力画像から不正確な水没度が

推定されないように，高所から撮影された小さなオブジェ

クトが多い画像は除外する．この条件は，画像に含まれる

オブジェクトのバウンディングボックスの平均サイズが画

像サイズの α倍よりも小さい場合である．なお，本システ

ムで設定されている画像サイズに対するオブジェクトサイ

ズの比率 αは，実験では 0.005としている．

1

numobject

numobject∑
i=1

sizei < α× sizeimage

次に，各画像について，さらに情報量の多いオブジェク

図 8 VGG-16 モデルの構成

トのみをピックアップする．すなわち，画像全体から，バ

ウンディングボックスの平均サイズより小さいオブジェク

トを除外する．この条件は以下の通りである．

width <
1

numobject

numobject∑
i=1

widthi

height <
1

numobject

numobject∑
i=1

heighti

3.4.2 水没度モデルの構成

認識されたオブジェクト画像から水没度を推定するモデ

ルとして，VGG-16ネットワーク [7]を採用した．VGG-16

は，図 8に示すようなアーキテクチャを持つ 16層の畳み込

みニューラルネットワークである．ネットワーク全体は，

13層の畳み込み層，5層の最大プーリング層，3層の全結

合層の 21層で構成されているが，そのうち，重みを含む

のは 16層のみである．

3.4.3 トレーニング戦略

利用した VGG-16ネットワークは事前学習が行われて

いないため，十分な数の画像データを用意するために各オ

ブジェクト画像をランダムに回転させ，データ量を 3倍と

した．

入力画像サイズ，損失関数，最適化関数，学習率，エポッ

クを含むモデルのパラメータは表 2のように設定した．入

力画像サイズには，クロップされたオブジェクトの予想最

大サイズである 128 × 128ピクセルを設定した．オブジェ

クト検出モジュールと同様に，切り出したオブジェクト画

像は，ゼロパディングを用いて同一次元にリサイズする．

学習パラメータについては，水没度推定はクラス分類とし

て実行されるため，損失関数としてカテゴリー交差エント

ロピーを使用する．また，最適化手法として確率勾配降下

法（Stochastic Gradient Descent，略して sgd）を選択す

る．これは，他の最適化関数（具体的には Adam）と比較

して，実験結果の精度が高いためである．それ以外のパラ

メータは，過学習と判断されないようにしつつ，高い検証

精度を目指して，実証実験に基づいて決定した．具体的に

は，パラメータ調整処理で，50エポックの間でより良い精

度が得られるたびに，検証精度と重み変数を監視し，保存

する．50エポックの間に，それ以上精度が向上しない場合

は，処理を終了する．

4. 評価実験

本章では，提案手法をオブジェクト検出と水没度推定の
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表 1 オブジェクト検出ネットワークの訓練用パラメータ
学習率 RoI の数 学習させる層 入力画像サイズ エポック数

0.001 128 Heads Layer 512*512*3 100

表 2 水没度推定ネットワークの訓練用パラメータ
学習率 最適化関数 損失関数 入力画像サイズ エポック数

0.001 sgd categorical crossentropy 128*128*3 300

表 3 画像の地域別枚数
発生場所 発生年 画像数

岡山 2018 6

長野 2019 4

宮城 2019 3

佐賀 2019 12

東京 2019 1

和歌山 2017 3

広島 2018 6

千葉 2019 5

沖縄 2018 1

高知 2019 3

福岡 2019 1

大分 2017 2

合計 47

2つの部分に分け，順に評価する．収集したデータは，洪

水画像 47枚と非洪水画像 5枚である．表 3に洪水の発生

場所と発生年を示す．モデルの学習では，CPUに Intel(R)

Xeon(R)@2.20GHz，GPUにはGloogle Colaboratory社の

16GBのメモリを有する P100-PCIE-16GBを使用した．

4.1 オブジェクト検出

収集した 52枚の画像の中には，733個のオブジェクト

（420軒の家と 313台の車）が含まれる．オブジェクト検出

モジュールを評価するために，80%の画像を学習用に，残

りの画像をテスト用に分割している．評価指標には mean

Average Precision (mAP)，precision，および recallを採用

した．

Average Precision(AP)は，precisionと recallの両方の

結果を組み合わせた指標である．APの一般的な定義は，

precision-recall曲線の下の面積である．precision-recall曲

線は，異なる予測信頼度の precision(y軸)と recall(x軸)

をプロットしたものである．この precision-recall曲線の例

を図 9に示す．precisionと recallの値は評価対象の数に依

存する．モデルが偽陽性も偽陰性もなく真値に完全に一致

する正確な予測をした場合，APは 1.0となる．すなわち，

APが 1に近いほど誤差が少ないことを意味する．APは

以下で定義される．

AP =

∫ 1

0

p(r)dr

図 9 Precision-Recall 曲線

表 4 オブジェクト検出の結果
mAP Average Precision Average Recall

0.73 0.71 0.79

mAP は全画像の Average Precision（AP）の平均値で

あり，以下で定義される．

mAP =

# of images∑
i=1

APi

mAP，平均 precision，平均 recallの結果を表 4に示す．

得られたAverage Precision（AP）の平均値は 0.73である．

APの結果は，個々の画像に注目するとばらつきが大き

い．図 10では，AP値に有意な差がある 4つの結果をピッ

クアップしており，それぞれ 84%, 74%, 66%, 22%である．

precisionと recallを比較した場合，平均的に recallの方が

precisionよりも高くなった．つまり，この検出モデルは，

偽陽性の結果（誤検出）よりも偽陰性の結果（検出もれ）

の方が少ない．したがって，検出モデルは，検出されたオ

ブジェクトに多少の誤りが含まれていたとしても，ほとん

どのオブジェクトを検出できていることを示す．図 11に

家と車それぞれのオブジェクトクラスの認識結果を示す．

この結果から，車オブジェクトの平均精度と平均 recallの

両方が家オブジェクトよりも高いことがわかる．これは，

3.3.1小節で述べたように，Matterport社が提供する学習

済モデルでは車オブジェクトは考慮されていたが，家オブ

ジェクトは考慮されていなかったためだと考えれる．すな

わち，車は事前学習と転移学習の両方で学習させた一方，
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(a) 84.37% AP (b) 76.00% AP

(c) 66.66% AP (d) 22.50% AP

図 10 異なる AP の認識結果

図 11 各クラスの Precision および Recall

家は転移学習でのみ学習させたためであるといえる．した

がって，学習画像数が多ければ，家の検出精度も高くなる

と期待できる．

次に，バウンディングボックスの大きさに様々な閾値を

設けた時の結果を比較すり．閾値は，α × 512 × 512 で計

算され，α は 0 から 0.03 の間で変化するオブジェクト-

画像比である．各閾値に対する検出オブジェクト数，平均

precision，平均 recall，mAPの結果を図 12に示す．

全体的な傾向として，閾値が大きくなると，誤検出数は

減少し，mAPは増加している．これは，高高度から撮影し

た小さな物体の方が低高度から撮影した物体よりも誤って

検出されやすいことを意味している．したがって，適切な

オブジェクトの大きさになるようドローンの飛行位置を調

整することが高精度な認識結果につながると予想される．

ただし，α=0.0175，α=0.03とした時に精度が低下して

いる．これは，閾値が真値のバウンディングボックスと検

出されたバウンディングボックスの間にあることに起因し

ている可能性がある．例えば，閾値の大きさが予測された

図 12 各閾値以上のサイズのオブジェクトの精度

バウンディングボックスよりも大きく，かつ同一オブジェ

クトの真値のバウンディングボックスよりも小さい場合，

予測されたバウンディングボックスは評価対象に含まれ

ず，偽陰性が増加する．逆に，閾値の大きさが予測された

バウンディングボックスより小さく，かつ，真値のバウン

ディングボックスより大きい場合には，真値のバウンディ

ングボックスは評価対象から除外され，その結果偽陽性が

増加する．

4.2 水没度推定

水没度推定では，前回の評価でオブジェクト検出ステッ

プから切り出した 627枚のオブジェクト画像を使用する．

各クラスと水位に含まれるオブジェクトの数を表 5に示

す．水没度推定では，627枚のオブジェクト画像のうち，

80%を学習に，残りの 20%をテストに使用する．また，オ

ブジェクト画像をランダムに回転させることで，データ数

を 3倍の 1881個に増やした．表 6は，3.4章で説明した手

順でテストデータをフィルタリングした結果である．αに

は 0.005を選択した．

本研究では，分類精度および水没度の真値と予測値の誤

差で提案手法を評価した．また，水没度推定のみの精度を

評価するために，モデルの入力画像は，オブジェクト認識

フェーズで検出したバウンディングボックスではなく，そ

の真値でクロップしたオブジェクト画像を用いた．その結

果，提案手法は 57.14%の精度で水没度を分類し，水没度推

定の平均誤差は 21.43cmであった．図 13は，真値の各水

没度に対する水没度推定の平均誤差を示したものである．

1.5m以上はデータが不足しており，評価できなかった．今

後は，より多くのデータを収集して，提案手法の評価を行

う必要がある．

また，オブジェクト検出結果でクロップした画像を用い

た水没度推定の評価も行った．提案手法は，42.04%の精度

で水没度を分類し，28.57cmの平均誤差で水没度を推定す

ることができた．図 14は各水位の誤差を示している．こ

の結果から，検出されたオブジェクト画像を用いた水没度

推定は，分類精度を低下させるが，水没度推定誤差には大
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表 5 学習およびテスト用のオブジェクト画像数
合計 家 車 0m 0.5m 1m 1.5m 2m 2.5m 3m

627 366 261 120 207 134 77 7 81 1

表 6 バウンディングボックスの画像サイズに対する比率 (α) を変化させた場合の効果

α 画像数 総オブジェ

クト数

家の数 車の数 level

0

level

0.5

level

1

level

1.5

level

2

level

2.5

level

3

0.1 0 0 0 0 0 0 0 0 0 0 0

0.05 0 0 0 0 0 0 0 0 0 0 0

0.01 4 6 6 0 2 3 1 0 0 0 0

0.005 11 14 10 4 5 8 1 0 0 0 0

0.001 11 14 10 4 5 8 1 0 0 0 0

図 13 バウンディングボックス真値を用いた場合の水没度誤差

図 14 バウンディングボックス検出値を用いた場合の水没度誤差

きな影響を与えないことがわかる．そこで，物体検出によ

り検出された物体画像を用いて学習したモデルと，真値の

物体画像を用いて学習したモデルの 2つのモデルをそれぞ

れ評価した．その結果，どちらのモデルも 30cm以下の誤

差で水没度を推定することができ，家や車の大きさに比べ，

十分に小さい値であった．したがって，提案手法は水没し

たオブジェクト検出ならびにその水没度において，妥当な

精度を達成することができたといえる．

5. まとめと今後の課題

本研究では，ドローンから入手可能な水害現場の俯瞰空

撮画像から水没した家および車を検出し，その水没度判定

する手法を定義した．具体的には，俯瞰画像のオブジェク

ト検出では，学習済のMask R-CNNネットワークに転移

学習を適用し，73.42%のmAPを達成した．また，水没度

推定では誤差 21.43cmの結果が得られている．今後の課題

として，オブジェクト検出精度の低い家の空撮画像の追加

による，オブジェクトの検出精度全体の改善が挙げられる．

また，現段階では水没度推定において，単一の分類モデル

を使用しているが，オブジェクトのクラス毎に別の分類モ

デルを作成することで，精度の改善が見込める．加えて，

実用に向けて本システムのオンラインステージで，水没状

況と実世界の位置情報をリンクさせることも課題である．
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