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二値制約非負値行列分解を用いる画像分類

朝岡 日向子1,a) 工藤 和恵1,2 白井 達彦3 田中 宗4,5 戸川 望3

概要：画像解析は，幅広い分野で利用されている技術であり，我々の生活の身近なところでも様々な場面
で使われているが，多くのデータ量を要する．本研究では，画像を行列に変換し分解することによって，

通常よりもメモリを削減して解析を行う技術について検討する．また，行列計算に次世代型の計算機を用

いることによって，速度面での発展も期待する．行列分解のアルゴリズムとして，二値制約非負値行列分

解を利用する．行列を非負値行列とバイナリ行列に分解することによって，低次元化して表現する手法で

ある．画像を行列とみなしてこの手法を適用すると，画像群が持つ特徴を得ることができる．また，計算

過程のバイナリ行列を算出する箇所で，富士通デジタルアニーラを利用する．本論文では，二値制約非負

値行列分解を用いて顔画像を解析する．実験として，画像群を分解して得られる特徴を用いて画像の分類

を行い，その精度を検証する．
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1. はじめに

本論文では，画像解析を行うための機械学習の過程にお

いて，イジングマシンという量子力学の理論に基づく，あ

るいはそれに着想を得た次世代計算機を導入する．イジン

グマシンの中でも量子アニーリング方式のものは，重ね合

わせの理論に基づく構造を取り入れることによって，高速

な計算を可能としている．すでに実用化されているものも

あり，D-Waveマシンなどが知られている [1]．量子アニー

リングは，組合せ最適化問題を解くためのアルゴリズムで

ある [2–4]．組合せ最適化問題は，スケジューリング問題

など様々な社会問題解決のために利用されているが，その

計算は古典計算機だと膨大な時間を要する．計算にイジン

グマシンを用いることによって，問題解決の高速化を図る

研究がなされている [5–10]．また，イジングマシンは典型

的な最適化問題以外にも用いられ，機械学習問題に利用し

た結果も報告されている [11–16]．本研究では，画像解析

に富士通デジタルアニーラ [10]というイジングマシンを利

用する．デジタルアニーラは，シミュレーテッドアニーリ

ング [17]及びレプリカ交換法 [18]を用いて，イジング問

1 お茶の水女子大学
2 東北大学大学院
3 早稲田大学　基幹理工学部
4 慶應義塾大学　理工学部
5 早稲田大学　グリーン・コンピューティング・システム研究機構
a) asaoka.hinako@is.ocha.ac.jp

題を高速に解く．本研究では行列分解のアルゴリズムで機

械学習を行い，その過程の分解の計算を最適化問題として

扱うことによって，デジタルアニーラを利用する計算を可

能とする．

今回は，二値制約非負値行列分解 (Nonnegative/Binary

Matrix Factorization; NBMF) [16]のアルゴリズムを利用

する．行列を非負値行列とバイナリ行列に分解することに

よって，低次元化して表現する手法である．画像の画素値

から作成した行列にこの手法を適用すると，解となる２つ

の行列は画像の特徴とその選び方の組合せを表すことに

なる．それらを利用して，元の画像よりも次元やデータ量

が削減された解析が可能となる．計算過程のバイナリ行列

を算出する箇所は，特徴選択の最適化問題となる．今回の

実験では，最適化の計算においてデジタルアニーラを利用

する．

本研究では，解析する対象として人間の顔画像を用いる．

行列分解で顔の特徴を抽出し，それらを用いて人物ごとの

分類を行った結果を示す．過去にも一部同じ内容を含む結

果を発表したが，本論文では利用するデータ数を増やして

実験を行った [19]．また，2種類の異なる分類の手法を提

案する．K近傍法を用いる手法では，ベクトル間距離を利

用して判定を行う．もう一方では，NBMFの行列分解のア

ルゴリズムに，Neural Networkの概念を導入する．Neural

Networkとは，脳の神経回路を模した数理モデルを利用す

る機械学習手法の一種である．今回は，行列分解のアルゴ
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リズムでこの手法の構造を再現し，画像分類に利用する．

それぞれの結果で，結果にどのような違いが表れるか検証

する．

本論文の構成は次のようになっている．第２章では，

NBMFによる行列分解のアルゴリズムについて解説する．

第３章では，実験で利用した画像データについて述べる．

第４章では，第２章のアルゴリズムを画像解析に利用する

際の手法とその結果を示す．第５章では，NBMFにNeural

Networkの構造を導入し，画像分類を行う手法とその結果

を示す．第６章では，アルゴリズムで設定したいくつかの

パラメータと，その値に設定した根拠について述べる．最

後に，結果から得られる考察を第７章にて述べる．

2. Nonnegative/Binary Matrix Factor-

ization

Nonnegative/Binary Matrix Factorization (NBMF) の

行列分解アルゴリズムを用いて，画像が持つ特徴を抽出す

る手法について解説する．

はじめに，画像m枚の画素値から，行列 V を作成する．

V の列ベクトルがそれぞれの画像にあたり，画像 1枚の画

素数が nであるとすると，n×mの行列になる．この行列

に NBMFを施すと，画像の特徴を表す n × k の非負値行

列W と，それぞれの画像がどの特徴を持っているのかを

表す k ×mのバイナリ行列 H に分解される．

V ≈ WH (1)

このとき，Wij ≥ 0, Hij ∈ {0, 1}が常に成り立つ．W の各

列は，画像が持つ特徴で，即ち基底となる画像にあたる．

W の列数 k は基底画像の数となり，これは任意の値に設

定する．H は V と同じく，列ベクトルが画像を表すが，k

次元二値ベクトルになっているため，元の V よりもデータ

量が削減されている．

式 (1)を満たすように，W と H に関して最小二乗法を

交互に利用して逐次更新する．

W := arg min
X∈R+n×k

∥ V −XH ∥F +α ∥ X ∥F (2)

H := arg min
X∈{0,1}k×m

∥ V −WX ∥F (3)

ここで，|| · ||F はフロベニウス距離を表す．フロベニウス
距離の算出は，Aを実行列，その要素を aij とすると，式

(4)のように定義される．

||A||F =

√∑
i,j

a2ij (4)

式 (2)の αは正の値をとるハイパーパラメータで，行列W

をマシンに学習させるにあたり，挙動を制御し，過学習を

防ぐためあらかじめ設定しておく必要のある値である．今

処理開始

𝑉を与える
𝑊,𝐻の初期値をランダムに設定

𝑊を射影勾配法で更新

𝐻をイジングマシンで更新

𝑊が収束 最新の𝑊,𝐻を解とする

処理終了

Yes

No

図 1 NBMF のフローチャート

Fig. 1 A flowchart of NBMF algorithm.

回は，α = 1.0× 10−4 に設定した．1回の更新後と更新前

のW 同士のフロベニウス距離が 10−4 以下になったら収

束したと見なし，逐次更新を終了する．最終的なW と H

が，V を NBMFで分解して得られる解となる．図 1のフ

ローチャートは，NBMFのアルゴリズム全体を表したもの

である．

W は実数行列であるため，式 (2)は射影勾配法 [20]を

用いて更新する．W の初期値は，構成する全ての要素が

xmax 以下であるような，任意の実数行列とする．本研究

では，xmax = 1.0に設定した．更新は行ベクトルごとに行

う．求めるW の行ベクトルを xT，対応する V の行ベク

トルを vT とおいて，次式を最小化する．

f(x) =∥ v −HTx ∥2 +α ∥ x ∥2 (5)

このとき，射影勾配法の更新式は以下の式になる．

xk+1 = P [xk − γk∇f(xk)]

P [xi] =


0 (xi ≤ 0)

xi (0 < xi < xmax)

xmax (xmax ≤ xi)

(6)

ここで，∇f(xk)は f(x)の勾配であり，

∇f(x) = −H(v −HTx) + αx (7)

で求めることができる．はじめに γ0 = 1に設定して，

f(xk+1)− f(xk) ≤ σ∇f(xk)T(xk+1 − xk) (8)

を条件として式 (6)を計算する．定数 σは，先行研究に倣

い σ = 0.01に設定する．γkが条件 (8)を満たす場合は，満

たさなくなるまで γk/β を繰り返し，満たさない場合は満

たすまで γk × β を繰り返す．定数 β は，先行研究に倣い

β = 0.1に設定する．更新が終わったら，新しい γk の値で

式 (6)を再度計算するという処理を繰り返し，最終的に，

∥ xk+1 − xk ∥≪ 1 (9)
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を満たしたら，xk をW の新しい行ベクトルとして設定す

る．この更新を全ての行で行うことによって，W 全体を更

新する．

行列H は二値行列であるため，イジングマシンで更新式

を解くことができる．式 (3)の解となる変数の数は k ×m

だが，イジングマシンで扱うことのできる変数には限りが

ある．そのため，H の更新を列ごとに行うことによって，

マシンに渡す変数を kまで減らす．

Hl = arg min
q∈{0,1}k

∥ Vl −Wq ∥2 (10)

ここで，Hl, Vl はそれぞれ行列 H, V の第 l列である．本

研究で利用するデジタルアニーラは，Quadratic uncon-

strained binary optimization (QUBO) 模型を入力として

受け付けるため，式 (10)を式 (11)の QUBO表現に変換

する．

f(q) =
∑
i

aiqi +
∑
i<j

bijqiqj (11)

ai =
∑
r

Wri(Wri − 2Vrl), (12)

bij = 2
∑
r

WriWrj . (13)

このとき，QUBOの係数 (12)(13) を，表 1のような行列

形式でイジングマシンに渡す．

表 1 QUBO の係数から作成する行列

Table 1 A matrix made from QUBO coefficients.

q1 q2 q3 q4 · · · qk

q1 a1 b12 b13 b14 · · · b1k

q2 0 a2 b23 b24 · · · b2k

q3 0 0 a3 b34 · · · b3k

q4 0 0 0 a4 · · · b4k
...

...
...

...
...

...
...

qk 0 0 0 0 · · · ak

すると，評価関数 (11)を最小にする q ∈ {0, 1}k が，解
として返ってくる．これが行列 H の各列にあたるため，

式 (10)の計算をm回行うことによって，H の全体を更新

する．

3. 使用する画像データについて

本論文における画像解析の実験では，The Olivetti faces

dataset (AT & T Laboratories Cambridge) から取得した

人間の顔画像のデータセットを利用した．

今回の実験では 20人分のデータを利用する．それぞれ

の人物は番号付けされており，その番号を本章では「ラベ

ル」と呼ぶ．各名につき 6枚を，顔画像の特徴を取得する

ための訓練画像とし，1枚を画像分類用のテスト画像とす

①

②

③

④

⑤

⑥

⑦

⑧

⑨

⑩

⑪

⑫

⑬

⑭

⑮

⑯

⑰

⑱

⑲

⑳

図 2 訓練画像 Itrain

Fig. 2 Training image data.
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図 3 テスト画像 Itest

Fig. 3 Test image data.

る．従って，合計すると訓練画像が 120枚，テスト画像が

20枚となる．

本論文では，これらをまとめて画像データセット I と呼

称し，訓練画像を Itrain（図 2），テスト画像を Itest（図 3）

とする．

4. NBMFを用いる画像分類

4.1 画像行列の分解

Itrain の訓練画像を画素値から成る行列 V に変換し，

NBMFのアルゴリズムを用いて行列分解を行うことによっ

て顔画像の特徴を抽出する．今回の実験で利用した画像

のサイズは，それぞれ 32 × 32 であるため，V の行数は

n = 1024で，V を構成する訓練画像は 120枚であるため，

列数m = 120となる．V ≈ WH に近似するが，このとき，

行列W の列数かつ行列H の行数にあたる特徴数 kは，任

意の値に設定する．今回は k = 60に設定した．根拠につ

いては後述する．

W の各列ベクトルが特徴にあたり，それぞれを画像と

して出力すると図 4のようなものが得られる．顔画像から

抽出した特徴が表れており，これらを重ね合わせることに

よって元画像になるべく近いものを再現する．H は，この

再現のためにどの特徴を選んだかをバイナリの値で表す．
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図 4 特徴行列W を出力した画像

Fig. 4 A matrix W plotted as an image.

4.2 分類の手法

行列 V を分解して得られたW,H を利用する．Itestを構

成する 20枚の画像を，行列 Vtestに変換し，W で分解する

ことによって Htest が得られる．

Vtest ≈ WHtest (14)

Htest は，W を構成する顔画像の特徴の中から，どれを選

んで Vtest の再現を試みたかを表している．従って，H の

中に Htest の各ベクトルと構成が似ているベクトルが存在

する場合は，同じ様な特徴を選んでいるため，元画像同士

が似ていると考えることができる．

この性質を利用して，Itest の画像のラベルを推定する．

その際，K近傍法という手法を用いる．これは，ベクトル

間の距離を利用してラベルの判定を行う手法である．H の

i番目の列ベクトルをH(i) とするとき，行列を構成する全

てのH(i) において，Htest 内におけるラベルを推定したい

目的の列ベクトル hとの間の距離を，次式の関数 distance

で計算する．

distance(i) =
∥ h−H(i) ∥

k
(15)

その中から，ベクトル間距離が短い順に，H から K 本の

ベクトルを抜き出す．それらに対応する元画像のラベルを

参照し，最も多く選ばれているラベルが，hのラベルであ

ると推定する．例えば，K = 3に設定すると 3本のベクト

ルが H から選ばれるが，その内 2本のベクトルに対応す

るラベルの番号が 1で，残りの 1本は 2番のラベルの画像

であったとき，多数決で hは 1番の画像であるとする．こ

の判別を Htest を構成する全てのベクトルに対して行う．

今回は，Itrain を同一条件で 5回分解し，それぞれの分

解で得られた訓練画像を用いて Itestを分類した．5回の分

類における平均正解率は 93%となった．

5. Neural Networkに基づくNBMF

5.1 画像行列の分解

NBMFに Neural Networkの構造を導入する．従来知ら

れている Neural Networkによる分類手法では，画像デー

タを入力層として与え，最終的にラベルの判別を示す出力

層へと繋げる．その間に中間層（隠れ層）が存在する．こ

の構造を NBMFの行列表現で置き換えると，大まかには
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図 5 Neural Network の構造の概要

Fig. 5 The structure of Neural Network.
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図 6 Neural Network を NBMF に適用した構造の概要

Fig. 6 The structure of NBMF based on Neural Network.

図 5のような形になる．訓練画像の行列 V の各列ベクト

ル v を入力層とし，中間層 hを経て出力層 uを得ること

を目指す．uはラベルの種類数と同じ l = 20次元のベクト

ルであり，訓練画像のラベルを表現する．対応する vの元

画像のラベル番号と同じインデックスの要素にだけ，値N

を入れる．その他の要素はゼロで埋めることによってラベ

ルの区別を行う．v は画素値を規格化したベクトルである

ため，要素の値は最大で 1である．N をそれより大きな数

に設定することによって，この値がラベルを表すという差

別化を図る．今回の実験では，N の値は 5に設定する．そ

の根拠のついては後述する．

この構造を NBMF の行列分解のアルゴリズムに適応

させるため，図 6 のように，出力層は入力層の下に結

合する．出力層を追加することによって，V の行数は

n+ l = 1024 + 20 = 1044となる．これを分解して得られ

る行列W のうち，n行目までは画像の特徴を持ち，それ

以降はラベルの特徴を表すと考えられる．従って W を，

特徴の部分である n× k行列W1 と，ラベルの部分である

l × k行列W2 に分割する．

5.2 分類の手法

特徴行列を利用して，テスト画像の行列 Vtest のラベル
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判別を行う．Vtest をW1 で分解すると，行列Htest が得ら

れる．

Vtest ≈ W1Htest (16)

Htest はテスト画像の中間層にあたり，これにW2 をかけ

ることによって判別層 Utest を得る．

W2Htest ≈ Utest (17)

Utest の各ベクトルを，Vtest の元画像のラベル判別に利用

する．訓練画像の出力層では，対応する位置にだけ要素を

入れることによってラベルを表したことから，各ベクトル

の中で最も値の大きい要素のインデックスが画像のラベル

であると推定する．この判別を，Utestを構成する全てのベ

クトルに対して行う．

先ほどの K近傍法と同じく，5回の画像分類を行ったと

ころ，全ての実験で正解率が 100%となり，K近傍法を利

用するよりも優れた結果が得られた．

6. パラメータ設定

6.1 ビット数 k

NBMFでの行列W の列数かつ行列 H の行数となる k

は，画像から抽出する特徴の数である．kを大きな値に設

定すると多くの特徴を得ることができ，詳細な画像解析を

行うことができると考えられる．しかし，kはイジングマ

シンに与える変数の数であるビット数でもある．マシンで

扱えるビット数の数は限られている上に，大きすぎる値に

設定すると一度に多くの変数を与えることになるため，精

度が下がったり，計算に時間がかかる場合がある．従って

kの値は，正確な画像解析は可能であるが，大きすぎない

程度の数に設定する必要がある．また，NBMFは行列分

解のアルゴリズムであるため，解として得られる行列の次

元をもとよりも削減しているような k の値を設定したい．

即ち行列 V だと，n × m > k(n + m) ⇔ k < n×m
n+m の条

件を満たす値に設定する．今回の実験で分解する V の行

数は n = 1024，列数はm = 120であるため，代入すると

k < 107.4の整数となる．従って，10 ≤ k ≤ 100の範囲で

10刻みで変化させ，パラメータの値以外は全て同一条件の

画像分解を行う．分解前の画像行列 V と，分解の結果とし

て得られるW,H の積との間で二乗平均平方根誤差 (Root

Mean Squared Error; RMSE) を計算する．誤差が小さけ

れば，分解前の画像に近いものを再現できているというこ

とになるので，この値を利用して最適化の精度を検証す

る．RMSEの推移をグラフ上にプロットしたものが図 7

である．

kを大きな値にしてたくさんの特徴を抽出するほど，画

像の再現度が上がり RMSE が小さくなることがわかる．

しかし，先述したビット数などの関係から，本研究では V

の列数mの 5割の値に相当する k = 60に設定する．グラ
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図 7 k を段階的に変化させた際の RMSE の推移

Fig. 7 RMSE plotted as a function of k .
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図 8 N を段階的に変化させた際の平均正解率の推移

Fig. 8 Average accuracy plotted as a function of N .

フより，k = 60付近の RMSEは十分に小さく，また，以

降の RMSEの減少も緩やかであることがわかり，適した

値だと考えられる．

6.2 ラベル区別のためのN の値

第５章で述べたNeural Networkに基づくNBMFのアル

ゴリズムでは，出力層ベクトル uで画像のラベルを表す．

uの次元数は，データセット I のラベルの種類と同数であ

り，　対応する入力層 vのラベル番号と同じインデックス

の要素に N を代入する．v の最大値は１であるため，N

はそれより大きい値にすれば判別可能であると考えられる

が，最適な値を検証した．1 ≤ N ≤ 10の範囲の自然数で

変化させ，各値で同一条件の行列分解による学習と分類を

５回行い，平均正解率を算出した．その結果をプロットし

たものが図 8である．

グラフより，N ≥ 3に設定すれば，安定して高い正解率

が得られることがわかった．従って，今回はN = 5に設定

した．

7. おわりに

行列分解のアルゴリズムである NBMFを用いて，画像

解析を行った．２種類の分類手法を導入し，同一の画像
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データセット I の特徴学習とラベル判別を行った．より良

い結果が得られたのは Neural Networkの概念に基づく手

法であった．もう一方のK近傍法による分類では，学習後

に得られる特徴ベクトル間の距離を利用するのに対して，

学習前の画像行列にラベル情報を加えてから行列分解を行

う点が大きな違いである．ラベルの情報も踏まえた上で，

NBMFを利用する分解によって特徴を抽出する方が，精度

の良い結果が得られることがわかった．また，K近傍法で

判定を行うためには，テスト画像と全訓練画像との間で距

離を計算し比較する必要がある．訓練画像数を増加させる

と解析の正確性は上がるが，ベクトル計算に要する時間も

増えることになる．しかし，Neural Networkに基づく手

法では，テスト画像から得られる判別層のベクトルを参照

するだけでラベルを推定することができる．計算回数を削

減できるという点でも利便性がある．
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