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量子化深層学習のための精度シミュレーション 
 

田宮 豊*   橋本 鉄太郎*  川辺 幸仁* 

 

概要：深層学習の高速化手法として、量子化によるデータ削減の有効性が知られている。その一方で、

学習精度劣化の可能性があるため、実装対象であるハードウェアとニューラルネットワークに適した量

子化方式を求める必要がある。 本論文では、最適な量子化方式を決定するために、汎用の量子化精度シ

ミュレータを開発した。精度シミュレーションでは、様々な量子化方式(データ型、スキーム、量子化パ

ラメタ)を指定でき、さらに、複数の量子化方式をネットワークのレイヤ毎に、もしくは、activation, 

gradient, weight 毎に組み合わせることが可能である。 本精度シミュレータは、 PyTorch の Quantization-

Aware Training (QAT) を用いて実装したことにより、シミュレーション時間は、量子化無しの場合の 2.7

倍以下に抑えることが可能となった。 
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A Precision Simulator of Deep Neural Network Quantization 
 

TAMIYA Yutaka*   HASHIMOT Tetsutaro*  KAWABE Yukihito*
 

 

Abstract: The effectiveness of data reduction by quantization is known as a method for speeding up deep learning. 
On the other hand, since there is a possibility that the learning accuracy tends to be worse, it is necessary to find a 
quantization method suitable for the hardware to be implemented and the neural network. In this paper, we have 
developed a general-purpose quantization accuracy simulator to determine the optimum quantization method. In the 
accuracy simulation, various quantization methods (data type, scheme, quantization parameter) can be specified, and 
multiple quantization methods can be combined for each layer of the network or for each activation, gradient, weight. 
Is. By implementing this precision simulator based on  PyTorch's Quantization-Aware Training (QAT), the 
simulation time can be suppressed to 2.7 times or less of his time without quantization. 
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1. はじめに 

深層学習の高速化手法として、量子化の有効性が知られて

いる。量子化が最初に注目された用途は推論である[1][2]。

これらの取り組みでは、監視カメラの画像認識のような計

算資源が十分でない環境でもリアルタイム処理を実現する

ために量子化が有用である。 

データ量の削減の需要が高い。最近の研究では、学習用途

の量子化も試みられている[3][4]。学習には膨大な計算量が

必要なため、大量の計算機資源 (CPU, GPU, メモリ, スト

レージなど)を備えた並列計算機環境で処理されることが

多い。 

いずれの用途でも、量子化による効果は、データ量削減に

よる処理の高速化である。例えば、 32 ビット浮動小数点

データ(FP32)を 8 ビットに量子化できれば、ニューラルネ

ットワークもテンソルデータもサイズが 1/4 となり、使

用メモリとデータ転送量の削減が可能となる。更に、 8 ビ

ット演算命令を備える計算機の場合は、計算時間の削減も

可能である。 

一方、量子化ではデータ量が削減されるため、量子化しな

い場合と同じ学習精度を達成するのは困難である。一般的

な量子化の適用では、ニューラルネットワークに対して学

習精度を維持可能な量子化方式を決める必要がある。ここ

で指す量子化方式では、データ型の他に、量子化スキーム、

量子化パラメタ等、様々な種類が存在する。また、ニュー

ラルネットワークへの量子化適用についても、レイヤ毎で

異なる量子化方式を適用する場合や、activation, weight, 

gradient で量子化方式を変える場合もある[3][4]。このよう

に種類と適用箇所に選択の余地が存在する量子化方式の中

で、学習精度を維持できる組み合わせをニューラルネット

ワーク毎に決める必要がある。 

上記のように様々な組み合わせが存在する量子化方式であ

るが、全ての種類の量子化方式を実行環境である計算機環

境に実装するのは困難である。量子化の実装は、機械語レ

ベル、Deep Learning ライブラリレベル、フレームワークレ

ベルの 3 レベルから構成される。機械語レベルでは、量子

化されたデータ型の演算命令を計算機アーキテクチャがサ

ポートしているかに依存する。例えば、8 ビット整数 FMA 

(Fused Multply-Add)命令を持つ計算機の場合、量子化 

Convolution 演算を高速に実行できる。 

Deep Leaning レベルの実装では、ニューラルネットワーク

の各レイヤが量子化演算命令を使用しているかに依存する。

例えば、前述の Convolution 演算では、与えられた入力テ

ンソルと重みテンソルのサイズに応じて、中間データのメ

モリ配置と 8 ビット整数 FMA 命令の適用順序を最適化

することが必要になる。 

最後のフレームワークレベルの実装では、量子化されたレ

イヤ同士の接続をサポートしてニューラルネットワークと

しての全体動作を実現することである。例えば、FP32 デー

タを量子化ニューラルネットワークに入力する場合や、レ

イヤ間で量子化方式が異なる場合は、適切なデータ型変換

が行われる必要がある。 

このように量子化ニューラルネットワークの実装では機械

語レベルからフレームワークレベルに至るまで、ソフトウ

ェアスタックを広範囲に変更することが必要であり、その

作業には多大な開発工数が必要となる。そのため、現行の 

Deep Learning 環境への量子化実装は積極的に行われてい

ない(特に推論より学習)。この状況は、量子化ニューラルネ

ットワークの県有開発を難しくしている。 

以上の背景から、我々はニューラルネットワークの量子化

学習精度の評価を目的として、量子化精度シミュレータを

開発した。量子化をソフトウェア的にシミュレートするこ

とにより、一般的な計算機環境で量子化ニューラルネット

ワークを実行できる。今後開発予定の計算機環境および量

子化方式を想定した学習精度の評価も可能となる。 

本シミュレータの特長は以下の 3 点である： 

⚫ 様々な量子化方式に対応している。 

⚫ PyTorch Quntization-Aware Trainig (QAT) をベースにし

ており、量子化方式の拡張が容易。 

⚫ 分散/並列実行による高速実行が可能。 

 

本論文の構成は以下のとおりである。第 2 章で量子化方式

について述べる。第 3 章でベースとなる Quantization-Aware 

Training を説明し、第 4 章で本精度シミュレータの技術を

説明する。そして、実験評価とまとめを述べる。 

 

2. 量子化方式 

本精度シミュレータがサポートする量子化方式は、Qint と

FlexFP (Flexible Floating-Point)である。 

Qint は int 型テンソルと、量子化パラメタでデータを表す

方式である。量子化は、量子化パラメタ(scale, zero_point)を

使って定義される： 

𝑄(𝑥,  𝑠𝑐𝑎𝑙𝑒,  𝑧𝑒𝑟𝑜_𝑝𝑜𝑖𝑛𝑡) = 𝑟𝑜𝑢𝑛𝑑(
𝑥

𝑠𝑐𝑎𝑙𝑒
+ 𝑧𝑒𝑟𝑜_𝑝𝑜𝑖𝑛𝑡) 

テンソル内の値を観測して最大値と最小値を求め、それら

を int 型データの最大値と最小値に写像するように (scale, 

zero_point) を計算する。量子化方法として、量子化パラメ

タをテンソル毎に１つ持つ Per Tensor と、テンソルのチャ

ネル毎に持つ Per Channel の 2 種類ある。更に、テンソルの

最大値/最小値を観測する MinMaxObserver と、最大値と最

小 値 の そ れ ぞ れ の 移 動 平 均 を 観 測 す る 

MovingAverageMinMaxObserver の 2 種類が Per Tensor 用と 

Per Channel 用のそれぞれに定義される。 
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FlexFP は、任意ビットフォーマットを持つ浮動小数点であ

る。浮動小数点のビットフォーマットは、符号部 s、指数

部 e、および、仮数部 m から構成される(図 1)。これらの

ビット数 s-ebit-mbit の組み合わせを自由に設定できるも

のが FlexFP である(s は符号なので 1 ビット固定)。量子化

対象テンソルの値レンジに合せるため、指数部バイアス b

を設ける。従って、FlexFP が表現する値は、以下の式で与

えられる: 

 𝑥 = (−1)𝑠(1 + ∑ 𝑚𝑖2
−𝑖𝑚𝑏𝑖𝑡

𝑖=1 ) × 2𝑒−(2
𝑒𝑏𝑖𝑡−1−1)+𝑏 

尚、Bfloat16 は (ebit, mbit, b) = (8, 7, 0) の特殊な

FlexFP である。 

指数部バイアス b は、定数固定の FlexFP と、テンソルの

値を観測して動的に計算する FlexFP DSE (FlexFP with 

dynamic shared bias)[5]の 2 種類ある。 

 

3. Quantization-Aware Training (QAT) 

本精度シミュレータは、Quantization-Aware Training (QAT)

をベース技術としている。本章では、特に PyTorch[6]に実

装されている QAT について説明する。 

QAT は、量子化を非量子化ニューラルネットワーク(通常

は FP32 データ型)でシミュレートする仕組みである。 

Forward 伝播は、量子化レイヤの演算を FP32 で行う。演算

結果は指定された量子化方式で丸められ、これを FP32 値

として保持する。本来の量子化は行わず、量子化を模倣す

るだけなため、量子化によって期待されるデータ量削減や

計算時間の削減効果は無い。逆に、量子化レイヤの挿入に

よってデータ量も計算時間も増加する。 

Backward 伝播は、Forward 伝播と同様に演算を FP32 で行

い、演算結果を FP32 値として保持する。量子化レイヤで

は、量子化の逆関数を使う点が Forward 伝播と異なってい

る。 

PyTorch の QAT の特長として、FP32 で記述されたニューラ

ルネットワークモデルを簡単に QAT に変換できる点にあ

る。即ち、その FP32 モデルに対して PyThon 関数 

prepare_qat() を呼ぶだけで QAT 変換が完了する。そして、

FP32 用の学習ループと評価関数は、無修正で使用すること

が可能である。なお、prepare_qat()関数は、FP32 ニューラ

ルネットワークに対して量子化レイヤを自動挿入する(図

2)。量子化対象レイヤの挿入箇所は、Conv, Linear (full 

connected レイヤ ), BatchNorm, ReLU の出力テンソルと

weight テンソル(Conv と Linear のようにレイヤ自身が持っ

ている場合 )である。それらの箇所に量子化を担う 

FakeQuantize クラスが挿入される。更に、各 FakeQuantize

クラスは Observer クラスを伴う。 Observer クラスは、指

定された量子化方式に従って、量子化パラメタを計算する

役目を持つ。その計算において、必要ならば関係づけられ

たテンソル値を観測する。例えば、 Qint では、この観測に

よってテンソル内の最大値と最小値を求めることができる。 

なお、ユーザが QuantStub クラスを手動でニューラルネッ

トワーク中に挿入することで、任意テンソルを量子化可能

である。 

 

4. 量子化学習精度シミュレータ 

本精度シミュレータでは、オリジナル QAT 実装に対して以

下の 3 点の機能拡張をした: 

① 量子化方式 FlexFP の追加 

② Backward 時の gradient 量子化 

③ 量子化学習時に確率的丸めを行う 

 

これらの機能拡張は、図 3 のクラス関係図の色付け箇所に

当たる。 

追加する量子化方式 FlexFP は Observer クラスの派生クラ

ス(FlexFpObserver, FlexFpDynEbiasObserver) に実装する。

指定されたビット数 (ebit, mbit, b)に従ってテンソルの

値を丸める。その際、テンソルの値は FP32 が(ebit, 

mbit, b)=(8, 23, 0)の FP フォーマットで保持されてい

ることを利用すると、FlexFP の丸め処理は整数デー

タに対するビットシフト、ビット AND、およびビッ

ト OR の演算で計算できる。更に、これらのビット演

算はテンソル内の全ての要素に共通であるため、近

年の CPU と GPU に備わる SIMD 命令で並列計算が

可能である。また、FleFP8 DSE では、 shared exponent

の計算のため、テンソル内の最大絶対値を持つ要素

を求める必要がある。この計算もテンソル SIMD 命

令で効率的に計算可能である。 

weight

input

outputConvolution

weight

input

outputConvolution FakeQuantize

FakeQuantize

(a) 非量子化ニューラルネットワーク

(b) 量子化レイヤ挿入後ニューラルネットワーク

Observer

Observer

図 2 量子化レイヤの挿入 

図 1 浮動小数点のビットフォーマット 

s e m 
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Backward 時に量子化レイヤの gradient テンソルに対しても

Forward 時と同じ丸め処理を行う。これを実現するため、 

PyTorch からレイヤの backward 伝播が呼び出される際に

hook 関数を呼ぶ仕組み “backward hook” を用いた。Python

コードの抜粋を図 4 に示す。FakeQuantize クラスのコンス

トラクタ(__init__()関数)において、backward hook として

backward_hook()関数を登録する。backward_hoook()関数で

は、与えられた gradient テンソル (dY)を Observer クラス

(変数 self.grad_quant) で観測して、量子化パラメタを計算

する。この量子化パラメタと gradient テンソルは、forward

時と同じように fake_quntize_per_tensor_affine() 関数に渡

して量子化に相当する丸め処理が行われる。 

なお、PyTorch には autograd という gradient を自動計算する

仕組みがあるが、量子化学習では使わない。autograd には

gradient テンソルを観測できないという制約が有るからで

ある。よって、量子化レイヤの gradient 量子化は図 4 のよ

うに backward hook を使って実現した。 

量子化学習時に確率的丸めは、学習精度の向上のために確

率的丸めは必須であるため[3]、本精度シミュレータに取り

入れた。確率的丸めとは、データの有効桁数以下に [0, 1)の

範囲で発生させた乱数を加算して丸め処理を行う手法であ

る。繰り上がりの有無をランダムにすることで、学習時の

量子化誤差が緩和される。確率的丸めは学習時のみに適用

し、推論時は使わない。その制御は、図 4 に示すよう、量

子化関数 fake_quntize_per_tensor_affine() に対して、学習と

推論のモードを区別する変数 self.training を引数として渡

すことで実現する。 

 

5. 実験評価 

本シミュレータを PyTorh v1.6 に実装し、代表的なニュー

ラルネットワーク[7]で量子化学習精度を評価した。 

ResNet50 に対して、NVIDA V100 GPU を 4 台搭載したサー

バ上で、各種量子化方式を 4 epoch 分実行した結果を表 1

に示す。FP32 をベースラインとして、6 種類の量子化方式

を試している。(1) オリジナルの Qint8 の QAT (activation 

(forward) が Qint8 で gradient が FP32)、(2) activation も 

gradient も Qint8、(3) Bfloat16、 (4) [4]が提案する HFP8 

(forward が 1-4-3, gradient が 1-5-2 の FlexFp8)、 (5) (4)に 

FP32 Qint8 w/

grad=fp32

Qint8 w/

grad=qint8

Bfloat16 FlexFP8

fwd=(1-4-3), 

grad=(1-5-2)

FlexFP8

w/ grad-

scaling=10k

FlexFP8

w/ dyn

shared 

bias

認識精度 53.1% 60.7% 44.9% 59.6% 0.5% 0.5% 58.1%

Loss 3.24 3.47 4.09 3.49 6.91 6.91 3.43

実行時間 268m42s 523m03s 724m26s 507m33s 505m32s 513m25s 653m44s

実行時間比 1.00 1.95 2.70 1.89 1.88 1.91 2.43

表 1 ResNet50 に対する量子化精度シミュレーション結果(4epoch 分) 

Module (量子化対象のモジュールのみ)

+ qconfig : QConfig

+ activation_post_process : FakeQuantize

+ weight_fake_quant : FakeQuantize

QConfig (量子化条件)

+ activation : FakeQuantaize

+ weight : FakeQunatize

FakeQuantize (QATクラス)

+ activation_post_process : Observer

+ grad_quant : Observer

+ forward : Tensor

+ backward_hook : Tensor

Observer

(スキームに従って量子化する)

+ forward() テンソル観測

+ calc_qparams() 量子化パラメタ計算

MinMaxObserver

MovingAverageMinMaxObserver

PerChannelMinMaxObserver

MovingAveragePerChannelMinMax

Observer

HistogramObserver

NoopObserver

FlexFpObserver

FlexFpDynEbiasObserver

継承

: 今回の
コード拡張

図 4 QAT 関連のクラス図 
図 4 FakeQunatize クラスの gradient 量子化 

class FakeQuantize(torch.nn.Module): 

  def __init__(self, ...): 

    ... 

    self.register_backward_hook(.backward_hook)  

 

  def backward_hook(self, dX, dY): 

    self.grad_quant(dY[0]) 

    _scale,_zero_point =  ¥ 

        self.grad_quant.calculate_qparams()) 

    dx = torch.fake_quantize_per_tensor_affine(dY[0], 

            scale, zero_point, 

            self.grad_quant_min, self.grad_quant_max,  

self.training) 

    return (dx,) 
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grad scaling を適用したもの、そして、  FlexFP8 DSE 

(dynamic shared exponent) である。 

どの量子化方式でも、FP32 に比べて 2.7 倍以下の実行時間

となった。これは、本シミュレータが SIMD 演算に最適化

されたテンソル演算を最大限に使って実装した効果が表れ

たため、2.7 倍で収まったと言える。Qint8 は、 量子化パ

ラメタの scale を求めるための除算で実行時間が掛かっ

ている。特に、gradient も Qint8 になると、更に遅くなり、

図 5 ResNet50 の量子化学習精度シミュレーション結果 

図 6 DeepCAM の量子化学習精度シミュレーション結果 
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FP32 よりも 2.7 倍のシミュレーション時間になった。他

の Bfloat16, FlexFP8 は整数 SIMD 演算の効果により、2 倍

程度の実行時間となっている。但し、FlexFP8 DSE は 2.43

倍の時間が掛かった。これは、FlexFP8 DSE はテンソル内

の最大絶対値を求める reduce 演算が原因と考えられる。 

次に、ResNet50 を 90 epoch 分実行した結果を図 5 のグラフ

に示す。左図は Top 1 の正答率(Acc@1)、右図は loss 値の

推移を表している。Bfloat16 の学習曲線はかなり FP32 と

酷似していることが分かる。FlexFP8 DSE は Bfloab16 より

も FP32 に近い学習精度を達成しており、効果的な量子化

ということが分かる。 

更に、ML-Perf DeepCAM を産業技術総合研究所の GPU ク

ラウド ABCI における 64 ノード(NVIDIA V100 256 台)で評

価した(表 2)。対 FP32 で、Qint8 は 2.08 倍、FlexFP8 DSE 

は 1.48 倍の実行時間で収まった。量子化方式ごとの学習曲

線を図 6 に示す。ここでも、FlexFP8 DSE が FP32 に非常

に近い学習曲線を示しており、その有効性を確かめること

ができた。DeepCAM は大規模データを扱うベンチマーク

であり、FP32 ですら実行が困難である。そのような状況で

も、量子化精度シミュレーションが実用時間で実行できる

ことは有意義である。 

 

6. おわりに 

本論文では PyTorch QAT をベースとした量子化学習精度シ

 
 

ミュレータについて述べた。QAT に対して僅かなコード拡

張で様々な量子化方式の組み合わせを試すことが可能なこ

とを示した。また、その拡張は PyTorch の分散並列実行機

構である DataParallel および DistributedDataParallel と親

和性が高く、非量子化と比べて実行時間が 2.7 倍以内に収

まる等、高い実用性も示した。 

量子化学習では未熟な研究分野であり、未だに最適な量子

化方式の探索が続いている。このような状況では、本精度

シミュレータのように高い拡張性と実行性能を有するツー

ルは有用と考える。今後我々は、本精度シミュレータを用

いて、最適な量子化方式の開発に取り組みたいと考える。 
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