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不均衡分類問題としての小説の段落境界推定
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概要：小説の創作支援に関する研究は多岐にわたる．本研究では，読み手が文章の内容理解を深めるため
の重要な文章技法の 1つである段落分けに焦点を当てた．この段落分けは，対象とする文どうしの間にお
ける，段落としての境界の存在の有無に関する分類問題としてとらえることが可能である．しかしその場
合，一般に段落の数は文の数と比較して少ないため，データの不均衡性がボトルネックとなる．我々はこ
の問題に対処するため，BERTに不均衡データの分類問題に対して頑健な損失関数を導入した．そして本
研究のために新たに作成したデータセットを対象とした実験を通して，Focal Lossおよび Dice Lossを導
入した場合に，従来の BERTと比較して有意に高い精度が得られることを実験的に確認した．また，モデ
ルに対する入力文の範囲を拡張することが段落境界を推定するために有効であることを明らかにした．
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Abstract: There are various studies on creation support for writing novels. In this study, we focus on
paragraph segmentation, which is one of the important writing techniques for readers to deepen their under-
standing of the texts. The paragraph segmentation can be considered as a classification problem regarding
the presence or absence of a boundary as a paragraph between the target sentences. However, in that case,
the data imbalance becomes a bottleneck because the number of paragraphs is generally smaller than the
number of sentences. In order to deal with this problem, we have introduced several loss functions which
is robust for the imbalanced classification in BERT. We confirmed experimentally that significantly higher
accuracy is obtained when using the model with Focal Loss and Dice Loss compared to the conventional
BERT through experiments on the dataset newly created for this study. In addition, it was clarified that
expanding the range of input sentences to the model is effective for estimating paragraph boundaries.
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1. はじめに

人工知能を芸術分野に適用することへの気運が高まりつ

つある中で，小説や漫画 [1], [2]，俳句 [3], [4]に代表される

詩歌などの文学作品を扱う研究が多数なされるようになっ

た．特に小説に関して，2012年には星新一作品のような
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ショートショートを自動生成するグランドチャレンジとし

て「きまぐれ人工知能プロジェクト 作家ですのよ」が開始

された [5]．それにともない，募集対象として人工知能に

より創作された作品を明示的に許可した新人文学賞である

「星新一賞」*1が創設された．これは小説家としての人工知

能が誕生することへの期待を象徴した事例であるといえる．

小説の創作に対する工学的な研究は，文章自動生成と創

作支援に大別される．文章自動生成に関する研究では，機

*1 https://hoshiaward.nikkei.co.jp
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械翻訳や文章要約などの文生成タスクにおいて高い精度を

記録した sequence-to-sequenceモデル [6]を用いたものが

多数を占める．これまでに，独立した説明文を連結し 1つ

の物語を生成するシステム [7]や，物語の筋書きを生成す

る操作とそれを物語へと変換する操作を組み合わせた階

層的な物語生成システム [8]などが提案されている．また

人工知能を利用した小説の創作支援に関する研究には，読

み手が物語における幸福度の推移としてどのようなもの

を好むかという観点を導入したプロット作成支援システ

ム [9], [10]や，物語の結末は一意に定まるものでなく複数

の可能性が考慮可能であることに着目した，物語の多様な

結末を生成する研究 [11]などがある．そのほかにも，ABS

モデルを用いて物語を生成する手法 [12], [13]などが提案

されている．これらの研究は，小説の自動生成という壮大

な目標を実現させるために欠かすことのできない段階的な

研究として位置付けされる．

我々はこの小説の創作支援と関連して，文章を書くうえ

で重要な技法の 1つである段落分けに着目した．この段落

分けとは，文章の可読性を高めるために，文章を形式段落

に分割する操作である．文章における段落の重要性につい

て論じたものに，関らの研究 [14]がある．この研究では，

文章のレイアウトとしての段落表示が読み手の内容理解に

与える影響が調査された．具体的には，正しく段落分けさ

れた文章，故意に誤って段落分けされた文章，段落分けさ

れていない文章を読解後，それぞれに対する内容の理解度

を比較する実験から，適切な段落設定が読み手の内容理解

を促すうえで重要であることが結論づけられている．

この段落分けについて，学術論文などの説明的あるいは

論理的な文章と，小説や随筆文などの文学的文章では，や

や性質が異なることが一般的に知られている．これは，論

理的文章では読み手に対して正確かつ簡潔に情報を開示す

ることに重点が置かれるのに対して，文学的文章では読み

手に感動や情緒を与えることに重点が置かれるという本質

的な目的の相違によるものである [15]．前者には，1つの

段落では 1つのトピックについてのみが語られ，それぞれ

がトピック・センテンスと称される内容の核となる文を中

心に構成されるという特徴がある．文章を構成する各段落

における内容や主張が一貫していることが強く要求され，

科学技術文章を対象にした段落の一貫性を数値的に定義す

る研究 [16]なども存在する．一方で後者は，時間経過にと

もなう話題や情景の推移に基づいており，一般的にトピッ

ク・センテンスを有していない [15]．そのため小説の段落

分けには書き手が一律に従うべき共通的な規則がなく，高

い技量が必要とされる非常に難しい操作であるといえる．

小説における段落分けを補助するシステムの需要は高い一

方で，その難しさから先行研究はほとんど存在しない．

以上を背景として，本研究では小説の創作支援の観点か

ら，既存の小説に対する高精度な段落分けを実現すること

を目的とする．我々はこのタスクを，対象とする文どうし

が同一の形式段落に所属するかどうかという 2 クラス分

類問題としてとらえた．しかしその場合，文の数に対する

段落の数は小さいため，データ数における不均衡性を考

慮する必要がある．そこで我々は，様々な自然言語処理の

タスクにおいて高い精度が示されている汎用言語モデル

Bidirectional Encoder Representations from Transformer

（BERT）[17]の損失関数として，不均衡データの分類問題

に対して頑健性が確認されている Focal Loss [18]や Dice

Loss [19]を使用することで推定精度の向上を図った．さら

に，入力文が含む情報を増加させることによる精度の向上

を期待して，モデルに対する入力文の範囲の拡張について

も試みた．

本研究における貢献は以下のとおりである．

• 小説文を自動的に形式段落に分割するモデルを新たに
構築し，訓練データとして単一の作者により書かれた

作品のみで構成されたデータよりも，複数の作者によ

り書かれた作品からなるデータを用いた場合の方が，

モデルの性能が向上することを実験的に確認した．

• 小説文の段落分けを任意の連続する 2文間における段

落境界の有無に関する不均衡分類問題としてとらえ，

複数の異なる損失関数を導入した BERTを適用した．

結果として，従来のテキストセグメンテーション手

法を上回る精度で段落境界の推定に成功した．また，

Focal Lossおよび Dice Lossを導入した場合に，従来

の BERTと比較して有意に高い精度が得られること

を実験的に確認した．

• 段落境界を推定するうえで，提案モデルに対する入力
文の範囲を一定の範囲まで拡張することで精度が向上

し，より多く文章の情報を与えることの有効性を示唆

する結果が得られた．

2. 関連研究

本章では，本研究に関連するテキストセグメンテーショ

ンと，不均衡データに対する分類問題について述べる．

2.1 テキストセグメンテーション

文章をトピックなどを基準にした意味的なまとまりに分

割する操作は，一般にテキストセグメンテーションとして

知られている．このタスクは，計算機による自然言語の意

味理解の観点から，文章要約や質問応答など自然言語処理

分野の様々なタスクに応用される重要なタスクである．こ

れまでに提案されたテキストセグメンテーション手法は，

教師なしアルゴリズムと教師ありアルゴリズムに基づくも

のに大別される．

教師なしのテキストセグメンテーション手法の 1つとし

て，TextTiling [20]がある．この手法は，特定の単語が同

一のセグメントに頻出することを利用し，それらのベクト
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ルから各セグメントの類似度を算出する．Glavaš ら [21]

は，単語の埋め込み表現と短い文章の意味的な関連性の尺

度を利用して文章の意味的な関連性グラフを構築する教師

なしアルゴリズムを提案した．このグラフのノードは文を

表し，2文の間のエッジは文どうしが意味的に類似してい

ることを示している．テキストのセグメンテーションは，

隣接する文の最大クリークを見つけることで決定される．

また，教師あり学習による手法には Recurrent Neural

Network（RNN）の一種である Long Short-Term Memory

（LSTM）を用いるモデルがある [22]．このようなモデルは

時間の経過にともなう情報の流れを制御することで，入力

系列を効率的にモデル化することが可能である．Badjatiya

ら [23]はこれらに対して Attention機構を導入し，セグメ

ンテーションのための文章中の各文の相対的な重要性を学

習する Attention-based CNN-BiLSTMを提案した．

本研究では上述の先行研究に対して，テキストセグメン

テーションを，セグメントの数と文の数における不均衡性

を考慮すべき不均衡データの分類問題として扱う．

2.2 不均衡データに対する分類問題

各クラスのデータ数が不均衡な分類問題には，大別する

とリサンプリング手法とコスト考慮型学習の 2 つのアプ

ローチがある．

リサンプリング手法とは，不均衡なデータセットに変更を

加えることでバランスのとれた分布を生成する手法である．

基本的には多数派クラスをアンダサンプリング [24], [25]

する，あるいは少数派クラスをオーバサンプリングするこ

とでデータ数における不均衡性を解消する．最も単純な

オーバサンプリング手法は少数派クラスのインスタンス

を無作為に複製する方法であるが，データの分布が冗長に

なるため過学習を引き起こす原因になりうる．この問題

に対してデータ合成を使用した基本的なアプローチであ

る SMOTE [26]が提案された．SMOTEはデータセットの

バランスをとるために無作為にシードサンプルを選択し，

シードサンプルとその近隣の 1つとの間に線形補間を適用

して新しいサンプルを合成する．

一方で，コスト考慮型学習は訓練データの分布を変更す

る代わりに，各データサンプルに対して異なる重みを付与

した損失関数を適用した学習を通じて分類器自体を改善す

る手法である．この手法は，特に画像処理分野における物

体検知問題を扱う研究と関連づけられることが多い．これ

は，物体検知問題では画像の大部分を背景が占めるため，

少数派クラスとなる特定の物体を識別するためにはそのラ

ベルの不均衡性を解消する必要があるからである．これま

でに，Dice係数に基づく損失関数を用いて医療画像をセ

グメンテーションする研究 [27], [28]などがあり，3章で

詳述する Focal Lossや Dice Lossなど，不均衡データに対

して頑健な損失関数が複数提案されている．我々はこれま

でに，Focal Lossを損失関数として採用した BERTを小

説の段落境界推定問題に適用し，その手法の有効性につい

て示した [29], [30]．また，Liら [31]は自然言語処理分野

における不均衡データの分類問題として，品詞タグ付けや

固有表現抽出などのタスクに対して Dice Lossを導入した

BERTを適用し，その有効性を明らかにした．本研究では

このDice Lossを導入した BERTを小説の段落境界推定問

題に適用し，その有効性について検討する．

3. 段落境界推定モデル

本章では，本研究において提案する段落境界推定モデル

に関して，そのベースモデルである BERTと分類において

使用した損失関数について詳述する．

3.1 BERT

BERTは，複数の双方向 Transformer [32]に基づく汎用

言語モデルであり，入力された単語系列および，含まれる各

単語に対応する分散表現を出力する．BERTは大規模コー

パスに対して事前学習を施すことで，言語モデルとしての

性能を向上させている．事前学習には，トークン [MASK]

で入力文の一部が置換された文に対してその元単語を予測

するように訓練するMasked word predictionと，2文を入

力としてその連続性を正しく識別するように訓練するNext

sentence predictionのタスクが用いられる．本研究で扱う

タスクは，対象とする 2文を入力してその 2文間に段落と

しての境界が存在しているかどうかを判別するため，この

Next sentence predictionタスクと強く関連する．

BERT を極性判定や文章分類などのクラス分類タスク

に対して適用するためには，入力文の先頭に付与される

[CLS]トークンに対して出力されるベクトルを分類器への

入力とする．特に 2文をモデルに入力する場合は，2文の

間に [SEP]トークンを挿入して結合し，単一のシーケンス

として扱う．BERTでは，文あるいは文対を分散表現に変

換したのち，それを入力として多層パーセプトロンによっ

て分類や回帰などの応用タスクを解く．このとき，学習済

みモデルを基に転移学習し解決すべきタスクに適用させる

ことが可能である．

3.2 損失関数

本節では，本研究で扱うタスクのボトルネックである

データの不均衡性に対処するために採用した，いくつかの

損失関数について詳述する．以降では便宜的に，表記する

損失関数は 2 クラス分類問題を想定したものとする．サ

ンプル数 N の訓練データセット X に含まれる各サンプ

ル xi ∈ X が属する正解クラスを表すバイナリラベルを

yi = [yi0, yi1]，それぞれに対する推定確率を pi = [pi0, pi1]

と定める．ここで yi0, yi1 ∈ {0, 1}，pi0, pi1 ∈ [0, 1] であり，

pi0 + pi1 = 1 である．
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情報処理学会論文誌 Vol.62 No.3 891–902 (Mar. 2021)

3.2.1 Cross Entropy Loss

BERTがクラス分類問題を解く場合に使用する基本的な

損失関数は以下の式 (1)で表される Cross Entropy Lossで

ある．

CE = − 1
N

∑
i

∑
j∈{0,1}

yij log(pij). (1)

一般的に，不均衡データを対象とする分類問題には先の

Cross Entropy Lossに対して重み α = [α0, α1] を導入する

ことで式 (2)のようにバランス調整し，各クラスのサイズ

に応じた重要性を考慮することが可能である．実用的な重

みの値として各クラスに含まれるデータ数の逆数が採用さ

れる場合が多いが，本研究では α0, α1 ∈ [0, 1]，α0 +α1 = 1

とし，ハイパーパラメータとして扱う．これは，重みの値

として単にデータ数の逆数を採用する場合より詳細にパラ

メータを調整することで，モデルの推定精度を向上させる

ためである．

weighted-CE = − 1
N

∑
i

∑
j∈{0,1}

αjyij log(pij). (2)

Madabushiら [33]は，BERTの最終層である全結合層

における損失関数を重み α 付き Cross Entropy Lossに変

更することでプロパガンダの識別に関する不均衡データの

分類問題を解きその有効性を示した．

3.2.2 Dice Loss

不均衡データの分類モデルを評価する際に用いられる指

標の 1つに F1 値がある．Dice係数（Sørensen-Dice coef-

ficient: DSC）は，この F1 値指向の統計指標である．Dice

係数は一般に，2つの集合の類似性を測定する指標である

が，不均衡分類問題と関連して医療分野における患部画像

のセグメンテーションなどで使用される場合もある [34]．

Liら [31]は Dice係数と F1 の関係について，以下のよう

に示した．まず 2つの集合 A，B が与えられたとき，Dice

係数は式 (3)で与えられる．

DSC =
2|A ∩ B|
|A| + |B| , (3)

本研究では，集合 A をモデルによって正例であると判定

されたサンプルの集合とし，集合 B を真の正例サンプル

の集合とする．ここで真陽性（True Positive: TP），偽陽

性（False Positive: FP），偽陰性（False Negative: FN）を

用いて，Dice係数と F1 値の関係は式 (4)のようになる．

DSC =
2TP

2TP + FN + FP

=
2 TP

TP+FN
TP

TP+FP
TP

TP+FN + TP
TP+FP

=
2Precision × Recall
Precision + Recall

= F1, (4)

以上のような定義に基づいて，各サンプル xi に対する

Dice係数の値は以下の式 (5)で与えられる．

DSC =
∑

i 2yi1pi1 + ε∑
i yi1 +

∑
i pi1 + ε

, (5)

ここで ε はゼロ除算を防ぐための定数であり，本研究では

ε = 10−5 とした．

Milletariら [19]はこの Dice係数における分母の各項を

2乗した目的関数を提案し，それを最大化するための損失

関数として Dice Lossを以下の式 (6)のように定めた．

DL =
1
N

(
1 −

∑
i 2yi1pi1 + ε∑

i y2
i1 +

∑
i p2

i1 + ε

)
. (6)

3.2.3 Focal Loss

Focal Lossは Linら [18]により提案された，Cross En-

tropy Lossを動的にスケーリングする損失関数である．上

述の重み α 付き Cross Entropy Lossは各クラスのサイズ

に応じた重要性を考慮することを可能にするが，各クラス

に対する識別の難易度を区別することはできない．それに

対して Focal Lossは，識別が容易な例からのエラーの寄与

を減衰させるための係数を導入する．これによりモデルは

識別が難しい例に効果的に焦点を合わせることが可能にな

る．具体的には式 (7)に表すように，チューニング可能な

γ ≥ 0 を含んだ項 (1 − pij)γ を式 (2)に導入している．

FL = − 1
N

∑
i

∑
j∈{0,1}

αjyij(1 − pij)γ log(pij), (7)

ここで γ = 0 のとき，Focal Loss は重み α 付き Cross

Entropy Lossと同等である．

4. データセット構築

本研究における実験のために，電子図書館の「青空文

庫」*2において管理されている小説から新たにデータセット

を作成した．モデルの学習において使用する作品の作者の

多様性が，段落境界の推定に与える影響を確認するという

目的のもと，訓練データとして単一の作者の作品のみで構

成されたもの（訓練A）と，複数の作者の作品で構成された

もの（訓練 B）の 2種類を作成した．訓練 Aでは夏目漱石

の作品のみを使用し，訓練 Bでは夏目漱石と芥川龍之介，

太宰治の 3 人の作者の作品を使用した．それぞれに使用

した作品群については，後述する．検証データとしては，

夏目漱石の『それから』を使用して作成した．またテスト

データとしては，異なる作者ごとに精度を検証しモデルの

汎用性について検討するため，夏目漱石の『こころ』，芥川

龍之介の『歯車』，太宰治の『女生徒』をそれぞれ用いて 3

種類作成した．以降では，それぞれのテストデータを便宜

的に，テスト A，B，Cと呼称する．

図 1 に，夏目漱石の作品『坊っちゃん』より引用した形

式段落の例を示す．本研究では，改行されたのち文頭にお

*2 https://www.aozora.gr.jp
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表 1 データセットに含まれるサンプルの例

Table 1 Examples of samples included in the datasets.

# ラベル Segment 1 Segment 2

1 0 親譲り の 無鉄砲 で 小 供 の 時 から 損 ばかり し て いる 。 小学校 に 居る 時分 学校 の 二 階 から 飛び降り て 一 週間 ほ

ど 腰 を 抜かし た 事 が ある 。

2 0 小学校 に 居る 時分 学校 の 二 階 から 飛び降り て 一 週間 ほ

ど 腰 を 抜かし た 事 が ある 。

なぜ そんな 無闇 を し た と 聞く 人 が ある かも 知れ ぬ 。

3 1 小使 に 負ぶさっ て 帰っ て 来 た 時 、 おやじ が 大きな 眼

を し て 二 階 ぐらい から 飛び降り て 腰 を 抜かす 奴 が あ

る か と 云っ た から 、 この 次 は 抜かさ ず に 飛ん で 見せ

ます と 答え た 。

親類 の もの から 西洋 製 の ナイフ を 貰っ て 奇麗 な 刃 を 日

に 翳し て 、 友達 に 見せ て い たら 、 一 人 が 光る 事 は 光

る が 切れ そう も ない と 云っ た 。

4 0 寝巻 の まま 腕まくり を し て 談判 を 始め た 。 「 なん で バッタ なんか 、 おれ の 床 の 中 へ 入れ た 」

5 0 「 なん で バッタ なんか 、 おれ の 床 の 中 へ 入れ た 」 「 バッタ た 何 ぞ な 」 と 真先 の 一 人 が いっ た 。

図 1 夏目漱石『坊っちゃん』における形式段落の例

Fig. 1 Examples of paragraphs from “Botchan” written by

Soseki Natsume.

表 2 データセットの統計

Table 2 Statistics for each dataset.

データセット ラベル数（0 : 1） ラベル比（0 : 1）

訓練 A（単一の作者） 29078 : 5309 5.477 : 1.0

訓練 B（複数の作者） 28760 : 5048 5.697 : 1.0

検証（夏目漱石『それから』） 5308 : 716 7.413 : 1.0

テスト A（夏目漱石『こころ』） 4325 : 733 5.900 : 1.0

テスト B（芥川龍之介『歯車』） 737 : 122 6.041 : 1.0

テスト C（太宰治『女生徒』） 854 : 71 12.03 : 1.0

いて 1文字の字下げがなされた箇所を形式段落の境界とし

て定義する．これをふまえて，対象とする 2文の間に形式

段落としての境界が存在する場合にはラベル 1（正例）を

付与し，存在しない場合にはラベル 0（負例）を付与した．

表 1 に，定義に基づいて作成したデータセットに含まれ

るサンプルの例を示す．一般的に会話文は直前の文から改

行され，字下げされずに鉤括弧（「）から開始されるため，

上記の定義に基づくと例 4，5のような会話文は形式段落

として計数されないことに注意する．ここで Segment 1と

Segment 2の間に [SEP]トークンを挿入して結合した単一

のシーケンスを，モデルへの入力形式とする．

文を単語単位に分割するための形態素解析には

MeCab [35]を使用した．また表 2 および表 3 に，作成し

表 3 訓練データセットに含まれる作品

Table 3 Works included in the training dataset.

データ 著者 作品 ラベル数（0 : 1） ラベル比（0 : 1）

『坊っちゃん』 2513 : 199 12.63 : 1.0

『門』 3292 : 586 5.618 : 1.0

A
夏目漱石 『三四郎』 6193 : 755 8.203 : 1.0

『彼岸過迄』 4016 : 550 7.302 : 1.0

『道草』 3791 : 1222 3.102 : 1.0

『明暗』 9273 : 1997 4.643 : 1.0

『坊っちゃん』 2513 : 199 12.63 : 1.0

夏目漱石 『門』 3292 : 586 5.618 : 1.0

『三四郎』 6193 : 755 8.203 : 1.0

『あばばばば』 209 : 37 5.649 : 1.0

『アグニの神』 206 : 67 3.075 : 1.0

『秋』 263 : 47 5.596 : 1.0

『舞踏会』 95 : 27 5.407 : 1.0

『玄鶴山房』 319 : 59 5.649 : 1.0

『鼻』 118 : 42 2.810 : 1.0

『手巾』 128 : 59 2.169 : 1.0

『芋粥』 335 : 53 6.321 : 1.0

『犬と笛』 137 : 56 2.446 : 1.0

『邪宗門』 559 : 134 4.172 : 1.0

芥川龍之介
『地獄変』 380 : 96 3.958 : 1.0

『神々の微笑』 254 : 43 5.907 : 1.0

『河童』 1038 : 163 6.368 : 1.0

『蜘蛛の糸』 33 : 13 2.538 : 1.0

『魔術』 133 : 43 3.093 : 1.0

『蜜柑』 50 : 7 7.143 : 1.0

『魔術』 133 : 43 3.093 : 1.0

『南京の基督』 173 : 52 3.327 : 1.0

『おぎん』 116 : 23 5.043 : 1.0
B 『羅生門』 123 : 28 4.393 : 1.0

『蜃気楼』 154 : 38 4.053 : 1.0

『トロッコ』 107 : 30 3.567 : 1.0

『杜子春』 178 : 67 2.657 : 1.0

『眉山』 202 : 54 3.7407 : 1.0

『竹青』 195 : 24 8.125 : 1.0

『富嶽百景』 379 : 63 6.016 : 1.0

『グッドバイ』 471 : 141 3.340 : 1.0

『八十八夜』 502 : 43 11.67 : 1.0

『恥』 253 : 15 16.87 : 1.0

『走れメロス』 431 : 25 17.24 : 1.0

『皮膚と心』 344 : 23 14.96 : 1.0

『乞食学生』 1154 : 78 14.79 : 1.0

太宰治 『古典風』 296 : 54 5.481 : 1.0

『女神』 142 : 62 2.290 : 1.0

『人間失格』 1140 : 448 2.545 : 1.0

『律子と貞子』 160 : 20 8.0 : 1.0

『佐渡』 492 : 31 15.87 : 1.0

『斜陽』 1918 : 849 2.259 : 1.0

『水仙』 371 : 48 7.729 : 1.0

『雀』 187 : 35 5.343 : 1.0

『津軽』 2656 : 203 13.08 : 1.0

『ヴィヨンの妻』 361 : 108 3.343 : 1.0
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図 2 ウィンドウサイズの説明図（ウィンドウサイズ 4 の場合）

Fig. 2 Illustration of window size 4.

表 4 各ウィンドウサイズのデータセットに含まれるサンプルの単

語系列長

Table 4 Sequence length of samples included in each dataset

with different window size.

単語系列長

ウィンドウサイズ データ 最小 最大 平均 (標準偏差)

訓練 A 2 252 39.88 (22.1)

訓練 B 3 560 41.35 (31.2)

2
検証 5 217 38.59 (18.6)

テスト A 4 139 40.44 (16.6)

テスト B 5 93 36.62 (14.2)

テスト C 3 235 39.32 (26.4)

訓練 B 7 660 83.64 (51.0)

検証 14 268 78.16 (29.1)

4 テスト A 20 227 81.86 (25.9)

テスト B 18 147 74.20 (21.7)

テスト C 9 298 79.50 (40.3)

訓練 B 12 784 125.87 (69.0)

検証 31 311 117.74 (37.9)

6 テスト A 41 281 123.29 (34.0)

テスト B 28 201 111.74 (27.8)

テスト C 19 331 119.54 (50.8)

訓練 B 17 1163 168.04 (86.0)

検証 53 375 157.31 (45.9)

8 テスト A 57 321 164.70 (41.4)

テスト B 55 258 149.24 (33.5)

テスト C 40 378 159.57 (59.9)

た各データセットと使用した作品における各ラベルの数と

その比率を示す．これらの表から，各作品ごとに 1つの段

落あたりの文数が大きく異なることが分かる．つまり，同

一作者であっても作品ごとに段落分けの性質が大きく異な

ることが推察される．

本研究では提案モデルに対する入力として適切な文の

範囲を検討するため，入力文の範囲の異なる複数のデー

タセットを作成した．以降では便宜的に，入力文の範囲を

ウィンドウサイズと呼称する．ここでウィンドウサイズと

は各入力サンプルの前半部分（Segment 1）の文数と後半

部分（Segment 2）の文数の和を表す．図 2 にウィンドウ

サイズ 4の場合の入力文の範囲を図示する．この例では，

入力文 Segment 1，2としてそれぞれ 2文ずつ，合計 4文

を使用している．表 4 に各ウィンドウサイズのデータセッ

トに含まれるサンプルの単語系列長の最小値および最大

値，平均値と標準偏差を示す．また，各ウィンドウサイズ

のデータセットにおける各ラベルの数および比率はすべて

同一である．

表 5 に，表 1 における例 1，2，3について，異なるウィ

ンドウサイズで表現したサンプルを示す．ここで各作品の

冒頭文を含むサンプルおよび最終文を含むサンプルでは，

Segment 1あるいは Segment 2に含まれる文数が他のサン

プルより少なくなることに注意する．

5. 数値実験

本章では，1)異なる訓練データを用いてモデルを学習さ

せた場合の精度比較，2)適切な損失関数の選定，3)モデル

に対する入力文の範囲の検討という 3つの観点から，提案

モデルの有効性を実験的に検討する．

5.1 使用する訓練データの比較検討

本節では，4章で説明した，構成する作品群の作者が単

一である訓練データ（訓練 A）と，複数の作者の作品群に

より構成された訓練データ（訓練 B）を使用した場合の段

落境界推定実験における精度について比較する．ここで使

用する各データのウィンドウサイズは 2である．

5.1.1 実験設定

本実験で使用したモデルは，損失関数として Cross

Entropy Loss を採用した従来の BERT に基づく分類器

（BERT+CE）である．使用した BERTのパラメータ設定

値はそれぞれ，最大単語系列長 512，訓練バッチサイズ 16，

学習率 2×10−5，訓練エポック数 3である．また，本研究で

は分類する際に使用する損失関数の相違による段落境界の

推定精度を比較するという目的から，最終的な分類器には標

準的な 3層の多層パーセプトロンを採用した．事前学習済

みモデルとしては，一般に公開されている日本語Wikipedia

全文を学習した日本語 BERTモデル（BERT-base mecab-

ipadic-bpe-32k whole-word-mask）*3を使用した．

また，各モデルの推定精度を比較するための評価指標と

して，F1 値と Pk を採用した．Pk とは Beefermanら [37]

が提案したテキストセグメンテーションの評価指標であ

る．距離 k だけ離れた 2つの文が同一のセグメントに属

しているかどうかをシステム出力結果と正解データの両方

で計算する．そして両方の一致しない割合が Pk のスコア

となり，値が小さいほどモデルの性能が高いことを示す．

Koshorekら [22]に従って，k を正解セグメントのサイズ

の平均値の半分に設定した．

5.1.2 結果と考察

表 6 に，10 回の推定実験の結果得られた各評価指標

の平均値とその標準偏差を示す．テスト Aに関して，訓

練 Bで学習したモデルの方が，訓練 Aで学習したモデル

*3 https://github.com/cl-tohoku/bert-japanese
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表 5 ウィンドウサイズの異なる各データセットに含まれるサンプルの例（‘/’ は文の区切りを

表す）

Table 5 Examples of samples included in each dataset with different window sizes (‘/’

represents a sentence break).

ウィンドウサイズ # ラベル Segment 1 Segment 2

1 0 親譲り の 無鉄砲 で 小 供 の 時 から 損 ばかり し て

いる 。/

小学校 に 居る 時分 学校 の 二 階 から 飛び降り て 一

週間 ほど 腰 を 抜かし た 事 が ある 。/ なぜ そんな

無闇 を し た と 聞く 人 が ある かも 知れ ぬ 。/

4

2 0 親譲り の 無鉄砲 で 小 供 の 時 から 損 ばかり し て

いる 。/ 小学校 に 居る 時分 学校 の 二 階 から 飛び

降り て 一 週間 ほど 腰 を 抜かし た 事 が ある 。/

なぜ そんな 無闇 を し た と 聞く 人 が ある かも 知

れ ぬ 。/ 別段 深い 理由 で も ない 。/

3 1 と 囃し た から で ある 。/ 小使 に 負ぶさっ て 帰っ

て 来 た 時 、 おやじ が 大きな 眼 を し て 二 階 ぐ

らい から 飛び降り て 腰 を 抜かす 奴 が ある か と

云っ た から 、 この 次 は 抜かさ ず に 飛ん で 見せ

ます と 答え た 。/

親類 の もの から 西洋 製 の ナイフ を 貰っ て 奇麗

な 刃 を 日 に 翳し て 、友達 に 見せ て い たら 、一

人 が 光る 事 は 光る が 切れ そう も ない と 云っ た

。/ 切れ ぬ 事 が ある か 、何 でも 切っ て みせる と

受け合っ た 。/

1 0 親譲り の 無鉄砲 で 小 供 の 時 から 損 ばかり し て

いる 。/

小学校 に 居る 時分 学校 の 二 階 から 飛び降り て 一

週間 ほど 腰 を 抜かし た 事 が ある 。/ なぜ そんな

無闇 を し た と 聞く 人 が ある かも 知れ ぬ 。/ 別

段 深い 理由 で も ない 。/

6

2 0 親譲り の 無鉄砲 で 小 供 の 時 から 損 ばかり し て

いる 。/ 小学校 に 居る 時分 学校 の 二 階 から 飛び

降り て 一 週間 ほど 腰 を 抜かし た 事 が ある 。/

なぜ そんな 無闇 を し た と 聞く 人 が ある かも 知

れ ぬ 。/ 別段 深い 理由 で も ない 。/ 新築 の 二 階

から 首 を 出し て い たら 、 同級生 の 一 人 が 冗談

に 、 いくら 威張っ て も 、 そこ から 飛び降りる 事

は 出来 まい 。/

3 1 弱虫 や ー い 。/ と 囃し た から で ある 。/ 小使 に

負ぶさっ て 帰っ て 来 た 時 、 おやじ が 大きな 眼

を し て 二 階 ぐらい から 飛び降り て 腰 を 抜かす

奴 が ある か と 云っ た から 、 この 次 は 抜かさ ず

に 飛ん で 見せ ます と 答え た 。/

親類 の もの から 西洋 製 の ナイフ を 貰っ て 奇麗

な 刃 を 日 に 翳し て 、友達 に 見せ て い たら 、一

人 が 光る 事 は 光る が 切れ そう も ない と 云っ た

。/ 切れ ぬ 事 が ある か 、何 でも 切っ て みせる と

受け合っ た 。/ そん なら 君 の 指 を 切っ て みろ と

注文 し た から 、 何だ 指 ぐらい この 通り だ と 右

の 手 の 親指 の 甲 を はす に 切り込ん だ 。/

1 0 親譲り の 無鉄砲 で 小 供 の 時 から 損 ばかり し て

いる 。/

小学校 に 居る 時分 学校 の 二 階 から 飛び降り て 一

週間 ほど 腰 を 抜かし た 事 が ある 。/ なぜ そんな

無闇 を し た と 聞く 人 が ある かも 知れ ぬ 。/ 別

段 深い 理由 で も ない 。/ 新築 の 二 階 から 首 を

出し て い たら 、 同級生 の 一 人 が 冗談 に 、 いく

ら 威張っ て も 、そこ から 飛び降りる 事 は 出来 ま

い 。/

8

2 0 親譲り の 無鉄砲 で 小 供 の 時 から 損 ばかり し て

いる 。/ 小学校 に 居る 時分 学校 の 二 階 から 飛び

降り て 一 週間 ほど 腰 を 抜かし た 事 が ある 。/

なぜ そんな 無闇 を し た と 聞く 人 が ある かも 知

れ ぬ 。/ 別段 深い 理由 で も ない 。/ 新築 の 二 階

から 首 を 出し て い たら 、 同級生 の 一 人 が 冗談

に 、 いくら 威張っ て も 、 そこ から 飛び降りる 事

は 出来 まい 。/ 弱虫 や ー い 。/

3 1 新築 の 二 階 から 首 を 出し て い たら 、 同級生 の

一 人 が 冗談 に 、 いくら 威張っ て も 、 そこ から

飛び降りる 事 は 出来 まい 。/ 弱虫 や ー い 。/ と

囃し た から で ある 。/ 小使 に 負ぶさっ て 帰っ て

来 た 時 、 おやじ が 大きな 眼 を し て 二 階 ぐらい

から 飛び降り て 腰 を 抜かす 奴 が ある か と 云っ

た から 、 この 次 は 抜かさ ず に 飛ん で 見せ ます

と 答え た 。/

親類 の もの から 西洋 製 の ナイフ を 貰っ て 奇麗

な 刃 を 日 に 翳し て 、友達 に 見せ て い たら 、一

人 が 光る 事 は 光る が 切れ そう も ない と 云っ た

。/ 切れ ぬ 事 が ある か 、何 でも 切っ て みせる と

受け合っ た 。/ そん なら 君 の 指 を 切っ て みろ と

注文 し た から 、 何だ 指 ぐらい この 通り だ と 右

の 手 の 親指 の 甲 を はす に 切り込ん だ 。/ 幸 ナ

イフ が 小さい の と 、 親指 の 骨 が 堅かっ た ので

、 今 だに 親指 は 手 に 付い て いる 。/

よりも F1 値の平均値は高く，Pk の平均値は低くなっ

た．t 検定により有意差を確認すると，F1 値に関しては

p-value = 6.1×10−9，Pk に関しては p-value = 5.7×10−7

であり，両方の評価指標について有意水準 0.05で有意差

が認められた．またテスト Bに関しても同様に，訓練 B

で学習したモデルの方が，訓練 Aで学習したモデルより
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表 6 各訓練データを使用した場合の評価指標の値（平均と標準偏差）

Table 6 Experimental results for each training data (mean and std.).

テスト A（夏目漱石『こころ』） テスト B（芥川龍之介『歯車』） テスト C（太宰治『女生徒』）

データ F1 値 Pk F1 値 Pk F1 値 Pk

訓練 A（単一の作者） 0.522 (0.010) 0.271 (0.0042) 0.732 (0.016) 0.183 (0.0094) 0.349(0.049) 0.354(0.031)

訓練 B（複数の作者） 0.569(0.0087) 0.254(0.0048) 0.755(0.011) 0.166(0.0089) 0.337 (0.020) 0.355 (0.0092)

も F1 値の平均値は高く，Pk の平均値は低いという結果

が得られた．t 検定により確認したそれぞれの評価指標に

対する p-value は，F1 値では p-value = 0.0027，Pk では

p-value = 0.00080 であり，両方の評価指標について有意水

準 0.05で有意差が認められた．

一方でテスト Cに関しては，訓練 Bで学習したモデル

よりも，訓練 Aで学習したモデルの方が F1 値の平均値は

高く，Pk の平均値は低くなった．t 検定により有意差を確

認すると，F1 値に関しては p-value = 0.51，Pk に関して

は p-value = 0.91 であり，いずれの評価指標についても有

意水準 0.05で有意差は認められなかった．

本実験における結果は，モデルが学習するための訓練

データとして単一の作家の作品のみを使用するよりも，複

数の作家の作品を使用することで，段落境界の推定におけ

る精度の向上が可能であることを示唆しているといえる．

5.2 適切な損失関数の選定

本節では，4章で説明したウィンドウサイズ 2のデータ

セットを対象とした段落境界推定実験について詳述する．

この実験では，提案モデルとベースラインモデルの推定精

度を比較し，導入する損失関数として最適なものを検討す

ることを目的とする．なお，本実験では訓練データとして

複数の作者の作品により構成されたものを使用する．

5.2.1 実験設定

実験に使用した各モデルは以下のとおりである．

Koshorek’s method ベースラインモデル．Koshorek

ら [22]により提案された，LSTMに基づくテキストセ

グメンテーション手法である．Word2Vec [36]により

得られた，文に含まれる単語に対する分散表現を双方

向 LSTM入力し，出力を文の分散表現として用いる．

本研究では，一般に公開されているWord2Vecの事前

学習済みモデルとして，日本語Wikipedia *4全文から

学習した日本語Wikipediaエンティティベクトル*5を

使用した．

BERT+CE 損失関数として Cross Entropy Lossを採用

した従来の BERTに基づく分類器である．使用した

BERTのパラメータ設定値はそれぞれ，5.1節におけ

る設定値と同一である．

BERT+DL BERT の損失関数として Dice Loss を採

*4 https://ja.wikipedia.org
*5 https://github.com/singletongue/WikiEntVec

表 7 α を変動させた場合の検証データにおける各評価指標の値

Table 7 Value of each evaluation index in the verification data

when α is changed.

α0 α1 F1 値 Pk

0.10 0.90 0.573 0.267

0.20 0.80 0.578 0.268

0.30 0.70 0.591 0.250

0.40 0.60 0.564 0.267

表 8 α0 = 0.30，α1 = 0.70 と定め，γ を変動させた場合の検証

データにおける各評価指標の値

Table 8 When α0 = 0.30 and α1 = 0.70 are set, the value of

each evaluation index in the verification data when γ

is changed.

γ F1 値 Pk

0 0.591 0.250

1.0 0.590 0.259

2.0 0.597 0.244

3.0 0.589 0.250

4.0 0.574 0.271

用したモデルである．BERT のパラメータ設定値は

BERT+CEと同一である．

BERT+FL BERT の損失関数として Focal Loss を採

用したモデルである．BERT のパラメータ設定値は

BERT+CE と同一である．また，Focal Loss のパラ

メータ α，γ の値は検証データに対するグリッドサー

チにより決定した．

また，各モデルの推定精度を比較するための評価指標と

しては 5.1節と同様，F1 値と Pk を採用した．

5.2.2 結果と考察

まず，表 7 および表 8 に BERT+FLにおけるハイパー

パラメータ α，γ の影響について示す．表 7 のように各ク

ラスに付与する重みを表す α を変更した結果，α0 = 0.30

のとき検証データにおいて最も高い精度を示した．また，

この結果をふまえて α0 = 0.30 として γ を調整した結果，

γ = 2.0 のとき最も高い推定精度となった．

続いて表 9 に，10回の推定実験の結果得られた各評価

指標の平均値とその標準偏差を示す．実験の結果，BERT

に基づくモデルはベースラインモデルである Koshorekら

の手法による推定精度を上回る推定精度を示した．また

BERT+DLあるいは BERT+FLを用いた場合，各テスト

データに対して BERT+CEよりも高い推定精度が得られ
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表 9 各手法に対する評価指標の値（平均と標準偏差）

Table 9 Experimental results for each model (mean and std.).

テスト A（夏目漱石『こころ』） テスト B（芥川龍之介『歯車』） テスト C（太宰治『女生徒』）

モデル F1 値 Pk F1 値 Pk F1 値 Pk

Koehorek’s method 0.419 (0.14) 0.333 (0.10) 0.506 (0.17) 0.276 (0.087) 0.162 (0.060) 0.425 (0.13)

BERT+CE 0.569 (0.0087) 0.254 (0.0048) 0.755 (0.011) 0.166 (0.0089) 0.337 (0.020) 0.355 (0.0092)

BERT+DL 0.571 (0.0059) 0.253(0.0027) 0.778(0.011) 0.150(0.0075) 0.353 (0.035) 0.345(0.016)

BERT+FL 0.578(0.0080) 0.253(0.0058) 0.769 (0.011) 0.160 (0.0076) 0.379(0.033) 0.347 (0.016)

表 10 各ウィンドウサイズに対する評価指標の値（平均と標準偏差）

Table 10 Experimental results for each window size (mean and std.).

テスト A（夏目漱石『こころ』） テスト B（芥川龍之介『歯車』） テスト C（太宰治『女生徒』）

ウィンドウサイズ F1 値 Pk F1 値 Pk F1 値 Pk

2 0.571 (0.0059) 0.253 (0.0027) 0.778 (0.011) 0.150 (0.0075) 0.353 (0.035) 0.345 (0.016)

4 0.600 (0.013) 0.240 (0.0057) 0.783 (0.024) 0.148 (0.012) 0.438 (0.0042) 0.322(0.024)

6 0.613(0.0075) 0.232(0.0051) 0.784(0.012) 0.141(0.0083) 0.471(0.023) 0.330 (0.021)

8 0.601 (0.014) 0.247 (0.010) 0.722 (0.032) 0.192 (0.023) 0.439 (0.015) 0.357 (0.017)

る傾向があることも確認された．

ここで BERT+CE と BERT+DL がそれぞれ各テスト

データに対して得た各評価指標の値について比較する．すべ

てのテストデータに対してBERT+DLにより得られた F1

値の平均値は高く，Pk の平均値は低くなった．t 検定によ

り有意差を確認すると，テストBにおける F1値に関しては

p-value = 2.6×10−4，Pk に関しては p-value = 6.1×10−4

であり，両方の評価指標について有意水準 0.05で有意差が

認められた．しかし，他のテスト Aおよびテスト Cにお

ける各評価指標に関して，有意差は認められなかった．

またBERT+CEとBERT+FLの比較においても同様に，

すべてのテストデータに対してBERT+DLにより得られた

F1値の平均値は高く，Pk の平均値は低くなった．t検定の

結果，テスト Aにおける F1 値について p-value = 0.025，

テストBにおける F1 値について p-value = 0.011 であり，

有意水準 0.05で有意差が認められたが，他のテストデータ

における各評価指標に関して有意差は認められなかった．

BERT+DLと BERT+FLにより得られた推定精度につ

いて，テストAにおける F1 値とテスト Cにおける F1 値

に関しては BERT+FLの方が BERT+DLよりも高い平均

値をとり，テスト Bにおける Pk およびテスト Cにおけ

る Pk の平均値はいずれも BERT+DLの方が BERT+FL

よりも低い値をとった．ここでテスト A の F1 値につ

いて p-value = 0.035，テスト B における Pk について

p-value = 0.014 であり，それぞれ有意水準 0.05で有意差

が認められた．しかし他の各評価指標の値については，有

意差は認められなかった．

上述の結果から，BERTに対して損失関数として Dice

Lossあるいは Focal Lossを導入した場合に，段落境界推

定において同程度に高い精度が得られることを確認した．

したがって，サンプル数の少ないラベル 1に対して重みを

大きく付与する，つまり段落境界が存在するサンプルにつ

いてより重点的に学習を進めることの有効性について確認

できたといえる．

5.3 モデルに対する入力文の範囲の検討

本節では，ウィンドウサイズの異なるデータセットを対

象とした段落境界推定実験について詳述する．この実験で

は，モデルに対する入力文の範囲を拡張することの，段落

境界の推定に対する有効性について検討する．

5.3.1 実験設定

本実験では，4章で説明したウィンドウサイズ 2，4，6，8

のデータセットを対象とする．使用したモデルは，前節の

適切な損失関数の選定実験においてベースラインモデルお

よび BERT+CEより高い精度を示し，平均値における比

較で BERT+FLと同等の推定精度を記録した BERT+DL

である．また，F1 値と Pk を評価指標とする．

5.3.2 結果と考察

表 10 に，10回の推定実験の結果得られた各評価指標の

平均値とその標準偏差を示す．表 10 から，ウィンドウサ

イズが大きいほど推定精度が高い傾向にあることが確認で

きる．テスト Cにおける Pk の平均値はウィンドウサイズ

4の場合が最も低く，他のテストデータにおける各評価指

標の値は，ウィンドウサイズ 6の場合が最も良い精度を示

した．ここでウィンドウサイズ 2の場合とウィンドウサイ

ズ 6の場合の各評価指標の値について，t 検定によるとテ

スト Bにおける F1 値およびテスト Cにおける Pk 以外

の結果に関して，有意水準 0.05で有意差が認められた．

表 11 に，ウィンドウサイズ 2，6の各テストデータに

対して 10回すべての試行において同一の推定結果を出力

したサンプルの例を，ウィンドウサイズ 6のデータ形式で

示す．例 1および例 2はいずれも，ウィンドウサイズ 2の

場合では誤って推定されたが，ウィンドウサイズ 6の場合

では正しく推定されたサンプルである．これらの 2つのサ
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表 11 ウィンドウサイズ 2，6 の各テストデータに対して 10 回すべての試行で同一の推定結

果を出力したサンプルの例

Table 11 Examples of samples that outputs the same estimation results in all 10 trials

for each test data of window size 2 and 6.

# 正解ラベル Segment 1 Segment 2

1 1 頁 の 上 に 眼 は 着け て い ながら 、 お嬢さん の 呼び に 来

る の を 待っ て いる くらい な もの でし た 。/ 待っ て い て

来 ない と 、 仕方 が ない から 私 の 方 で 立ち上がる の です

。/ そうして 向う の 室 の 前 へ 行っ て 、 こっち から 「 ご

勉強 です か 」 と 聞く の です 。/

お嬢さん の 部屋 は 茶の間 と 続い た 六 畳 でし た 。/ 奥さん

は その 茶の間 に いる 事 も ある し 、また お嬢さん の 部屋 に

いる 事 も あり まし た 。/ つまり この 二つ の 部屋 は 仕切 が

あっ て も 、 ない と 同じ 事 で 、 親子 二 人 が 往 っ たり 来

たり し て 、 どっち 付か ず に 占領 し て い た の です 。/

2 0 蒲団 が 冷 い ので 、 背中 が ほどよく ひんやり し て 、 つい

うっとり なる 。/ 幸福 は 一夜 おくれ て 来る 。/ ぼんやり 、

そんな 言葉 を 思い出す 。/

福 を 待っ て 待っ て 、とうとう 堪え 切れ ず に 家 を 飛び出し

て しまっ て 、その あくる日 に 、素晴らしい 幸福 の 知らせ が

、 捨て た 家 を 訪れ た が 、 もう おそかっ た 。/ 幸福 は 一夜

おくれ て 来る 。/ 幸福 は 、―― /

3 0 僕 は いつか 憂鬱 の 中 に 反抗 的 精神 の 起る の を 感じ 、や

ぶれ かぶれ に なっ た 賭博 狂 の よう に いろいろ の 本 を 開

い て 行っ た 。/ が 、なぜ か どの 本 も 必ず 文章 か 挿し 画

か の 中 に 多少 の 針 を 隠し て い た 。/ どの 本 も ？ /

僕 は 何 度 も 読み返し た「 マダム・ボヴァリイ 」を 手 に とっ

た 時 さえ 、 畢竟 僕 自身 も 中産 階級 の ムッシウ・ボヴァリイ

に 外 なら ない の を 感じ た 。/ 日 の 暮 に 近い 丸善 の 二 階

に は 僕 の 外 に 客 も ない らしかっ た 。/ 僕 は 電 燈 の 光 の

中 に 書棚 の 間 を さまよっ て 行っ た 。/

ンプルは，Segment 1および Segment 2が正解データにお

いてそれぞれ同一の形式段落に属する文で構成されている

という特徴がある．また一方で，例 3は先の 2つの例とは

異なり，ウィンドウサイズ 2の場合では正しく推定された

が，ウィンドウサイズ 6の場合では誤って推定されたサン

プルである．このサンプルについては，Segment 2の『僕

は 何 度 も 読み返し た 「 マダム・ボヴァリイ 」 を 手

に とっ た 時 さえ 、畢竟 僕 自身 も 中産 階級 の ムッシ

ウ・ボヴァリイ に 外 なら ない の を 感じ た 。』と『日

の 暮 に 近い 丸善 の 二 階 に は 僕 の 外 に 客 も ない

らしかっ た 。 僕 は 電 燈 の 光 の 中 に 書棚 の 間 を

さまよっ て 行っ た 。』がそれぞれ異なる段落に属してい

る．このような例から，Segment 1と Segment 2のそれぞ

れに，同一の形式段落に属する文のみが含まれているサン

プルについては推定精度が向上し，一方で Segment 1ある

いは Segment 2に異なる形式段落に所属する文が混在して

いるサンプルについては推定が難しくなる例が存在してい

ることが推察される．

また，モデルに対する入力系列のウィンドウサイズを拡

張することで段落境界の推定精度は向上する傾向が確認さ

れたが，ウィンドウサイズ 8で設定したとき，ウィンドウ

サイズ 6で設定した場合よりも精度は低くなった．これに

関して，本研究において作成したデータセットにおけるラ

ベル 1に対するラベル 0の比率は，テスト Cを除いてすべ

て 8未満であった．このラベル比は 1つの段落に含まれる

文の数の平均値を表しているため，ウィンドウサイズを 8

以上で設定することで，先に述べたような Segment 1ある

いは Segment 2に異なる形式段落に所属する文が混在して

いるサンプルが増加し，結果としてモデルの性能低下を引

き起こしたと考えられる．

6. まとめと今後の展望

本研究では小説の創作支援の観点から，既存の小説に対

する段落分けの精度向上を目的とした．我々はこの問題に

ついて，対象とする文間に段落としての境界が存在してい

るか否かという 2クラス分類問題としてとらえた．しかし

この場合，段落の数が文の数と比較してきわめて少ないこ

とから，データとしての不均衡性がボトルネックとなる．

そこで我々は，損失関数として不均衡データの分類問題に

対して頑健な Dice Lossおよび Focal Lossを BERTに導

入することで，モデルの推定精度向上を図った．そして実

験的に，Focal Lossおよび Dice Lossを導入した段落境界

推定モデルが他のモデルと比較して有意に高い推定精度を

示すことを確認した．

さらに我々は，段落境界推定モデルに対する入力文の範

囲を 2文から 4文，6文，8文と拡張することで，推定精度

の向上を図った．実験の結果，6文つまり前後 3文を入力

文範囲とした場合に最も高い推定精度が得られ，入力文の

範囲を拡張することの有効性を確認した．このことから，

より広範囲な文の情報を付与することが，段落境界の推定

において有効に働くことが考察される．

今後の展望としては，たとえば段落分けの位置を異常値

とした異常値検知のような，文章の時系列的な性質を利用

したアプローチの採用があげられる．この手法では，前後

の数文だけでなく，さらに過去の文の情報を考慮すること

ができるという利点がある．

また本研究では，段落境界推定モデルの性能評価につい

て定量的な評価をするにとどまった．しかし小説としての

読みやすさを論ずるうえで，出力結果に対する定性的な評

価も必要である．そこで今後は，本研究における定量的な

評価と，実際にモデルが段落分けを施した文章を読後，ど
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のような印象をいだくか，あるいはどれほど内容を理解し

たかというようなアンケート実験による定性的な評価をあ

わせた，複眼的なモデル評価に取り組みたいと考えている．
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