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アンチエイリアシング機構を導入した
サンプリング周波数非依存畳み込み層を用いた音源分離

齋藤 弘一1 中村 友彦1 矢田部 浩平2 小泉 悠馬3 猿渡 洋1

概要：我々はこれまでに，任意のサンプリング周波数の音響信号に対して一貫して動作するシングル
チャネルの deep neural network（DNN）音源分離モデルを実現するため，サンプリング周波数非依存
（sampling-frequency-independent: SFI）畳み込み層を提案してきた．SFI畳み込み層では，畳み込み層の
重みがデジタルフィルタとみなせることに着眼し，アナログフィルタからのデジタルフィルタ設計手法の
1つであるインパルス不変法を用いて重みを生成する．これにより，学習に用いなかったサンプリング周
波数に対する畳み込み層の重みが生成できる．SFI畳み込み層を用いた DNN音源分離モデルでは，学習
したサンプリング周波数と同一，またはより高いサンプリング周波数に対しては一貫した性能を示すもの
の，低いサンプリング周波数に対しては分離性能が低下することが実験的に確認されている．本稿では，
SFI畳み込み層の重み生成過程においてエイリアシングシングを引き起こしうるアナログフィルタに対応
する重みを用いないことで，低いサンプリング周波数での分離性能低下が軽減できることを示す．楽音分
離実験により，学習後に提案手法を SFI畳み込み層に導入するだけでも，低いサンプリング周波数の音響
信号に対して分離性能が向上することを確認した．

キーワード：シングルチャネル音源分離，サンプリング周波数非依存畳み込み層，エイリアシング，ディー
プニューラルネットワーク

1. はじめに
シングルチャネル音源分離は複数の音源信号が混合され

た観測信号から，各音源の個別の信号を抽出する技術であ
る．近年，deep neural network（DNN）を用いたシングル
チャネル音源分離モデルが多数提案され，高い分離性能を
示している [1–7]．音源分離は楽曲のリミックスや自動採
譜，音声認識など様々なアプリケーションの前処理として
利用されることが多い．そのため，様々なアプリケーショ
ンで対象とされる音響信号に対して適用可能であることが
望ましい．
サンプリング周波数は音響信号の重要な構成要素の 1つ
であり，アプリケーションに応じて定まる．例えば，楽曲
のリミックスや編集では人間の可聴域をカバーする 44.1

kHz や 48 kHz が通常使用される [7, 8]．これらのアプリ
ケーションは人間が聴くことを想定しているからである．
一方，音響信号に含まれる内容の認識を目的としたアプリ
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ケーションでは必ずしも全ての可聴域の情報が必要では
ない．ビートトラッキングでは 16 kHz [9]，自動採譜では
11.025 kHzや 22.05 kHz [10, 11]，音声認識では 8 kHzや
16 kHzが使用されている [12–14]．汎用的な前処理として
音源分離を用いるためには，これらのサンプリング周波数
の音響信号に対して一貫して動作する DNN音源分離モデ
ルを構築する必要がある．
従来の DNN音源分離モデルは，学習データのサンプリ

ング周波数に特化して学習されているため，学習データに
含まれないサンプリング周波数の信号に対して適用できる
保証はない．これは，従来の DNNはサンプリング周波数
をパラメータとして扱っておらず，DNNを構成する層は
複数のサンプリング周波数の音響信号を処理できるように
設計されていないためである．任意のサンプリング周波数
の音響信号に対して一貫して動作する DNNを実現するた
めには，サンプリング周波数を陽に表現した層を設計する
必要がある．
これに対して，我々は単一の DNNで任意のサンプリン
グ周波数の音響信号を扱うことができる，サンプリング周
波数非依存（sampling-frequency-independent: SFI）畳み
込み層を提案した [15]．畳み込み層は複数のデジタルフィ
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図 1: （a） SFI畳み込み層の構造（b） SFI音源分離モデ
ルの構造 [15].

Fig. 1 (a) Schematic illustration of SFI convolution layer, and

(b) architectures of SFI audio source separation model

[15].

ルタからなるフィルタバンクとして解釈できる．デジタル
フィルタが定義される離散時間領域は，サンプリング周波
数とは不可分である．そのため，サンプリング周波数を用
いずとも定義できるアナログフィルタから当該デジタル
フィルタが設計する．すなわち，当該デジタルフィルタに
対して，アナログフィルタからのフィルタ生成過程を導入
する．これにより，サンプリング周波数に依存しない潜在
的なフィルタ表現を実現する．この表現を畳み込み層に組
み込むことで，サンプリング周波数に非依存な畳み込み層
が実現できる．
SFI畳み込み層を用いた DNN音源分離モデル（SFI音
源分離モデル）では，学習データよりも高いサンプリング
周波数の信号を分離する際には，学習データと同じサンプ
リング周波数の信号を分離した際と同等の分離性能を示し
た．一方，学習データよりも低いサンプリング周波数の信
号に対しては，サンプリング周波数が低くなるほど分離性
能が低下した [15]．
本稿では，この問題を解決するための初期検討として，

学習した SFI畳み込み層に対し，対象音源の Nyquist周波
数未満の中心周波数を持つアナログフィルタのみを用いる
手法を提案する．また，楽音分離実験により提案手法の有
効性を検証する．

2. SFI音源分離モデル
2.1 SFI畳み込み層の概要
SFI畳み込み層は，単一の DNNで任意のサンプリング

周波数の音響信号を扱うために提案された畳み込み層で
ある．層の中では入力特徴量と重みの相互相関が出力され
る．そのため，層の重みを，時間反転したインパルス応答

としたデジタルフィルタと解釈できる．デジタルフィルタ
は離散時間領域で定義されるため，サンプリング周波数に
本質的に依存しており，この領域のままサンプリング周波
数に非依存な構造を構築することは難しい．そこで，サン
プリング周波数に依存しない連続時間領域で定義されるア
ナログフィルタから，デジタルフィルタとして重みが生成
される過程を導入した畳み込み層として，我々は SFI畳み
込み層を提案した．アナログフィルタは，畳み込み層の重
みの潜在的なフィルタ表現として機能するため，本稿では
潜在アナログフィルタ表現と呼ぶ．
SFI畳み込み層の構造を図 1（a）に示す．SFI畳み込み
層は連続時間領域で定義されたM (in) × M (out) 個のアナ
ログフィルタのインパルス応答から生成される．ここで
M (in)とM (out)はそれぞれ入力と出力のチャネルサイズで
ある．SFI畳み込み層は次の 3ステップで生成される．

（i） 入力信号のサンプリング周波数に応じて，アナロ
グフィルタから長さ Lの離散時間インパルス応答
を生成する．

（ii） 生成された離散時間インパルス応答を時間反転し，
M (in) ×M (out) × Lのサイズの畳み込み層の重み
を生成する．

（iii） ステップ（ii）で生成した重みを通常の畳み込み層
の重みとして使用する．

転置畳み込み層に関しても，同様に潜在アナログフィルタ
表現を用いることで，SFI転置畳み込み層に拡張できる．

2.2 インパルス不変法を用いた畳み込み層の重み生成
我々は以前，フィルタ設計手法としてインパルス不変法

を用いた SFI畳み込み層を提案した [15]．サンプリング周
期を T，離散時間のインデックスを l = 1, · · · , L，連続時
間を t ∈ Rとする．インパルス不変法によると，離散時間
インパルス応答 h[l]はアナログフィルタ g(t)から以下の
式 (1)に従って生成される．

h[l] = g(lT ) (1)

サンプリング周期 T を変えることで，異なるサンプリング
周期の離散時間インパルス応答が得られる．
ステップ（i）におけるアナログフィルタ g(t) として，

multi-phase gammatone filter（MP-GTF）[6]が用いられ
た．MP-GTFのインパルス応答は以下の式 (1)で表される．

g(MP-GTF)(t) = atp−1e−2πbt cos (2πft+ ϕ) (2)

ここで a は振幅，p はフィルタ次数，b はバンド幅，f

は中心周波数，ϕ は初期位相を表す．また，パラメー
タ bは equivalent rectangular bandwidth（ERB）スケー
ル [16] を用いて b = ERB(f)/1.57 で表される．ここで
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ERB(f) = 24.7 + f/9.265である．中心周波数 f と位相 ϕ

の組み合わせに対して，g(MP-GTF)(t)を L点でサンプリン
グすることで，長さ Lの離散時間インパルス応答が得ら
れる．
SFI畳み込み層を Conv-TasNet [3]に組み込む場合（2.3

節参照），畳み込み層の後には活性化関数として rectified

linear unit（ReLU）が用いられているため，MP-GTFの
出力の負値が 0となり，入力信号の情報が欠落しうる．こ
の情報の欠落を避けるため，各フィルタに対して逆相，す
なわち同一中心周波数かつ ϕ+ πの位相を持つフィルタも
用いる．
畳み込み層の各チャネル mによって異なる g(t)を用い
るため，g(MP-GTF)(t)に対して，インデックスmを用いて，
g
(MP-GTF)
m (t), am, pm, bm, fm, ϕm と表現する．文献 [15]と
同様に，本稿でも fm, ϕm を学習する．

2.3 SFI畳み込み層の Conv-TasNetへの適用
音声，楽音に対して高い分離性能を示している DNN音
源分離モデルである Conv-TasNet [3, 17]に SFI畳み込み
層を導入することで，SFI 音源分離モデルへと拡張でき
る [15]．Conv-TasNetはエンコーダ，デコーダ，マスキン
グモジュールから成る．エンコーダとデコーダは，従来の
時間周波数変換とその逆変換を模したものと解釈できる．
エンコーダは入力信号を 1次元畳み込み層（カーネルサイ
ズ LとストライドW を持つ）と ReLUによって N チャ
ネルの擬似的な時間周波数表現に変換する．その後，音源
ごとに用意されたマスキングモジュールによって，擬似的
な時間周波数表現に対してマスク処理が行われる．マスキ
ングモジュールは畳み込み層で構成されるブロック R個
で構成され，各ブロックは指数関数的に増加する dilation

係数をもつ X 個の 1 次元 dilated 畳み込み層で構成され
る．畳み込み層のブロックの詳細は文献 [3]を参照された
い．デコーダは，マスク処理により得られたターゲットの
擬似的な時間周波数表現を，カーネルサイズ Lとストライ
ドW をもつ 1次元転置畳み込み層によって，時間信号に
変換する．
Conv-TasNetを SFI音源分離モデルに拡張するために
は，エンコーダの畳み込み層とデコーダの転置畳み込み層
を，それぞれ SFI畳み込み層と SFI転置畳み込み層に置き
換えればよい（図 1（b）参照）．マスキングモジュールは，
文献 [17]で用いられた Conv-TasNetと同一である．
SFI音源分離モデルでは，カーネルサイズ Lとストライ
ドW を分離対象のサンプリング周波数に応じて変更でき
る．エンコーダとデコーダは時間周波数変換に対応するた
め，LとW はそれぞれフレーム長とフレームシフトとみ
なせる．したがって，推論時に LとW を連続時間領域で
学習と同一となるように調節することで，サンプリング周
波数が変わってもマスキングモジュールに入力される疑似
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図 2: 8 kHz，12 kHz，16 kHzのサンプリング周波数に対
する SFI畳み込み層のチャネル数 m = 220までの周波数
応答（（a）と（c）は [15]より引用）
Fig. 2 Frequency responses of first 220 filters of trained SFI

convolution layer at sampling frequencies of 8, 12, and

16 kHz.

的な時間周波数表現のフレーム長とフレームシフトを同一
にできる．

3. 提案手法
3.1 動機
インパルス不変法は，式 (1)に示す様に，アナログフィ

ルタを所望のサンプリング周期でサンプリングをすること
で対応するデジタルフィルタを得るフィルタ設計手法であ
る．そのため，この設計手法はエイリアシングシングを考
慮しておらず，Nyquist周波数よりも高い周波数成分をも
つアナログフィルタからデジタルフィルタを作成する際に
は，エイリアシングシングが起こりうる．図 2は，学習に
よって得られた 8 kHz，12 kHz，16 kHzの信号を分離す
る際のエンコーダ内の SFI畳み込み層の周波数応答である
（実験条件については 4節参照）．図 2（a），（b）に示す通
り，Nyquist周波数近辺やそれを越えた中心周波数を持つ
アナログフィルタに対応するデジタルフィルタでエイリア
シングシングが起きている．このため，学習データよりも
低いサンプリング周波数の信号を分離する場合には，マス
キングモジュールは，折り返し雑音を含んだ特徴量を用い
て分離を行うこととなる．
特徴量領域でのエイリアシングは，DNNを用いた音源

分離 [5]，音素認識，音声感情認識 [18]，画像認識 [19] な
どのタスクにおいて性能低下を引き起こすことが知られて
いる．そのため，我々はエイリアシングを低減する機構を
SFI音源分離モデルに導入し，学習データよりも低いサン
プリング周波数での分離性能低下の原因を調査する．

3.2 アンチエイリアシング機構の導入
エイリアシングの低減のため，学習後の SFI畳み込み層

に対して，分離対象信号の Nyquist周波数未満の中心周波
数を持つアナログフィルタのみで分離を行う方法を提案す
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図 3: 8 kHz，12 kHzのサンプリング周波数における提案
手法を用いた SFI畳み込み層のチャネル数 m = 220まで
の周波数応答
Fig. 3 Frequency responses of first 220 filters of SFI convo-

lution layer with anti-aliasing mechanism at sampling

frequencies of 8 kHz and 12 kHz.

表 1: 各比較手法の特徴
Table 1 Features of Conv-TasNet, SFI Conv., and Proposed

Method gm(t)
Samp. freq. Anti-aliasing

adapt. mech.

Conv-Tasnet [3] - No -

SFI conv. g
(MP-GTF)
m (t) Yes No

Proposed g
(MP-GTF)
m (t) Yes Yes

る．提案手法では，モデルの推論時にエンコーダとデコー
ダの重みに関して，対応するアナログフィルタの中心周波
数 fm が分離対象である信号の Nyquist周波数以上となる
フィルタの重みを全てゼロにすることにより，エイリアシ
ングによる影響を軽減する．
図 2の（a）と（b）に対して，提案手法を導入した際の
エンコーダ内の SFI畳み込み層の周波数応答を図 3（a）と
（b）に示す．

4. 実験的評価
4.1 実験条件
楽音分離用のデータセットであるMUSDB18-HQ [20]を

用いて実験的評価を行った．MUSDB18-HQは 86 曲の学
習データ，14 曲の検証データ，50 曲のテストデータから成
り，各曲は vocals，bass，drums，otherの 4つの楽器から構
成されている．学習データと検証データは 16 kHzに，テ
ストデータは 8, 12, 16, . . . , 32 kHzにリサンプリングして
用いた．またデータをDNNに入力する際，各曲平均 0，分
散 1の標準化を行った．評価指標には signal-to-distortion

raito（SDR）[21]を用いた．SDRの計算には BSSEval v4

toolkit [22]を用いた．実験に用いた全手法に対して，4種
類の乱数シードで実験を行い，4シードでの SDRの平均
と分散をその手法の SDRとして評価した．
比較手法として，提案手法（Proposed）と，文献 [15]に
て提案されたアンチエイリアシング機構を導入していない

表 2: 実験で用いたマスキングモジュールのハイパーパラ
メータ
Table 2 Hyperparameters of masking modules used in exper-

iments

Symbol Description Value

N # of channels of latent representation 440

X # of convolutional blocks in each repeat 6

R # of repeats 2

B
# of channels in bottleneck and

160
residual paths’ 1× 1 convolution blocks

Sc
# of channels in skip-connection paths’

160
1× 1 convolution blocks

H # of channels in convolution blocks 160

P Kernel size in convolution blocks 3

SFI音源分離モデル（SFI Conv.）と Conv-TasNet [3]を用
いた．Proposedと SFI Conv.の相違点は，Proposedでは
推論時にアンチエイリアシング機構を適用する点のみであ
ることに注意されたい．推論時には全ての手法に対して，
分離対象の信号を学習したサンプリング周波数にリサンプ
ルを行わず，未知のサンプリング周波数の信号としたまま
入力した．比較 3手法の特徴を表 1に示す．
学習では，文献 [15]と同一のデータ拡張手法を用いた．
ミニバッチには，各曲からランダムに 8 秒切り取り，パ
ワーをランダムに [0.75, 1.25] 倍した信号を用いた．また，
ステレオ音源の左右のチャネルのうちランダムに選定され
たモノラル音源を用い，ミニバッチの半分において曲間で
楽器をランダムにシャッフルした．
各手法の学習では，16 kHzの信号に対してフレーム長

が 5 ms，フレームシフトが 2.5 msとなるように，つまり
L = 80，W = 40となるようにエンコーダとデコーダのパ
ラメータを設定した．マスキングモジュールのパラメータ
は，文献 [3]の Table 1と同様のパラメータ表記を用いて，
表 2の様に定めた．
g
(MP-GTF)
m (t)の fmとϕm（m = 1, . . . , 220）もネットワー

クと同時に学習した．また，2.2節で述べたように，全ての
mに関して fm+220 = fm，ϕm+220 = ϕm+πとし，常に逆相
のフィルタも存在するように設計した．fmと ϕmの学習に
ついて，50 Hzから 8000 HzにかけてERBスケール [16]に
おいて 48等分になるように f

(c)
i （i = 1, · · · , 48）を用いて，

fm = f
(c)
⌊m/K⌋+1となるように初期化した．ここで，iにおい

て f
(c)
i < f

(c)
i+1であり，m = 1, . . . , 140（m = 141, . . . , 220）

に関して，K = 5（K = 4）である．また，ϕmは同じ f
(c)
i

に対して [0, π)の範囲で均等になるように初期化し，他の
パラメータは am = 1, pm = 2と設定した．
学習時の最適化は，文献 [15]同様，RAdam [23]と looka-

head optimizer [24]を用いた．また，勾配クリッピングを用
い，勾配の L2ノルムの値が 5.0以下となるようにした. 学
習率のスケジューラには stochastic gradient descent with
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図 4: 様々なサンプリング周波数のテストデータに対する Conv-TasNet，SFI Conv.，Proposedの SDR

Fig. 4 SDRs of Conv-TasNet, SFI Conv., and proposed model for test data at various

sampling frequencies.

warm restarts [25]を用いた．最適化手法と学習率のスケ
ジューラのパラメータも文献 [15]で用いられた値を用いた．
各手法の学習において，バッチサイズを 12，イタレーショ
ンを 250とし，損失関数は scale-invariant source-to-noise

raito（SI-SNR）を用いた．
テストデータにはステレオ音源を用い，モノラル音源で

学習した DNNを左チャネルと右チャネルに別々に適用し
た．SI-SNR はスケール不変であり，BSSEval v4 toolkit

で算出される SDR はスケール依存であるため，各楽器
i = 1, . . . , 4の分離音に対してスケール αi を用いて音量補
正を行った [17]．ここで αは s ∈ RT

′

を分離対象の混合
音，s̄i ∈ RT

′

を分離音とすると，以下の式 (3)で計算され
る. T

′ は分離信号の信号長を表す．

α = arg min
α

(s− Σiαis̄i)
2 (3)

4.2 実験結果
図 4にテストデータに対する分離性能を示す．各 SDRは

4種類の乱数シード値で学習したモデルの SDRの平均であ
り，エラーバーは標準誤差を表す．赤破線は学習データのサ
ンプリング周波数（16 kHz）を示している．Conv-TasNet

では，入力信号のサンプリング周波数が 16 kHzから大き
く，もしくは小さくなるにつれて SDRが大きく減少した．
一方 SFI Conv.と Proposedでは 16 kHzの信号のみで学
習したにもかかわらず，16 kHzから 32 kHzの信号に対し
て，16 kHzの信号を分離した際と同程度の SDRを示した．
この結果から，文献 [15]での報告同様，入力信号のサンプ
リング周波数に応じてエンコーダとデコーダの SFI畳み込
み層の重みを変更することによって，入力信号のサンプリ
ング周波数を変えても一貫した分離性能を得られることを
確認した．
しかし SFI Conv.では，入力信号のサンプリング周波数
が 16 kHzから小さくなるにつれて SDRが減少，特に 8 kHz

の信号を入力した際は大幅に減少した．一方，Proposedで
は，SFI Conv.と比較して，（c）drumsや（d）otherの 12

kHzの場合を除いて，8 kHzや 12 kHzの信号を分離する

際，より一貫した SDRを示した．学習後の fm の最大値
が 8 kHz未満であったため，提案手法は 8 kHzと 12 kHz

のサンプリング周波数の信号に対する分離にのみ用いた．
この結果は，アンチエイリアシング機構を導入することに
より，学習データよりも低いサンプリング周波数のデータ
を分離する際の分離性能の低下を低減できることを示して
いる．したがって，提案手法を導入したインパルス不変法
を用いた SFI畳み込み層により，学習したサンプリング周
波数以外でも一貫して動作する DNNが実現できる．
図 4の（c）drumsと（d）otherから，12 kHzの信号を

入力した際，Proposedが SFI Conv.よりも低い SDRを示
している．この原因として，drumsと otherの分離におい
ては，中心周波数 fm が Nyquist周波数近辺のフィルタが
分離性能に大きく寄与しており，アンチエイリアシング機
構の導入により，当該フィルタが用いられなくなったため，
分離性能が低下したと考えられる．

5. 結論
本稿では，SFI畳み込み層を用いた SFI音源分離モデル

において，学習データよりも低いサンプリング周波数の信
号を分離する際の分離性能の低下を解決するため，SFI畳
み込み層へのアンチエイリアシング機構の導入を提案し
た．提案手法は，推論時に学習後の SFI畳み込み層に対し
て，分離対象信号の Nyquist周波数未満の中心周波数を持
つアナログフィルタのみで分離を行う．楽音分離実験によ
り，学習後の SFI畳み込み層に対して提案手法を導入する
ことで，SFI音源分離モデルが学習したサンプリング周波
数以外の信号でも一貫して動作することを確認した．
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