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植物工場の果菜類を対象とした 
収量予測モデル生成プロセスの開発 

 

外舘有希†1 大場みち子†2 高森満†3 
 
概要：トマトやキュウリ等の果菜類は，植物工場の主要な栽培品目であるため，収量予測に基づいた

適切な生産・販売計画が求められる．しかし，現在，植物工場の果菜類の収量予測は，気象や人為

的な影響を受けることから困難とされている．そこで，本研究の目的は，太陽光型植物工場の果菜類

の収量に関わる要因を分析し，収量予測モデルを開発することである．目的を達成するために，(1)モデル
生成用データの選定，(2)データの前処理，(3)データの可視化，(4)特徴量の設計, (5)予測手法の選定，(6)
モデルの適正化の 6つのサブプロセスから成る収量予測モデル生成プロセスを開発した．予測モデルの構
築には，施設内外の環境データと過去の収量の実績データを利用し，重回帰分析，一般化加法モデル，多

変量適応的回帰スプラインを用いた．本稿では，提案手法の有効性を確かめるために，開発した予測モデ

ル生成プロセスをミニきゅうりとミニトマトに適用して実験した結果について報告する．  
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Development of Yield Prediction Model Generation Process  

for Fruit Vegetables in Plant Factories 
 

YUKI TODATE†1 MICHIKO OBA†2  MITSURU TAKAMORI†3   
 
Abstract: Fruit type vegetables such as tomatoes and cucumbers are major crops grown in plant factories, so 
appropriate production and sales plans based on yield prediction are required. However, yield prediction of fruit 
type vegetables in plant factories is currently difficult because of weather and human influences. Therefore, the 
purpose of this research is to analyze the factors related to the yield of fruit type vegetables in sunlight-based plant 
factories and to develop a yield prediction model. To achieve the purpose, we developed a yield prediction model 
generation process consisting of six sub-processes:  (1) data selection for model generation, (2) data preprocessing, 
(3) data visualization, (4) feature design, (5) selection of prediction methods, and (6) model optimization. We used 
environmental data inside and outside the facility and actual data of past yields as features, and also used Multiple 
linear regression, generalized additive model, and multivariate adaptive regression spline to construct the prediction 
model. In this paper, we report the experimental results of applying the developed prediction model generation 
process to mini cucumbers and mini tomatoes to verify the effectiveness of the proposed method.  
 
Keywords: Yield Prediction, Plant Factory, Fruit Type Vegetables, Statistical Modeling, tsfresh Package 

 

1. はじめに  

農林水産省は，野菜・果樹・花きといった園芸作物を食

糧の支出金額に占める割合が最も高く，消費生活上重要な

品目であると位置付けている[1]．それゆえ，消費者ニーズ
に応え安定供給するためには，施設内で植物の光や養分等

の生育環境を制御して栽培を行う施設園芸による周年供給

が必須であるとしている[1]．そのような背景の中，施設園 
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芸の最先端の形態である植物工場が近年大きな関心と期待

を集めている． 
植物工場とは，「高度な環境制御と生育予測を行うこと

により，野菜等の植物の周年・計画生産が可能な施設園芸

農業の一形態」である[2]． 植物工場は，従来のビニールハ
ウスや加温設備等の単一の環境のみを制御可能な温室と比

較して，より高度な環境制御が可能であるとされている．

現在，国内の施設面積に占める植物工場の割合は 2.8%[1]と
まだ少なく，植物工場は発展途上の段階にあるとされてい

る[3][4]． 
植物工場で栽培する主要品目に，果菜類と呼ばれるトマ
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トやキュウリ等の果実を食用とする野菜が挙げられる．果

菜類は生育に強い光を必要とすることから，太陽光を主に

利用して栽培する太陽光型植物工場で主に栽培されている．

果菜類は，植物工場の主要な栽培品目であるため，収量予

測に基づいた適切な生産・販売計画が求められる．しかし，

果菜類の収量予測は困難である． 
植物工場の果菜類の収量予測を困難にしている要因には，

主に 3つある．1つ目の要因に，不安定な気象変動の影響が
挙げられる．果菜類は太陽光型植物工場で栽培されている

ため，太陽光や気温等の気象に左右される．特に，梅雨や

冬場等の不安定な天候が多い時期はその影響を受ける．2つ
目の要因に，果菜類の生物学的な特徴が挙げられる．果菜

類は開花や結実という生育期間を持つため，葉菜類等の他

の種類の作物と比較し，環境の影響を受ける期間が長いと

いう特徴がある．1つの株から複数の実を収穫可能であるこ
とも予測を難しくさせている一因である．最後に，3つ目の
要因に，人為的な要因が挙げられる．植物工場の収量は，

出荷・調製された量であり, 栽培されている野菜の収穫可能
量ではない.例えば，出荷計画に応じて意図的に収穫しない
といいったことが挙げられる．植物工場の果菜類を対象と

した研究には，施設内の最適な環境制御の方法を調査した

研究[5]や作物の生育を解析した研究[6]がある．しかし，人
為的な要因も関係することから，実際の施設の環境の条件

下で栽培された作物に，これらを直接適用して収量を予測

することは困難である． 
以上のことから，本研究の目的は，太陽光型植物工場の

果菜類の収量に関わる要因を分析し，収量予測モデルを開

発することである．研究目的を達成するための目標として，

果菜類の収量を予測するための予測モデル生成プロセスを

開発することを研究目標とする．予測モデルの生成プロセ

スを明確にすることにより，予測モデルの開発効率性や正

確性の向上を目指し，複数の果菜類や他の施設においても

予測モデルを適用可能にすることも目指す． 

2. 関連研究とその課題 

2.1 農業分野における予測モデル生成プロセスの開発 
予測モデル生成プロセスを農業分野において活用した研

究として，耕作放棄量予測モデル生成プロセスを開発した

研究がある[7]．この研究では，地域ごとに耕作放棄の特性
が異なることから全てを説明する汎用的なモデルの構築が

困難という問題に対し，様々な地域に適応可能な予測モデ

ル生成プロセスを開発した．予測モデル生成プロセスとし

て，(1)モデル生成用データの選定，(2)応答変数および説明
変数の設計，(3)モデル構造の選定，(4)モデルチューニング
とバリデーション，の 4 つのサブプロセスを提案し，各サ
ブプロセスの詳細を述べている．実験では，予測モデル生

成プロセスを耕作放棄があった異なる地域に適用し，中高

耕作放棄ケースにおける提案手法の有効性を明らかにした. 

この研究の課題として，予測モデルの開発に必要なサブ

ブプロセスが網羅的に定義されていない点が挙げられる．

例えば，予測モデルを開発する上で一般的に最も重要とさ

れている前処理に関するサブプロセスが含まれていない．

予測モデルの開発に必要なサブプロセスを全て定義しなけ

れば他の地域で再現・適用することが難しいと考える． 
2.2 特徴量の抽出方法 
特徴量の抽出の過程に関する関連研究の課題について述

べる．関連研究では基本統計量のみを用いており，特徴量

のバリエーションが少ない．そのため，収量に関係する特

徴量を見つけ出す作業に時間を要し，モデルの精度を最大

まで高められないという課題があると考える．今回の対象

データである収量実績のデータは，時系列データに分類さ

れる．時系列データは，一つ一つのデータセットが密接に

関係していることが特徴であるため，その関係性を表せる

ような特徴量の生成を行い，目的変数との関係性を見つけ

出すことが重要である．そのため，時系列データの特徴量

を漏れなく抽出可能な特徴量を生成する方法を検討する必

要がある．その際に，効率的かつ正確に特徴量を抽出でき

るようすることもまた重要である．時系列データの特性か

ら，時系列データでは無数に特徴量を抽出できるため，特

徴量の検討や抽出に多くの時間や労力を要するからである． 
2.3 予測手法の選定 
機械学習は高精度な収量の予測を実現している[8][9]．そ
の一方で，機械学習手法を収量予測において活用するには

いくつかの障壁がある．その一つに，機械学習の有用性は

非常に大量の学習データを準備できるか否かに大きく依存

するといった点が挙げられる[10]．この点は，多くの場面で
ビジネス応用する際に課題となり得る．今回実験対象とし

ている植物工場においても，機器の導入による環境変動や

栽培品種の変動が著しいため，膨大な数のデータセットを

用意することが難しい.それゆえ，比較的少ないデータ数で
も利用可能な予測モデル予測手法が求められる.その他では，
解釈の困難性に関する問題がある．機械学習は，処理プロ

セスをブラックボックス化してしまうため，どうしてその

ような推定結果になったのかが陽に提示できないという解

釈の困難性が度々指摘されている．農業従事者にとって納

得感のない予測モデルは受け入れ難いものであるため，農

業従事者が予測モデルの理論を理解可能なモデル開発が重

要である. 

3. 提案手法 

3.1 研究課題と解決アプローチ 
以上の関連研究での課題より，本研究における研究課題

は，次に示す通りである． 
課題 1: 予測モデルを構築するまでの全プロセスが不明確 
課題2: 時系列データから効率的かつ正確に有効な特徴量を
抽出する方法の選定 
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課題3: 少ないサンプル数でも予測精度の高いモデルの構築
が可能，かつモデル構造が解釈可能な予測手法の選定 
上記で述べた研究課題に対する解決アプローチは，次に

示す通りである．アプローチの詳細は，3.2 節で述べる． 
アプローチ 1: 予測モデルを構築するまでの全プロセスを
網羅的かつ明確に定義 
アプローチ 2: 特徴量抽出と特徴量選択アルゴリズムを含
む時系列分析用パッケージ tsfresh の利用 
アプローチ 3: 予測手法として統計モデリングの利用 
3.2 予測モデル生成プロセスの構築方法 

2.1 節で述べた関連研究[7]における課題や一般的な予測
モデル構築の手順を参考にして，6 つのサブプロセスを定
義する．そのサブプロセスとは，(1) モデル生成用データの
選定，(2) データの前処理，(3) データの可視化，(4) 特徴
量の設計,(5) 予測手法の選定， (6) モデルの適正化である．
本研究では，これらのプロセスを簡易な演算手順として定

式化することで，そのプロセスに従えば様々な施設固有の

状況に応じた収量に関係する要因の特定と収量を精度良く

予測ができるモデルの生成を可能とすることを目指す．以

下で，(1) から(6) の各サブプロセスについて具体的に説明
する．  
3.2.1 モデル生成用データの選定 
予測モデル生成に用いるデータとして，過去の収量の実

績データ，施設内の環境データ， 屋外の気象データの 3 種
類のデータを用いることにする．主な理由は 2 つある． 1
つ目は，2.2 節「関連研究」でも述べたように，温室の果菜
類を対象として収量予測をした研究において，これらの 3 
種類のデータが特徴量として有効であるとの報告があった

からである．温室と植物工場は施設内の環境制御の仕方が

異なるが，「施設内」で作物を栽培している大きな特徴が共

通している．それゆえ，植物工場の果菜類にも有効である

可能性が高いと考えるため，それらの属性を利用する． 2
つ目は，植物工場において継続的に取得・記録されている

データであるからである．関連研究の中には，植生指標で

ある NDVI や作物の茎径の測定データ等の作物の外観に関
する データを用いたものがある[11][12][13]．しかし，これ
らの方法では外観データをセンシングするための機器を新

たに設置する必要があるため，データ収集と導入コストが

高い．その点， 施設内外の環境データと収量の実績データ
は，一般的な植物工場では取得・記録していることが一般

的であるため，データ収集が容易である．以上の理由から，

施設内外の環境データと収量の実績データを用いる． 
3.2.2 データの前処理 
実施する前処理の種類は，主に 3つである． 
1つ目は，欠損値に関わる処理である．センシング機器の
故障等による欠損値に対しては，欠損値があった日の前後 3
日間の平均値で補完する． 

2つ目は，データスケールの統一に関わる処理である．非

正規分布のデータにも対応できるようにするため，ロバス

トzスコアによる標準化処理をする．ロバストzスコアには，
中央値は分布の代表値として分布形に影響されないという

利点や，四分位はバラツキの統計量として分布両端の外れ

値に影響されないという利点があるため選択する． 
3つ目は，予測に利用する環境データの期間に関わる処理
である．その前処理の方法とは，予測日より 7日前からの 1
日の平均値の累積値で作成するというものである．この期

間は，ミニきゅうり，ミニトマト共に，開花から収穫まで

の果実成長期間に相当する．この期間の環境要因が収量に

大きな影響を及ぼすとされているため[9]，この期間のデー
タを用いることとした．加えて，1日の中の日中の時間帯の
みで属性を作成する．日中の時間帯は年間を通して変化す

るため，実験対象の施設がある地域の日の出入りの時刻の

１年の平均値を利用する． 
3.2.3 データの可視化 
目的変数との関係性や特徴量間の関係性の分析，データ

内の異常値や外れ値を見つけることを目的にデータの可視

化を行う．実施するデータの可視化項目と概要について，

以下で説明する． 
(1) 週別収量の傾向 
週別収量の傾向の可視化では，時系列データに現れるデ

ータの傾向パターンについて分析する．時系列データに現

れるデータの傾向パターンとして，傾向変動，循環変動，

季節変動，不規則変動の主に 4つある． 
(2) 施設内環境データの傾向 
温度や二酸化炭素濃度等の施設内の環境データの 1 日の
平均，最高値，最低値，最高値と最低値の差といった複数

の統計量を算出し，グラフで可視化することによって，各

環境データの日単位，年単位での推移とデータの分布を分

析する． 
(3) 目的変数との単相関 
この分析には散布図とヒートマップ図を用いる．ヒート

マップとは，行列型の数値データの強弱を色別に可視化し

てデータを可視化する方法である．属性間の相関関係をよ

り明確に把握するために，散布図とあわせて相関行列のヒ

ートマップ図を利用する． 
3.2.4 特徴量の設計 
本項では，3.1 節で述べた課題解決アプローチ 2 の「特
徴量抽出と特徴量選択アルゴリズムを含む時系列分析用パ

ッケージ tsfreshの利用」についての詳細を述べる． 
特徴量の設計には，特徴量の抽出方法と特徴量の選択方

法に関しての 2 つのステップが含まれる．特徴量の抽出で

は，3.1節の解決アプローチでも述べた時系列データの特徴
を抽出した様々な特徴量を生成する．時系列データ特有の

様々な特徴量を抽出するため，tsfresh(Time Series FeatuRe 
Extraction on basis of Scalable Hypothesis tests)[14]という
Python パッケージを用いる．tsfresh は，特徴量抽出と特徴
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量選択アルゴリズムを含む時系列分析用の Pythonパッケー
ジである．図 1 に tsfresh で提供されている機能の概念図を

示す．tsfreshは 63の特徴化手法を提供している．例えば，
ピーク数，中央値，標準偏差，フーリエ変換，自己相関係

数を用いた特徴量，時間反転対称性特徴量がある．tsfresh
は時系列データ特有の特徴量を網羅的に生成することが可

能であり，抽出・選択処理の並列化により実行時間を大幅

に短縮することが可能なため利用する．また，tsfsresh は多
くの論文で活用の報告がされており，これまでに病気の予

測，機械の障害発生の検出，交通量の予測などの多様な活

用事例があることから，今回のケースにおいても十分に適

用可能であると考えた． 

 
図 1: 特徴量抽出から選択までのデータ処理の流れ 

(文献[15]から引用) 
 
次に，特徴量選択について説明する．tsfreshによって多く
の特徴量が抽出されるため，効果的な特徴量選択をする必

要がある．本研究では，特徴量選択を 4 段階に分けて実施
する． 

1段階目は，tsfreshで提供している select_features モジュ
ールを用いた方法である．tsfreshでは特徴量の抽出だけでな
く，特徴量を選択するモジュールも提供している．

select_features は，統計的な有意差がありそうな特徴量のみ

になるように統計的仮説検定を用いて特徴量を選択するモ

ジュールである．特徴量の有意性検定法には，教師付き機

械学習問題のタイプ（分類/回帰）と特徴量のタイプ（カテ

ゴリカル/連続）に応じて，Exact Fisher test of independence, 
Kolmogorov-Smirnov test, Kolmogorov-Smirnov test, Kendal 
rank testの 4つの方法が用いられる[15]．これらの方法によ
る検証の結果は，p値のベクトルであり，ラベルやターゲッ

トを予測するための各特徴の重要性を定量化する．p値は保

持する特徴量を決定するために，Benjamini-Yekutieli手順に
基づいて評価される． 

2段階目は，相互情報量(Mutual Infomartion)を用いた方法
である．相互特徴量は，ある特徴量 Xと別の特徴量 Yの間
の同時分布 P(X,Y)と個々の分布の積 P(X)P(Y) がどれだけ
似ているのかを算出する．もし互いに独立であれば Mutual 

Infomartion は 0 になる．相互特徴量により，特徴量の数を

「学習データのサンプル数/10」となるように選択する．な
ぜなら，学習データの数より特徴量の数が多すぎることは，

ノイズのパターン学習や学習スピードの観点から適切でな

いからである．  
3段階目は，一般的な統計的変数選択手法である赤池情報

量基準(AIC)に基づく stepwise法である．AICは，次の項で
説明する重回帰分析と一般化加法モデルの予測モデルにお

いて，最も良い特徴量の組み合わせを調べるために用いる．

もう一つ予測手法として利用する多変量適応的回帰スプラ

インは，アルゴリズム内で特徴量選択を自動してくれるた

め，この特徴量選択方法を適用するのは重回帰分析と一般

化加法モデルの 2つの手法である 
最後に，4段階目は，分散拡大要因(VIF: Variance Inflation 

Factor)を用いた方法である．VIFは多重共線性が発生してい

ないかを確認するために用いられる．多重共線性がある場

合は該当している変数を削除することで，特徴量を選択す

る． 
3.2.5 予測手法の選定 

3.1で述べた「少ないデータ量かつモデル構造が解釈可能
な手法の利用」のアプローチの詳細について述べる．利用

する予測手法の選定基準は，ⅰ. 予測モデルに対する特徴量
の回帰構造の探索と評価が可能，ⅱ.少ないデータ数でも予測
精度の高いモデルの構築が可能という 2点とした．iと iiを
担保できる以下の 3つを予測手法の候補として選定する．  
 第 1 の候補は，重回帰分析 (MLR: Multiple Linear 
Regression )である．MLRは 2つ以上の特徴量を使用して連

続値の目的変数を予測するための一般的な統計手法である．

MLRは，露地栽培の収量予測において多く用いられており，
露地栽培の果菜類の収量予測においても多く用いられてい

る．MLR によって，一定の予測精度を得ていることから，
本研究でもMLRを選択する．  
 第 2 の候補は，一般化加法モデル(GAM: Generalized 
Additive Model)である．GAMは，Generalized Linear Model
の各特徴量に重みをつけるだけでなく，関数とする事で複

雑な現象も表現することができる非線形にも対応したモデ

ルである．GAMは，目的変数と特徴量の関係性が分かりや
すいという線形モデルの利点を保ったまま，機械学習のモ

デルと同レベルでの精度の予測が可能であるため，選定す

る．  
 最後に，第 3 の候補として，多変量適応的回帰スプライ

ン(MARS: Multivariate Adaptive Regression Splines)を選定し
た． MARSでは，CART(CART: Classification And Regression 
Trees)のステップ関数近似を打ち切りベキ乗基底関数に変

更し，局所的に線形モデルをあてはめることで予測精度を

高めたものである．GLMと比較して特徴量間の交互作用を

樹木構造でティッピングポイントも含めて明示的に表現で

きるところに強みがある[7]ため，選定する． 
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3.2.6 モデルの適正化 
予測モデルの評価は，予測精度，解釈性，納得性によっ

て多面的な評価を実施する．  
まず，1つ目の評価指標である精度についてである．精度

の評価には，平均絶対誤差率 (MAPE: Mean Absolute 
Percentage Error)を利用する．MAPEは，誤差の絶対値を実

測値で割って誤差率とし，これを平均化したものである．

本研究では複数の作物を対象としているため，異なる作物

の精度を比較できることが必要である．そのため，他の作

物と精度の比較がしやすい MAPE を評価指標として用いる

こととした．データセットの分割は，75%を学習データに，
25%をテストデータに分割して leave-one-out 法によって評

価をする． 
次に，2 つ目の評価指標である解釈性について説明する．

解釈性には，何に対する解釈性かで 2 つの評価観点がある

とされている[16]．一つは，予測結果に対して特徴量の何が

影響してその結果になったのかを解釈できるかである．も

う一つは，予測モデルが特徴量の何を重視しているかを解

釈できるかである．これらの 2 つの評価観点は，解釈しや

すい予測手法を利用することで条件を満たすと考えている．

本研究では，結果を解釈しやすい統計モデリングの手法を

予測手法として用いるため，この評価観点については既に

満たすと考える． 
最後に，3つ目の評価指標である納得性について説明する．

納得性は，主に現場の人が予測結果の根拠に納得できるか

を評価するためのものである．納得性を評価するために，

関連研究[17]を参考に，過去の実績値と予測値，寄与率など

をレポート形式にしてまとめる．作成した分析結果のレポ

ートを用いて，植物工場の従業員に開発した予測モデルに

ついて説明を行い，予測モデルに対しての納得感について

ヒアリングすることで，納得性の評価をする． 

4. 実験 

4.1 対象施設 
 本研究の対象とする実験施設は，北海道函館市にある太

陽光型植物工場(以下，植物工場 Aと表記)である．植物工場
Aは水耕栽培による野菜の生産・直販を行い，果菜類 7種，
葉菜類 17種の計 24種という多品目の野菜を栽培している．
温度，湿度，CO2 濃度，養液濃度等のハウス内の環境デー

タのセンシングに加え，気温，湿度，光量等の気象データ

のセンシングも行なっている．植物工場 A での果菜類の収
量予測の需要については，マネジメント業務を担う社員と

実際に生産業務を担う社員へのヒアリングから確認した． 
4.2 対象作物 
ミニきゅうりの(ラリーノホワイト)とミニトマト（アイコ）

を予測対象の作物とする．この 2 つの作物は日本の施設園
芸作物の栽培割合の上位 3 つに入る主要品目である．植物
工場 A においても主要栽培作物であるため，栽培面積が大

きく，ほぼ毎日出荷をしている．以上のことから収量予測

モデルを開発する需要が高いと考えたため，実験対象の作

物とした． 
4.3 問題設定 
植物工場の従業員へのヒアリングにより，目的変数とし

て，収量を予測する日(以下，予測日)の次の日から 1 週間分

の収量(以下，週別収量)を設定した．現在植物工場 Aでは果
菜類の収量予測が全くできていないため，なるべく早く活

用段階に持っていくことが求められる．これらの事情と予

測モデルが実用可能とされる一般的な精度基準を踏まえて，

予測精度の目標値として，MAPE 20.0%以内を目指す． 
4.4 モデル生成用データの選定と前処理 
モデル構築とその評価に用いるデータは，ミニきゅうり

は 2018年 4 月〜2019年 5 月の全 59 週分，ミニトマトは，

2018年 2 月〜2019年 6 月の期間の全 66 週分のデータであ

る．属性の選定は，3.2.1項「モデル生成用データ選定」で説明
した属性の選択基準に基づいて行った．また，3.2.2 項「前処
理」で説明した前処理をした．その結果，表 1 の属性を作
成した． 

表 1: 作成した属性 

 
4.5 データの可視化 
4.5.1 収量の推移の分析 

 図 2は，予測対象の週別収量の推移をグラフにしたもの

である．週別収量の平均値は，ミニきゅうりが 135kg，ミニ
トマトが 24.5kg であった．ミニトマトと比較して，ミニき
ゅうりは収量の変動幅が大きいことがわかった．時系列デ

ータの傾向分析では，ミニきゅうりの収量は季節変動があ

ることがわかった．図 2 のミニきゅうりの収量が大きく増

加している時期は夏場の時期に相当することから，光量が

増大する夏場にかけて収量が最大になっていることが分か

った．一方，ミニトマトの収量は循環変動とわずかに季節

変動の傾向があることが分かった．図 2 より収量が大きく
増減する周期がいくつか発生していることから，期間を空

けて新たな実が成るという果菜類の生物学的特徴が見られ

たと考えられる．また，ミニトマトにおいて季節変動の傾

向があまり出なかった要因を調査するため，植物工場の従

業員にヒアリングしたところ，対象データの期間はミニト

マト以外の他の作物の栽培に力を入れていていたため，ミ

ニトマトの栽培管理が疎かになっていたことが分かった．

具体的には，廃棄すべき株をいつまでも残し栽培していた
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ことや，害虫被害への対応が遅れてしまったことが挙げら

れる．以上のことより，栽培管理を適切に行えていると，

ミニきゅうりのように，夏場の時期が最も収量が高くなる

ような季節変動の傾向になると推測される． 

 
図 2：両作物の収量の推移 

4.5.2 属性間の関係性の可視化 
目的変数と特徴量の関係性と特徴量間の関係性の分析を

した結果について説明する． 図 3, 図 4 に相関係数のヒー

トマップ図を示す．単相関係数の算出には，Spearman の順
位相関係数を用いた． 
データの分析の結果について説明する．まずミニきゅう

りにおいて収量との相関関係が最も強く見られたのは，１

週間前の収量(PY01)の単相関係数 0.79，続いて，二酸化炭

素濃度(FCD)が -0.71，気温(AT)が 0.69という結果となった．
一方で，ミニトマトにおいて目的変数との相関関係が最も

強く見られたのは，１週間前の収量(PY01)の 0.83，続いて，
二酸化炭素濃度(FCD)が -0.34，気温(AT)が 0.33という結果
となった． 
ミニきゅうりとミニトマトの両方の作物で，概ね同じ属

性が収量との相関関係が強くなるという結果となった．こ

れらの相関関係が強く見られた属性をモデルに加味するこ

とによって，モデルの精度向上につながる可能性が高い．

各属性の相関係数の値の観点では，各作物で大きな差異が

見られた．それゆえ，作物によって環境要因の影響度が異

なると推察される． 

 

図 3：ミニきゅうりの相関行列のヒートマップ図 

 

図 4：ミニトマトの相関行列のヒートマップ図 
 
4.6 特徴量の設計 
まず，表 1 の属性を tsfresh の extract_features モジュール
によって，時系列データの特徴を反映した特徴量を抽出し

た． その結果，ミニきゅうりでは，13,243 個の特徴量を抽

出し，ミニトマトでは 5,278 個の特徴量を抽出した．次に，

同じく tsfresh の select_features モジュールを用いた統計的
仮説検定により，ミニきゅうりは 265 個，ミニトマトは 69
個まで特徴量を絞り込みした．次に，相互特徴量により，

ミニきゅうりとミニトマトでそれぞれ 5 個の特徴量を選択

した．最後に，VIFの値を算出したところ，全ての特徴量が

5 未満であったため，多重共線性の疑いは低いことから 5つ
全ての特徴量を利用することとした． 
特徴量選択の結果，得られた特徴量を表 2と表 3に示す．
特徴量名は以下の 3つの要素から構成される．(1) 特徴量を
抽出する時系列属性，(2)その特徴量を抽出するために使用

された特徴量計算機の名前，(3) 特徴量計算機を構成するパ
ラメータのキーと値のペア: 

 
[kind] _ [calculator] _ [parameterA] _ [valueA] _ [parameterB] _ 
[valueB] 
 

tomatoes 
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表 2: ミニきゅうりの特徴量選択の結果 

表 3: ミニトマトの特徴量選択の結果 

 
選択された特徴量について説明する．まず，時系列データ

特有の特徴が反映された特徴量について説明する．表 2,3の
1 次元離散フーリエ変換やリッカーウェーブレットの連続

ウェーブレット変換を用いた C_TS_CDC, C_TS_SR, 
T_TS_PYW, T_TS_HT, T_ TS_CDCがそれにあたる．これら
の特徴量は周期的な変化を表す特徴量である．この周期性

は，週別収量の傾向の分析時にも季節変動や循環変動とし

て両作物において確認されていたことから，特徴量の選択

時に選ばれたことでも納得がいく．   
4.7 予測手法の選定とモデルの適正化 
学習データ 66件のうち， 50件(約 75%)を学習データに， 

16 件(約 25%)をテストデータに分割した．各予測手法を学

習データにおいて，最適な特徴量の組み合わせとハイパー

パラメータの探索をした． 表 4, 表 5に，その結果を示す．
対象作物や予測手法によって，選択された特徴量が異なっ

た．特徴量には，相関分析の際に収量との相関関係が高い

とされた属性が多く選ばれる傾向となった．表 6 には，チ
ューニングした特徴量とハイパーパラメータ を用いて，テ

ストデータにおいて予測した精度の結果を示す．両作物と

も予測精度が最も高かったのは GAM を用いた予測モデル

であった． tsfreshの有効性を評価するため，tsfresh を
利用して特徴量抽出をした場合と tsfresh を利用せず
に表 1の特徴量をそのまま使った場合を比較した．比
較する予測手法には，各作物で最も高い精度を示した

GAMを用いた．表 7にその結果を示す．結果として， 
tsfresh 利用によって全体的に予測精度が向上したこ
とを確認した． 
表 4:  ハイパーパラメータのチューニング結果 

 

表 5: 特徴量のチューニング結果 

 
表 6: 各予測手法による予測精度の結果 

 

表 7 ： tsfreshの利用有無による予測精度の比較 

 

 
図 5：週別収量と特徴量との関係性を表した 3Dモデル 

 
4.8 考察 
 まず，精度の良し悪しの観点で考察を述べる．ミニきゅ

うりの精度はMAPEで17.0%, ミニトマトは19.8%となった．
この精度は，4.3節「問題設定」で述べた，精度の目標値で
あるMAPE = 20.0%を満たす結果となった． 
次に，予測モデルに組み込まれた特徴量について考察を

述べる．まず，ミニきゅうりでは，最も精度が良かった GAM
の予測モデルに，予測日一週間前の収量に関する特徴量（C_ 
TS _PYW）と気温に関する特徴量（C_ TS _AT）の 2 つの
特徴量が含まれる結果となった．図 5 より，気温と一週間

前の収量が高いほど，週別収量も大きくなる傾向があるこ

とが分かった．一方，ミニトマトでは一週間前の収量(T_ 
TS_PYW)に関する特徴量のみが選ばれる結果となった．こ
の結果は，4.5.1 項「収量の推移の分析」の際に分かった，

ミニトマトの収量の変動幅の小ささや周期変動の傾向があ

対象作物 MLR GAM MARS 

ミニきゅうり なし select=FALSE 

method=REML  

degree=1 

nprune=2 

ミニトマト なし Select = TRUE 

Method = REML  

degree=1 

nprune=12 

対象作物 MLR GAM MARS 

ミニきゅうり C_TS_AT 

  

C_ TS_AT 

C_ TS_PYW 

C_ TS_AT 

 

ミニトマト T_ TS_PYW 

 T_TS_SR 

T_ TS_CDC 

T_ TS_PYW T_ TS_PYW 

T_ TS_SR 
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るという分析結果とつながる． 
 最後に，植物工場の従業員に，精度と納得性の観点で予

測モデルに対する意見をヒアリングした結果について説明

する．まず，精度に関して述べる．植物工場の従業員より，

今回利用したデータを用いた週別収量の予測精度は，今回

の実験結果の精度で最善の精度であるとコメント頂いた．

しかし，今回開発した予測モデルでは収量の増減が正確に

捉えきれていないため，実際に活用するのは難しいとのご

意見を頂いた．納得性に関しては，予測モデルに対して現

場の感覚と一致するとの意見で納得感を示す回答であった． 

5. おわりに 

5.1 まとめ 
本研究の目的は，太陽光型植物工場の果菜類の収量に関

わる要因を分析し，収量予測モデルを開発することである．

目的を達成するために，解決アプローチを(1) 予測モデルを
構築するまでの全プロセスを網羅的かつ明確に定義, (2)特
徴量抽出と特徴量選択アルゴリズムを含む時系列分析用パ

ッケージ tsfreshの利用，(3)モデル構造が解釈可能な統計モ
デリングの利用として，これらのアプローチを含めた，(1)
モデル生成用データの選定，(2)データの前処理，(3)データ
の可視化，(4)特徴量の設計, (5)予測手法の選定，(6)モデル
の適正化の 6 つのサブプロセスから成る収量予測モデル生
成プロセスを開発した．提案手法の有効性を確かめるため

に，開発した予測モデル生成プロセスをミニきゅうりとミ

ニトマトに適用して実験した．予測モデルの構築には，施

設内外の環境データと過去の収量の実績データを利用し，

重回帰分析，一般化加法モデル，多変量適応的回帰スプラ

インを用いた．実験の結果，両作物において最も精度が高

かったのは一般化加法モデルを用いた予測モデルで，両作

物とも目標値である平均絶対誤差率 20%以内を達成した．
加えて，予測モデルの納得性を評価するために実施した植

物工場の従業員へのヒアリングによって，今回開発した予

測モデルは，現場の感覚と一致する納得感のある予測モデ

ルであることが明らかとなった．以上より，予測精度，解

釈性，納得性の 3 つの評価観点で提案手法の有効性を確認

した． 
5.2 今後の課題 
今後の課題は以下の通りである． 

(1) 新たな特徴量の検討 
予測モデルの精度向上には，生産管理方法や出荷調整方

法等の人為的要因に関する特徴量を予測モデルに加味する

必要があると考える． 
(2) 目的変数の変更 
本研究では，目的変数として，植物工場 A で栽培してい
る対象作物の「全ての株からとれる週別収量」を設定して

いた．そのため，ミニきゅうりのように，株数が多く，収

量の変動幅が非常に大きい作物における収量予測がより困

難であった．この問題に対し，「一部の株を対象にした週別

収量」を設定するなどして，目的変数を細分化して考える

方法が有効であると考えている．  
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