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テクニカルノート

ドライブレコーダを用いた交通事故発生予測

瀧本 祥章1,a) 田中 佑典1 倉島 健1 山本 修平1 大川 真耶1 戸田 浩之1
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概要：近年，交通事故に関する大量のデータがドライブレコーダによって収集されている．本稿では，ド
ライブレコーダデータを活用し，交通事故の発生予測を行う手法を提案する．提案手法は生存分析に基づ
いており，前方映像と自車の位置情報を入力とし，交通事故が発生するまでの猶予時間を予測できる．生
存分析におけるハザード関数を，前方映像を入力としたニューラルネットワークと，自車の位置情報を入
力としたニューラルネットワークを用いてモデル化する．これにより，歩行者や障害物などの周辺状況の
時間的変化，および，地域における事故の発生しやすさに基づいた予測が可能となる．また，モデルのパ
ラメータは対数尤度を損失関数とした誤差逆伝播法により最適化が可能である．実データを用いた実験に
より，提案手法が既存手法よりも事故発生の猶予時刻を正確に予測できることを示す．
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Abstract: Large amounts of data on accidents are being collected by dashboard cameras (dashcams). We
propose a survival analysis model for predicting the accident occurrence time from data gathered by a dash-
board camera in this paper. The hazard function of the proposed model is modeled by a convolutional
recurrent neural network whose input is video data and a neural network whose input is location data. Thus,
our model can predict accidents considering (1) changes in the situation of own car and surroundings based
on the video and (2) the frequency of accidents from location data. The model parameters are estimated by
backpropagation using the negative log-likelihood as the loss function. Experiments on real-world dashcam
data show that our model can more accurately predict accident occurrences than baseline models.
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1. はじめに

近年，ドライブレコーダが急速に普及し，多くの運転デー

タが収集されるようになった．特に，交通事故などの特定

のイベントに関連する運転データは EDRデータ（Event

Data Recorder）と呼ばれる．EDRデータは，イベントの

前後数十秒間の車両の前方映像や，GPSによる位置情報，

加速度などのセンサデータなどで構成される．その膨大さ
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から，EDRデータには，都市部や地方，対車両や対歩行

者などの多様な状況の交通事故について，発生までの過程

を示す記録が含まれることが期待できる．そのため，これ

らの EDRデータを活用することにより，様々な状況下に

おいて交通事故の発生を予測できるようになると考えられ

る．事故予測の実現によって，運転手への警告，急ブレー

キや急旋回などの対応が可能になり，運転者支援システム

の発展が期待できる．

既存研究 [1], [2]では，事前に収集された EDRデータを

元に学習を行い，交通事故の発生予測に取り組んでいる．

具体的には，入力として過去から現時点までの映像を受け
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図 1 提案手法の全体像

Fig. 1 Overall of the proposed method.

取り，近い将来に交通事故が発生するか否かを示す “危険”

や “安全”のようなラベルを出力する．しかし，交通事故

が発生するまでの猶予時間が分からないため，運転手への

警告や急ブレーキなど複数考えられる対応から，最適な対

応を選択することは困難である．

そこで本稿では，発生の有無のみではなく，交通事故発

生までの猶予時間を予測するタスクに取り組む．具体的に

は，入力は既存研究と同様に，過去から現時点（図 1 中

の t1 や t2）までの映像を受け取るが，発生有無を表すラ

ベルではなく交通事故発生までの猶予時間 Δ̂1 = t3 − t1

（Δ̂2 = t3 − t2）を出力する．これにより，状況に応じた対

応を選択することが可能になる．たとえば，推定時間が 6

秒の場合には運転手への警告のみを行い，1秒の場合には

急ブレーキをかけるといったことが考えられる．

交通事故発生までの猶予時間予測を実現するため，我々

は生存分析モデルに基づく手法を提案する．生存分析では，

イベント（交通事故）を含むデータと含まないデータ双方

を用いて学習し，イベントが発生するまでの時間を予測す

る．また，ハザード関数と呼ばれる関数によってイベント

の発生しやすさをとらえる．提案手法では，2つのハザード

関数の和によってハザード関数をモデル化する．1つ目の

ハザード関数は Convolutional Recurrent Neural Network

（CRNN）[3], [4]を用いてモデル化し，ドライブレコーダ

の前方映像を入力として，歩行者や障害物などの周辺環境

の時系列変化をとらえる．CRNNはConvolutional Neural

Network（CNN）とRecurrent Neural Network（RNN）で

構成され，CNNによって時刻ごとの自車と周辺環境の状

態をとらえ，RNNによってその時系列変化をとらえるこ

とを可能にする．2つ目のハザード関数は，交通事故の発

生が都市部や地方などの場所の特性に依存することから，

位置情報を入力としてモデル化を行う．

本稿の主な貢献は以下のとおりである．

• 生存分析を用いて EDRデータから交通事故の発生を

予測する最初の試みである．

• 映像と位置情報を入力とする生存分析モデルを提案す
る．モデルのパラメータは負の対数尤度関数を損失関

数として，標準的な誤差逆伝播法によって学習できる．

• 実際のドライブレコーダデータを用いた実験によっ
て，映像と位置情報双方のデータを効果的に利用する

ことにより，既存手法よりもイベント発生までの猶予

時間を正確に予測できることを示す．

2. 関連研究

2.1 映像を用いた事故の発生予測

映像を用いて事故の発生を予測する手法として，いくつ

かの手法が提案されている [1], [2], [5], [6]．Zengらは，映

像中の危険な領域と事故の発生確率を求めるマルチタス

ク学習により，被写体となる人物の転倒などを予測する手

法を提案した [5]．Wang らは，乳幼児に生じうる事故に

ついて，乳幼児の行動速度が遅いことを考慮した事故まで

の時間に応じた重み付きの損失を提案した [6]．Chanらは

ドライブレコーダによって得られる映像から，自車の前方

で，自動車やバイクなどの交通物体どうしの衝突が数秒以

内に発生するか否かを予測するために，Dynamic Spatial

Attention（DSA）を提案した [1]．DSAは映像中の各画像

から物体検出した結果を，時系列を考慮しつつ適切に処理

するための Attention機構である．また，Suzukiらは自車

と他の交通物体との間の事故を予想する課題を解決する

ため，カリキュラム学習に基づく新しい損失関数を提案し

た [2]．しかし，これらの手法 [1], [2], [5], [6]は数秒以内に

事故が発生するか否かを高精度に分類することを目的とし

ており，発生までの時間は出力されない．これに対し，本

稿では “交通事故は 3秒後に発生する”など，発生までの

猶予時間を具体的に予測する問題に取り組む．

2.2 生存分析

生存分析では，死亡や故障などのたかだか 1 回しか発

生しないイベントについて，その発生までの時間を分析

する手法であり，医療やクラウドファンディングなど多

くの分野に適用されている [7]．生存分析を用いることに

はイベント発生までの時間をとらえられるだけでなく，

イベントがしばらく発生しない場合を考慮できるといっ

た利点がある．生存分析と深層学習を組み合わせた手法

としては，文献 [8], [9], [10], [11], [12], [13], [14]があげら

れる．Zhu らは医療画像から患者の寿命を推定するため

に DeepConvSurv と呼ばれるハザード関数を CNN でモ

デリングする手法を提案した [8], [9], [10]．また，Renら

は離散化した予測対象時間の系列 t1, t2, . . . と現在の特徴

量 xの組 (t1, x), (t2, x), . . . を入力とする RNNを用いて
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ハザード関数をモデル化した [11]．しかし，これらのモデ

ル [8], [9], [10], [11]で提案されるモデルは時系列情報を扱

えない．そのため，時系列変化がイベントに大いに関連す

る交通事故発生予測ではその精度は制限される．

時系列データを扱う手法としては文献 [12], [13], [14]が

あげられ，RNNを生存分析に組込んでいる．しかし，文

献 [12], [13]は施設への訪問など，複数回発生する一連のイ

ベント間の関係に焦点を当てており，1系列に対し，イベ

ントがたかだか 1度のみ想定される本稿のタスクには適さ

ない．また，文献 [14]は SNSのアカウント凍結などをイ

ベントとして早期検出を行うが，解くタスクは文献 [1], [2]

と同様に凍結されるか否かの分類であり，発生までの猶予

時間を出力できない．したがって，これらの手法は本稿の

タスクに直接適用することはできない．これらの手法に対

し，我々は CRNNによってハザード関数をモデル化し，猶

予時間の出力を行う．これにより，生存分析フレームワー

クで映像を処理できるようになる．さらに，提案手法では

映像に含まれる時系列変化のみでなく，位置情報も考慮し

てイベント発生までの時間を予測する．

3. 問題設定

本稿では EDRデータを用いて学習を行う．EDRデータ

について以下のように定義する．

定義 1 EDRデータ vi = {(xij , tij , lij) | j = 1, . . . , Ji}
は前方画像 xij，時刻 tij，位置座標 lij の 3つ組（以下，フ

レーム）を Ji 個持つ集合である．なお，iは EDRデータ

固有の識別子であり，j は各 EDRデータ内において記録

された順序を表すフレームの識別子である．

定義 2 イベントラベル δi ∈ {0, 1}は EDRデータ viの最

終フレーム，すなわち，tiJi
でイベントが発生した場合 1，

発生していない場合 0となる指示変数である．

なお，この定義は 1つの EDRデータにたかだか 1つの

イベントがあることを前提としている．複数のイベントが

EDRデータ内に存在する場合には，EDRデータを分割す

ることにより，容易に前提に従った EDRデータを用意す

ることが可能である．

次に，本稿における問題設定を次のように定義する．

{(vi, δi)}I
i=1 を学習データとして，未知の EDR データ

v∗ = {x∗
j , t

∗
j , l

∗
j }J∗

j=1 を入力としたときに，将来イベントが

発生する時刻 tと EDRデータの最終時刻 t∗j の差である猶

予時間 Δ∗ = t − t∗j を推定する．なお，I は学習データの

サンプル数を表す．

4. 準備

提案手法はイベント発生時間の推定に広く用いられる生

存分析に基づいている．以下では，生存分析について簡単

に説明する [7]．

生存分析はイベントの発生しやすさをハザード関数に

よって表現する．ハザード関数は，

h(Δ) = lim
dΔ→0

[
P(Δ ≤ t < Δ + dΔ | t ≥ Δ)

dΔ

]
(1)

と定義される．ここで，tはイベントの発生時刻，dΔは

微小時間を表し，P(•)は時間間隔中にイベントが発生す
る確率を表す．すなわち，ハザード関数 h(Δ) は時刻 Δ

までイベントが発生しなかった場合に，その直後の時刻

Δ + dΔまでにイベントが発生する確率を表す．また，観

測 {(Δi, δi)}I
i=1 が与えられたとき，尤度は，

P
({Δi}I

i=1 | h(Δ)
)

=
I∏

i=1

{
[h(Δi)]

δi · exp

[
−

∫ Δi

0

h(u)du

]}
(2)

と表され，これを最大化することによりモデルのパラメー

タを推定できる．

猶予時間の予測には，生存関数S(Δ) = exp[− ∫ Δ

0
h(u)du]

を用いて，文献 [15]や事前定義した閾値などにより決定で

きる．なお，生存関数 S(Δ)はΔまでイベントが発生しな

い確率を表す．本稿では，猶予時間の期待値，すなわち，

E[Δ] =
∫ ∞
0

Δh(Δ)S(Δ)dΔを予測値とする．

5. 提案手法

5.1 モデルの定式化

提案手法は生存分析に基づいており，図 1のように 2つ

の要素（映像，位置情報）を考慮する．映像には，周囲の歩

行者などの交通事故の兆候が含まれることが想定される．

また，位置情報にも，重要な情報が含まれていることが想

定される．たとえば，現在位置の近くに学校や公園がある

場合，子供が通りを横断する可能性が高いと考えられる．

以上のことから，2つの要素によってハザード関数を，

h(Δ | vij) = himg(Δ | {xik}j
k=1) + hloc(Δ | lij) (3)

のように設計する．ここで，vijは時刻 tijまでのEDRデー

タ，すなわち，vij = {(xik, tik, lik) | k = 1, . . . , j}を表す．
また，himg(Δ | {xik}j

k=1)は自車やその周囲の時系列変化

から定まるハザード関数を表し，hloc(Δ | lij)は位置情報か

ら定まるハザード関数を表す．これらの詳細は後述する．

5.1.1 映像によるハザード関数

ハザード関数 himg(Δ | {xik}j
k=1)は入力として，映像，

すなわち，時刻ごとの画像を受け取る．そこで，CRNN，

すなわち，CNNと RNNによって，

himg(Δ | {xik}j
k=1) = exp[f img({xik}j

k=1; θ
img)] (4)

のようにモデル化する．ここで f img(•)は CRNNによっ

て入力映像に対し，非線形変換を行いスカラー値にする関

数であり，θimg はそのパラメータである．また，ネット

ワークは図 1 のように画像の特徴を抽出するための CNN
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層，次元を圧縮するための全結合（FC）層，時系列情報

をとらえる RNN層，スカラー値に変換する FC層で構成

される．本稿では，CNN層には VGG [16]を，RNN層に

Gated Recurrent Unit（GRU）[17]を用いた．またここで

は簡単のため，ハザード関数は予測時間Δに依存せず，一

定の値をとるものとした．なお，ハザード関数には，ワイ

ブル分布に従う確率変数の確率密度関数など，任意の解析

的に積分可能である関数を用いることが可能である．より

複雑で一般的なハザード関数は精度の向上に貢献すること

が期待される一方，より多くの計算量や学習データが必要

となることが想定される．

5.1.2 位置情報によるハザード関数

ハザード関数 hloc(Δ | lij)は入力として，位置情報，す

なわち，緯度と経度を受け取る．本稿では，図 1 のように

Batch Normalization（BN）層と FC層によって非線形変

換を行い，スカラー値にする関数 f loc(•)を用いて，

hloc(Δ | lij) = exp[f loc(lij ; θloc)] (5)

のようにモデル化する．なお，θlocは f loc(•)のパラメータ
を表す．

5.2 パラメータの推定

各ハザード関数のパラメータは，負の対数尤度を損失関

数として，誤差逆伝播法により推定できる．式 (2)から尤

度は，

P(D | h(Δ))

=
I∏

i=1

Ji∏
j=1

{
[h(Δij | vij)]

δi

· exp

[
−

∫ Δij

0

h(u | vij)du

]}
(6)

のように書き下せる．なお，式中の D, Δij はそれぞれ

D = {(vi, δi)}I
i=1, Δij = tiJi

− tij を表す．各データ iの各

時刻 tij における尤度の積を最大化するため，任意の時刻

から正確な予測が行えることが期待される．また，積分部

分は，f img および f loc が uに依存しないため，∫ Δij

0

h(u | vij)du

=
∫ Δij

0

[
himg(u | {xik}j

k=1) + hloc(u | lij)
]
du

=
∫ Δij

0

{
exp

[
f img({xik}j

k=1)
]

+ exp
[
f loc(lij)

]}
du

= h(Δij | vij)Δij (7)

のように計算可能である．

6. 評価実験

6.1 データセット

実際の EDRデータを用いて提案手法の有効性を確認す

る．本稿の目標は，交通事故発生までの猶予時間を予測す

ることであるが，交通事故をともなう EDRデータの蓄積

は進んでいるものの，現時点では不十分である．そこで本

稿では，文献 [2]で交通事故予測手法の検証に用いられた

ヒヤリハットデータベース [18]を使用した．ここで，ヒヤ

リハットは交通事故ではないものの，急ブレーキなどの対

処が必要な危険な状態である．実験のために，まずヒヤリ

ハットデータベースから 1,800個のヒヤリハットデータと，

1,800個の安全，すなわち，ヒヤリハットを含まないデー

タをランダムに抽出した．抽出した各データは静岡市の都

市部をタクシーが走行中に縦方向の 0.45 G以上の加速度を

観測した際に，それをトリガとして収集され，人手によっ

てヒヤリハットの有無を表すラベルが付加されている．ま

た，各データには 30 fpsでトリガの前 10秒，後 5秒の映像

が記録されており，本稿ではトリガのタイミングをイベン

ト発生時刻とみなした．前処理によってヒヤリハットデー

タはトリガを最終時刻として長さが 1秒から 10秒になる

ように映像を抽出した．これは，各ヒヤリハットデータに

トリガ（イベント）を含める必要があることと，データ長か

らトリガ時刻を予測できなくするためである．また，安全

なデータについてはイベントが含まれていないことから長

さが 1秒から 15秒になるようランダムに映像を抽出した．

また，データセットは学習用に 60%，ハイパーパラメータ

のチューニング用に 20%，残りの 20%を評価に用いた．

6.2 評価指標

予測精度を評価するために，2つの評価指標を用いた．1

つ目は，Capped Mean Absolute Error（CMAE）である．

CMAEはMean Absolute Error（MAE）と同様に予測猶

予時間と正解の猶予時間の差を評価するが，予測値に

CMAE =

∑
{(i,j)∈D|δi=1}

∣∣∣Δij − min(Δ̂ij , τ)
∣∣∣

|{(i, j) ∈ D | δi = 1}| (8)

の式中のように上限を定めるという点で異なる．なお，τ は

予測値の上限を設定するための閾値であり，本稿ではデー

タセット中に 15秒以上のデータが存在しないことから 15

秒に設定した．これは，15秒よりも大きな予測値はイベン

トがしばらく発生しないことのみを表し，具体的な値に意

味はないためである．CMAEは予測誤差の評価は行える

が安全なデータに対する評価，すなわち，イベントがしば

らく発生しない状態をとらえられるか評価できない．そこ

で，2つ目の評価指標に生存分析の文脈でよく用いられる

Concordance index（c-index）[19]を用いる．C-indexはモ

デルがすべてのデータの猶予時間を適切に順序付けできた

度合いを表し，精度が良いほど大きい値（上限 1）をとる．

6.3 比較手法

比較は 2種類の深層学習に基づくベースライン手法と，
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表 1 各モデルの予測結果に対する評価指標の値

Table 1 C-index and CMAE for near-miss prediction.

C-index CMAE (seconds)

ClassfierBase 0.649 3.82

DeepConvSurv 0.661 3.73

Proposed1 (w/o location data) 0.686 3.42

Proposed2 (w/ location data) 0.687 3.29

提案手法について位置情報を考慮するものとしないもので

行った．具体的な比較手法は以下のとおりである．

ClassifierBase はマルチクラス分類に基づくモデルであ

り，入力として映像を受け取り，イベント発生までの

猶予時間を表すクラスラベルを出力する．クラスには

10種の危険クラスと 1種の安全クラスの合計 11種を

用意した．なお，各危険クラスは “0秒後から 1秒後”

から “9秒後から 10秒後”まであり，1秒単位で猶予

時間を表す．また各クラスの予測猶予時間は，危険ク

ラスについては中央値，すなわち，1秒後から 2秒後

であれば 1.5秒後とし，安全クラスは τ = 15.0秒後と

した．

DeepConvSurv 文献 [8]は生存分析に基づく手法であ

り，画像 x∗
J∗ のみを入力とし，猶予時間を出力する．

Proposed1 は位置情報を含まない提案手法であり，映

像 {x∗
j | j = 1, . . . , J∗}を入力とし，猶予時間を出力

する．

Proposed2 は 5 章で述べた提案手法であり，映像と位

置情報 {(x∗
j , l

∗
j ) | j = 1, . . . , J∗}を入力とし，猶予時

間を出力する．

また，各々の手法について，CNNには Places365 [20]で事

前学習した VGGを用い，最適化手法には adabound [21]

を用い，他のユニット数や学習率などのハイパーパラメー

タについては c-indexに基づいて手法ごとに決定した．

6.4 実験結果

実験結果は表 1 のとおりである．画像のみを用いて時系

列を扱わない DeepConvSurvの精度が，映像を扱う Clas-

sifierBaseよりも精度が高いことから生存分析によるアプ

ローチが有望であることが分かる．さらに，Proposed1は

DeepConvSurvに対し，Proposed2は Proposed1に対し，

より精度が高いことが確認できる．そのため，RNNと位置

情報の両方がそれぞれ精度向上に貢献することが分かる．

図 2 (a) は正解猶予時間 Δij を 3 つの範囲に分け，そ

れぞれの CMAEを示したものであり，図 2 (b)は同じ範

囲で himg と hloc の hに占める割合を表したものである．

図 2 (a)から，CMAEについて猶予時間が長いほど全体的

に精度が劣化する傾向にあることが見て取れる．しかし，

Proposed2では精度の劣化が比較的抑えられていることが

分かる．これは，猶予時間が長い場合，ヒヤリハットの原

図 2 正解猶予時間ごとの比較

Fig. 2 (a) CMAE versus actual lead time. (b) Ratio of himg

and hloc versus actual lead time.

因が映像に映っておらず，映像から予測することが難しい

ものの，位置情報がそのような場合に予測性能を高めるの

に効果的であることを示唆する．このことは，図 2 (b)か

らも位置情報に基づく hloc の占める割合が，猶予時間が

長い程大きいことが確認できることからもいえる．なお，

正解猶予時間Δij が [0.0, 3.0)の場合であっても，3秒以上

と大きな値となっている．これは予測に失敗，すなわち，

危険であるにもかかわらず安全であると予測した結果が

CMAEにおいては支配的であるためと考えられる．実際，

正解猶予時間Δij が [0.0, 3.0)の場合の，各手法における予

測猶予時間と正解猶予時間の差の中央値は ClassifierBase

が 1.13秒，DeepConvSurvが 1.20秒，Proposed1が 0.992

秒，Proposed2が 0.967秒となっている．

7. まとめ

本稿では，ドライブレコーダで収集された映像と位置情

報に基づいて，自車が遭遇する交通事故の発生までの猶予

時間を予測する課題に取り組んだ．具体的には，生存分析

に CRNNを組み込むことで，映像（高次元時系列特徴）を

扱えるように拡張し，さらに位置情報の考慮も行った．実

際に収集されたドライブレコーダを用いた実験では，提

案手法による 2つの拡張が効果的であることを確認した．

今後の課題としては，実際の事故データを用いた検証や，

CNNや RNN部分のネットワーク構造の検討，加速度セ

ンサなどの新たな情報源の追加，文献 [11]などのより複雑

で柔軟なハザード関数の導入などによる精度向上があげら

れる．
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