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異なる粒度の作業分析のための
動作系列Sequence to Sequenceモデル

惠本 序珠亜1,a) 西行 健太1,b) 戎野 聡一1,c) 木下 航一1,d)

工場の生産性向上には作業の分析が必要であるが，作業手順のミス検知，効率的な手順の探索など，作
業分析の目的や対象により，認識したい作業の粒度は異なる．しかし，全ての粒度に対応するため，各粒
度の動作をラベル付けした学習データを用意することは難しい．そこで，ある粒度の動作を認識する識別
器を作成した後，少数データを用いて，それらの識別器の出力を粒度の粗い作業に変換する手法を提案す
る．その一例として，「把持」「運搬」「調整」などの粒度の細かい動作系列を「箱を台に固定する」「製品を
箱に入れる」などの粒度の粗い作業系列に変換するモデルを開発した．提案手法は，42名の作業者から撮
影した工場での作業を模した 5つの工程の動画データで評価した．1名の作業者の動画データだけを用い
て学習した結果，5工程中 4工程において 90％を超える精度を達成した．

Presentation Abstract

Joshua Emoto1,a) Kenta Nishiyuki1,b) Soichi Ebisuno1,c) Koichi Kinoshita1,d)

Work analysis is essential method to improve the productivity of manufacturing. In work analysis, the
granularity of the work to be analyzed varies depending on the purpose and objective of work analysis, such
as detecting irregular procedures and designing efficient procedures. However, it is difficult to prepare the
data of each granularity of the work for machine learning. In this paper, we propose a method to convert the
fine-grained motion sequence into coarse-grained motion sequence using a small amount of data. We present
the sequence to sequence model that converts fine-grained sequence such as ”grasping”, ”transporting”, and
”adjusting” into coarse-grained work series such as ”fixing the box to the jig” and ”put the product in the
box”. The model was evaluated on simulating data of five work procedure in a factory taken from 42 workers.
The proposed method achieved 90% accuracy in 4 out of 5 work procedure using only single video data from
one worker.

1. はじめに
製造現場では生産性向上のため，Industrial Engineering

(IE)に基づく作業分析が行われている [3]．IEに基づく作
業分析は時間と工数がかかるが，現代の製造現場は常に状
態が変化することから，改善のサイクルを早く回すことが
求められている [2]．そのため，作業分析を自動化する技術
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が必要とされている．
作業分析による改善の効果を定量的に評価するために

は，作業時間を計測する必要がある [3]．動作認識技術の発
展により，作業中の動画（作業動画）を解析することで，
作業時間を自動的に測定する作業認識手法が提案されてい
る [7], [8]．
作業分析では目的によって，考慮する作業の粒度が異な

る．例えば，作業者の習熟度を評価したり，効率的な動き
方を分析する場合には，「把持」「運搬」「調整」のような粒
度の細かい動作を分析する．効率的な作業手順の探索や，
作業手順の欠陥を分析する場合には，「箱を台に固定する」
「製品を箱に入れる」などの粒度の粗い作業を分析する．従
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来の作業時間の自動測定技術 [7], [8]では，異なる作業粒度
に対応していないため，作業粒度を考慮した分析のコスト
が高い．
本論文では，異なる粒度の作業分析に対応するために，

少量のアノテーションだけで粒度の細かい動作系列を粒度
の荒い作業系列に変換する Seqence to Sequence (Seq2Seq)

モデルを提案する．提案手法は 5 工程の作業を模擬した
データセットを用いて評価する．

2. 従来手法
2.1 系列変換
提案手法の Seq2Seqモデルは，時刻順に並んだ動作系列

を作業系列に変換する．系列変換に有効なモデルとして，1

次元畳み込みニューラルネットワーク (1DCNN)[5]や Long

short-term memory (LSTM)[4]，Transformer[6]が提案さ
れている．

1DCNNは畳み込みにより系列の時間的な特徴を抽出す
る．出力系列には，畳み込み層のカーネルサイズに依存し
て，出力の各時刻近傍に対応する入力系列の情報が反映さ
れる．LSTM は再帰的な構造により時間的な特徴を抽出
する．出力系列には各時刻より過去の情報が反映される．
Transformerは Self-attentionにより時間的な特徴を抽出
する．出力系列の各時刻には，入力系列全体の情報が反映
される．

2.2 作業認識
工場作業者の作業分析を自動化するため，動作認識技術

を応用した作業認識手法が提案されている．
清水ら [8]は，動画から抽出した骨格情報に基づいて，あ

らかじめ定義された作業内容を推定する手法を提案してい
る．清水らの手法では，骨格情報と作業手順の組み合わせ
から成る作業動作モデルを作業者ごとに作成する．また，
異なる工程や粒度の作業を認識するには，それぞれに学習
が必要である．清水らの手法は，作業者と工程，作業粒度
に依存しており，異なる作業粒度の認識には高いアノテー
ションコストが必要となる．
内田ら [7]は，把持，運搬など工程間で共通する動作を

認識する手法を提案している．粒度の細かい動作を認識対
象とすることで工程への依存を軽減したが，異なる粒度の
作業分析には対応できない．

3. 提案手法
本論文では，文献 [7]における把持や運搬などの作業の

共通動作の系列（粒度の細かい動作系列）からより抽象的
な作業の系列（粒度の粗い作業系列）に変換する Sequence

to Sequence(Seq2Seq)モデルを提案する．
提案手法は，内田らの手法 [7]の認識対象である「把持」

「運搬」「調整」のような抽象的な情報の系列を入力とする．
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図 1 作業粒度の変換と入出力データ

これにより，骨格情報のような工程や作業者に依存した情
報を入力とした場合に比べ，Seq2Seqモデルは，少量のア
ノテーションによる学習が期待できる．提案手法では，ア
ノテーションの負荷を抑えつつ，異なる作業粒度に対応
する．

3.1 入出力データ
図 1に提案手法による作業粒度変換の流れと入出力デー

タを示す．入力データは，作業動画中に行われた動作の種
類，その対象となった物体や作業工程の種類などのメタ情
報が，時系列順に並んだ系列データである．これらの情報
は自然言語処理における単語と同様，one-hotベクトルで
表現される．出力データは，入力の各動作１つ１つに対応
する作業の種類と，その動作が作業の開始タイミングであ
るかを表す 0/1の値である．入力の系列データは人手によ
るアノテーションにより用意する．

3.2 ネットワーク構造
図 2 に Seq2Seq モデルのネットワーク構造を示す．

Seq2Seqモデルは，入力として，動作系列（把持，運搬，調
整などの共通動作の系列）と動作対象の製品の種類や工程
の種類など，メタ情報の系列を受け取る．これらの入力系
列を共通の埋め込み空間に埋め込み，算出した埋め込み表
現を各時刻ごとに足し合わせる．足しあわされた各時刻ご
との埋め込み表現は，埋め込み表現の系列として系列特徴
抽出器に入力される．例えば，時刻１で「箱」を「把持」
し，時刻２で「箱」を「運搬」した場合，時刻１の「箱」
と「把持」の埋め込み表現を足し合わせた値と，時刻２の
「箱」と「運搬」の埋め込み表現を足し合わせた値の系列が
系列特徴抽出器に入力される．入力次元数は時刻×埋め込
み次元数であり，時刻は可変である．
入力系列のメタ情報の埋め込み表現は，系列特徴抽出器

に入力される前に全て足しあわされるため，作業の推定に
役立つと考えられる情報（作業工程の種類や動作の対象と
なった物体の種類，動作を行った手が右手か左手か等）を
自由に設定できる．
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図 2 提案手法のネットワーク構造

系列特徴抽出器には，入力系列と同じ長さの系列を出力
する任意のネットワーク構造を用いる．提案 Seq2Seq モ
デルにおいて，系列特徴抽出器以外の処理は時刻に独立し
た処理である．系列特徴抽出器は入力系列の時間的特徴を
抽出する役割を担っている．2.1節で述べたように，ネッ
トワーク構造の種類によって，抽出される時間的特徴が異
なる．
系列特徴抽出器よって抽出された系列特徴は２つの全結

合層に入力される．全結合層は，系列特徴の各時刻ごとで
独立に適用され，各時刻ごとの作業内容と開始タイミング
に変換される．本ネットワーク構造は可変長の入力系列に
対応している．

4. 実験
本論文では，Seq2Seqモデルの入力を，動作，動作対象

の物体，工程の種類の３つとする．動作が 7種類，物体が
11種類，工程が 5種類の合計 23種類を共通の埋め込み空
間に埋め込む．出力する作業の種類は 5工程合わせて 19

種類である．動画に対して人手で付与した動作と作業，メ
タ情報のアノテーションを用いて，Seq2Seqモデルを学習
させ，その精度を評価する．

4.1 実験設定
本論文では系列特徴抽出器として，1DCNNと LSTM，

Transformerの 3つを用いる．
系列特徴抽出器のネットワーク構造は，それぞれのパラ

メータ数が同じになるように調整する．1DCNNの層数は
2，フィルタ数は 9，カーネルサイズは 3とする．LSTMの
層数は 2，全結合層のユニット数は 5とする．Transformer

の層数は 2，Attention ヘッド数は 2，全結合層のユニッ
ト数は 16とする．1DCNN，LSTM，Transformerのパラ
メータ数は，それぞれ 691，690，695となる．

1DCNNについては，各畳み込み層でゼロ詰めすること
で入力と出力の系列数を同数とする．Transformerについ
ては，系列特徴抽出器に Transformerのエンコーダ層のみ
を用いる．また，埋め込み空間で算出した値にはPositional

Encodingを加える．
埋め込み空間の次元数は 4次元とする．活性化関数には

Rectified Linear Unit，損失関数には Cross Entropy Loss

表 1 データセットに含まれるデータの数

　　 工程　　　　　　 作業者 単位作業 動作 作業

学習

ケース嵌合　　　 14 78 1788 546

　　 箱詰め　　　　　 14 160 2735 800

　　 ネジ締め　　　　 13 34 1971 805

　　 ラベル貼り　　　 13 52 1126 416

　　 ワイヤーハーネス 7 42 1576 252

試験

ケース嵌合　　　 15 84 1925 586

　　 箱詰め　　　　　 15 183 3152 915

　　 ネジ締め　　　　 13 39 2172 896

　　 ラベル貼り　　　 15 51 1106 408

　　 ワイヤーハーネス 6 36 1327 216

合計 - 759 18878 5840

を用いる．

4.2 データセット
工場の作業を模擬した 5つの工程の動画を撮影し，デー

タセットを作成した．撮影した工程は，ケース嵌合，箱詰
め，ネジ締め，ラベル貼り，ワイヤーハーネスの 5つであ
る．1種類の工程において，1製品を組み立てる作業の系列
を単位作業とする．例えば，ケース嵌合工程であれば，部
品置き場から部品を取り，部品を組み合わせ，ケースを組
み立て，完成品置き場に完成品を格納するまでが１つの単
位作業である．単位作業中の部品を取ることやケースを組
み立てることが１つの作業である．作業で部品を取る中で，
部品を把持することや運搬することが１つの動作である．
表 1に各工程で撮影した作業者と単位作業，動作，作業

の数を示す．学習データは 21名，試験データは 21名の計
42名の作業者が複数の工程で作業したデータを収録した．
学習データと試験データにはそれぞれ異なる作業者のデー
タが含まれる．後述する学習では，表 1の学習データを，
ネットワークの学習用と検証用に分ける．

4.3 学習
学習データの作業者のうち，各工程の作業者１名のデー

タのみを学習データとし，残りの作業者のデータを検証用
とする．学習に用いる作業者はランダムに選択する．その
結果，学習用の単位作業数はケース嵌合が 5回，箱詰めが
9回，ネジ締めが 3回，ラベル貼りが 5回，ワイヤーハーネ
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表 2 系列特徴抽出器別の精度
精度 [%]

　　 ケース嵌合 箱詰め ネジ締め ラベル貼り ワイヤーハーネス

1DCNN
学習 100 100 100 100 100

試験 93.81 97.68 76.60 98.09 93.73

LSTM
学習 31.96 76.47 74.82 93.59 47.04

試験 31.68 76.39 59.93 93.99 50.09

Transformer
学習 100 94.12 79.69 100 89.55

試験 94.37 93.97 66.89 99.91 93.63

スが 6回となった．作業時間としては，ワイヤーハーネス
工程は 1回の単位作業の時間が長く約 13分，その他の工
程は，およそ 2分から 2分半ほどのデータとなった．3種
の系列特徴抽出器の学習には，同一の学習用と検証用デー
タの組み合わせを用いる．
最適化手法には確率的最急降下法（SGD）を用いる．学

習率は 4，最大エポック数は 1000とする．学習率は 10エ
ポックごとに 0.95を係数として減衰させる．ドロップア
ウト率は 0.2とする．10エポックごとに検証用データで損
失を計算し，損失が最小となった時点のモデルを用いて，
試験データにより評価する．

4.4 結果
Seq2Seqモデルによる作業の推定精度に基づいて，提案

手法の性能を評価する．表 2に学習データと試験データに
おける精度を示す．精度は単位作業ごとの正解率の平均と
して式 1を用いて算出する．N は単位作業数，iは各単位
作業の番号を表す．

精度 =
1

N
ΣN

i

正解数i

動作数i
(1)

表 2 の試験データにおける精度を見ると，1DCNN と
Transformerはネジ締め工程以外で，90％以上の精度で作
業を推定できることがわかる．一方，LSTMは 1DCNNと
Transformerと比べて精度が低いとわかる．

1DCNNについては，学習データにおける精度が全工程
で 100％に達していることから，過学習していると考えら
れる．

4.5 考察
本論文で用いた 1DCNNは，2層の畳み込み層でカーネ
ルサイズが 3のため，出力系列には各時刻の近傍 5点の入
力系列の情報が反映される．試験データにおける精度が高
かったことから，作業系列の推定には出力の近傍の動作系
列の情報で十分であると考えられる．

LSTM は試験と学習データの両方で全体的に低い精度
である．3つの系列特徴抽出器は，学習の最大エポック数
が同じで，パラメータ数もほぼ同数であるが，LSTM は
1DCNNや Transformerと異なり，出力系列には過去の時
刻の情報のみが反映されていることから，作業系列の推定

には未来の時刻の情報が重要であると考えられる．
全工程で 100%の精度となり過学習した 1DCNNと比べ
て，Transformerの学習データにおける精度は，試験デー
タの精度と同様の傾向であり，過学習が発生していないと
考えられる．Transformerは出力の各時刻に入力系列全体
の情報が反映されることから，より汎化性能の高いモデル
が獲得されたと考えられる．
どの Seq2Seq モデルでも試験データにおいて精度が低
かったネジ締め工程については，提案手法のモデルでは推
定困難なデータが含まれていたと考えられる．アノテー
ションの見直しやモデル構造の変更による表現力の向上，
動作・物体・工程情報以外のメタ情報（画像特徴量など）
を入力として利用するなどの工夫が必要と考えられる．

5. おわりに
動作系列から作業系列を推定する Seq2Seqモデルを提案

し，独自に作成したデータセットで，その性能を評価した．
その結果，作業者一人分のデータの学習で，5工程中 4工
程において 90%以上の精度で動作系列から作業系列を推定
できることを確認できた．
本論文では Seq2Seqモデルの学習の際に，入力データと
して人手で作成した動作や動作対象物体のアノテーション
を利用した．今後は動作認識や物体認識モデルと Seq2Seq

モデルを組み合わせることで，作業動画から直接異なる粒
度の作業分析を可能にする作業系列推定モデルを開発する．
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