
情報処理学会論文誌 Vol.62 No.1 292–301 (Jan. 2021)

深層学習による時間減衰を考慮したインフィード広告の
CTR予測
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概要：インフィード広告は，ユーザへの視認性が高いため，クリック率（CTR）がより高い広告クリエイ
ティブを表示することが重要になる．しかし，インフィード広告はその高頻度な表示のために，配信以後
の CTRの時間的な減衰が速いという特徴がある．そこで本研究では，この時間減衰を考慮したうえでの
CTR予測手法を提案する．まず，広告クリエイティブの画像情報やテキスト情報，配信設定情報といった
マルチモーダルな特徴量から CTRをロバストに予測するモデルを構築する．次に，CTRの時系列変化を
抽象的に表現可能な RNNモデルを構築する．アドネットワーク上の配信データを用いたオフラインでの
多期間の CTR予測検証を行い，提案手法の有効性を示す．
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Abstract: In-feed advertisement are characterized by high visibility to users, so it is important to display
creatives with higher click-through rate (CTR). However, since in-feed advertisements are displayed to users
frequently, the CTR has a rapid time-decay after the advertisement is delivered. In this study, we propose a
CTR prediction method considering its time-decay for in-feed advertisements. First, we introduce a model
can robustly predict CTR from multi-modal features such as image information, text information and au-
dience setting information of advertising creatives. Next, we construct an RNN model considering the time
series change of CTR. The effectiveness of our proposed model is demonstrated by offline verification of
multi-period CTR prediction task using historical and contextual data on an ad network in Japan.
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1. はじめに

インフィード広告とは，Webサイトやアプリにおける

フィード型コンテンツの間に，同様の体裁で表示される広

告である．そのため，ユーザの目に止まりやすいという視

認性の高さや，広告然とした雰囲気も薄いという特徴があ

る．こうした特徴から，広告主およびユーザからの高い支

持を受けて，インフィード広告の市場は年々増加している．
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2017年時点の市場規模は 1,903億円であったが，2023年

では 3,921億円になると推計されている [1]．

インフィード広告に限らず，インターネット広告におい

て，広告クリエイティブ（広告におけるバナー画像やテキ

スト）の効果を測る指標として，インプレッション回数（広

告が表示された回数）にたいするクリック回数の比率であ

るクリック率（Click through rate；CTR）が用いられる．

この CTRを予測することは，ユーザおよび広告主の双方

にとって重要である．たとえば，クリック課金型（ユーザ

が広告をクリックした場合にのみ広告主があらかじめ入札

していた金額を支払う形式）の設定では，広告を配信した

場合の期待値は，広告主が設定した入札額と CTRによっ
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図 1 インフィード広告における多期間の CTR 予測

Fig. 1 Multi-period CTR Prediction of in-feed Ads.

て決まる [2]．ある広告枠にたいし，複数の広告候補の中か

ら配信すべき広告を買い付けて，収益の最大化を考えた際

に，入札額は既知であるが，CTRは未知であるため予測を

行う必要がある．この予測値が実際と乖離してしまうと，

効果の低い広告を配信する可能性が高まり，収益の最大化

は難しくなる．このように広告配信において，CTR予測

は収益に直結する重要な手段である [2]．

こうした背景から，広告配信における CTR予測の研究

はさかんに行われている．特に，広告クリエイティブに紐

付く画像情報やテキスト情報，そして配信設定情報といっ

た，マルチモーダルな特徴量を用いた CTR予測が提案さ

れている [3], [4]．これら多くの従来研究では，インプレッ

ション単位でユーザにクリックされるかどうかを予測する

問題設定として定義され，その下で予測手法が提案されて

いる．一方で，インプレッション単位ではなく，広告単位

で CTRがどの程度になるかを事前に予測する問題設定は，

ビジネスの観点からも求められている．しかし，CTRは

比率としての値であり，インプレッション回数が少ない場

合にはばらつきが生じる．たとえば，真の CTRが 5%の広

告について，信頼度 85%で推定値が真値の 1%以内に収ま

るようにするためには，約 1,000回のインプレッション回

数が必要である [5]．そのため，なるべく過学習を避けたよ

りロバストな予測手法が必要となる．

本研究で対象とするインフィード広告の特徴として，そ

の高頻度な表示のために，配信開始以後の CTRの時間的

な減衰が速いということがあげられる．その減衰速度は，

広告クリエイティブ自体の内容や，対象ユーザ属性，掲載

面といった配信設定に依存すると考えられる．この CTR

の時間的な減衰まで含めて予測できれば，事前に適切な掲

載期間の計画が可能となる．たとえば，ある広告について

掲載初期の CTRは高いが，急峻な CTR減衰が予測され

る場合は，掲載期間を短く設定するといった計画を事前

に立てることができる．また，定められた予算と期間の中

で，累積クリック数が最大となるような広告の買付け，お

よび掲載期間を決定する最適化問題のパラメータとして活

用することもできる．そこで本研究では，図 1 に示すよ

うに，広告ごとの時間減衰を考慮したうえでの CTR予測

手法を提案する．まず，広告クリエイティブの内容による

CTRの時間減衰への影響を表現する目的で，配信設定情報

だけでなく画像情報やテキスト情報といったマルチモーダ

ルな特徴量に入れ込むことを考える．次に，CTRの時系

列的な変化を表現する目的で，Recurrent Neural Network

（RNN）による予測モデルを構築する．本手法の効果を測

るため，アドネットワーク上の配信履歴を用いたオフライ

ン検証で CTR予測を実施する．

本研究の貢献ポイントは以下である．

( 1 ) マルチモーダルな特徴量から広告単位の CTRをロバ

ストに予測するため，従来研究 [3]に Dropoutおよび

L2正則化を導入するネットワーク構造の改良を行い，

実データによる精度検証で，マルチモーダルな特徴量

による CTR予測の精度向上を確認した．

( 2 ) CTRの時間減衰を推定するために，多期間にわたる

CTRの時系列変化を抽象的に表現可能な RNN型の

ネットワーク構造を提案した．

( 3 ) 実データによる精度検証で，ベースライン（多期間の

CTRを独立したものと見なし同時に予測するモデル）

との比較を行い，提案手法による精度向上を確認した．

本稿の構成は，以下のとおりである．2章で関連する研

究について述べ，3章で本研究での問題設定について述べ

る．次に 4章で提案手法について述べ，5章でその有効性

を確認するために行った評価実験について述べる．最後に

6章で本研究のまとめと今後の課題について述べる．

2. 関連研究

本章では，広告配信における CTR予測のアプローチを

分類し，それぞれのアプローチに関連する研究について述

べ，本研究の位置付けについて説明する．

2.1 インプレッション単位でのCTR予測

第 1のアプローチは，あるユーザにたいする広告の 1イ

ンプレッションあたりの結果（click or non-click）から，二

値の分類問題として学習するものである．広告表示の最小

単位に着目し，対象とする広告とユーザの双方の情報を用

いて CTRを予測する．すなわち，インプレッション時の

d次元の特徴量を x ∈ R
d としたとき，クリックされるか

どうかを表す ŷを次のようにして求める．

ŷ =
1

1 + exp (−z)
(1)

z = f(x) (2)

訓練データとして，N 回のインプレッションについて，

それぞれの特徴量 xi ∈ R
d とそのクリック結果 yi ∈ {0, 1}

（0: not-click，1: click）が与えられた場合，次に示す誤差

関数 Lの最小化によって関数 f(.)を得る．

L =
1
N

N∑

i=1

{−yi log ŷi − (1 − yi) log (1 − ŷi)} (3)
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Chenら [3]は，インプレッションにおける特徴量 xとし

て，広告の配信設定（ユーザの性別や掲載商品のカテゴリ，

Webページにおける広告の掲載位置）といった基本的な特

徴量（basic features）に加えて，広告クリエイティブの画

像情報（image features）を用い，End-to-Endで CTRを

学習する Deep CTR Predictionを提案した．

Aryafarら [4]も，マルチモーダルな特徴量表現として，

画像に加えて，広告に紐づくタグやタイトルといったテキ

スト情報を取り入れた CTR予測を行った．画像情報につ

いては，ImageNet [6]で事前学習されたResNet101 [7]を使

い，テキスト情報については，Hashing Trick [8]を使って，

それぞれの分散表現を取得している．また，マルチモーダ

ルな特徴量を単に結合するだけでなく，アンサンブルモデ

ルとして学習することで，飛躍的な精度向上を達成した．

Zhangら [9]は，ユーザの過去の広告クリック挙動との

関係に注目し，RNN [10]による CTR予測を提案した．そ

こでは，ユーザが前回の広告クリックで訪問したページ上

での滞在時間や，前回クリックからの経過時間といった情

報と，CTRとの関係を解析していた．そのうえで，ユーザ

の過去の挙動を系列データとして入力の一部とした RNN

モデルを構築し，同一データでの Logistic Regressionモデ

ルや Neural Networkモデルからの精度向上を示した．

インプレッション単位での CTRを予測する際に，CTR

が極端に低い値の場合は，訓練データ yi ∈ {0, 1}について
不均衡な分類問題となってしまう．Dengら [11]は，こうし

た状況を是正するために Generative Adversarial Network

（GAN）[12]から着想を得たDisguise Adversarial Network

（DAN）を提案した．分類問題における不均衡データの是

正方法として，SMOTE [13]により，すでにある少数の正

例データ（1: click）から線形な組合せで人工的にデータを

生成する方法がある．これにたいして DANでは，大量の

負例データ（0: not-click）を非線形な変換を経て，一部を

“偽造された”正例データとして増幅させる．ディスプレ

イ広告とモバイル広告の双方のCTR予測タスクにおいて，

DANを利用することで SMOTEと比較して精度向上が確

認された．

2.2 広告単位でのCTR予測

第 2のアプローチは，広告単位で複数ユーザへのインプ

レッションを経た後の結果を用いて，CTRを直接予測す

るものである．ここでの訓練データとして，L個の広告の，

それぞれの特徴量Xi ∈ R
d とその CTR結果である連続量

Yi ∈ (0, 1)を用いた学習を行う．

Shiら [14]は，検索連動型広告を対象として，CTRの指

標だけでなく，1クリックあたりの費用であるクリック単

価（Cost per click；CPC）も含めた予測を行った．用いた

予測モデルとしては，Linear Regression，Random Forest

そしてGradient Boostingをあげており，CTR予測および

CPC予測の精度と，各モデルでの重要特徴量の解析をし

ていた．本橋ら [15]は，バナー広告の CTRにたいするト

レンド効果や曜日効果，祝日効果といった影響に着目し，

これらを考慮した状態空間モデルを構築した．また，実際

の配信データを用いた実証分析では，提案モデルの有用性

を示し，CTRの長期的な傾向の変化や曜日によって異な

る振舞いをとらえることができていた．

Chenら [3]のDeep CTR Predictionにたいし，岩崎 [16]

は広告クリエイティブのテキスト情報を付与した予測モデ

ルを提案し，インフィード広告である Facebook Ads *1に

たいしての実験を行った．実験では，CTRを求める回帰

問題として定義し，広告の基本的な特徴量に加え，高次元

な画像やテキスト特徴量を付与した場合の学習性能と配

信影響について分析している．また，坂田ら [17] は，広

告における CTRの数値が閾値よりも高いかどうかの結果

（effective or ineffective）を分類する問題と定義し，画像特

徴量の寄与について示していた．

Parkら [18]は，言語的な情報として，タイトルや説明

内容だけでなく，広告クリエイティブの画像に埋め込ま

れたテキスト表現も用いて CTRの予測を行った．画像に

埋め込まれたテキストの検出は OCRによってなされてお

り，抽出後に BERT [19]によってベクトル化している．ま

た，画像情報とテキスト情報との空間的な関係性を反映す

るための Attention機構を取り入れたMultistep Modality

Fusion Network（M2FN）を提案した．

2.3 本研究の位置付け

広告配信の事前に，その CTRの時間的な減衰を，広告

クリエイティブの情報を用いて陽にモデル化するような

CTR予測手法は従来，提案されていない．広告配信では

なく，Web上のニュース記事配信における CTRの時間的

な減衰を，時系列モデルとして扱った既存研究は報告さ

れている．Agarwalら [20]は，自社のポータルサイト上に

掲載されるニュース記事である Yahoo! Front Page Today

Module *2において，それらの掲載位置という空間的情報と

掲載時刻からの時間的情報を元にした CTR予測手法を提

案した．そこでは，ニュース記事における CTRの減衰は，

Wuら [21]が提唱したように，ユーザへの繰り返しの表示

による一種の疲弊から発生するものと仮定されている．ま

た，ニュース記事における CTR予測の時間スケールは 1

時間単位で扱われており，繰り返しの表示にともなうCTR

の減衰だけでなく，1日における時間帯ごとの傾向も考慮

されている．こうした時間的情報を組み入れた Dynamic

Gamma-Poissonモデルを提案し，シミュレーションを通

じて良好な予測性能を示した．しかし，Agarwalらのモデ

*1 https://www.facebook.com/business/ads
*2 https://webscope.sandbox.yahoo.com/

catalog.php?datatype=r&did=49
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ルで，ニュース記事についてのマルチモーダルな情報（見

出しにある画像やテキスト）は扱われていないため，記事

自体の内容による影響は考慮されていない．また，CTRの

予測を行うタイミングとしても，ニュース記事を配信した

後に動的に予測することを想定しており，配信の事前に予

測することは想定されていない．

そこで本研究では，新規広告を入稿する際に CTRを予

測し，その広告を配信するべきか，また，CTRの時間減

衰に応じてどの程度の掲載期間にすべきかの意思決定に役

立てることを目標としている．そのため，インプレッショ

ン単位の CTR予測ではなく，2.2節で述べた広告単位での

CTRを回帰するアプローチを取ることにする．また，対

象の広告は，近年その重要度が増しているインフィード広

告としている．インフィード広告は，CTRの時間減衰が

速いという性質を持つが，広告クリエイティブ自体の内容

による CTRの時間減衰への影響を表現する目的で，配信

設定情報だけでなく画像情報やテキスト情報を加えたマル

チモーダルな特徴量を利用する．さらに，CTRを 1点で

はなく，多期間にわたる減衰傾向までを考慮した系列デー

タとしての拡張を行う．

3. 問題設定

3.1 CTRの時間減衰

インフィード広告は，ユーザの視認性が高いため，同じ

広告クリエイティブを使い続けたときの CTRの減衰速度

が，他のインターネット広告に比べ速いという特徴があ

る [22]．図 2 に広告ごとの CTRの時間的な減衰の様子を

示す．5つの広告のそれぞれについて，配信を開始した初

週のCTRを基準値とし，週ごとの相対的なCTRをプロッ

トしている．どの広告も翌週には CTRが大きく低下し，

初週から 25%程度も低下する広告も存在する．このよう

に，インフィード広告は CTRの時間減衰が速いという特

徴を持つが，その速さは広告クリエイティブにより異なっ

ている．たとえば図 2 中の広告クリエイティブ Bは急激に

CTRが減少しているが，広告クリエイティブ Dの減少は

比較的緩やかである．このように，CTRの時間減衰は，広

図 2 CTR の時間減衰の例

Fig. 2 An example of time-decaying of CTR.

告クリエイティブによってばらつきが存在する．これは，

クリエイティブ自体の内容や，広告対象となるユーザ属性

や掲載面といった配信設定に依存すると考えられる．

こうしたインフィード広告の CTRにおいて，時間減衰

まで含めて予測できれば，収益最大化のための広告買い付

けだけでなく，配信の事前に最適な配信スケジュールの計

画が可能となり，さらなる収益向上が期待できる．たとえ

ば，それぞれの広告について多期間にわたる CTRを予測

し，ある程度の減衰が起きるところで，別の広告配信に切

り替える，というオペレーションが事前に計画可能となり，

長期的な意思決定に役立てることができる．また，予測さ

れた多期間の CTRをパラメータとして，定められた予算

と期間の中で，累積クリック数が最大となるような広告の

買付け，および掲載期間を決定する最適化問題に活用する

ことも可能となる．

3.2 利用する特徴量

本研究では，インフィード広告の時間減衰まで含めた

CTR予測を目的とする．CTR予測モデルの入力として用

いられる特徴量は，2章で述べたようにさまざまなものが

提案されている．本研究で用いる特徴量を表 1 に示す．

CTR予測モデルの入力として，画像情報やテキスト情報と

いった高次元な特徴量を用い，クリエイティブ自体が与え

る影響をとらえることを目指す．また，広告クリエイティ

ブにおける関係図を図 3 に示す．広告クリエイティブごと

に，その上位階層として，広告グループ，キャンペーンが

存在する．また，広告クリエイティブごとに画像とテキス

トの組合せが存在している．広告の配信設定に関する情報

（Basic）の一部を表 2 に示す．ここで示すように，広告自

体の情報や，配信されるユーザ属性などの幅広い設定情報

を用いる．

表 1 特徴量の種類

Table 1 Type of features.

Features Details

Basic 広告の配信設定に関する情報

Image クリエイティブの画像情報（1,200 × 628 pixel）

Text クリエイティブのテキスト情報

図 3 インフィード広告における構造

Fig. 3 In-feed ad campaign structure.
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表 2 Basic 特徴量の例

Table 2 Examples of Basic features.

Features Details

広告主 広告主の ID

広告種別 ターゲティング型，リターゲティング型

といった広告の種類

掲載面 ページ上部からの掲載位置

対象ユーザ属性 対象とするユーザの性別，年齢，居住地

に関する設定情報

配信可能時間帯 曜日および時間帯の配信可否情報

CPC 上限値 1 クリックあたりに支払うコスト

（Cost Per Click；CPC）の上限額

日予算 1 日あたりの設定予算額

3.3 問題設定

広告クリエイティブ lの特徴量 Xl は，表 1 で示したも

のから，Xl = [Bl, Il, Tl]と表す．ここで Bl，Il，Tlは，そ

れぞれ Basic，Image，Textの特徴量であり，ベクトルと

して表現できる．次に，予測対象とする多期間の CTRを

定義する．広告クリエイティブ lについて，その配信日を

基準とした週 tの CTRを以下で表す．

CTRl,t =
kl,t

nl,t
(4)

ここで，kl,t は，広告クリエイティブ l についての配信日

から週 t初日までの累計クリック回数，nl,t は，配信日か

ら週 t初日までの累計インプレッション回数とする．本研

究では Xl = [Bl, Il, Tl]から多期間 t = 1, · · · , T における

CTRl,t を予測する問題を考える．

4. 提案手法

本章では，3.2節で述べた Basic，Imageや Textといっ

た広告クリエイティブに紐づく特徴量から CTRを予測す

る提案モデルを説明する．4.1節で従来研究 [3], [16]のネッ

トワーク構造に改良を加えた予測モデルを述べる．4.2節

でそれを多期間の CTR予測へ拡張した RNNモデルにつ

て述べる．

4.1 CTR予測モデル

広告クリエイティブの Basic，Imageそして Textを特徴

量として，クリエイティブ自体が CTRに与える影響をと

らえることを考える．従来研究 [3]は，2.1節で述べたよう

にインプレッション単位の CTR予測タスクにおいて，マ

ルチモーダルな特徴量を End-to-Endに学習する手法を提

案した．しかし，広告単位のCTR予測タスクにいては，イ

ンプレッション回数が少ないような場合，1クリックが与

える影響に左右されて CTRがばらつくため，よりロバス

トな予測が求められる．また，扱うデータ量にも差が生じ

やすく，従来研究 [3]が扱うインプレッション単位の予測タ

スクは，広告がユーザに表示される度にデータが蓄積され

図 4 CTR 予測モデル

Fig. 4 CTR prediction model.

るが，広告単位の予測タスクは，広告ごとに 1レコードの

情報となるため，データ量は少なくなる傾向にある．そこ

で，広告単位のCTR予測タスクにおいて，訓練データでの

過学習を避けて，より安定的な学習を目指すため，従来研

究 [3], [16]のネットワーク構造へ新たに Dropout [23]およ

び L2正則化を追加した．改良したモデルを図 4 に示す．

Basic，Imageそして Textからのスケールを吸収するため

に Batch Normalizationをかけた結合の後に，Dropoutを

加えて過学習の回避を行っている．さらに，その後の全結

合層に L2正則化を取り入れた．最終の全結合層で sigmoid

関数による活性化を経た後，数値として CTRを出力する．

次にそれぞれの特徴量の加工，およびネットワーク構造に

ついて述べる．

4.1.1 Basic特徴量

広告の配信設定に関する情報の Basicは，大部分がカテ

ゴリカルデータである．こうしたカテゴリカルな変数は

one-hot encodingによりバイナリー変数として表現してい

る．また CPC上限値や日予算額といった計量値は，標準

化（Standardization）によって平均 0，分散 1の特徴量に

変換をしている．このようにして得られた約 1,000次元の

Basic特徴量から，2層の全結合層を経て 128次元の特徴

量を取り出す．

4.1.2 Image特徴量

対象とするインフィード広告の Image特徴量は，3.2節

で述べたように，1,200 × 628 pixel の画像を元としてい

る．この画像をまず 224 × 224 pixelにリサイズする．次

に，ImageNetで事前学習した重みを使ったResNet50モデ

ル [7]から 128次元の特徴量を取り出す．ここで，ResNet50

モデルの最後の畳み込み層の出力では，Global max pooling

を適用している．
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4.1.3 Text特徴量

Text特徴量は，まず形態素解析で最大 20シーケンスの

単語リストへと分割する．また 20シーケンスに満たない

場合はゼロパディングによって先頭部分を穴埋めする．次

に，日本語版Wikipediaの本文全文から学習したエンティ

ティベクトル [24]を用いて，分散表現 [25]を得る．その

後，1次元方向の畳み込み層と Global max pooling層，全

結合層を経た後に，Dropoutをかけて 128次元の特徴量を

取り出す．

4.2 多期間 CTR予測への拡張

本節では，インフィード広告で顕著に現れる CTRの時

間減衰を推定する目的で，多期間の CTR予測への拡張を

考える．まず自然な拡張として図 5 (a)のように，4.1節で

示した CTR予測モデルの最終層の出力の次元を，1次元

から多次元にしたDeep Neural Network（DNN）モデルが

考えられる．このモデルは，多期間の CTRを独立したも

のと見なし，それらを同時に予測していることになる．し

かし，広告クリエイティブ lの週 tの CTRである CTRl,t

は，CTRl,t−1の影響を受けるため，このように独立して扱

うことは現実に即していないと考えられる．

これにたいして，多期間にわたる CTRの時系列変化を，

マルチモーダルな特徴量から抽象的に表現することを目指

図 5 多期間 CTR 予測モデル

Fig. 5 Multi-period CTR prediction model.

した提案モデルを図 5 (b)に示す．これは，4.1節の CTR

予測モデルの最終層を Long short-term memory（LSTM）

を使って繰り返すことにより，多次元の出力を系列データ

として取り出す RNNモデルである．この提案モデルは，

入力としての Basic，Imageそして Textがそれぞれ一時点

の情報であり，出力が複数時点での CTR情報であること

から，Image Captioning [26]のような one-to-many型とと

らえることができる．

5. 評価実験

本章では，提案手法である多期間 CTR予測モデルを評

価するために，実データを用いた実験について説明する．

評価実験の目的は，(1) CTR予測モデルの精度評価，(2)

多期間 CTR予測における提案モデルの精度評価の 2点で

ある．

5.1 データセット

評価実験で用いたインフィード広告の配信データの概要

を表 3 に示す．これらは，株式会社 NTTドコモが保有す

るアドネットワークに蓄積されたデータで，特定のメディ

ア（広告枠）における広告情報と配信実績である．また，

CTR予測における従来研究 [5]と同様に，インプレッショ

ン回数が少なくとも 100回以上の広告を選択している．イ

ンプレッション回数が 100回に満たないような極端に少な

い状態で算出した CTRは，真値と大きく異なる可能性が

あるという理由で，予測の対象外としている．また，表 3

に記載の期間（2018/10/01–2019/02/20）を通じて，イン

プレッション回数が 100回未満の広告の割合はごく僅かで

あり，除外した場合の広告配信における実効的な影響もほ

ぼないといえる．

配信実績は，広告クリエイティブの 1インプレッション

単位の結果（click or not-click）が保持されており，広告

の配信開始以降の任意の期間でのCTR算出が可能である．

今回の評価実験のうち，広告クリエイティブごとの CTR

は以下のように算出している．

( 1 ) CTR予測の精度比較の場合：広告の配信日から終了

までの全期間における CTR

( 2 ) 多期間 CTR予測の精度比較の場合：式 (4)で示した，

配信日から週 t初日までの CTRl,t

予測モデルの精度は，実際の運用を想定し，新規の広告

クリエイティブの場合で検証した．すなわち，訓練データ

とテストデータは，広告の配信日で分割し，テストデータ

の広告クリエイティブは，訓練データ中にいっさい含まれ

表 3 配信データの概要

Table 3 Dataset summary.

Period # Total impressions # Ads

2018/10/01–2019/02/20 1,814,634,077 28,470
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表 4 CTR 予測における精度比較

Table 4 Comparison of model accuracy.

Model MSE (×10−5) % Improve

Avg. CTR (Baseline) 3.07 —

Basic 2.29 25.4%

Basic + Image 1.97 35.8%

Basic + Image + Text 1.82 40.7%

ない．また，予測モデルの学習中の評価を行うために，訓

練データからランダムに分割してバリデーションデータを

作成した．各データセットの量に関して，訓練データ，バ

リデーションデータ，テストデータの比率はそれぞれ 70%，

15%，15%としている．

5.2 CTR予測の精度評価

5.2.1 マルチモーダル特徴量による効果

4.1節で述べた Basic，Imageそして Textといった広告

クリエイティブに基づく特徴量を用いた CTR予測モデル

の精度評価を表 4 に示す．精度評価の Baselineは，次の

ように算出している．まず，訓練データ中のすべての広告

クリエイティブ lにおける，全期間 T での CTRの平均値

ȳ =
∑

l kl∑
l nl
を算出する．ここで，kl および nl はそれぞれ，

広告クリエイティブ lの全期間 T におけるクリック回数と

インプレッション回数を示す．次に，この算出された 1点

の値である ȳを，テストデータにおける個々の広告クリエ

イティブの CTRの予測値として用いる．この Baselineに

たいし，特徴量として Basicのみのモデル，Basicに Image

を追加したモデル，Basicに ImageとTextの双方を追加し

たモデルで，平均二乗誤差（Mean Squared Error；MSE）

とその改善率を求めた．表 4 に示すように，広告クリエイ

ティブに関する特徴量である Basic，Imageそして Textを

追加していくことで，Baselineから誤差を段階的に改善で

きていることが分かる．特に，すべての特徴量を用いたモ

デル（Basic + Image + Text）の場合，Baselineから誤差

を 40%以上も改善できている．このことから，広告クリエ

イティブの CTR予測を行ううえで，画像情報やテキスト

情報が有用であること示した．

次に，CTR予測をする際に寄与した特徴量を調べるた

めに，SHAP value [27]を用いて重要度を算出し，上位 50

の特徴量を抽出した．モデルごとの主な特徴量を表 5 に

示す．Basicのみのモデルは，上位 50の重要特徴量うち大

部分が，広告主に関する特徴量である．一方で，すべての

特徴量を用いたモデル（Basic + Image + Text）では，広

告主に関する特徴量の重要度が減少し，代わりに Imageや

Text由来の特徴量の重要度が増している．このことから，

広告主といった過去の配信結果を基にした特徴量に依存せ

ず，Imageや Textといった広告クリエイティブ自体の特

徴を反映していることが分かる．

表 5 上位 50 の重要特徴量

Table 5 Top 50 Important features.

Model 主な重要特徴量

Basic 広告主に関する特徴量（29 個）

Basic + Image + Text 広告主に関する特徴量（6 個），

Image 由来の特徴量（15 個），

Text 由来の特徴量（12 個）

表 6 新規広告主の場合の CTR 予測における精度比較

Table 6 Comparision of model accuracy for new clients.

Model MSE (×10−5)

Basic 2.69

Basic + Image + Text 2.43

表 7 Dropout および L2 正則化の有無による精度比較

Table 7 Comparision with and without Dropout and L2 nor-

malization.

Model MSE (×10−5)

w/ dropout+L2 normalization 1.82

w/o dropout+L2 normalization 3.01

これによる効果として，新規の広告主にたいする CTR

予測精度の向上が考えられる．そこで，表 4 のテストデー

タのうち，訓練データ中に含まれていない新規の広告主の

みに限定した場合で，同様に CTR予測の精度比較を行っ

た．その結果を表 6 に示す．新規広告主の場合において

も，Basicのみのモデルに比べて，すべての特徴量を用いた

モデル（Basic + Image + Text）により予測精度が向上で

きている．なお，新規広告主の場合では，Basicにおける広

告主に関する特徴量は欠損値となっている．また，テスト

データにおける新規広告主の割合は，22%程度を占めてい

る．これらの結果から，新規の広告主にたいしても Image

や Textといった広告クリエイティブ自体の特徴を，予測

に用いることは有効であるといえる．

5.2.2 ネットワーク構造の改良による効果

4.1節で述べたDropoutと L2正則化の追加といったネッ

トワーク構造の改良による CTR予測の精度評価を表 7 に

示す．ここではすべての特徴量（Basic + Image + Text）を

用いており，図 4で示した提案手法の場合（w/ dropout+L2

normalization）と，従来手法の場合（w/o dropout+L2 nor-

malization）との精度比較を行っている．表 7 に示すよう

に，Dropoutと L2正則化の追加といったネットワーク構

造の改良によって，CTR予測の精度が大きく向上してい

ることが分かる．また，それぞれの場合の学習曲線を図 6

に示す．図 6 (a)は提案手法の場合，図 6 (b)は従来手法

の場合の学習曲線であり，横軸は学習のエポック数，縦軸

は誤差（MSE）を表す．また，破線と実線は，それぞれ訓

練データとバリデーションデータにおける結果を示してい

る．学習における最適化アルゴリズムは Adam [28]を用い
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図 6 学習曲線

Fig. 6 Learning curves.

表 8 多期間 CTR 予測モデルの精度比較

Table 8 Comparison of model accuracy in multi-period CTR

prediction task.

Model MSE (×10−5)

week 1 week 2 week 3 week 4

Avg. CTR 2.28 1.71 1.60 1.57

DNN 1.36 0.99 0.91 0.89

RNN 1.35 0.98 0.90 0.86

ており，学習率は 10−5 とした．従来手法では，バリデー

ションデータと訓練データでの誤差に乖離があり，ハイバ

リアンスな状態となっているが，提案手法では，バリデー

ションデータの誤差も順調に減少していることが分かる．

このことから，提案手法であるマルチモーダルな特徴量を

用いた CTR予測モデルへの Dropoutと L2正則化の追加

によって，過学習を防ぎ，CTR予測のロバスト性を向上

できたといえる．

5.3 多期間 CTR予測における提案モデルの評価

4.2節で述べた，CTR予測を多期間に拡張した DNNモ

デル，および提案モデルである RNNモデルにて，新規広

告の配信開始から 4週目までの CTR予測を行った．対象

とする広告は，累計インプレッション回数が 1,000回以上

のものを選択している．これは，初週における CTRのば

らつきを軽減し，CTRの時間的な減衰をより精緻に見る

ためである．また，1章の例で述べたように，インプレッ

ション回数が 1,000回あれば，CTRの真値が 5%の広告に

ついて，信頼度 85%で推定値がその 1%以内に収まってい

るといえる．

モデル比較のため，訓練データにおける全広告で算出した

各期間の平均 CTRを予測値とするモデル（Avg. CTR）で

の精度も求めた．表 8 に各モデルの多期間（t = 1, 2, 3, 4）

の CTRにたいする誤差（MSE），表 9 に Avg. CTRモデ

ルからのMSE改善率を示す．表 8 から，提案手法である

表 9 Avg. CTR からの MSE 改善率比較

Table 9 Comparison of MSE improvement from Baseline in

multi-period CTR prediction task.

Model % Improve

week 1 week 2 week 3 week 4

Avg. CTR — — — —

DNN 40.2% 42.4% 42.9% 43.5%

RNN 40.8% 42.6% 43.6% 45.1%

RNNモデルがすべての期間で，最も良い精度であること

が分かる．また表 9 から，短期先の予測（week 1）では，

DNNモデルと RNNモデルの改善率の差は 0.6%と限定的

であるが，より長期先の予測（week 4）では，改善率の差

が 1.6%になり提案手法による効果が現れていることが分か

る．これは DNNモデルにおける多出力の CTRは独立し

た予測値になっているが，RNNモデルでは多期間の CTR

を系列データとして学習させているため，CTRの時間変

化を効果的にとらえられたためだと考えられる．これよ

り，評価実験で示した 4週間先，またはそれ以上といった，

長期的な広告掲載が見込まれる場合において，どの程度の

CTR減衰が起きるかを，掲載事前に精度良く予測できる

という点で，DNNモデルに比べ提案手法に優位性がある

といえる．より正確な CTR予測ができることで，クリッ

クされやすい広告を効果的に選択することが可能になり，

クリック数の増加につながるという利点がある．今回，提

案手法による 4週間先の CTR予測の DNNモデルにたい

する精度改善が 1.6%であり，大規模なアドネットワーク

でよりインプレッション数が多い場面ほど，広告クリック

による送客数は増えていくといえる．

今回の評価実験で使用した広告配信の実績データは，特

定のメディア上で掲載された広告であり，また，掲載期間

も表 3 に示した特定の期間（2018/10/01–2019/02/20）で

あるため，データの選択バイアスを含む可能性がある．し

かしながら，広告の内容は他メディアでも掲載されている
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一般的なものであり，メディアや季節に依存する広告が占

める割合は少なく，その影響は軽微であると考えている．

今後，さらに汎用性を高めるためには，複数メディアでの

長期間のデータセットを用い，広告の掲載先に関する空間

的な特徴量や，季節性・イベントに関する時間的な特徴量

を組み入れるといった工夫が考えられる．

6. おわりに

本研究では，インフィード広告におけるCTRの時間減衰

を考慮した多期間の CTR予測手法を提案した．まず，マ

ルチモーダルな特徴量から広告単位の CTRをロバストに

予測するための CTR予測モデルを構築した．次に，多期

間にわたるCTRの時系列変化を抽象的に表現可能なRNN

型のネットワーク構造を提案した．提案手法の効果を測る

ために，アドネットワーク上の配信履歴を用いたオフライ

ン検証で多期間 CTR予測を実施し，提案手法の有効性を

示した．

今後の課題は，週次といった時間単位だけでなく，イン

プレッション回数に応じた CTRの減衰をとらえることで，

意思決定により反映されやすい予測にすることも考えられ

る．また，CTRの時間減衰を推定したうえで，最適な配

信計画を離散最適化問題として求解した場合の効果を明

らかにすることが課題としてあげられる．さらに，多期間

CTR予測において各期間の重要特徴量がどのように変化

していくかを SHAP value [27]を用いた解析を行い，クリ

エイティブ自体の改善につなげていくことも考えられる．
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