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映像からの行動検出手法SlowFastの分散深層学習の評価

西川 由理1,2,a) 佐藤 仁1 小澤 順1,2

概要：近年，機械学習分野で，映像から人物の動きや仕草を検出する行動検出に関する研究が進みつつあ
る．しかし行動検出は，映像データ量の大きさに起因する数日オーダーの学習時間や，ハイパパラメータ設
定の困難さが課題であり，開発効率化のために高速化が期待されている．そこで本研究では，行動検出手
法の一つである SlowFastを用いた行動検出データセット AVAの学習に対して分散深層学習を適用し，産
業技術総合研究所の大規模 AI クラウド計算システムである ABCIを最大 512 GPU用いたときのスケー
ラビリティとその性能要因，検出性能を評価した．性能要因に対する対応策の適用により，64ノードでの
スケーラビリティを約 19.7倍から約 34.5倍に改善でき，かつ検出性能も概ね維持できることを確認した．
それ以上のノード数では NCCL経路異常による Ring-AllReduce処理時間の増加によりスケーラビリティ
が低下するとともに，検出性能も低下することが分かった．
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1. はじめに
映像から人物の動きや仕草を検出する行動検出技術

(spatio-temporal action localization) は，防犯や車載，高
精度マーケティングをはじめ多くの応用先があることから，
近年は深層学習に基づく手法を中心に研究が進んでいる．
映像からの行動検出において，中でも 2 次元の空間情報
と 1次元の時間情報を畳み込む 3-dimensional Convolution

Neural Network（以下，3D-CNN）を用いる手法は検出性
能が高いことで知られ，その一種である SlowFast[1]は大
規模な行動検出データセット AVA[2]の検出性能（mAP）
を競うランキングにおいて，2020年 11月現在 1位の手法
として注目されている．しかし，SlowFastを始めとする
3D-CNNを用いた手法は一般に従来の 2次元 CNNに比べ
て計算量が多いほか，I/O負荷も高いことが知られる．そ
のため学習時間は，データセットの規模にもよるが，1日
から数日を要することが報告されている．したがって，各
応用先に向けた性能チューニングの効率化のため，学習時
の高速化が期待されている．
また，深層学習における高速化のために，大規模な計算

資源を用いた分散深層学習に関する研究が行われている．
特に ImageNetデータセットと ResNet-50モデルを用いた
画像認識タスクでは，大規模並列分散環境下での分散深層
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学習の取り組みが進み，大幅な性能向上に関する事例が報
告されている．分散深層学習は一般に，並列数の増加に伴
いバッチサイズが増加することによる汎化性能の低下が課
題と言われてきたが，Goyalらの linear scaling rule[3]が
その解決手法としてデファクトスタンダードになりつつ
ある．SlowFastにおいても，8台の GPUを搭載した計算
機を 16ノード用いた計 128 GPUによる分散深層学習に
linear scaling ruleを適用することで，検出性能が 1ノード
での学習時に匹敵することが報告されている．
ただ，技術の実用化検討においては，SlowFast を用い

た AVA データセットの検出性能の再現性に加え，linear

scaling ruleによる高速化の限界や，公開コードの可搬性
（他の計算機環境でも台数効果を確認できるか）等を評価
する必要がある．それに対し現状は，SlowFastの分散深層
学習に用いられた計算機環境や台数効果の詳細が明らかで
ないことに加え，128台を超える GPUを用いたときの検
出性能やスケーラビリティ，性能低下要因に関する知見も
得られていない．すなわち
• 公開コードを用いて並列度を上げたときのスケーラビ
リティ

• スケーラビリティの低下要因とそれに対する対策の
効果

• Linear scaling ruleの適用限界
を明らかにする必要がある．
そこで我々は，AVAデータセットを用いた行動検出手法

SlowFastの分散深層学習において，産業技術総合研究所の
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大規模 AIクラウド計算システム ABCI[4]を最大 128ノー
ド (GPU 512台)用い，GPUの台数を変化させたときのス
ケーラビリティと検出性能を評価した．その結果
( 1 ) ミニバッチを生成する並列実行数 (worker数)

( 2 ) ミニバッチに使用する学習データのインデキシング
処理

( 3 ) NCCL[5]の経路情報
の 3点がスケーラビリティの低下要因になることが分かっ
た．さらに，上記 (1)の worker数を適切な値に設定すると
ともに，上記 (2)の処理を行うプロセスを epoch間で再利
用する工夫により，64ノード 256 GPUを用いた分散深層
学習でスケーラビリティを約 19.7倍から約 34.5倍に改善
でき，かつ検出性能も概ね維持できることを確認した．そ
れ以上のノード数では，(3) NCCLの経路異常による輻輳
発生と linear scaling ruleの適用限界により，スケーラビ
リティ，検出性能ともに低下することが分かった．

2. 関連研究
2.1 分散深層学習の関連研究
一般に深層学習では，学習データを「ミニバッチ」と呼

ばれる単位に分割し，この単位で学習モデルの更新を行う．
分散深層学習ではプロセスごとにミニバッチ単位の学習
データを割り当てるため，一度の並列計算における総バッ
チサイズ (以後，単にバッチサイズと表記する)は並列プロ
セス数 × ミニバッチで求まる．並列数を増やせば，バッチ
サイズも増え，学習に必要な計算時間が短縮される一方で，
誤差関数の局所解に陥りやすく汎化性能が低下することが
報告されており [6]，分散深層学習の課題とされてきた．
2017年に Goyalらが提示した linear scaling rule[3]は，

バッチサイズと学習率を比例させることで汎化性能を保
てるという経験則であり，同手法を基本とした改良により
ImageNetによる画像認識モデルの学習時間の記録更新が
続いている [7][8][9][10]．しかし ImageNet/ResNet-50以外
の分散深層学習の事例に関する研究報告は多くなく，映像
データを扱う事例も少ない．

2.2 映像を用いた行動検出の関連研究
「行動検出」とは，トリミングされていない映像に含

まれる人物（1 名ないし複数名）の動作区間とその位置
（座標）を特定し，その動作の分類を行う Spatio-Temporal

Action Localizationタスクを指す．表 1に示すように，関
連タスクには，動作区間のみを検出する Temporal Action

Proposals，予め一つの動作区間がトリミングされた動画の
動作分類を行うTrimmed Action Recognition，動作区間検
出と分類を共に行う Temporal Action Localizationとがあ
り，区別されている．なお Trimmed Action Recognition

と Temporal Action Localizationタスクは，まとめて「行
動認識」と呼ばれることが多い．

Slowネットワーク

Fastネットワーク

図 1 SlowFast のアーキテクチャ [1]

動画における行動認識や行動検出技術では，画像の空間
情報と時間情報の扱い方を検討することになるが，一般に
空間情報は，従来の画像認識・検出でよく用いられる 2次
元 CNN（2D-CNN）に基づく手法の性能が高いため，時間
情報の特徴量抽出手法が鍵となる．深層学習ベースの行動
認識手法として初期に提案されたのは，2D-CNNによって
抽出された空間情報と Optical flowを入力とする CNNの
出力を統合する Two-stream CNN[11] であり，現在もこの
改良アルゴリズムが盛んに開発されている．
一方，2次元の空間情報と 1次元の時間情報を 3次元情報

として畳み込む 3D-CNNの代表例としてC3D[12]，I3D[13]

が挙げられる．しかし C3Dはパラメータ数の多さから畳
込み層の数を増やせない課題や学習データセットの不足
のため Two-Stream CNNの性能を下回っていた．I3Dは
Kinetics-400という大規模データセットと共に提案された
手法で，空間情報を扱う 2D-CNNを ImageNetの学習済モ
デルで初期化することとKineticsの使用により高い認識性
能を示し，3D-CNNベースの手法の有効性を示した．しか
し，I3Dも認識したい行動の種別に関わらず動画を固定長
のフレームに分割して学習を行う計算効率の悪さが指摘さ
れていた．本稿がターゲットとする SlowFastは，この課
題に鑑みて提案されたものであり，従来の 3D-CNNベー
スの手法に比べて計算コストが改善されている．それでも
なお，1日から数日程度の学習時間を要することから，本
研究では分散深層学習による高速化について調査する．

3. 行動検出手法 SlowFast と AVA データ
セット

3.1 SlowFastの概要
SlowFastは，Facebook Researchが 2018年末に発表し

た，高精度に行動検出を行うモデルの一つである．図 1の
アーキテクチャに示されるように，空間的解像度が高いが
動きに弱い Slowネットワークと，その逆で空間的解像度
が低いが動きに強い Fastネットワークの 2つを用いること
で，空間的な文脈情報に強く，かつ動きにも強い動作検出
を行う．具体的には，Slowネットワークのサンプリング間
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表 1 行動検出の関連タスク
分類 動作区間検出 動作分類 人物領域抽出 SlowFast が対象とするタスク
Temporal Action Proposals ○ - -

Trimmed Action Recognition - ○ -

Temporal Action Localization ○ ○ - ✓
Spatio-Temporal Action Localization ○ ○ ○ ✓

隔が τ であるとき，Fastネットワークのサンプリングレー
トを Slowネットワークの α倍，チャネル数を 1/β 倍に設
定する．典型的には，τ = 8（i.e. 動画のフレームレートが
32fpsなら，Slowネットワークのフレームレートは 4fpsに
なる），α = 4, β = 8などに設定される．また，バックボー
ンネットワークには，ImageNetの物体認識等にも採用さ
れる，CNNベースの ResNet-50 または ResNet-101が用
いられる．SlowFastは 2020年 11月現在，行動認識タスク
のデータセットである Kinetics[13]において 2位，後述す
る行動検出タスク用データセットである AVA[2]の version

2.1において 1位である．

3.2 AVAの概要とデータ量
AVAは，437本の 15分間の動画に対し，1秒間に 1回

の間隔で正解ラベルが付与される．また，データセット全
体の約 6 割を学習データとして用いるため，学習データ
数における正解ラベル数は 437本 ×60%×15分 × 60秒 =

約 23.6万件となる*1．さらに SlowFastでは，上述の Fast

ネットワークのフレームレートに合わせて学習データを読
み込む必要がある．32fpsの動画において，パラメータを標
準的な τ = 8，α = 4に設定したとき，Fastネットワークの
フレームレートは 16fpsとなるため，1ラベルに対して 16

枚の画像を読み込む必要がある．すなわち，ImageNet等
と同様に 224 x 224ピクセルにトリミングした RGB画像
を用いる場合，学習データの総データ量は 23.6万件×2242

ピクセル ×3 (RGB channel)×16枚 = 約 56.5GB となる．
AVAデータセットや SlowFastによる検出性能に関する詳
細は付録 A.1で紹介する．

3.3 分散深層学習の手順
SlowFastを用いた AVAデータセットの学習手順，およ

び分散深層学習の手順について述べる．なお，本稿では
バックボーンに ResNet-50を適用するものとする．
SlowFastのパラメータは τ = 8, α = 4, β = 8 とする．
ネットワークは Kinetics-600データセットにより ResNet-

50を学習したモデルを用いて初期値する．学習は 20 epochs

行うが，そのうち最初の 5 epochsは線形に学習率を増加
させる linear warmup[3] を適用し，以後 10, 15 epoch目に
学習率を 1/10とする stepwise decayを適用する．その他

*1 原稿執筆時点でアクセスできない動画データが存在し，本研究で
用いた学習ラベル数は約 19.5 万件である．

表 2 ABCI の計算ノードのスペック
CPU Intel Xeon Gold 6148

(27.5M Cache, 2.40 GHz, 20 core) × 2

GPU NVIDIA Tesla V100 SXM2 × 4

Mem 384 GiB

SSD 1.6TB NVMe SSD × 1

のハイパパラメータは [1]と同様に設定する．また，バッ
チサイズは，計算機 1ノードあたり 32に設定する．ここ
で SlowFastにおける「バッチサイズ」とは画像の枚数で
はなく，正解ラベルの数を指す．前述のとおり，Fast側の
ネットワークには 1ラベルあたり 16枚の画像が読み込ま
れる．したがって，バッチサイズが 32のとき，1ノードで
の 1 iterationあたり 512枚の画像（224×224ピクセルの
RGB画像の場合，約 77MB）の読み込みが行われる．
次に，分散深層学習の実現方法を述べる．学習率は前述

のとおり Goyalらの linear scaling ruleを採用する．具体
的には，計算機 1ノードあたりの学習率を 0.05に設定し，n
ノードを用いるときの学習率を 0.05nとする．また，著者
らのコードは PyTorchの DistributedDataParallel (DDP)

により実現されており，本稿でもその実装を踏襲する．ノー
ド間通信は OpenMPIを用い，TCP initializationを用い
て通信の初期化を行う．そして各ノード内で，全 GPUプ
ロセスを起動する SlowFastのmain関数 (run_net.py)を
実行する．

4. 評価
4.1 評価環境
分散深層学習の評価は，産業技術総合研究所の大規模AI

クラウドシステム ABCI上で行った．表 2に計算ノード 1

台のスペックを示す．ABCIは 1ノードあたり 4台のGPU

を搭載する．また計算ノード間は EDR Infinibandにより，
Full-bisection Fat Tree構成で接続される．ただしラック
を跨ぐ計算ノード間は Full-bisectionの帯域が 1/3となる
ように接続されている．
計算ノードの OS は CentOS 7.5, Linux のカーネルは

v3.10.0 である．ソフトウェアについて，GPU に対して
は，CUDA Toolkit v10.0.130.1，CuDNN v7.6.5 を使用
し，GPU間の集団通信を行うため NCCL v2.5.6-1および
OpenMPI v2.1.6を使用した．SlowFastの公開コード [14]

は，PyTorchフレームワークを用いて pythonで記述され
ている．このため Python およびライブラリは，Python
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図 2 Epoch 間のストール現象

表 3 計算ノード数 4 におけるWorker 数とストール時間長の関係
（単位：秒）
worker 数 ストール時間 10 iteration の学習処理時間
0 0 90

4 50 19

6 75 15

8 110 11

v.3.6.5, PyTorch v1.5.0 をそれぞれ使用した．また Slow-

Fastでは，人物検出のため，Detectron [15]を内部的に利
用しており，2020年 5月 21日時点での最新コードを取得
して適用した．学習は，ABCIの計算ノード 1台，16台，
32台，64台，128台 ( GPU 4台，64台，128台，256台，
512台）でそれぞれ行った．
また後述のように，PyTorchではミニバッチを生成する

データローダの並列実行数である”worker数”を設定するこ
とができる．基本的には多くの workerを用いるほど CPU

負荷が上がるが，ミニバッチあたりの学習時間 (以後，1

iterationと述べる）が短くなることが知られている．本評
価では，予め worker数 1, 2, 4, 6, 8のときの速度を比較
し，8を既定値とした．

4.2 性能プロファイリングとボトルネック改善
まず予備評価として，NVIDIA Nsight Systemsを用い，
各計算ノード数での分散深層学習における，2 epoch分の
学習実行時間の内訳を求めた．32ノード, worker数 8での
プロファイリング画面の例を図 2に示す．分析の結果，図
に示すとおり，学習の epoch間に一切の CUDAイベント
がない 2分弱のストール現象が発生しており，その時間長
が並列数によらず一定であることが分かった．
本現象の原因調査のため，学習時の各種パラメータを変

更して評価したところ，ストール時間長は worker数と関
連しており，図 3に示すように，実際に GPUを用いた学
習処理の時間が worker 数の増加に応じて減少する一方，
ストール時間が増加することが明らかになった．この影響
は，iteration数が少なくなる多ノードでの学習において顕
著となり，例えば 64ノード, worker数 8での実行時には，
実行時間の約半分をストール時間が占める．
本現象は PyTorch特有の課題として GitHubの issueを

はじめとするユーザコミュニティでも度々議論されてお
り，各 workerがミニバッチに含むデータサンプルをイン
デキシングする samplerプロセス生成処理のオーバヘッド
が原因であることが指摘されている [16]．そこで，オーバ
ヘッドを軽減するため，初回 epochで生成した samplerプ
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図 3 SlowFast のスケーラビリティ

表 4 各ノード数における計算処理と通信処理の比率
ノード数 計算処理 通信処理
32 56.2% 43.8%

64 40.3% 59.7%

128 21.9% 78.1%

ロセスを，次回以降の epochでも再利用する改善策を適用
した．以後，本改善策を RepeatSamplerと呼ぶ．この結
果，いずれの計算ノード数およびworker数でも，表 3に示
すストール時間を 0秒台と，無視できる程度に短縮できる
ことを確認した．さらに，worker数が 6以下かつ計算ノー
ド数が 32以下における iteration処理時間は表 3の値を保
つが，それを超える場合は iteration処理の時間が増加する
ことが分かった．したがって，次節以降では worker数を
6に設定し，改善策である RepeatSampler適用前と適用後
のスケーラビリティと検出性能を評価する．

4.3 スケーラビリティ評価と性能要因の考察
SlowFastの分散深層学習を 5 epoch実施したときの実行
時間から求めた台数効果を評価した．結果を図 3に示す．
横軸はノード数，縦軸は 1ノード（GPU 4台）の実行時間
を基準としたときのスケーラビリティであり，青線は改善
前のコード（worker数 8），赤線は RepeatSampler適用後
（worker数 6）を表す．
改善前は，1ノードでの実行時間が約 9時間 4分であっ
たのに対し，32ノードで約 30分，64ノードでは約 27分
と，ストール時間により 32ノード以降の性能が飽和した．
一方，RepeatSamplerを適用後は，32ノード以降のスケー
ラビリティが改善し，32ノードで約 22分，64ノードで約
15分半となり，1ノードと比べ約 34.5倍高速となった．
一方，128ノードのスケーラビリティは，64ノードより
も悪化した．この要因を調べるため，32ノード，64ノー
ド，128ノードにおける実行時プロファイルを取得し，そ
の内訳を表 4に示す．ノード数の増加に伴い通信処理の
割合が増加しているが，さらに時間換算すると，128ノー
ドの通信時間が 64ノードの約 1.8倍に増加したことが分
かった．
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表 5 異なるノード数による検出性能 (mAP)

ベースライン: 24.2%

ノード数 RepeatSampler なし RepeatSampler あり
16 24.6% 24.6%

32 24.4% 24.4%

64 24.0% 24.0%

128 21.1% 20.9%

また，Nsight Systemsによるプロファイリングの結果，
通信時間の 95%以上が，ncclAllReduceの実行時間である
ことも明らかになった．一方，学習時の実行ログに記載さ
れた NCCL[5]の経路情報を確認すると，ABCIのGPU間
接続網におけるデータの send時と receive時の経路が非対
称であり，Infinibandに対し冗長な経路が形成されている
ことを確認した．すなわち，今回用いた NCCLモジュー
ルによる経路情報が ABCIアーキテクチャに最適化され
ておらず，GPU 間接続網の nvLinkに比べて帯域の小さ
い Infinibandで輻輳が発生し，iteration毎に各計算リソー
スの勾配情報を集約する Ring-AllReduce処理に時間を要
していることが考えられる．一方，ABCIアーキテクチャ
向けにソースビルドした NCCLライブラリの適用により，
ABCIを用いた ImageNet-1kの学習において，512 GPU

程度まで Ring-AllReduceの処理時間が概ね一定であるこ
とが報告されている [17]．本研究で用いたAVAデータセッ
トの総学習データ量は約 56.5GBであり，ImageNetに比
べて小規模である．したがって NCCLライブラリの改良
により通信性能を改善できる可能性があり，今後の課題と
する．

4.4 検出性能
最後に，SlowFastの分散深層学習を行った時の，AVA

データセットの検出性能 (mAP)を評価した．結果を表 5

に示す．これにより，RepeatSampler の適用による検出
性能への影響はほぼ見られないことが確認された．一方，
著者らが報告した検出性能 24.2%に対し，64ノードでは
0.2%，128ノードでは 3.1%低い結果となった．このこと
から，SlowFastのソースコードの大きな改変を伴わない
AVAデータセットの大規模分散深層学習においては，ス
ケーラビリティと検出性能の双方の観点から，64ノード
（256 GPU）が限界であることが示唆された．
したがって，今後の課題としては，前節で述べた NCCL

ライブラリの改善に加え，Forward/Backward処理と通信
のオーバラップや FP16の適用，SlowFastのバッチサイズ
と画像サイズ，τ の値を学習中に動的に変更するマルチグ
リッド学習 [18] などにより，実行時間の改善を図る予定で
ある．

5. まとめ
本稿では，行動検出用の映像データセット AVAを用い

た SlowFast を用いた分散深層学習における，GPU の台
数を変化させたときのスケーラビリティと検出性能を評
価した．その結果，(1) ミニバッチを生成する並列実行数
(worker数)，(2) ミニバッチに使用する学習データのイン
デキシング処理，(3) NCCLの経路情報の 3点が性能要因
であることが分かった．このうち (1)のworker数を適切な
値に設定するとともに，(2)の処理プロセスの再利用を行う
RepeatSamplerの適用により，64ノード (256 GPU)にお
けるスケーラビリティを約 19.7倍から約 34.5倍に改善する
ことができ，かつ検出性能も概ね維持できることを確認し
た．一方 128ノード (512GPU)以上では，Ring-AllReduce
処理時間の増加によりスケーラビリティが低下するととも
に，linear scaling ruleの適用限界により検出性能も 3%以
上低下することが示された．したがって，ソースコードの
大きな改変を伴わない AVAデータセットのを用いた分散
深層学習においては，スケーラビリティ，検出性能の観点
から 64 ノードが限界であることが示唆された．今後は，
NCCL経路情報の改善や計算と通信のオーバラップ，FP16
の適用やマルチグリッド学習 [18]等により，実行時間の改
善を図る予定である．
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付 録
A.1 行動検出データセットAVA

A.1.1 AVAの概要
AVAは前述のとおり，人物の行動検出向け公開データ
セットである．437本の 15分間の動画に対し，1秒間に 1

フレームの spatio-temporalラベル (人物のバウンディング
ボックスおよび複数の行動ラベル）が付与されている．行
動ラベルの一覧とそのデータ数を図 A·1に示す．横軸は
行動ラベルの種類を表し，縦軸はデータ数を表す．図に示
すように，AVAの行動ラベルには 80種類が存在し，それ
ぞれ，Person-Person（対人行為）, Person-Object（対物行
為）, Pose（姿勢）の３種類に大別されている．したがっ
て，１名の人物に対して，複数のラベルが付与される場合
もある（例：荷物を持ちながら (hold/carry)歩く (walk)）．
また，各行動ラベルに対する学習データ数は様々であり，
10万件以上のデータがある行動（立つ，(相手)を見る，座
る等）が 6種類あるのに対し，学習データ数が 100件未満
の行動ラベルも 15件ほど存在する．
AVAには 211kの学習 (train)データおよび 57kの検証

(validation)データが用意されており，上述の 80クラスで
学習する．評価は，そのうち 60クラスに対する検証データ
を用い，人物検出枠と正解枠との Intersection over Union

(IoU) が 0.5以上の人物に対する行動ラベルのmAP (mean

Average Precision)を評価指標として行われる．なお，現
在はアノテーションデータの精度が改善された version 2.2

が公開されており，本稿の評価でもそれを用いる．

A.1.2 SlowFastによるAVAの検出性能
SlowFast による AVA（バックボーンネットワーク:

ResNet-50) の検出性能を図 A·2 に示す．なお，図中の
横軸は行動ラベルの種類，縦軸が個々の行動の検出性能
(AP: Average Precision)を表す．また青棒 (”Slow-only”)

は，”Fast” ネットワークを用いなかった時のベースライン
性能 (mAP=19.0%)であり，緑線が Fastネットワークと
併用したときの性能改善を表す．
図 A·2によると，時間分解能の高い Fastネットワーク
の併用により，動作が早い行動（例：走る，ダンスをす
る，手を叩く）などの検出性能が改善していることがわか
る．一方，行動ラベルにより mAPのばらつきは大きく，
AP=80%に近い行動（歩く，座る）がある一方，APが 10%

に満たない行動が半数以上 (31種類)を占め，APの平均で
ある mean AP (mAP) は 24.2%に留まる．
また，図 A·2 の横軸に示す行動ラベルの順序は図 A·1

と同じく，データ数に対して昇順にソートされている．こ
のことから，データ数の量と検出性能は必ずしも一致し
ない．
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図 A·1 AVA の行動ラベル別のデータ数 [2]

図 A·2 SlowFast の AVA に対する検出性能 [1]
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