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邦字新聞における 
近代文語体と現代口語体の自動翻訳の検討 

 

稲見郁乃†1 竹本有紀†1 石川由羽†2 高田雅美†1 上田薫†3 城和貴†1 
 

概要：日本語で書かれた文章は時代や分野により文体が異なり，これらの文献から知見を得るには，専門知識を必要
とする．そのため，異なる時代間の自動翻訳が求められている．邦字新聞は近代に刊行された多様な分野を有する新

聞であり，分野に依存しない時代間翻訳が可能となる．そこで，本稿では，邦字新聞における近代文語体と現代口語

体の自動翻訳を検討する．本翻訳において最適なモデルを検討すべく，各種モデルの翻訳精度の違いを BLEU スコア
により比較検討する．また，各種モデルにおけるデータ数や文長の影響について考察する． 
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Automatic machine translation of modern classical style and present 
colloquial style in Hoji Shinbun 
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Abstract: Sentences written in Japanese differ depending on the times and fields, and specialized knowledge is required to obtain 
knowledge from these documents. Therefore, automatic machine translation between different eras is desired. Hoji Shinbun are 
newspapers published in modern times with various fields, and can be translated between times without depending on fields. In 
this paper, we examine the automatic machine translation of modern classical style and present colloquial style in Hoji Shinbun. 
In order to examine the optimum model for this translation, we compare and examine the differences in translation accuracy of 
various models using BLEU scores. We also consider the effects of the number of data and sentence length on various models. 
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1. はじめに   

日本語で書かれた文章は，時代や分野により文体が異な

る．書き言葉の歴史は平安時代より始まり，明治時代半ば

の言文一致運動にかけて大きく変化している．平安時代で

は表音仮名を基にした「雅文体」，鎌倉・室町から江戸・明

治時代では和漢混淆の文語体である「候文体」が使用され

ている．その後，明治時代半ばの言文一致運動を経て徐々

に文体が統一され，戦後に現代の文体へと変化している． 
近代文語体とは，明治半ばから昭和初期に使用された文

体である．この時代には，西洋の文化を導入する明治維新

や文明開化がなされたため，大量の新単語が作成されてい

る．しかし，多くの単語が定着しなかったことから，近代

の文書には低頻度語が数多く存在する．また，文学作品や

議会書など分野によっても文体が異なるため，近代の文書

を容易に読むのは困難である．そのため，近代の文書から

知見を得るためには，専門知識が不可欠となる．しかし，

近代の文書は膨大に存在するため，専門知識を有する翻訳

者の人手を数多く必要とする．したがって，近代文語体と
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現代口語体の自動翻訳技術の開発が求められている． 
近年，異言語間翻訳の分野では，流暢な訳文を生成でき

るという観点からニューラル機械翻訳が注目されている．

ニューラル機械翻訳（Neural Machine Translation，NMT）と

は，人間の脳神経回路が情報伝達を行う仕組みを模倣した

人工的なニューラルネットワークが情報を収集して自ら学

習し，単語の意味として正しい可能性の高い訳語を定める

手法である．従来のルールベース機械翻訳（Rule Based 
Machine Translation，RMT）[1]や統計的機械翻訳（Statistical 
Base Machine Translation，SMT）[2][3]では，単語や句の関

係に着目して翻訳モデルを作成する．一方で，ニューラル

機械翻訳は，文章全体を一つの塊として捉えて翻訳モデル

を作成する．そのため，自然な語順を生成し，流暢な訳文

の生成が可能となる． 
ニューラル機械翻訳のモデルでは，より高い翻訳精度を

得るために数十万から数百万文の大規模な対訳コーパスを

用いて学習し，翻訳が行われている．例えば，英独翻訳で

は，機械翻訳に関する国際会議（Conference on Machine 
Translation, WMT）により作成された 450万文の対訳コーパ
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スが使用されている．しかし，近代文語体で書かれた文書

のほとんどは，画像データとしてアーカイブされたもので

ある．そのため，OCR によりテキストデータ化がなされて

いるものの，不完全なものが多く，大量に対訳データを得

るのは困難である．そこで，これまでに我々の研究室では，

対訳データの取得が比較的容易な文学作品に着目し，近代

文語体と現代口語体の自動翻訳を検討している[4]．しかし，

1 つの分野のみに着目していたため，議会書など文体の異

なる他分野の文書に対する汎用性が低いという課題がある．

そこで，本稿では，文体の異なる多様な分野を有する新聞

に着目する． 
邦字新聞デジタルコレクション[5]では，アメリカ大陸，

アジアにおける海外在住の日本人や日系人が発行した海外

日系新聞を集めた邦字新聞を，世界最大規模で提供してい

る．提供されている邦字新聞は，明治から昭和初期にかけ

て刊行されたものであるため，近代文語体の特徴を有する．

したがって，邦字新聞を対象とした近代文語体と現代口語

体の自動翻訳を検討する．また，翻訳手法には，異言語間

で用いられているニューラル機械翻訳の手法を用いて最適

なモデルを検討する．その中でも，代表的な Sequence to 
Sequence モデル[6]，Convolutional Sequence to Sequence モデ

ル[7]，Transformer モデル[8]の 3 つのモデルを検討し，最

適な翻訳モデルの探索を行う．さらに，データ数と文長が

翻訳精度に及ぼす影響について考察する． 
以下，2 章では，使用するモデルの詳細を紹介する．3 章

では，実験に用いた対訳コーパスの説明，取得方法，前処

理について述べ，実験結果を述べる． 
 

2. ニューラル機械翻訳 

従来の統計的機械翻訳[2][3]では，フレーズテーブルや言

語モデル等の独立した翻訳知識，翻訳時に考慮する特徴量

の設計が必要であったが，ニューラル機械翻訳は，1 つの

ニューラルネットワーク内で訓練と翻訳を行うことが可能

である．そのため，異言語間翻訳において近年注目されて

いる手法である．NMT は大きく分けて，エンコーダ，デコ

ーダ，Attention 機構[9]の 3 つのパーツで構成されている． 
エンコーダとは，入力文を符号化するものである．デコ

ーダとは，エンコードされた情報を復号化し，所望の出力

を得るものである．また，Attention 機構とは，長文対応を

可能とするため，ある単語が出力文のどの単語と関連性が

高いかを学習する機構である．特に，エンコーダとデコー

ダの 2 つのパーツから構成されるモデルをエンコーダデコ

ーダモデルと呼び，文書要約，テキスト分類，機械翻訳な

ど様々なタスクで応用されている． 
以下，2.1節ではエンコーダデコーダモデルの代表的なモ

デルである再帰型ニューラルネットワーク（Recurrent 
Neural Network, RNN）[10]を用いた Sequence to Sequence モ

デルについて述べる．次に，2.2 節で Attention 機構につい

て，2.3 節で Attention 機構と畳み込みニューラルネットワ

ーク（Convolutional Neural Network, CNN）[11]を用いた

Convolutional Sequence to Sequence モデルについて，2.4節
で Attention 機構のみに着目した Transformer モデルについ

て説明する． 
 

2.1 Sequence to Sequence モデル 
Sequence to Sequence（Seq2Seq）モデル[6]は，2 つの RNN

を接続した構造のエンコーダデコーダモデルである．モデ

ルの概略図を図 1 に示す．Seq2Seq モデルは，エンコーダ

に入力文が入力されると，文末記号 EOS（End Of Sentence）
タグが生起するまでデコーダで出力文を予測，生成する．

図 1 に示す各ボックスは RNNセルを表す．本稿では，GRU
（Gated Recurrent Unit）[12]を用いる．Sutskever の論文[6]
では，RNNセルに LSTM（Long short-term memory）[13]を
採用することで，可変長な入力文を固定次元のベクトル表

現にマッピングして学習することを実現している．LSTM
は長期依存の特徴の学習を可能にしたセルであるが，計算

コストが大きいという問題点がある．GRUセルは，LSTM
と同様の性能を持ち，計算コストが小さく，より高速に学

習を進めることを可能とした RNN の一種である． 
 

2.2 Attention 機構 
 Attention 機構[9]は，デコード時に入力系列の情報を直接

参照できるようにすることで，どこを注目すべきか学習す

る仕組みである．Attention 機構の構造を図 2 に示す．2.1
節で説明した Seq2Seq モデルでは，最後の隠れ状態のベク

トルのみをデコーダに渡して参照している．そのため，入

力系列の長さが大きい場合には，十分な情報が得られず，

翻訳精度が低いという課題がある．この課題を克服したの

が，Attention 機構である．Attention 機構は，エンコーダの

各ステップの隠れ状態のベクトル(ℎ" …ℎ$)を記憶し，入力

系列の t 番目の単語が出力系列のどの単語と対応するかに

ついての情報(𝑎&," …𝑎&,$)を算出する．この情報をもとに，

各タイムステップごとにコンテキストベクトル𝐶&を算出す

る．𝐶&は，次のデコーダの内部状態を推定する材料の 1 つ

となり，現タイムステップ t の隠れ状態𝑆&を算出し，出力

系列(𝑦" …𝑦$)を生成する．以上の Attention 機構を用いるこ

とで，入力系列の中のキーワードが距離に関わらず，情報

を保持することができるため，長文への対応が可能となる． 
 

2.3 Convolutional Sequence to Sequence モデル 
 Convolutional Sequence to Sequence（ConvSeq2Seq）モデル

[7]は，単語列の処理をLSTMからCNNに置換することで，

学習中にすべての要素の計算を完全に並列化することを可

能としたモデルである．GPUハードウェアの有効活用によ

り，非線形性の数が固定されて入力長に依存しないため，  
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最適化を容易にしている．モデルの概略図を図 3 に示す．

ConvSeq2Seq モデルは，エンコーダとデコーダがそれぞれ 
GLU（Gated Linear Unit）[14]層と CNN 層により構成され

ている．GLU は，LSTM や GRU と類似の構造をもち，式

1 で表現されるゲート機構の役割をする． 
 

𝒇(𝒙)	⨂	𝝈(𝒚) (1) 
 
ゲート機構は，σ(𝑦)の出力により𝑥を出力するか判断でき

る仕組みのことである． 
2.1節で述べた LSTM や GRU では，入出力にシグモイド

によるゲート機構を設けることで，RNN の勾配消滅問題に

対処している．一方で，CNN を用いた場合，モデルの深さ

は時系列の長さではなく，畳み込みのスタック数に依存す

るため，RNNほど勾配消滅は顕著ではない．そのため，GLU
は勾配消滅問題の対策ではなく，Attention の目的で導入さ

れている． 
 まず，エンコーダにより，入力系列が埋め込まれる．こ

こで，ConvSeq2Seq モデルでは，単語列の語順を絶対的な

位置の情報としてモデルに与えるため，位置埋め込み

(Position Embedding)がなされる．位置埋め込みは，単語列

の埋め込み行列𝑊 = (𝑤",… ,𝑤$)に位置ごとに異なる変数

𝑃 = (𝑝",… , 𝑝$)を加算し，𝐸 = (𝑤" + 𝑝",… ,𝑤$ + 𝑝$)を算出す

る．次に，CNN層に移り，長期依存が捉えられ，GLU層に

移る．GLU 層では，CNN 層で捉えた情報が次の層へ送る

情報かを判断し制御する．ConvSeq2Seq モデルでは，デコ

ーダのすべての層で Attention を個別に計算する．従来の 

 
NMT では，デコーダの 1 系列の生成に 1 度のみ Attention
を計算していたが，ConvSeq2Seq モデルでは，層ごとに

Attention を再計算する複数ステップの Attention を使用す

る．これは，2.4節で述べる Transformer モデルでも採用さ

れる．複数ステップの Attention により，ある層のある時刻

tの Attention は，下層や過去の Attention の履歴を参照する

ことが可能となる． 
 
2.4 Transformer モデル 
Transformer モデル[8]は，RNN や CNN を使用せず，

Attention 機構のみを使用したモデルである．モデルの概略

図を図 4 に示す．図 4 の左側がエンコーダ，右側がデコー

ダであり，Multi-Head Attention層と Feed Forward層により

構成されている．まず，エンコーダで入力系列のトークン

の埋め込み行列に対応する位置エンコーディングが要素ご

とに加算され，エンコーダおよびデコーダに入力する．位

置エンコーディングの行列 PE の各成分は次式によって表

される．トークンの位置を pos，埋め込み行列の次元数を

𝑑=>?@Aとする．この場合，位置エンコーディングの i番目の

次元の値𝑷𝑬(𝒑𝒐𝒔,𝒊)は式 2 より得られる． 
 

𝑷𝑬(𝒑𝒐𝒔,𝟐𝒊) = 	 𝐬𝐢𝐧L
𝒑𝒐𝒔

𝟏𝟎𝟎𝟎𝟎
𝟐𝒊

𝒅𝒎𝒐𝒅𝒆𝒍

S 

(2) 

𝑷𝑬(𝒑𝒐𝒔,𝟐𝒊T𝟏) = 	𝐜𝐨𝐬L
𝒑𝒐𝒔

𝟏𝟎𝟎𝟎𝟎
𝟐𝒊

𝒅𝒎𝒐𝒅𝒆𝒍

S 

 
位置エンコーディングは位置のみに依存した値であり，ト

ークンの絶対位置を表す．次に，Attention の算出を行う．

Multi-head Attention は，Attention を head と呼び，複数の

Attention のことを表している．Transformer モデルでは， 

A B C <EOS> W X Y Z

<EOS>W X Y Z

エンコーダ デコーダ

!",$ !",% !",&
!",'

()	+, ()	

-)	+, -)	

., ./ .0 .1

2,	

2,	

2/	

2/	

20	

20	

21	

21	

図 1 Seq2Seq モデルの概略図 

図 2 Attention 機構の構造図 
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<p><p> <s> Sie stimmen zu
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M

M

M

M

Embeddings
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Gated
Linear
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図 3 ConvSeq2Seq モデルの概略図 
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Attention を辞書オブジェクトとして扱う．目的言語を

Query とみなし，原言語を Key と Value に分離して，従来

の Attention を一般化している．概念的には，Key は Query
の索引となり，Key をもとにメモリ内の対応する Value を

取得する．ここで，Key と Value はそれぞれが 1対 1 に対

応する Key-Value のペア配列となるため，辞書オブジェク

トとして扱うことが可能となる．したがって，Query と Key
から関連度を表す Attention Weight を算出する．具体的に

は，まず Dot-Product Attention と呼ばれる Query と Key の

内積をとることで Attention Weight を算出する．次に，算出

した内積を Softmax関数にかけ，Attention Weight の正規化

を行う．正規化した Attention Weight は，各 Query が参照す

べきメモリの情報を表す．最後に，Attention Weight にした

がって Value を取得し，出力を決定する． 
 

3. 実験 

 本稿では，邦字新聞における近代文語体と現代口語体の

自動翻訳に向けて，3 つのモデルを使用した実験を行い，

モデル間の比較と翻訳を検討する．使用したモデルは，

GRUを用いた Seq2Seqモデル，CNN を用いたConvSeq2Seq
モデル，Attention のみを用いた Transformer モデルの 3 つ

である．評価指標には，BLEU（ BiLingual Evaluation 
Understudy）[15]を用いる． 

3.1 節では，実験設定について述べる．3.1.1 項では，本

稿で用いた実験データの詳細，3.1.2項では実験環境につい

て説明する．3.2節では，各種モデルを比較検討するために

行った実験の結果を示す． 

3.1 実験設定 
3.1.1 実験データ 
本稿では，多様な分野を有する近代の活字媒体として邦

字新聞を用いる．具体的には，1908 年から 1941 年までの

「日米新聞」，「日布時事」，「日本人」，「新世界」の 4 種類

からランダムにサンプリングした 18紙を対象とする． 
上記の近代文語体で書かれた文書に対する現代口語体

の対訳データは，邦字新聞デジタルコレクションには存在

しない．そのため，本学文学部の学部生により翻訳された

文を対訳データとして用いる．文学作品にのみ着目した手

法[4]では，対訳データに意訳が多く，正確な翻訳が困難で

あることが示されている．そのため，本稿では対訳データ

を直訳で作成することとしている．原言語文としては，邦

字新聞の原文をテキスト化して用いる．邦字新聞の原文に

は多くの旧字体が含まれ，現在存在しない字体も存在する．

その中でも，デジタルフォントとして存在する字体のみ旧

字体を用いてテキスト化を行う．一方で，デジタルフォン

トとして存在しない字体は，現在使用している字体に変換

する．また，仮名文字についても同様に平仮名に変換する． 
ニューラル機械翻訳で使用するデータは，英語やドイツ

語の文章のように単語間に余白が存在するため，トークン

化の必要がないことが多い．一方で，日本語の文章は，文

中に余白がなく，単語の境界の判別が困難である．そのた

め，実験用データに対して形素態解析によるトークン化が

必要となる．このトークン化には，形態素解析エンジンで

ある MeCab[16]を適用する．近代文語体のデータには，近

代文語 UniDic，現代口語体のデータには現代書き言葉

UniDic の辞書を MeCab に用いる[17]． 
実験に用いた対訳データ数は，全 8,467文である．全 8,467

文のうち，訓練用 1,914 文，テスト用 239 文，検証用 240
文としたものをデータ 1 とする．全 8,467 文のうち，訓練

用 6,770 文，テスト用 840 文，検証用 857 文としたものを

データ 2 とする． 
 

3.1.2 実験環境 
 本実験では，実行 OS に Ubuntu18.04LTS，GPU は NVIDIA 
GeForce RTX2080Ti を 1枚用いる． 
 Seq2Seq モデルでは，エンコーダ，デコーダにそれぞれ 2
層の GRU を使用し，Seq2Seq モデルの各 GRU の隠れ状態

は 512次元とする．埋め込み層は 256次元，dropout の確率
は 0.25 とする．最適化手法には初期学習率を 0.0001 とし

た RMSprop を用いる．バッチサイズは 4 とする． 
 ConvSeq2Seq モデルでは，エンコーダ，デコーダにそれ

ぞれ 2層の CNN を使用し，ConvSeq2Seq モデルの各 CNN
の隠れ状態は 512 次元とする．埋め込み層は 256 次元，

dropout の確率は 0.25 とする．最適化手法には初期学習率

を 0.0001 とした RMSprop を用いる．バッチサイズは 32 と

する． 
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Transformer モデルでは，エンコーダ，デコーダは共に 2
次元，並列数は 1，dropout の確率は 0.25 とする．最適化手

法には初期学習率を 0.0001 とした RMSprop を用いる．バ

ッチサイズは 32 とする． 
 
3.2 各種モデルの検討 
3.2.1 ビームサーチの最適化 
各種モデルに対し，ビーム幅が及ぼす影響についてデー

タ 1 を用いて検討する．ビーム幅を 1 から 16 とした場合

の翻訳精度を BLEU スコアで比較する．その結果を図 5 に

示す．図 5 より，ConvSeq2Seq モデル，Transformer モデル

では，ビーム幅による翻訳精度の違いは見られない．一方

で，Seq2Seq モデルでは，ビーム幅の増加に伴い BLEU ス

コアが向上し，ビーム幅 2 のとき最大で 9.86 を示してい

る．以上の結果より，本稿で検討した 3 つのモデルの中で

は，Seq2Seq モデルにおいてビームサーチによる影響が強

いことがわかる． 
 

3.2.2 各種モデルの BLEU スコアの比較 
3.2.1項で検討した結果に基づき，各種モデルに対して最

適な BLEU スコア及び処理速度について比較する． 
Seq2Seq モデルのビーム幅は 2 とし，ConvSeq2Seq モデル，

Transformer モデルのビーム幅は 1 とする．その結果を表 1
に示す．表 1 では，各種モデルでバッチサイズが異なるた

め，バッチサイズを 32 とした場合の 1 エポックあたりの

処理速度を比較する．表 1 より，Seq2Seq モデルは BLEU
スコアが 9.86 と低いのに対し，ConvSeq2Seq モデルでは

BLEU スコアが 55.54 と最大であることがわかる．また，

処理速度の観点からも，ConvSeq2Seq モデルが最速である．

Seq2Seq モ デ ル と 比 較 し ， ConvSeq2Seq モ デ ル や

Transformer モデルの BLEU スコアが高い理由としては，長

文翻訳に対応した Attention 機構の有無が寄与していると

考えられる．また，ConvSeq2Seq モデルと Transformer モデ

ルの BLEU スコアに差異が見られた点について，文長とデ

ータ数の影響の観点から考察する． 

 

 
3.2.3 データ数の違いによる BLEU スコアの比較 
ニューラル機械翻訳では，データ数の増加に伴い，翻訳

精度が向上することが知られている．本項では，翻訳精度

向上を目的とし，各種モデルに対するデータ数の影響を検

討する．本実験は，データ 1 とデータ 2 を用いて行う．そ

の結果を表 2 に示す．表 2 より，データ 2 の場合において

も，ConvSeq2Seq モデルの BLEU スコアが最大で 60.25 で

ある．また，BLEU スコアの増加量の観点から見ると，他

の 2 種と比較し，Transformer モデルが最大で 12.9 ポイン
ト増加していることがわかる．これは ConvSeq2Seq モデル

の約 2.7倍の増加量である．以上の結果より，ConvSeq2Seq
モデルと比較し Transformer モデルの翻訳精度は，データ数

に大きく依存することが示唆される． 
 
3.2.4 文長の違いによる BLEU スコアの比較 
本項では，3.2.3節で検討したデータ 2 の各種モデルを用

いて，各種モデルに文長が及ぼす影響について検討する．

test データを原言語文の文長に基づいて分割し，算出した

BLEU スコアを図 6 に示す．図 6 より，Seq2Seq モデル，

Transformer モデルでは文長が長くなるにつれて翻訳精度

が減少することがわかる．一方で，ConvSeq2Seq モデルで

は，文長が 11 から 70 の範囲において一定の翻訳精度が得

られている．以上の結果より，一定の文長を有する小規模

データに対しては，ConvSeq2Seq モデルが適していること

が示唆される． 
 
3.2.5 各種モデルが予測した翻訳文の比較 
 本項では，入力された原言語文に基づき，各種モデルが

予測した翻訳文と参照訳文を比較する．本実験では，3.2.3
節で検討したデータ 2 の各種モデルを用いる．各種モデル

が予測した実際の翻訳例を表 3 に示す．表 3 より，BLEU
スコアが低かった Seq2Seq モデルは，文頭や文末部分は正

確な出力がなされているが，文中部分の出力の精度は不十

分である．一方で，ConvSeq2Seq モデル及び Transformer モ 
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図 5 ビーム幅に対する各種モデルの BLEU スコア 

処理速度

s/epoch/batch=32
Seq2Seq 9.86 3.79
ConvSeq2Seq 55.54 1.98
Transformer 42.92 2.23

モデル BLEU

データ1 データ2
Seq2Seq 9.86 7.28 -2.58
ConvSeq2Seq 55.54 60.25 4.71
Transformer 42.92 55.82 12.9

BLEU
モデル 変量

表 1 各種モデルの BLEU スコアと処理速度 

表 2 データ数に対する各種モデルの BLEU スコア 
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デルの翻訳結果は，文頭や文末部分だけでなく，文中部分

も翻訳がなされており，意味を理解できるレベルであると

いえる．以上の結果より，各種モデルの評価指標として用

いた BLEU スコアと実翻訳結果には妥当性があることが示

唆される． 
 

4. おわりに 

本稿では，Seq2Seq モデル，ConvSeq2Seq モデル，

Transformer モデルを用いて，邦字新聞における近代文語体

と現代口語体の自動翻訳を検討している．さらに，データ

数や文長が各種モデルの翻訳精度に与える影響について考

察している．各種モデル比較検討の結果，ConvSeq2Seq モ

デルにおいて，BLEU スコア，処理速度の両面で良好な結

果が得られている．その上，データ数の増加に伴い BLEU
スコアは向上し，最大で 60.25 を示している．また，

Transformer モデルではデータ数の増加に伴う BLEU スコ

アの増加量が，ConvSeq2Seq モデルの約 2.7 倍を示し，デ

ータ数に大きく依存するモデルであることが示唆される．

最後に，文長に関して比較検討を行った結果，ConvSeq2Seq
モデルは広範囲において良好な BLEU スコアが得られるこ

とがわかる．したがって，一定の文長を有する小規模デー

タを用いた本翻訳に関しては，ConvSeq2Seq モデルが適し

ていると考えられるが，更なるデータ数の増加により

Transformer モデルの有効性も期待できる．今後は，更なる

翻訳精度の向上にむけてデータ数を増加し，各種モデルに

対する検討を行う． 
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図 6 文長に対する各種モデルの BLEU スコア 
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入力 目下 英 政府 は 之 が 歡迎 の 方法 を 講じ つゝ あり 。
正解 現在 イギリス 政府 は この 歓迎 の 方法 を 講じ つつ ある 。
Seq2Seq 現在 政府 は は が が が の の を を が ある 。
ConvSeq2Seq 現在 、 英 政府 は これ が 歓迎 の 方法 を 講じ て いる 。
Transformer 目下 英 政府 は これ が 歓迎 の 方法 を 講じ つつ ある 。

表 3 実際の翻訳例 
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