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診療録解析のための文のセグメント分割と意味ラベル付与

安道健一郎1,2,a) 奥村貴史3,2 小町守1 堀口裕正4 松本裕治2

概要：近年，医療の現場において生成される各種情報を研究活用するための情報基盤整備が進められてき
た．そのなかでも，電子カルテに含まれる各種テキスト情報は，患者情報の中心であるため効率的かつ高
精度な解析が必要である．そのため，多様な医療用自然言語処理研究が進められているが，多くの研究は
主に文単位で行われてきた．しかし，文が医療文書の処理に際しての効率的な処理単位であるかは必ずし
も自明ではない．
そこで本研究では，効率的な電子カルテの処理に向けて，記載内容を意味単位で捉えるために文をさらに
分割するセグメントを定義し，その単位での意味的解析に試行的に取り組んだ．まず，医療文書で用いら
れる意味的な最小単位に合致するセグメントを定義し，ダミーカルテを対象にセグメント境界をアノテー
ションした．その上で，各セグメントに対して内容に即した 10種類の意味ラベルを付与した．さらに，そ
れらを自動分類するようなモデルを構築し，セグメント分割では F1値 0.85，意味ラベル付与では平均 F1

値 0.66で分類されることを確認した．

1. はじめに
医療の情報化に向けた各種施策により，近年，医療の現

場において生成される情報が電子化され，各種の研究に活
用するための基盤が整備されつつある*1 *2．こうした情報
基盤には，画像データや検査結果，属性データなど多様な
データが含まれ，その解析に基づく研究が積極的に進めら
れている [1][2][3][4]．しかしながら，集積される情報のう
ち，電子カルテに含まれる各種の自由記載文を対象とした
研究は比較的少ない [5][6][7]．
電子カルテには，患者に関する詳細かつ多様な情報が含

まれる．その中でも，自由記載文はカルテの本体とも言う
べき患者情報の主体であり，貴重な資源と言える．それに
もかかわらず，研究利用が進まない原因として，構造化さ
れていない自由記述部分は扱いが難しく，既存の自然言語
処理技術での高精度な解析が困難であることが挙げられ
る．そこで，医療用自然言語処理研究として, ダミー文書
を利用して記述内容の構造化を行う研究や，記述内容から
目的の情報を抽出する研究が行われてきた [5][7]．
これらの研究においては，入力テキストとして一般に文
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が使われてきた．しかし，医療文書の特性として，検査結
果，診断，今後の方針など，性質が異なる内容の記述が一
文に混在している点が挙げられる (図 1・最上部)．また，
実際の診療録は，図 2に示されるように，検査結果や治療
経過の箇条書き等，一般的な文章とはその言語的な性質が
大きく異なる．そのため，医療用自然言語処理における処

図 1: 本研究の概観
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理対象として，文が適切な単位であるかは自明ではない．
むしろ，適切な細分化により，既存の文章と特性が大きく
異なる医療文書をより正確に解釈できる可能性がある．こ
れは関連するタスクにとって広く有用である．
そこで本研究では，文書に何が記述されているかを分析

するために，医療テキストに記述内容をどのような粒度で
扱うべきかを検討した．そのために，図 1 に示すパイプ
ラインの検証を試みた．まず，最初に診療録文書を文単位
に分割する処理を行う．次に，文をさらに細かくするよう
なセグメントに分割する．最後にそのセグメントに対して
意味を表すラベルを付与し，文に内包されている意味セグ
メントを明らかにする．意味セグメントは内容に即した意
味ラベルと，記述者の主観によって定義される事実度を持
つものとした．
以下では，まず，2章において解析対象とする文書につ

いて改めて定義する．3章において，セグメント分割ルー
ルについて詳述し，4章において，定義した意味ラベル及
び事実度を概説する．5章において，自動分類のために構
築したモデルとその検証結果を示す．6章にまとめと展望
を記す．
本研究には，以下のような貢献がある．

• 文を予め想定した意味単位で分割できるようなセグメ
ントを定義し，ダミーカルテに対してセグメント境界
のアノテーションを行った．そのデータをテストデー
タとして複数のモデルを比較し，アノテーションを学
習データとして用いた RNNによるモデルを使用して
高い精度で分割できることを確認した．

• 医療文書における最小の意味単位を想定した意味ラ
ベルを定義し，セグメントに対して意味ラベルのアノ
テーションを行った．そのデータを学習データとして
BERTモデルを用いた分類モデルを作成した．

• ダミーカルテにアノテーションされた意味ラベル分布
の分析を通して，医療文書中にどのような記述がどの
程度含まれているかを示唆した．

2. 本研究での解析対象
解析対象文書
解析対象とする文書について説明する．本研究では，診

療録とは医師が診療の際に作成する文書と定義する．その
ような医師が診療時に作成する文書として主に，(1) 外来
カルテ (2) 入院カルテ (3) 退院時サマリの 3つが存在する．
(1)の外来カルテとは，患者が外来で医療機関を受診した

時に作成される文書である．主訴や既往歴，現病歴，身体
所見，検査所見，治療計画などが記述され，患者の治療記
録として保管される．(2)の入院カルテは患者が入院した
際に作成される．記述項目は外来カルテと本質的には等価

図 2: 診療録の例

であるが，検査や処置，日々の回診毎に記載されていくこ
とで密度が大きく異なる．そのため，入院経過が長くなる
につれ，記述量が膨大となりうる．(3)の退院時サマリは
入院カルテを要約したものである．診療録の用途として，
診療行為に記録を残すというものがあるが、入院等では重
要な検査結果等に加えて，日々の記録など重要でないさま
ざまな情報が生じうる．退院後，そのように記述量の多い
入院カルテを参照するのは非効率であることに加えて，紹
介での入院等においては紹介元の医師に入院経過を効率的
に知らせる必要がある．そこで，退院毎に，医師の手によ
り生成することが義務付けられているのが退院時サマリで
ある．
本研究では研究で用いられることが多く，比較的記述の

乱れが少ない (3)の退院時サマリを解析対象の文書とする．

解析対象セクション
解析対象とするセクションについて説明する．退院時サ

マリは電子カルテを使用して構造化して書かれることが多
い．その際，事前に用意しておいた電子カルテシステムの
フィールドから各項目に記述が流し込まれて初期文書が生
成されることが多い．その例を図 3に示す．
システムより流し込まれて自動生成された記述には意味

のまとまりがある項目とまとまりのない項目が存在する．
意味のまとまりがある項目は身体所見や検査所見などが顕
著である．一方，現病歴，入院中経過記述などは身体所見
や検査所見，診断などが混在しており，意味的まとまりの
ないセクションである．本研究では意味が異なる記述が混
在した文を意味単位で解析するという目的があるため，以
降では現病歴と入院中経過記述セクションに属する文章を
対象テキストとして扱う．

3. セグメント分割
診療録のきめ細かい解析を実現するためには文より細か

い粒度で記述内容の意味を捉えることが必要である．その
ため，この章では診療録の文章を文に分割し，その文をさ
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図 3: 電子カルテシステムを用いた退院時サマリ生成の例 [8]

らに細かい単位のセグメントへと分割する方法を説明す
る．はじめに，文章から文の分割について述べる．

文分割
医師が記入する診療録は図 2に一部確認できるように，

句点が抜けていたり，読点で改行されていたり，空白が句
読点の代わりをしていたり，ノイズが多い文章である．そ
のため，どういう記述を文として扱うかを定義する必要が
ある．よって，文分割の境界として次に挙げる 2つのルー
ルを定義した．(1)「。」や「．」の句点で終わる．(2) 改行
で終わり，「、」や「，」の読点が付かない．2章で挙げた対
象セクション内の文章にこれらのルールを適用したものを
解析対象の文とする．

セグメント分割
セグメントの定義を説明する．基本的には 4章で説明す

る意味ラベルを付与できるような単位を最小単位として定
義し，分割する方針とした．次に分割ルールの詳細を示す．
例中の ⟨SEP⟩はセグメントの境界を表す．

( 1 ) 述語，読点，事態性のある名詞句で分割
セグメント分割におけるベースのルール．このルール
を基準とし，他のルールを例外として適用する方針と
する．
（例：絶食、⟨SEP⟩抗菌薬投与で ⟨SEP⟩肺炎は軽快。）

( 2 ) 括弧の中に文が内包されている場合は括弧の記号で
分割する
括弧の中の (1)で分割されるような表現を取り出すた
め，括弧内に分割されうる対象が存在する場合は括弧
の記号をセグメント境界とする．
（例：画像で「⟨SEP⟩両側肺門部に陰影あり、⟨SEP⟩CT
で両肺に多彩な浸潤影を認め ⟨SEP⟩重症肺炎」⟨SEP⟩
として 4月 10日に入院。）

( 3 ) 疾患名は積極的に分割する
疾患名は診断として書かれることが多く，(1)のルール
で分割するところでなくても重要な意味を持つ．よっ
て疾患名を含む記述はセグメントとして分割する．

（例：肺炎疑いで ⟨SEP⟩当院紹介となった。）

( 4 ) 検査結果とその評価は分割する
診療録中には検査結果とその評価が書かれることが頻
繁にある．検査結果の記載と結果に対しての評価は明
確に意味が異なるため，(1)に当てはまらなくても分
割する．
（例：血清クレアチニンキナーゼは 4512 U/Lと ⟨SEP⟩
高度に上昇していた。）

( 5 ) 治療に関係ないものは分割しない
医療的に意味がある事象を分割の対象としているの
で，医療行為と関わりの薄い描写は (1)に該当しても
分割しない．
（例：ケアマネジャーに同伴されて来院した。）

( 6 ) 意味の増加がない表現は分割しない
「～の方針」，「～治療を継続」など，前の記述を受けて
意味を補足するような表現は分割しても意味の増加が
ないと考え，(1)に該当しても分割しない方針とした．
（例：外来で抜糸を行う方針とした。）

( 7 ) 主に名詞句が列挙された際，意味ラベルが変化しな
いような記述は分割しない
意味的に同じような記述，つまり意味ラベルが変化し
ないような記述が列挙されている場合は，分割して個
別にする意義があまりないので，分割しない．具体的
には，検査の列挙や症状名の列挙などが該当する．し
かし，(1)の例のように，意味ラベルが異なるような
記述は分割する．
（例：発熱、盗汗、体重減少、喀痰、血痰は否定。）

( 8 ) 時間関係を表す記述は分割しない
時間の経過などの表現は前述の内容を受けて書かれる
ことが多い，または仮定の事象を表すことが多いので，
分割対象としない．
（例：抗菌薬開始後、発熱・腹痛は徐々に改善し）
（例：入院後、CMZで抗菌薬加療を開始し、）
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図 4: 意味ラベル構造

4. 記載内容の意味分類
4.1 意味ラベル
次に，上述したセグメントそれぞれについての意味分類
として定義した 10種類のラベルを説明する．
ラベルの外観を図 4に示す．

Description

過去の出来事を描写する記述．
診療録に出現する基本的な記述である．見たものをその

まま描写していて，患者の身体所見や，治療中の出来事の
記載，検査結果の羅列，検査結果の言い換え（高い，低い，
陽性，陰性など），患者の過去のエピソードも含まれる．
後述する Actionのような，なにかの行為を表すような

記述でも，受動態でなおかつ行動主が医療者である場合は
患者の経験と捉え，Descriptionラベルを付与する．
現病歴の記載内容は患者の過去のエピソードがほとんど

を占めるため，この過去の事実を描写する記述が多い．
（例：尿中肺炎球菌抗原陽性のみ出ている。）
Action

過去に何者かが行動したことを描写する記述．
「入院した」や「投与する」などが代表的な例である．行
動主が患者，患者以外の場合があり，「（行為）のようだっ
た」のような行動を出来事の描写として記述している，ま
たは「（行為）された」のような受動態の場合は行動主が患
者に限り，Actionラベルを付与する．行動主が患者以外の
場合は Descriptionとした．
（例：経過良好で退院した。）
Others

セグメント分割上出現した意味を持たないセグメント．
括弧で分割した場合などが含まれる．
（例：しかし「）
Result

基本的には事実の描写であるが，医療者の主観が入って
いると言えるもの．
たとえば，CT検査等の画像診断においては，基本的に

画像に示されている異常を所見としてそのまま記述するこ

とになる．しかしながら，その多くは定性的な表現を含む
ことから，血液検査のように定量的に結果が示される検査
と異なり，その評価に観察者の主観が入り込む余地がある．
そのため，後述する「事実度」の分類を行うのに際して，
事実度の高い客観的な記述と推論等の事実度の低い記述の
中間的なカテゴリを設ける必要があった．
また，検査結果の「高い」「低い」や「陰性」「陽性」など

は事実の描写と捉えられるが，数日にわたる数値の変化を
「改善」「悪化」と描写する際も，事実ではあるものの観察
者の主観が混入する余地がある．前医が下した診断結果に
関する記載なども，客観的な診断結果か否かの判定が難し
いためケースがありうる．そこで，そのような記述に対し
て Resultラベルを付与するルールを設けた．
（例：右下肺野に浸潤影あり、）
Undefinable

基本的には事実の描写であるが，将来への言及と受け取
れるもの．
「～退院．」や「～となった」などは表現だけでは将来へ
の言及か過去の事実の描写か判断できない．文脈を考慮す
れば判断できる例もあるが，アノテーターによって揺れる
ため Undefinableのラベルとする．事態性名詞の体言止め
が多く含まれる．
基本的には High，Lowのボーダーケースで，表現が省

略されたため将来に対する記述か判定できなくなったもの
が属する．
（例：として 4月 10日に入院。）
Evaluation

検査結果などに対して明らかに医療者の主観や推論が
入っている記述．
診療録の核となる記述で，しばしば臨床診断と合わせて

記されるため，後述する「Diag」とマルチラベル構造をと
る．頻出する例としては，検査結果が羅列された後にそこ
から得られる所見を述べたもので，検査結果から推論を経
て所見を生成したような流れで記述される．
（例：間質性肺炎の急性増悪と考えられたことから）
Diag

臨床診断を下している記述．
これも Evaluationと同じく診療録の核となる記述であ
り，Evaluationラベルとマルチラベル構造をとる．基本的
には臨床診断だけで分割されたようなセグメントである
が，セグメント分割の結果，所見と臨床診断を分割できな
い例がある．その場合は所見から推論を通じて臨床診断を
得たようなセグメント構造になる．
「呼吸困難」のように症状と疾患名のどちらも該当する
ものが存在する場合はボーダーケースと捉え，Resultのラ
ベルを付与している．
(例：臨床的に肺小細胞癌 EDと診断された。)
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Plan

明確に将来についての言及をしている記述．
「方針」「予定」などの明確に将来の予定について記述

しているセグメントが属する．主に入院経過記述の後半に
記載され，次回治療の予定や退院後の患者の所在の予定に
ついて書かれることが多い．医療従事者が読めば退院後
について書かれていると分かる記述も多いが，アノテー
ションの揺れを抑えるため表現だけでわからないものは
Undefinableラベルを付与することとしている．
（例：待期的 PCIの方針となった。）
Nonfact

伝聞表現や仮定などで書かれ，事実をもとにした記述で
ないものが含まれる．
Evaluation，Diag，Planのどれにも属さないが，言語表
現で明らかに事実でないことが分かるセグメントである．
（例：病理解剖を打診したかった症例ではあるが、）
Probable

言語表現で事実でない，主観が主であることがうかがえ
るような記述．
「疑い」や「思う」などが典型例で，後述の事実度Middle，

Lowに補足的に付加される．よって，Result，Undefinable，
Evaluation，Diag，Plan，Nonfactラベルとマルチラベル
構造を取る．Probableラベルが付与されたセグメントは後
述する事実度 Lowに分類される．
（例：当初は腎膿瘍または腎細胞癌を疑った。）

4.2 事実度
以上の 10種類のラベルを，記述の確からしさに応じて，

さらに 3段階の事実度に分類した．
High

Description，Action，Othersが属する．事実を見たまま
描写したものであることが明確，記述者の主観が入ってい
ないことが明確なセグメントである．診療録の記載の基本
を構成するセグメントであることが予想される．
Middle

Result，Undefinableが属する．Highにも Lowとも断定
できないセグメント．主にアノテーションの揺れを抑える
目的で設けられたラベルで，後の解析フェーズでのノイズ
を減少させる意図がある．
Low

Evaluation，Diag，Plan，Nonfact，Probableが属する．
明らかに事実の描写ではなったり，記述者の主観を中心に
置いた記述が該当する．
所見などが多く含まれ，事実に対しての推論や外部知識

の導入などが頻発しているセグメントであることが予想さ
れる．入院経過記述の核をなす記述である．

表 1: 対象診療録の統計情報
症例数 文数 文字/文 高頻度疾患（症例数）

誤嚥性肺炎 (10), 尿路感染症 (6),

108 1,748 35.58 気管支肺炎 (3), 急性心筋梗塞 (3),

虚血性腸炎 (3), 細菌性肺炎 (3)

5. 実験
前述の定義に従ってセグメントと意味ラベルについてア
ノテーションを行い，分類モデルを作成した．
実験で共通して用いたダミーカルテ [9]の統計量を表 1

に示す．ダミーカルテは医師によって架空の患者を想定し
て作成された．ダミーカルテは全 108症例で，自由記述部
分 1,748文で形成される．最も出現する疾患は誤嚥性肺炎
であり，全て内科で作成された文書である．自由記述部分
に当たる現病歴と入院経過記述は医療従事者の手によって
退院時サマリより抽出された．

5.1 セグメント分割
5.1.1 アノテーション
3章で述べたセグメントの定義に則り，文に対してセグ
メント境界のアノテーションを行った．まず著者 1名がア
ノテーションを行い，ラベル一致率確認のために追加で医
療従事者 1名の協力を得た．結果，アノテーション境界に
おける著者と医療従事者間の一致率は 0.82となった．ラ
ベルは高い一致率でアノテーションされており，客観的な
ラベルであることが確認された．また，総セグメント数は
3,816，1文あたりの平均セグメント数は 2.18，1文あたり
の平均セグメント境界数は 1.18であった．
自動分割モデルのためのデータセットは文をシャッフル

し，訓練：開発：テスト ＝ 1,548：100：100としたものを
使用した．
5.1.2 分割モデル
分割モデルのベースラインとして，読点のみで分割し

たモデル（Punct），読点および動詞*3で分割するモデル
（Punct&Verb）を用いる．また，セグメントの定義は文を
分割するという点において「節」に類似していると思われ
るため，節をルールベースで分割するモデル（CBAP [10]）
も採用した．このモデルは形態素情報を基にした 332個の
ルールで構成されている．
機械学習モデルとして，談話構造解析において談話ユ

ニットを分割するために開発された SEGBOT [11]を用い
た．このモデルは，分割対象の N 個のトークンを入力と
するシーケンスを U = (U0, U1, ..., UN )と定式化すると，
U0，U4，U7がセグメント開始トークンの場合は図 5のよう
*3 動詞を起点として，次に出現する非自立を除く名詞の前で分割す
る．
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図 5: RNN分割モデル [11]

表 2: セグメント分割の実験結果
モデル Precision Recall F1

Punct 0.521 0.187 0.275

Punct&Verb 0.569 0.610 0.589

CBAP [10] 0.280 0.136 0.183

SEGBOT [11] 0.864 0.829 0.846

に表せる．入力シーケンスはMeCab*4で形態素に分解し，
辞書として mecab-ipadic-NEologd [12]を用いた．形態素
をWikipediaとWebページで学習済みの FastText [13]に
よって 300次元のベクトルに変換した．また，SEGBOT

の訓練の際，埋め込み層は追加学習せずに固定した．
5.1.3 結果
実験結果を表 2に示す．RNNベースの SEGBOTが一

貫して高精度であり，次いで精度が良い読点と動詞で分割
したモデルより F1値が 0.26ポイントほど高い．この結果
より，セグメント分割でも RNNを用いることが有用であ
ることが示された．また，節分割モデルである CBAPが
F1値 0.183と低いことから節の定義と本研究におけるセグ
メントの定義は本質的に異なるということが示された．読
点で分割したモデルの Precisionが 0.5ほどしかないこと
から，本研究のセグメントは読点で必ず分割されるわけで
はなく，前後の文脈によって分割されうるか決定されてい
ることが示されている．
また，実験のテストセットにおけるエラーの例を表 3に
示す．表中には ⟨SEP⟩を用いてモデルが予測した境界，正
解の境界，それが意味分割において許容できるか否かを医
療従事者と共に判定した結果が記してある．結果，テスト
セット 100文に含まれる予測境界のうち，許容できないよ
*4 https://taku910.github.io/mecab

うな分割は 2箇所のみだった．この 2箇所以外は粒度が粗
くなったり，逆に細かくなったりするものの，セグメント
に対して何かしらの意味ラベルを付与できるような分割境
界になっていた．許容できない例の 1つである最上部の例
は疾患名をうまく捉えられていないことに起因したエラー
である．医療用語を補強するような辞書をMeCabに用い
て形態素に分解すればこのようなエラーは生じないと考え
られるため，今後の課題とした．最上部から 3段目の例は
細分化しすぎた例である．最下部の例は前処理で分割すべ
空白を除去している影響で境界を予測できなかった例であ
る．今回のエラーで最も多かったのがこの空白の除去で分
割できなかった例であった．そのため，空白を 1つのトー
クンとして処理し，SEGBOTを再訓練する追加実験を行っ
た．結果は F1値が 0.688と空白を考慮しないモデルに比
べて 0.16ほど低下した．理由として日付や検査名と値の
間に空白が入れられることが多く（表 3中の 1/4，Hbと
8.2），それらがノイズとなっていることが考えられる．

5.2 意味ラベル付与
5.2.1 アノテーション
セグメント分割と同じように 4章の定義に則り，セグメ

ントに意味ラベルを付与した．アノテーションは医療従事
者 2 名により行った．アノテーションされたラベルの分
布を表 4 に示す．ラベルは過去に起きた事象の描写を表
す Descriptionが一番多く，次に Actionであった．いずれ
も過去の事実に関する記録であり，診療録の本来の目的か
らも妥当であると考えられる．また，Descriptionよりも
Actionが少ないことから，診療録に何者かの行動に関する
記述よりも既成事実の記載が 2倍ほど存在することが示唆
される．
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表 3: セグメント分割のエラー
予測境界 正解境界 判定
2014 年 4 月に発症した間 ⟨SEP⟩ 質性肺炎のため ⟨SEP⟩ 2014 年 4 月に発症した間質性肺炎のため ⟨SEP⟩ ×

痙攣に関与するよう ⟨SEP⟩ な部位でも大きさでもなかった。 痙攣に関与するような部位でも大きさでもなかった。 ×

先行する感冒の ⟨SEP⟩ 病歴と ⟨SEP⟩ 肉眼的血尿に伴って ⟨SEP⟩ 先行する感冒の病歴と肉眼的血尿に伴って ⟨SEP⟩ ○

1/4Hb8.2EGD：胃潰瘍 (A1stage：体上部後壁) 1/4Hb8.2⟨SEP⟩EGD：胃潰瘍 (A1stage：体上部後壁) ○

表 4: ラベルの分布
事実度 意味ラベル 数 (%)

Description 1,465(37%)

High Action 798(20%) 2,328(61%)

Others 65(2%)

Middle
Result 306(8%)

642(17%)
Undefinable 341(9%)

Evaluation 278(7%)

Diag 255(6%)

Low Plan 265(7%) 846(22%)

Nonfact 82(2%)

Probable 134(3%)

図 6: 意味ラベル付与モデル

事実度低の中では Evaluation，Diag，Planがほとんど
同じ数であり，Nonfactや Probableは相対的に少なかっ
た．これは，診療録中に所見や検査結果に対する評価や臨
床診断，将来の治療予定に関する記述が等しい量含まれて
いることを示唆するものである．
ラベル付与モデルに用いるデータセットとしてセグメン

トをシャッフルし，訓練：開発：テスト ＝ 3,616：100：100

を用いる．
5.2.2 分類モデル
分類モデルとして診療録で事前学習された BERT [14]で
ある，UTH-BERT [15]に分類層を追加したものを使用し
た．モデルの概要を図 6に示す．UTH-BERTは BERTに
おける BERTBASE と同サイズである．UTH-BERTの学
習設定に従い，セグメントの単語分割にはMeCabを用い
て，追加の単語辞書として mecab-ipadic-NEologd [12]と
J-MeDic [16] (MANBYO 201905)を用いた．

また，BERTを意味ラベルで追加学習した．セグメント
を BERTへの入力とし，意味ラベルの分類層に入力するベ
クトルとして BERTの入力トークンにおける [CLS]に相
当する最終隠れ層を用いて行った．
意味ラベルは 4章で述べたとおり，Probableが，Lowラ

ベル，Middleラベルへのマルチラベルになる構造になって
おり，全ての意味ラベルについて上位階層に事実度のラベ
ルが存在する．そのため，ラベル付与タスクを次のように
3つに分割した．(1) Probable以外の 9ラベルを対象にし
た 9値分類（意味ラベル分類）．(2) Probableに該当する
かどうかの 2値分類（Probableラベル分類）．(3) 事実度
を対象にした 3値分類（事実度分類）．
意味ラベル分類については図 6の構造を用い，Diagと

Evaluation が同時に付与されている例については診断に
ついてのラベルである Diagが主な内容であると判断し，
Diagに統合した．タスクはラベルを y ∈ {Description, Ac-

tion, Others, Result, Undefinable, Evaluation, Diag, Plan,

Nonfact}とし，入力セグメントを xとしたときに，セグ
メントがラベルに属する確率 Plabel(y|x)を求めるものであ
る．これらは以下のように表される．

Plabel(y|x) = softmax(Wh[CLS ]) (1)

ŷ = arg max
y

Plabel(y|x) (2)

W ∈ Rc×d は分類層のパラメータであり，cは分類ラベルの
候補数，dはUTH-BERT最終層の次元数である．Probable

ラベル分類についてはラベルを y ∈ {positive, negative}の
2値分類に変更したものである．事実度分類についてはラ
ベルを y ∈ {High, Middle, Low}に変更したものである．
5.2.3 結果
各タスクの結果を表 5に示す．なお，平均 F1値は各ラ

ベルの F1値の加重平均である．加重平均 Faveはラベル集
合を y，ラベルに属する例の個数を N，ラベル内の F1値
を S とすると以下のように表せる．

Fave =

∑
S,N∈y SN∑
N∈y N

(3)

意味ラベル分類については，Descriptionが高い精度を示
した．しかし，平均 F1値が 0.66と全体的に物足りない精
度であり，今後さらなる精度の向上が必要であると考えら
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表 5: 意味ラベル付与の実験結果
意味ラベル分類

ラベル Precision Recall F1

Description 0.76 0.81 0.78

Action 0.61 0.58 0.59

Others 0.00 0.00 0.00

Result 0.75 0.33 0.46

Undefinable 0.75 0.60 0.67

Evaluation 0.62 0.62 0.62

Diag 0.33 0.67 0.44

Plan 0.56 1.00 0.71

Nonfact 0.00 0.00 0.00

平均 0.66

Probable ラベル分類
Probable Precision Recall F1

Positive 0.67 0.67 0.67

Negative 0.99 0.99 0.99

平均 0.98

事実度分類
事実度 Precision Recall F1

High 0.80 0.74 0.77

Middle 0.33 0.56 0.42

Low 0.74 0.70 0.72

平均 0.72

れる．Resultの高い Precisionに関しては，Resultに属す
るセグメントに画像に対しての評価を与える記述が多いこ
とが起因しており，画像所見に対する表現をうまく学習で
きていることがうかがえる．また，Planの高い Recallは
「方針」や「予定」など特定のキーワードに対して強く学習
していることが影響していると考えられる．
Probableラベル分類については Negativeについて高い
精度で分類できており，Positiveについては精度が低い．
しかし，Probableラベルは Negative：Positive = 3,683：
134の不均衡ラベルのため，これ以上の Positiveの精度改
善については学習方法を変更するなどの工夫が必要であ
る．また，表 6に示すように可能性表現の否定をうまく捉
えられないなどの傾向が伺えた．
事実度分類はHighと Lowの精度が概ね高く，Middleが
低い．しかしながら，Middleは混乱を避けるために設けた
ラベルでもあるので，解析の際は Highと Lowのみを考慮
することが可能である．そのため今回のラベル付与タスク
の中では最も良い結果であると言える．

6. まとめと展望
本研究ではより細かい診療録分析のため，文をさらに分

割するようなセグメントの付与とそのセグメントの意味
を表すようなラベルを付与し，ラベルを自動で分類するよ
うなモデルを構築した．実験の結果，セグメント分割のア
ノテーションは十分な一致率であり，自動分割において
RNN で良い精度を達成した．意味ラベル付与について，
UTH-BERTを用いた分類を行った．事実度分類について
は良い精度を達成したが，他のタスクについてはラベルに
よっては F1値 0.5を下回ったりと，精度向上の余地を残す
結果となった．また，診療録中に出現する記述について，
既成事実の描写が最も多く，何者かの行動についての記述
が次いで多いことがわかった．診療録は事実を中心に，そ
の事実から推論などを通じて診断や治療方針が記述される
ことが示唆される結果となった．
今後の展望として，実際の医療文書を用いた分析を予定

している．今回の小規模ダミーカルテを用いて示唆された
記述分布が実際のより大規模診療録でどのようになって
いるのかを確認したい．また，書かれた機関や医師などに
よって記述分布が変わると思われるので，加えて解析し
たい．
より大きな診療録データセット分析のために，分類モデ

ルの精度向上も今後の展望として挙げられる．今回の意味
ラベル分類精度ではエラー量が多く，分析に影響が出るこ
とが予想されるので，モデルの改善を通して精度向上を図
りたい．一つの例に複数のラベルが付与されるので，マル
チタスク学習や文脈を考慮した学習などを考えている．ま
た，セグメント分割モデルでは，疾患名を認識できないこ
とによるエラーが見られたため，医療用語を考慮したモデ
ルの学習が有効であると思われる．加えて，精度低下の原
因の一つに，日本語の医療用語を含んだコーパスで事前学
習済みの単語ベクトルについて，公開されているものが存
在しなかったために単語ベクトルの質がよくないことも考
えられる．この点については UTH-BERTを用いた手法を
考えたい．
また，実際にパイプライン処理としてセグメント分割を

行った後に意味ラベル付与を行った際は現在の意味ラベル
精度がさらに低下することが予想されるので，合わせて実
験を行いたい．
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