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BERT による
Sequence-to-Sequence 音声認識への知識蒸留

二見 颯1,a) 稲熊 寛文1 上乃 聖1 三村 正人1 坂井 信輔1 河原 達也1

概要：近年，音声認識において Sequence-to-Sequence (Seq2Seq) モデルが注目されている．Seq2Seq 音声
認識モデルは音声とテキストのペアデータから学習されるため，テキストデータを追加利用することが課
題となっている．また，Seq2Seq モデルではある単語を予測するためにそれ以前の文脈が用いられ，以後
の文脈を用いることができない．そこで，本研究では BERT をある単語の以前だけでなく以後の文脈を
用いて予測を行う言語モデルとして Seq2Seq 音声認識へ適用する．適用法として BERT を教師モデル，
Seq2Seq 音声認識モデルを生徒モデルとした知識蒸留法を提案する．ここで，BERT の入力として複数発
話にまたがるコンテキストを利用する． 主に日本語話し言葉コーパス (CSJ) 上の評価実験によって， 提
案法による認識精度の大きな改善を確認した．さらに，従来の言語モデル適用法であるリスコアリングや
Shallow Fusion と比較し，提案法は推論速度，認識精度ともに上回ることを確認した．

1. はじめに
近年，音響特徴列を単語列への写像を直接学習する End-

to-End 音声認識が注目されている．End-to-End 音声認識
の実現方法として，Connectionist Temporal Classification

(CTC) [1]，RNN-Transducer [2]， Sequence-to-Sequence

(Seq2Seq) モデル [3], [4], [5] を挙げることができる．本研
究では，特に Seq2Seq モデルについて扱う．
Seq2Seq 音声認識では，学習に音声とテキストのペア

データが必要である．ただし，ペアデータの大規模な構築
は容易ではないため，より入手が容易なテキストデータ
を追加利用できることが望ましい．そこで，テキストで学
習された外部言語モデルを Seq2Seq モデルへ適用する方
法がいくつか検討されている．リスコアリングでは，音声
認識結果として得られた N -best 仮説を言語モデルで再評
価し，最もスコアの高い仮説を認識結果として選択する．
Shallow Fusion [6] や Cold Fusion [7] では，音声認識モデ
ルのデコーダと外部言語モデルを組み合わせてデコードす
る．Shallow Fusion では推論時，Cold Fusion では学習時
および推論時に言語モデルを用いる．最近では，知識蒸留
法 (Knowledge Distillation) [8] に基づく言語モデルの適用
法が提案されている [9]．教師モデルである言語モデルの
予測をソフトラベルとして，Seq2Seq 音声認識モデルの学
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習に用いる．以上に挙げた外部言語モデル適用法では，従
来 n-gram や RNN 言語モデル，Transformer [10] 言語モ
デルが利用される．これらはある単語を予測するためにそ
れ以前の単語列に基づく単方向の推論を行うため，本研究
では「単方向」言語モデルとよぶこととする．
これらに対して，本研究では BERT [11] を言語モデル

として Seq2Seq 音声認識へ適用することを考える．BERT

はマスクした単語を前後の単語列から予測する Masked

Language Model (MLM) を事前学習として行うため，双
方向の推論が実現できる．Seq2Seq モデルは単方向の推論
を行い，単語予測において以後に現れる単語列の情報を利
用できないが，BERT を言語モデルとして用いることで以
後の文脈の利用が期待できる．BERT によるリスコアリン
グは既に提案されている [12], [13] が，認識結果は単方向
の推論によって得られた N -best 仮説に限られ，また推論
速度の面で問題がある．Shallow Fusion や Cold Fusion で
は，推論時，デコード途中には以後の文脈はまだデコード
されていないため利用できず BERT の適用は困難である．
そこで，本研究では知識蒸留法による BERT の適用を考
える．教師モデルである BERT は，以前の文脈だけでな
く以後の文脈に基づいたソフトラベルを生成することがで
き，Seq2Seq モデルの学習に用いることができる．この方
法では，BERT は学習時のみ用いられ，推論時は不要であ
る．さらに本研究では，BERT によるソフトラベル生成の
際に，発話内の文脈だけでなく発話を超えて続く文脈を利
用することを提案する．
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2. 関連研究
2.1 Sequence-to-Sequence 音声認識
Seq2Seq モデルは，エンコーダとデコーダの 2 つの

ネットワークから構成される．エンコーダは音響特徴列
X = (x1, ...,xT ) を特徴列 H = (h1, ...,hT ) へ変換する．
デコーダは各ステップごとにエンコーダの特徴列と以前
に出力した単語列に基づいて次の単語を予測し，単語列
y = (y1, ..., yN ) を得る．エンコーダとデコーダは RNN

[3], [4] あるいは Transformer [5] により実装される．
Seq2Seq モデルにおいて，i 番目にある語 v を予測する

確率は，

P
(i,v)
ASR = p(v |X,y<i) (1)

と表せる．y<i は yi の以前の文脈 (y1, ..., yi−1) を表す．
学習時には，以下に表す損失関数を最小化する．

LASR = −
N∑
i=1

V∑
v=1

δ(v, yi) logP
(i,v)
ASR (2)

δ(v, yi) は v = yi のとき 1, v ̸= yi のとき 0 の値をとる．

2.2 BERT

BERT [11] は，複数層の Transformer モデルによって
構成される．BERT は大規模なラベルなしテキストを用い
た事前学習法として提案され，少数のラベルありテキスト
による fine-tuning によって，自然言語処理 (NLP) のさま
ざまなタスクで効果を示した．BERT 以前の事前学習法
として OpenAI GPT [14] や ELMo [15] が挙げられるが，
OpenAI GPT は単方向，ELMo は双方向だが left-to-right

と right-to-left の RNN 言語モデルが最終層のみで「浅く」
結合された構造である．一方 BERT では，Transformer に
より双方向の推論が 1 層目から「深く」結合されている．
BERTは事前学習タスクとしてMasked Language Model

(MLM) と Next Sentence Prediction (NSP) が行われる．
MLM では，入力単語の一部をランダムに [MASK] トーク
ンに置換し，前後の文脈から元の単語を予測する学習を行
う．本研究では，BERT を前後の文脈を用いて単語予測を
行う言語モデルとして用いることを目的とするため，MLM

のみを行い，NSP および fine-tuning は行わない．

2.3 知識蒸留法
知識蒸留法 (Knowledge Distillation) [8] は Teacher-

Student 学習ともよばれ，生徒 (student) モデルの出力
分布を教師 (teacher) モデルの出力分布へ近似するよう学
習させる．この方法は，主に大規模なパラメータを持つ教
師モデルを小規模なパラメータを持つ同種の生徒モデルで
近似するモデルの圧縮を目的として用いられる [16], [17]．
一方，モデルの圧縮だけでなく教師モデルで学習された

知識を別種の生徒モデルに転移することも行われる．特に
[9] では，知識蒸留法によってテキストで学習された単方
向言語モデルを Seq2Seq 音声認識へ適用した．また，こ
れに続く研究として，Causal clOze completeR (COR) を
Seq2Seq 音声認識へ適用することが提案された [18]．COR

は left-to-right と right-to-left の Transformer モデルを最
終層のみで結合した構造 [19] で，単語予測に前後の文脈
を利用できる．しかし，COR は ELMo [15] 同様「浅い」
双方向の結合である．本研究では「深い」結合であり，簡
潔な構造である BERT を用いる．さらに本研究では，よ
り良い教師分布を与えるため複数発話にまたがるコンテキ
ストを利用する．機械翻訳の分野では，BERT にソース言
語の文とターゲット言語の文を与えて得た教師分布による
Seq2Seq モデルへの知識蒸留が提案されている [20]．

3. 提案手法
本研究では，BERT を教師モデル，SeqSeq 音声認識モ

デルを生徒モデルとした知識蒸留法を提案する．BERT の
生成したソフトラベルにより，Seq2Seq モデルはより文法
的あるいは意味的に尤もらしい認識結果を出力するよう学
習される．
X をある発話の音響特徴列，y を X に対応する現発

話の単語列とする．本研究では，BERT において複数発話
にまたがるコンテキスト，つまり前後の発話を利用する．
y(L) = (y

(L)
1 , ..., y

(L)
L ) を現発話以前の発話に含まれる単語

列，y(R) = (y
(R)
1 , ..., y

(R)
R ) を現発話以後の発話に含まれる

単語列とする．それぞれの長さ L，R は，現発話の長さ N

と合わせて一定 (例: L+ R +N = 256) かつ L = R とな
るよう決定する．
発話内に限らず，複数発話にまたがるコンテキストを利

用する利点として 2 つ挙げることができる．第一に，教
師分布をより正確にできることが挙げられる．特に短い発
話では，発話内の文脈から単語を予測することが困難にな
る．発話外のコンテキストを追加することで，発話の長さ
によらずより正確な教師分布を Seq2Seq モデルの学習に用
いることができる．第二に，BERT の学習時と推論時の入
力系列長の不一致を解決できることが挙げられる．BERT

の学習時は，一定の系列長 (例: 256) の入力を用いる [21]

が，発話の長さはさまざまである．前後の発話に含まれる
単語を追加することで，学習時と同じ系列長の入力によっ
て BERT の推論を行うことができる．
BERT において，i 番目にある語 v を予測する確率は以

下に表される．

P
(i,v)
BERT = p(v | [y(L);y\i;y

(R)]) =
exp (zv/T )∑V
j=1 exp (zj/T )

(3)

zj は BERTの出力，T は分布を調整するハイパーパラメー
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図 1 提案法の概要．P
(2)
BERT は，[MASK] に置換した y2 (この例では「横軸」) を現発話外を

含めた前後の文脈から予測することで得る．Seq2Seq モデルの学習では正解ラベルだけ
でなく，このソフトラベルも用いられる．

タである．y\i は y の i 番目の単語を [MASK] に置換し
た (y1, ..., yi−1,[MASK], yi+1, ..., yN ) を表す．y\i は y(L)，
y(R) と結合され，BERT へ入力される．
P

(i)
ASR，P

(i)
BERT はそれぞれ Seq2Seq モデルと BERT に

よる i 番目の予測分布を表す．知識蒸留法では，図 1 に示
すように，各 i に対して P

(i)
ASR と P

(i)
BERT の KL ダイバー

ジェンスを最小化する．

KL(P
(i)
BERT ||P

(i)
ASR) = −

V∑
v=1

P
(i,v)
BERT log

P
(i,v)
ASR

P
(i,v)
BERT

(4)

P
(i,v)
BERT は固定されることから，KL ダイバージェンスに

よる損失関数は，

LKD = −
N∑
i=1

V∑
v=1

P
(i,v)
BERT logP

(i,v)
ASR (5)

と表される．
提案法では，Seq2Seq モデルの学習時に LASR と LKD

を組み合わせた損失関数を用いる．

L = (1− α)LASR + αLKD (0 ≤ α ≤ 1) (6)

これは正解 (ハード) ラベルの one-hot 表現 δ(v, yi) と
ソフトラベル P

(i,v)
BERT を用いて，以下のように表される．

L = −
N∑
i=1

V∑
v=1

((1− α)δ(v, yi) + αP
(i,v)
BERT ) logP

(i,v)
ASR

(7)

P
(i)
BERT は，学習データに関して事前計算できる．そこ

で，メモリ効率のため 上位 K 語の確率分布のみ利用する
top-K distillation [22] を適用する．本研究では K = 8 と
設定した．BERT は推論に時間を要するが，事前計算によ
り Seq2Seq モデルの学習時に BERT の推論を行う必要が

なく，また Seq2Seq モデルの推論時にも BERT を必要と
しない．

4. 評価実験
4.1 実験設定
本研究では日本語のデータセットとして，「日本語話し言

葉コーパス」(CSJ) [23]および「日本語書き言葉均衡コーパ
ス」 (BCCWJ) [24] を用いた．CSJ は学会講演を収録した
CSJ-APS (約 240 時間) と模擬講演を収録した CSJ-SPS

(約 280 時間) のサブコーパスで構成される．CSJ-APS は
音声認識の学習，BCCWJ (約 77M単語)は，CSJ-APS (約
3.9M 単語)，CSJ-SPS (約 4.1M 単語) とともに言語モデル
の学習に用いた．評価セットは CSJ-eval1 とした．音声認
識と言語モデルで語彙を共有し，Byte Pair Encoding [25]

による語彙サイズ 7520 のサブワード単位を用いた．また，
英語のデータセットとして TED-LIUM2 コーパス [26] お
よび Europarl (v7) コーパス [27] を用いた．TED-LIUM2

(約 210 時間) は音声認識の学習，Europarl (約 106M 単
語) は TED-LIUM2 (約 3.5M 単語) とともに言語モデル
の学習に用いた．語彙サイズは 1062 とした．
Seq2Seq音声認識モデルは層数 L=5，隠れ状態数 H=320

の双方向 LSTM によるエンコーダ，L=1，H=320 の単方
向 LSTM によるデコーダから構成した．モデルは学習率
1e-3 の Adam [28] アルゴリズムにより最適化した．正則
化手法として，ハードラベル，ソフトラベルともに p = 0.1

の label smoothing [29] を適用した．特にソフトラベルに
関しては，top-K (K = 8) 以外の単語へ p = 0.1 を割り
当てた．また，データ拡張手法として SpecAugment [30]，
TED-LIUM2 では speed perturbation [31] も用いた．推
論時には，ビーム幅 5 のビームサーチを行った．
言語モデルは，BERT と単方向言語モデルを L=6，
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表 1 CSJ-APS における知識蒸留法による言語モデル適用の効果．
α は式 (7) に示されるソフトラベルの重み，LM-Acc は学習
データに対するソフトラベルにおいて最尤の単語が正解単語
と一致する確率を表す．

言語モデル コンテキスト WER(%) α LM-Acc(%)

なし - 10.31 0 -

uniLM 発話内 9.88 0.05 45.1

uniLM 256 10.01 0.1 55.1

BERT 発話内 9.53 0.2 64.6

BERT 256 9.19 0.3 77.2

H=512，ヘッド数 A=8 の Transformer から構成し，同
じデータで学習した．また，学習時の入力系列長は 256 と
し，BERT の学習では入力の 8 % を [MASK] に置換した．
モデルは Adam アルゴリズムにより最適化し，学習率は
はじめ 10% は 1e-4 まで増加させ (warmup)，その後線形
に減少させた．

4.2 結果
表 1 に CSJ-APS における，知識蒸留法による言語モデ

ル適用の効果を示す．ここで言語モデルは単方向の Trans-

former 言語モデル (uniLM) と BERT，さらにそれぞれソ
フトラベル生成に発話外のコンテキストを利用するかどう
かを比較した．表 1 中の「発話内」については発話内の
文脈のみ，「256」については， uniLM では以前の発話，
BERT は前後の発話に含まれる単語を 256 単語になるま
で結合し uniLM，BERT の入力としたことを表す．表 1

の通り，知識蒸留法を用いた音声認識によって単語誤り率
(WER) の改善が見られたが，言語モデルとして uniLM よ
り前後の文脈を利用できる BERT を用いた場合の改善が
大きい．さらに，BERT では発話外のコンテキストを利用
する効果が見られ，提案法では言語モデルなしのベースラ
インから相対的に 10.9% の WER の改善がみられた．表
1 中の LM-Acc は学習データに対する言語モデルの予測に
おいて，最尤の単語が正解単語と一致する確率，すなわち
ソフトラベルの正確さを表す．単語予測に以前の文脈に加
えて以後の文脈，さらに発話を超えて続く文脈を利用する
ことで，LM-Acc に示すようにソフトラベルをより正確に
することができた．式 (7) のソフトラベルの重み α は開
発セットの WER が最小になるものを選択したが，正確な
ソフトラベルにより α を大きくすることができた．
表 2 に，発話外のコンテキストを利用する効果について

詳細に分析する．CSJ-APS の発話の長さは平均約 24 単
語，最小のもので 1 単語，最大のもので 118 単語であっ
た．BERT の学習時，蒸留つまりソフトラベルの推論時に
どれだけコンテキストを利用するか変化させ，CSJ-APS

における音声認識の WER を比較した．まず，BERT は
学習時により長いコンテキストを見て単語間の関係を学習
することが重要であった．また，蒸留時は学習時と一致す

表 2 BERT の学習，蒸留 (推論) 時の単語予測におけるコンテキス
ト利用の比較．

コンテキスト
BERT 学習時 蒸留時 WER(%)

64 発話内 9.91

64 64 9.69

128 発話内 9.62

128 128 9.40

256 発話内 9.53

256 64 9.28

256 128 9.28

256 256 9.19

表 3 CSJ-APS における従来の言語モデル適用法との比較．PPL

は認識結果の uniLM，BERT によるパープレキシティを表す．

PPL

WER(%) uniLM BERT

ベースライン (LM なし) 10.31 35.7 7.9

+ リスコアリング (uniLM) 9.66 30.6 6.5

+ Shallow Fusion (uniLM) 9.79 32.0 6.8

+ リスコアリング (BERT) 9.61 31.2 6.2

+ 提案法 9.19 32.4 6.7

る系列長になるまでコンテキストを利用する場合が最適で
あった．
表 3 に提案法を従来の言語モデル適用法であるリスコ

アリング，Shallow Fusion と比較する．リスコアリングは
音声認識の 50-best 仮説に対して uniLM，BERT を用い，
Shallow Fusion はビーム幅 5 で uniLM を用いた．表 3 の
通り，提案法による WER の改善は従来の言語モデル適用
法を上回るものであった．さらに，提案法は推論時に言語
モデルが不要であり，他の適用法と比較し高速に推論でき
る．それぞれの認識結果について uniLM，BERT による
パープレキシティ (PPL) を比較した．特に，BERT によ
る PPL は仮説 w = (w1, ..., wN ) に対して以下に定義する
[32] ．

PPL(w) := exp (− 1

N

N∑
i=1

log p(wi|w\i)) (8)

提案法により，ベースラインと比較して PPL の改善が
見られたが，提案法では学習時に言語モデルの知識を蒸留
するため，推論時に直接適用するリスコアリングおよび
Shallow Fusion ほどの PPL の改善は見られなかった．
図 2 に，ベースラインと提案した知識蒸留法を適用した

場合の学習経過を示す．提案法は特に学習初期 (図左) に
おいて効果を示し，その後も提案法はベースラインを下回
る WER で推移することがわかった．
表 4 に英語コーパス TED-LIUM2 において提案法を適

用した効果を示す．提案法により，TED-LIUM2 において
もベースラインから相対的に 11.8% の WER の改善が見
られた．
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図 2 提案法による Seq2Seq 音声認識モデルの学習経過．各 epoch

ごとの WER を表す．

表 4 TED-LIUM2 コーパスにおける提案法の効果．

WER(%) α LM-Acc(%)

ベースライン 11.23 0 -

+提案法 9.90 0.3 82.0

5. おわりに
BERT はテキストデータから学習され，Seq2Seq モデ

ルが利用できない前後の文脈を用いて単語を予測するこ
とができる．本研究では，BERT を教師モデル，Seq2Seq

音声認識モデルを生徒モデルとした知識蒸留法によって，
BERT を言語モデルとして音声認識へ適用することを提案
した．ここで，発話を超えて続く文脈に基づく教師分布を
利用した．評価実験により，単方向言語モデルや従来の言
語モデル適用法に対する提案法の有効性を示すことができ
た．今後の研究として，言語モデルとして XLNet [33] や
ELECTRA [34] の音声認識への適用や， BERT の CTC

[1] や RNN-Transducer [2] への適用を考えている．
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