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AMR複文構文パターン辞書作成
および意味的曖昧性解消実験

山元 勇輝1,a) 松本 裕治2,b) 渡辺 太郎1,c)

概要：英語の複文を対象に Abstract Meaning Representation (AMR)と対応した構文パターン辞書を人手
で作成し, 対象となる文を構文パターンと照合することで, 対応する AMRのフレームを出力するシステム
を実装した. また, 一部の構文が複数の AMR構造と対応する意味的曖昧性を解消するため, AMRコーパ
スとWikipediaコーパスを利用して分類器を学習し, 評価実験を実施した. 本稿では, 追加検証とともにそ
の結果と分析について報告する.

Complex Sentence Pattern Lexicon for AMR
and Experiments on Semantic Ambiguity Resolution

1. はじめに
Abstract Meaning Representation (AMR) Parsing [1]に

おける課題の一つとして, 複文構文の解析があげられる. 複
文とは主節と一つ以上の従属節からなる文の分類であり,

単文や重文に比べ, 自然言語には数多くの種類が存在する.

AMRでは一つの動詞の意味を表すために PropBank [2]の
述語項フレームを利用している [3]. 一方, 主節と従属節
の動詞間の意味関係については整理されていない. 例外的
に, 最新の AMRコーパスでは Bonialら [4]に従い, 構文
文法論的アプローチを取り入れているため the X-er, the

Y-erのような比較構文の一部については図 1のような構
文フレームを導入している. しかし, 複文構文の観点から
するとカバレッジが十分であるとはいえない.

複文構文の解析に取り組む上で我々が効果的であると
考えるアプローチとして, まず文内に存在するパターンを
特定し, 主節と従属節の動詞間の関係を表す情報 (以降,

“relational AMR”)を Parserに与えるということが考えら
れる. 本研究では, その第一段階として, 英語の複文構文の
パターンとそれに対応する relational AMRを含んだ辞書
を作成し, パターン照合器も用意する. 特に AMRの枠組
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図 1 the X-er, the Y-er に対応する構文フレーム

みにおいて, 我々の知る限り複文を対象とした網羅的な言
語資源を作成する試みはなされていない.

パターンの中には, 複文構文に対応する relational AMR

が意味的曖昧性を持つものも存在する. このような例につ
いてはパターン照合後に意味的曖昧性の解消を行う必要が
あるため, 本研究では次の段階として多クラス分類器の学
習を行う. しかし, 最新の AMRコーパスでもデータ数は
59.2Kであり, 該当の意味ラベルを持つ用例のみ利用する
ことを考慮すると, 本タスクの学習データとして利用する
には規模が小さい. そこで, 大規模データから学習データ
を獲得し, 分類器の性能を向上させることを目指す. また,

いくつかの追加検証を実施し, 大規模データをより効果的
に利用する方法を模索する.
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図 2 AMR 複文構文辞書を用いたパターン照合

図 3 V1 since V2 のパターンおよび対応する relational AMR

2. AMR複文構文辞書の作成
AMR複文構文辞書に登録するパターンはUniversal Dep-

ndencies (UD)形式の依存構造を基礎構造として利用する.

ただし,依存構造だけでは目的外の文も照合する可能性があ
るため, 必要に応じて木構造のノードに POSタグ, lemma

あるいは正規表現を, エッジには依存構造ラベルを利用し,

語彙的情報と構文的情報を併せ持つパターンとして記述
する. なお, 本研究ではパターン照合器として, spaCyの
Dependency Matching ツールを利用する. このツールは
UD形式の木構造に対して照合を行うため, 対象の文につ
いては Stanzaの依存構造解析器を利用する.

3. 構文の意味的曖昧性
複文構文の中には同じ構文であるにもかかわらず意味的

に異なる複数の用法を持つものが存在する [5]. 例えば, 図
3で表した V1 since V2という構文は以下の 2通りの用法
がある. (V1, V2 はそれぞれ主節, 従属節の主動詞を指す.)

(1) a. She was in bed since she had a cold. (因果)

b. He had lived here since he was five. (時間)

V1 when V2 は, 条件と時間の用法を持つ.

(2) a. She was in bed when she had a cold. (条件)

b. He had lived here when he was five. (時間)

分詞構文 V2-ing, V1 は以下の 4用法の曖昧性を持つ.

(3) a. Not speaking the local language, he tried to com-

municate with sign language. (因果)

b. Seeing that first flying machine, no one could

have dreamed of today’s airplanes. (条件)

c. Intending to diet, she still eats cake after every

meal. (譲歩)

d. Having tried to ring him ten times that day, I

gave up and wrote him a mail. (時間)

このように, 辞書内に存在する複文構文で複数の用法を
持つものは, 因果, 条件, 譲歩, 時間のうちいずれかの用法
の組み合わせをもつことが辞書作成の過程でわかっている.

意味的曖昧性を辞書に記述する方法としては, 一つの構文
パターンに対して一つの relational AMR内に OR演算子
|を用いて候補を記述しておくことで, 辞書の登録数が不必
要に大きくなることを防ぐことができる. 一方で, パターン
照合後, 複数の用法の候補から一つを決定する必要がある
ため, 本研究では上述の 4用法について分類器を学習する.

4. 実験
本実験では, 意味的曖昧性をもつ構文にも正解の意味ラ

ベルが記述されている AMRコーパス内の文のみで学習し
た場合と比較して, ラベル付けされていない大規模データ
の利用が効果的であるのかを検証する.

4.1 文ペア分類タスク
本実験では事前学習モデルである BERTに文ペア分類タ
スクで Fine-Tuningを行う. その際, 因果, 条件, 譲歩, 時
間の用法にそれぞれ CAUSE, COND, CONC, TIMEとい
うクラスを割り当て, 4クラス設定の文ペア分類を目標とす
る. 文ペア分類では連続した 2文を入力として, その文間
の関係を表すクラスを出力する. このような入力が可能で
あるのは, BERTが事前学習の段階において, 入力された 2

文が連続しているか否かを解く Next Sentence Prediction

のタスクで学習されているからである. 我々は連続した文
ペアではなく, 従属節からなる文と主節からなる文のペア
を利用する.

4.2 データセットの作成
学習とテストに利用するデータを作成するため, AMR

コーパスとWikipediaコーパスを利用する. 前者の最新版
である AMR Release 3.0は合計 59,255の文と AMRグラ
フのペアを含んだコーパスであり, すべて人手でアノテー
トされたものである. 後者は約 20億単語を含んだ大規模
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表 1 AMR コーパスから獲得した Gold データの内訳
従属接続詞 Total

CAUSE because, since 544

COND if, unless 1,154

CONC though, although, even if 107

TIME once, when, while, as 1,122

表 2 Wikipedia コーパスから獲得した Silver データの内訳
従属接続詞 Total

CAUSE because 27,264

COND if, unless 36,595

CONC though, although, even if 53,721

TIME once, whenever 23,483

コーパスである.

まず, これらのコーパスから上述の 4用法のうちいずれ
かをもつ複文を発見する必要がある. そのため, Stanzaの
依存構造解析器をコーパス内の文に利用し, いくつかの従
属接続詞を選択して V1 従属接続詞 V2の構造でパターン
照合する. これにより, 例えば V1 because V2 と照合し
た文には CAUSEのクラスを割り当てることができる. こ
こで, AMRコーパスについては文と AMRグラフのアラ
インメントを参考にできるので, 曖昧性のある従属接続詞
をもつ用例も獲得できる. 例えば, V1 since V2 の構造を
持ちつつ, AMRグラフの対応部分に:causeの意味ラベル
を持つものは CAUSEクラスの用例として利用する. 一方,

Wikipediaコーパスについては正解が不明のため, 意味的
曖昧性をもつ従属接続詞を含む文は対象外とする.

次に, 発見した依存構造木を主節と従属節で分割された
文ペアの形式に変換する. 依存構造木のなかで, V1 および
V2 が子に持つ要素を探索する. ここで, V2 以下の要素は
従属節に当たる部分であり, V1以下の要素から従属節の要
素を除外すれば主節が得られる. 最後に ID順に線形化す
ることで主節あるいは従属節からなる文を得ることができ
る. なお, 従属節に関しては文の形式にするために先頭の
従属接続詞を除外する.

以降, AMRコーパスとWikipediaコーパスがもとのデー
タをそれぞれ Goldデータ (gold standard), Silverデータ
(silver standard)と呼ぶ. また, 簡単のため Goldデータで
学習したモデルをGoldとし, Silverデータで学習したモデ
ルを Silverと表記する.

4.3 実験設定
本実験ではGoldをベースラインとし, Silverとの評価を

比較する. 表 1のとおり Goldデータの規模が小さいため,

ホールドアウト法によるテストデータの分割では偏りが生
じることが懸念される. そこで, Goldデータによる学習に
ついては汎用的な性能の確認のために 5-分割交差検証を行
う. 公平のため, Silverの評価に際しても交差検証のために

表 3 主要なハイパーパラメータの設定
ハイパーパラメータ 値
epoch 10

optimizer Adam

adam epsilon 1e-8

learning rate 4e-5

5分割した Goldデータをテストデータとして利用し, その
スコアの平均値を報告する. また, Silverデータ中のノイ
ズがスコアに影響を及ぼす可能性を考慮して, Silverの学
習に用いるシード値を 5回変更し, その平均値を最終スコ
アとして利用する. なお学習における主要なハイパーパラ
メータは表 3の記載に従うものとする. ただし, バッチサ
イズに関しては各データサイズを考慮して Goldデータは
16, Silverデータ利用時は 64とする.

4.4 評価指標
本節では [6]に基いて, 多クラス分類タスクで利用される

評価指標について説明する.

各クラス c ∈ C をラベルとして持つテストデータの集合
X が与えられたとき, 各サンプル x ∈ X について正解クラ
スを cx, 予測クラスを ĉxと表すと, クラスごとの precision,

recall, F-score は以下のように計算される.

P (c) =
|{x ∈ X|cx = c ∧ cx = ĉx}|

|{x ∈ X|ĉx = c}|
(1)

R(c) =
|{x ∈ X|cx = c ∧ cx = ĉx}|

|{x ∈ X|cx = c}|
(2)

F (c) =
2 · P (c) ·R(c)

P (c) +R(c)
(3)

マクロ平均は, 各クラスでの予測結果に均等に重み付けを
して計算される.

Fmacro =
1

|C|
·
∑
c∈C

F (c) (4)

マイクロ平均は X のすべてのサンプルについての予測結
果を割り出してから計算される.

Pmicro = Rmicro =
|{x ∈ X|cx = ĉx}|

|{x ∈ X}|
(5)

Fmicro =
2 · Pmicro ·Rmicro

Pmicro +Rmicro
= Pmicro = Rmicro (6)

本実験では, モデル全体の性能を求めるためにこれら両方
の指標を採用して評価を行う.

5. 結果
表 4から F のマクロ平均およびミクロ平均ともに Gold

で学習した方が高いスコアが出ている. この結果から, 大
規模データを単独で利用することは分類器の性能の向上に
特に有効ではないといえる.

次に表 5, 6でクラス別の評価をみると, CAUSEとCOND
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表 4 全体のマクロ平均およびマイクロ平均評価
Pmacro Rmacro Fmacro Fmicro

Gold .52± .01 .51± .02 .51± .02 .63± .06

Silver .53± .02 .58± .01 .49± .01 .57± .00

表 5 Gold データ利用時のクラス別の評価
P R F

CAUSE .48± .02 .53± .06 .50± .03

COND .72± .03 .72± .04 .72± .02

CONC .16± .03 .08± .02 .10± .03

TIME .72± .01 .73± .01 .72± .01

表 6 Silver データ利用時のクラス別の評価
P R F

CAUSE .46± .01 .54± .01 .50± .01

COND .65± .00 .76± .01 .74± .01

CONC .16± .01 .63± .03 .25± .01

TIME .84± .01 .37± .00 .51± .01

については概ね同様のスコアであることがみて取れる. 一
方, GoldのRをみると CONCが極端に低く TIMEが高い
が, Silverではその傾向が逆転している. ただし, CONCの
F をみるといずれのモデルも低水準であり, Fmacro のスコ
アを下げる要因となっている.

6. 追加検証と考察
本節では, 前節の結果を受けてさらに検証を行い, 分類器

の性能の向上を模索する. 以下の結果はすべて実験と同じ
方法で評価を行う.

大規模データの追加による影響
実験では Goldと Silverのデータそれぞれについて単独

で学習に利用したが, 本検証では両データを結合して利用
した場合の評価を調査したい. そこで, より大きなデータ
サイズで学習した場合が有効であるのかを確認するため,

Silverデータを追加する量について, Goldに対する比率 r

を変化させてその推移をみた.

表 7によるとデータの追加によって次第に F が上昇して
いる. 小さいデータサイズを補うことで性能が向上してい
ると考えられる. その一方で, さらにデータを追加してい
くと下降がみられる. これは, Goldデータの要素が薄まり,

表 4における Silverの評価に近づいているのだと考えられ
る. このことから, ある一定の割合で Silverを追加するこ
とが有効であることがわかった.

大規模データによる事前の Fine-Tuningの影響
4.1節で述べたようにBERTに文ペアを入力として Fine-

Tuningに利用することができるのは, Next Sentence Pre-

diction のタスクによって, 2 文間に前後関係があるか否
かを事前学習したモデルであるからである. 一方, 本研
究における Fine-Tuningの目的を考えると, 主節からなる
文と従属節からなる文の論理関係について事前学習モデ

表 7 Silver データの追加によるマクロ平均およびマイクロ平均の
推移
r Pmacro Rmacro Fmacro Fmicro

0 .52± .01 .51± .02 .51± .02 .63± .06

1 .54± .02 .55± .03 .54± .02 .66± .01

2 .54± .01 .56± .02 .54± .01 .64± .01

3 .55± .02 .59± .02 .56± .02 .65± .01

4 .53± .03 .57± .04 .54± .03 .63± .03

5 .54± .02 .58± .03 .54± .03 .63± .02

表 8 事前に Silverデータで Fine-Tuningした場合のマクロ平均お
よびマイクロ平均評価

Pmacro Rmacro Fmacro Fmicro

FT .61± .02 .60± .03 .60± .03 .69± .01

表 9 事前に Silver データで Fine-Tuning した場合の評価
P R F

CAUSE .58± .02 .56± .06 .57± .03

COND .72± .02 .77± .02 .75± .02

CONC .39± .08 .36± .15 .37± .11

TIME .74± .02 .72± .03 .73± .02

表 10 学習データにおいて従属接続詞を明示した場合のマクロ平均
およびマイクロ平均評価

Pmacro Rmacro Fmacro Fmicro

Gold+s .63± .05 .61± .01 .60± .01 .75± .02

FT+s .67± .04 .67± .03 .67± .04 .76± .02

ルが学習していることが望ましい. そこで, Gold データ
による Fine-Tuningに先行して Silverデータで BERTを
Fine-Tuningした場合の検証を行った.

FTは事前に Silverデータで Fine-Tuningしたモデルで
あることを表す. 結果は表 8, 9のとおり全クラスにおいて
Goldの F を上回っており, 特に Fmacro で.09の上昇がみ
られたことから有効な手法であるといえる.

従属接続詞の明示化の影響
4.2節で作成した学習データは従属接続詞を削除して得
た文のペアであるが, 従属接続詞を従属節の文から削除せ
ずに学習に利用することでその性能への影響をみた.

ここで, +s は学習データに従属接続詞を含むことを表
す. 表 10の Gold+sをみると表 4の Goldと比較して全体
的な上昇がみられる. また, FT+sをみても表 8の FTより
Fmacroがさらに.07上昇しており, CAUSEに関しては表 9

で.57であった F が.76まで上がった. 以上から, 学習デー
タ内での従属接続詞は非常に重要な役割を果たしていると
いえる.

クラス数の削減による影響
最後に, どのモデルにおいても CONCの評価が他のクラ
スの水準まで上がらないことを考慮し, CONCと COND

を結合した CC+CDを用いて 3クラス分類後, CONCと
CONDの 2クラス分類を行う手法を試みた.

4ⓒ 2020 Information Processing Society of Japan

Vol.2020-NL-246 No.13
Vol.2020-SLP-134 No.13

2020/12/2



情報処理学会研究報告
IPSJ SIG Technical Report

表 11 学習データにおいて従属接続詞を明示した場合のクラス別の
評価

P R F

CAUSE .63± .04 .88± .02 .74± .03

Gold+s
COND .81± .05 .70± .03 .75± .03

CONC .31± .19 .08± .04 .12± .05

TIME .77± .01 .79± .03 .79± .02

CAUSE .68± .05 .87± .03 .76± .03

FT+s
COND .82± .02 .71± .04 .76± .03

CONC .41± .11 .30± .10 .34± .10

TIME .79± .02 .81± .03 .80± .02

表 12 3 クラス分類における全体のマクロ平均およびマイクロ平均
評価

Pmacro Rmacro Fmacro Fmicro

Gold .69± .02 .69± .02 .69± .02 .71± .01

Silver .61± .02 .53± .04 .52± .00 .57± .02

表 13 3 クラス分類におけるクラス別の評価
P R F

CAUSE .58± .04 .58± .05 .58± .04

Gold CD+CC .73± .02 .77± .02 .75± .01

TIME .77± .02 .72± .01 .74± .01

CAUSE .45± .01 .44± .01 .44± .01

Silver CD+CC .55± .00 .86± .01 .67± .00

TIME .83± .01 .30± .01 .45± .01

表 14 2 クラス分類における全体のマクロ平均およびマイクロ平均
評価

Pmacro Rmacro Fmacro Fmicro

Gold .86± .07 .73± .05 .77± .06 .94± .01

Silver .65± .01 .76± .02 .68± .01 .86± .01

表 15 2 クラス分類におけるクラス別の評価
P R F

Gold
COND .95± .01 .99± .01 .97± .01

CONC .77± .13 .47± .10 .58± .11

Silver
COND .96± .00 .88± .01 .92± .01

CONC .33± .02 .64± .03 .43± .02

表 13 を表 5 と比較すると, Silver では全体の性能が下
がっているが, Goldにおいては CAUSE, TIMEにも良い
影響を及ぼしていると判断できる. また, 表 14の平均スコ
アをみても高水準であり, Goldデータで Fine-Tuningする
場合においてその有効性を示している.

7. 関連研究
我々は複文構文辞書作成に際して, 意味的曖昧性がある

構文パターンに対して候補となる構造を列挙するのではな
く, それぞれにただ一つの relational AMRを与えており,

分類器の結果によって意味を最終的に決定するというアプ
ローチをとっている. これは, 辞書の登録数をむやみに増
やすのではなく中核部分だけを記述し, 実際の使用時に何

らか生成的な操作によって意味を決定するという生成語彙
論 [7]の立場と類似している.

追加検証では BERTに 2文間の論理的関係を捉えさせ
るため, Silverデータで事前に Fine-Tuning を行った. こ
れと同様, 最終的な目的に Fine-Tuningするため, 事前に
大規模データを利用して学習を行った研究が存在する. Xu

ら [8]は AMR Parsingのタスクに Fine-Tuningするため
に, 機械翻訳など複数のタスクで事前学習を行っており, そ
の有効性を報告している.

8. おわりに
本研究では, AMR Parsingに利用できる資源として複文

構文を対象とした辞書を作成し, 一部の構文の意味的曖昧
性の解消のために意味ラベルを予測する多クラス分類器
を学習し, 評価実験を行った. 実験結果から, 既存の AMR

コーパスのみを使用した場合と比較して, 大規模データを
単体で利用した場合には性能がわずかに下回ることがわ
かった. しかし, 追加的に実施した検証の結果, 大規模デー
タを AMR コーパスのデータに一定量追加したり, AMR

コーパスで Fine-Tuningする前段階における Fine-Tuning

で用いるなど, 補足的な形で活用することで性能が大幅に
向上することがわかった. また, 学習データにおける従属
接続詞の明示や, 場合によってはクラス数の削減を行うこ
とが有効であることも明らかになった. 現在, 我々は複文
構文を考慮した AMR Parserの実装に関する研究を進めて
おり, 本研究の成果を活用する予定である.
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